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Kapitel 1

Einleitung

Viele menschliche Aktivitaten werden durch Niederschldge beeinflufit. Niederschlage
besitzen eine fundamentale Bedeutung in der Landwirtschaft, sie miissen in der
Planung urbaner Kanalisationssysteme beriicksichtigt werden, ebenso in der Aus-
wahl geeigneter Deponiestandorte fiir Hausmiill oder fiir radioaktiven Miill. Aber
auch neuere Modelle fiir das Pflanzenwachstum beriicksichtigen in starkerem Ma-
Be Art und Auftreten von Niederschlagen. Als Input-Variable wird Niederschlag in
Niederschlags—Abflul—Modellen fiir Wassersténde von Fliissen verwendet, die wie-
derum fiir die Konstruktion von Hochwasserschutzeinrichtungen benétigt werden.
Die verheerenden Hochwasser in diesem Jahr in Osteuropa oder in Bangladesh ver-
deutlichen die Notwendigkeit verldfilicher Modelle fiir hydrologische Zwecke.

Die Modellierung von Niederschldagen ist ein Grenzgebiet, auf dem sich Hydrolo-
gie, Meteorologie und Physik iiberschneiden. Da die Beschreibung eines so kom-
plexen Phidnomenes durch deterministische Gesetze nahezu unmoglich ist, ist der
Versuch einer stochastischen Modellierung naheliegend. Klimatische Daten, insbe-
sondere solche die Niederschlige betreffende, werden schon lange auf der ganzen
Welt gesammelt. Entsprechend wurde schon frith versucht, die stochastische Natur
des Phanomenes Regen zu beschreiben. Quetélet untersucht in einer 1852 veroffent-
lichten Arbeit die Folge trockener und nasser Tage in Briissel und bemerkt dabei das
Phanomen der Persistenz: Die Wahrscheinlichkeit, an einem Tag Regen zu erhalten,
ist nach einem vorangegangenen Regentag grofer als an einem beliebigen Tag (IKATZ
[1984]). Wiinschenswert in der stochastischen Beschreibung von Niederschlagen ist,
grundlegende physikalische Strukturen zu identifizieren und diese mit Hilfe eines

Modelles zu beschreiben.

Ein Modell in diesem Sinne ist ein Mechanismus, mit dem kiinstliche Niederschlags-
daten generiert werden koénnen, deren Eigenschaften denen der beobachteten Serie
gleichen. Die Komplexitat des Phdnomenes 'Regen’ verhindert im allgemeinen, daf3
alle Eigenschaften der Daten korrekt reproduziert werden, wenn das Modell nur ei-
ne begrenzte Anzahl von Parametern verwendet. Hier wird der in der statistischen
Modellierung stets notwendige Kompromifl zwischen einer geringen Anzahl an Mo-
dellparametern und einer geringen Abweichung des Modelles von den Beobachtungen
evident. Unter Verwendung einer hinreichend grofien Anzahl an Modellparametern
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ist natiirlich eine exakte Beschreibung des beobachteten Phianomenes méoglich —
dieses Modell wird aber kaum einen anderen Satz an Beobachtungen, beispiels-
weise Niederschlagsmessungen eines anderen Zeitraumes oder einer benachbarten
Mefstation, angemessen beschreiben kénnen. Fine wichtige Aufgabe eines Modelles
besteht also in der Betonung relevanter Eigenschaften und damit einhergehend der
Glattung der Beobachtungen. Folglich legt der Anwendungszweck des Modelles fest,
welche der Eigenschaften des beobachteten Phdnomenes beonders exakt wiederzu-
geben sind. Mogliche Schwerpunkte sind die Niederschlagsmengen auf monatlicher
Basis, die zeitliche Verteilung der Niederschlége oder die stiindlichen Niederschlags-
mengen. Mit einem geeigneten Modell lassen sich dann auch Fragen beantworten,
die fiir Aufgaben des Hoch- und Tiefbaus und fiir versicherungstechnische Zwecke
relevant, aber theoretisch nur schwierig zu klaren sind, zum Beispiel: ,,Wie grof} ist
die Wahrscheinlichkeit, daf ein Sturm mit mehr als 40mm /Std. Niederschlag einmal
im Jahr auftritt?” Zur Beantwortung werden mit dem angepafiten Modell hinrei-
chend viele Daten generiert und das Vorkommen der relevanten Ereignisse gezéhlt.
Da Beobachtungen beliebig vieler Jahre erzeugt werden koénnen, sind die mit einem
guten Modell erhaltenen Antworten verlédfllicher als die aus einer méglicherweise nur
geringen Anzahl beobachteter Jahre abgeleiteten.

Niederschlédge sind meistens fliissig und werden dann gewohnlich als Regen bezeich-
net; sie konnen aber als Schnee oder Hagel auch fest sein. Tau und Nebel werden als
Spurenniederschlag bezeichnet. Wir werden "Niederschlag’ und "Regen’ synonym ver-
wenden — wodurch offenbar wird, daf die vorliegende Arbeit an einem schneearmen
Ort erstellt worden ist. Niederschlagsmessungen sind oft fehlerbehaftet. Beispiels-
weise konnen Inhomogenititen der Daten auftreten, wenn eine Mefistation 6rtlich
verlagert wird oder in ihrer ndheren Umgebung Gebaude entstehen. Wird die Ablese-
zeit verlegt, konnen systematische Fehler ebenso entstehen wie bei der Verwendung
eines anderen Mefigerdtes. Bei stark windigem Wetter wird die Niederschlagsmen-
ge haufig unterschatzt, wenn die Mefistation nicht extra geschiitzt wird (YANG et
al. [1998]). Weitere systematische Fehler kénnen durch die Art des Aufzeichnens
oder des Ablesens der Niederschlagsmengen entstehen: Die Beobachtungen werden
in digitaler oder analoger Form aufgezeichnet. Mefigerate mit analogem Aufzeich-
nen der Beobachtungen auf einer sich drehenden Karte kénnen die Anzahl der Tage
mit geringer Niederschlagsmenge unterschétzen, falls die Spur des Bleistiftes geringe
Verénderungen verbirgt. Miissen die Niederschlagsmengen von einem Menschen ab-
gelesen werden, 1483t sich zeigen, daf§ Vielfache von 0.05 Inch (1.25 mm) wesentlich
héufiger notiert werden als andere Werte (WOOLHISER [1992]). YANG et al. [1998]
zeigen, dafl eine Verringerung des Abstandes des Mefigerédtes vom Boden zu signifi-
kant hoheren Niederschlagsmefiwerten fithrt. Ebenso fithrt Schnee zu verzerrten Mes-
sungen, wenn das Mefigerdt nicht mit einer Heizmechanik und einem Schneekreuz
ausgestattet ist. Diese praktischen Probleme beeinflussen auch die Modellauswahl:
Es ist nicht sinnvoll, mit einem komplizierten Modell Niederschlige exakt zu be-
schreiben, wenn die Schitzer der Modellparameter sensibel auf geringe Anderungen
der Beobachtungen reagieren.

Niederschlag ist sowohl ein zeitliches als auch ein rdumliches Phdnomen, daher sind
zur Beschreibung beider Strukturen Konzepte aus dem Bereich der mehrdimensio-
nalen Zufallsvariablen notwendig. Einige stochastische Prozesse, wie der Poissonpro-
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zef, lassen sich auf héhere Dimensionen erweitern, doch generell ist diese Verallge-
meinerung nicht leicht. Beispielsweise basieren die oft zur Beschreibung zeitlicher
Phénomene verwendeten Markovprozesse auf der Existenz einer natiirlichen Ord-
nungsrelation der Indexmenge, die in hoherdimensionalen Raumen nicht gegeben ist.
Gliicklicherweise lassen sich die rdumlich-zeitlichen Strukturen von Niederschldgen
besser durch Clusterprozesse als durch mehrdimensionale Markovprozesse beschrei-
ben. In dieser Arbeit werden wir zwar nur die zeitliche Verteilung von Niederschlagen
modellieren, das ausgewahlte Modell sollte sich aber in zukiinftigen Untersuchungen
zu einem raumlich—zeitlichen Modell erweitern lassen. Diese Bemerkungen sollen die
sich bei der Modellierung ergebenden Schwierigkeiten nur andeuten.

Es gibt zwar eine breite Vielfalt stochastischer Modelle zur Beschreibung von Nie-
derschlag, die meisten sind aber auf Datensédtze aus Amerika, Afrika oder Asien
angewendet worden. Die meisten Publikationen iiber Niederschlag in Europa bezie-
hen sich auf Datensétze aus Grofibritannien. Messungen aus Deutschland werden
bisher selten betrachtet. Anzahlsméflig dominieren die Modelle fiir taglich gemes-
senen Niederschlag iiber die fiir stiindlich gemessenen, was sich aus der langeren
Tradition téglich notierter Niederschlége erklart. Die technischen Fortschritte in der
Entwicklung von Regenmessern, die in stiindlichem Abstand die gefallene Regen-
menge notieren oder sogar die exakten Zeitpunkte des Anfangs und des Endes eines
Regenschauers sowie dessen Niederschlagsmenge, und die daraus resultierenden Da-
tensétze, geben der Erforschung von Modellen fiir hochaufgelésten Niederschlag neue
Impulse. Die in der letzten Zeit am héufigsten verwendeten Modelle zur Beschrei-
bung stiindlichen Niederschlages sind zweifelsohne die auf Clusterprozessen basie-
renden. Sie sind elegante und physikalisch interpretierbare Modelle, die auflerdem
flexibel sind und mit denen leicht kiinstliche Daten erzeugt werden kénnen. Aller-
dings sind ihre theoretischen Eigenschaften nur unter der Annahme von Stationaritat
bekannt, so daf} sie im allgemeinen separat an die Beobachtungen unterschiedlicher
Saisonen angepafit werden, innerhalb derer die jahreszeitlichen Verdnderungen als
vernachlassigbar gering betrachtet werden.

In dieser Arbeit wird der in der Niederschlagsmodellierung am haufigsten verwende-
te Clusterprozefl, ndmlich der Neyman—Scott—Clusterprozefl mit Rechteckzellen, zu
einem Prozef} verallgemeinert, der Saisonschwankungen erklart. Die Vorgehensweise
wird an einem 27 Jahre umfassenden Datensatz hochaufgeléster Niederschlagsmes-
sungen aus Stuttgart demonstriert. Die Modellparameter werden als stetige Funk-
tionen der Zeit betrachtet. Das Ziel besteht darin, die saisonale Variation der ersten
und zweiten Momente des Niederschlagsmengenprozesses, also insbesondere des Er-
wartungswertes, der Varianz und der Autokorrelationsstruktur, korrekt wiederzuge-
ben. Dabei muf} die Struktur der Momente bei einer Verédnderung der Lange des
Zeitintervalles, iiber das der Niederschlag aggregiert wird, erhalten bleiben.

In Kapitel 2 geben wir einfithrend einen Uberblick iiber hiufig in der Modellierung
von Niederschlag verwendete Punktprozesse, der nicht den Anspruch erhebt, eine
vollstdndige Einfithrung in die Theorie der stochastischen Prozesse zu sein. Dazu
konsultiere man BAUER [1991] oder CoX UND IsHaMm [1979]. In Kapitel 3 wird
der vorliegende Datensatz beschrieben, bevor in Kapitel 4 an die téglichen Nie-
derschlagsmengen ein Markovkettenmodell angepafit. In Kapitel 5 schlielich wird



KAPITEL 1. EINLEITUNG 6

das verwendete Neyman—Scott—Clustermodell definiert und an die stiindlichen Nie-
derschlagsmengen angepafit. Im abschliefenden Kapitel 6 wird die Validation des
angepafiten Modelles auf der Basis kiinstlich erzeugter Daten durchgefiihrt.

Die in dieser Arbeit verwendete Notation orientiert sich an der in der géngigen
Literatur iiblichen. Gelegentlich wird auf mehrfache Indizes oder neue Variablenbe-
zeichnungen verzichtet, wenn der Sinn eindeutig aus dem Kontext hervorgeht, um
die Notation nicht unnétig kompliziert zu gestalten. Literatur wird durch den Namen
des/der VerfasserIn und die Jahreszahl der Veroffentlichung in eckigen Klammern
zitiert, so daf} eine Zuordnung des Themas der Referenz erleichtert wird. Die sta-
tistische Auswertung ist mit S-PLUS (Version 3.3) durchgefiithrt worden. Program-
miert wurde in C unter Verwendung des Borland- und des gnu-Compilers. S-PLUS
ist ein umfangreiches Software-Paket, so dafl beispielsweise Mittelwertberechnun-
gen, Modellanpasungen oder Fast-Fourier-Transformationen durch einfache Befehle
durchgefithrt werden. Zur Vereinfachung der Datenanalyse habe ich zahlreiche S-
PLUS-Funktionen erstellt, die ich nicht aufgelistet habe, da sie aus der Abfolge
S-PLUS-eigener Befehle bestehen. Fiir einige zentrale Punkte der Arbeit wie die
Modellanpassung oder die Simulation kiinstlicher Daten erstellte Routinen werden
mit ithrem Quellcode gegeben. Der typewriter-Font markiert Computerbefehle.



Kapitel 2

Stochastische Modelle der
zeltlichen Struktur von

Niederschlag

1 Stochastische Modellierung von Niederschlag

Die meisten der nachfolgenden Modelle dienen der Beschreibung der zeitlichen Struk-
tur von Niederschlag an einem Ort. Niederschlag ist eine teils diskrete, teils stetige
Zufallsvariable. Entweder es regnet oder es regnet nicht, dieser sogenannte Ereig-
nisprozefl wird durch eine 0-1-Zufallsvariable beschrieben. Regnet es, so ist die
Niederschlagsmenge eine stetige Grofle. Die Folge der Niederschlagsmengen wird als
Mengenprozefl bezeichnet.

Damit treten in natiirlicher Weise zwei Folgen von Zufallsvariablen auf: Die eine
zahlt, in welchen und wievielen der Beobachtungsintervalle es geregnet hat. Die
andere verbindet mit jedem nassen Intervall eine bestimmte Niederschlagsmenge.
Sind die Niederschlagsmengen in nassen Zeitintervallen unabhéngig, so kénnen bei-
de Prozesse separat modelliert werden. Bei téglich akkumulierten Messungen ist das
meistens moglich, bei einer stiindlichen Zeitskala allerdings nicht.

Es bietet sich an, die erste Folge, ndmlich den Ereignisprozef}, durch einen Punkt-
prozel zu beschreiben, weil Punktprozesse stochastische Zahlmafle sind. Sie zdhlen
die Haufigkeit zufélliger Ereignisse Z. Im folgenden werden wir Punktprozesse kurz
einfithren.

Sei (K, B) ein meBbarer Raum, auf dem sich das zuféllige Phanomen ereignet. Wir
denken zur Darstellung temporaler Niederschldge an IR oder réumlich-zeitlichen Nie-
derschlages an IR? jeweils mit der borelschen o-Algebra B der halboffenen Intervalle.

(1.1) Definition. Ein stochastischer Prozel N ist ein Punktprozefl auf (£, B)
genau dann, wenn er die folgenden Eigenschaften besitzt:

1. N(0) = 0.
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2. N(A) < oo fiir alle abgeschlossenen A € B.

3. N (UL A;) =37 N(A,) fir je endlich viele, disjunkte Mengen Ay, ..., A, €
5.

In der Modellierung von Niederschlag wird der Punktprozefl die Anzahl der Regen-
ereignisse beschreiben. Ein Ereignis mufl noch definiert werden. Finerseits kann der
Anfangszeitpunkt ¢ eines Regenschauers ein Punkt des Prozesses N sein. Ande-
rerseits ist dieser bei zeitdiskreter Messung nicht beobachtbar. Deshalb kann bei
téaglicher Messung ein nasser Tag als Punkt des Prozesses N gezdhlt werden, un-
abhdngig von der tatsdchlichen Anzahl der Regenschauer an diesem Tag. Betrachten
wir zundchst tédglichen Regen; Yy, k € IN, sei die an Tag k beobachtete Niederschlags-
menge. Wir definieren eine neue Folge {7 }ren von Zufallsvariablen

(1.2) Zp(d)=1(Yr >d) ke IN,de R,

1(-) bezeichne die Indikatorfunktion. Ist Z,(d) = 1, wird Tag k als nasser Tag be-
zeichnet, ist Zx(d) = 0, wird von einem trockenen Tag gesprochen. Der Schwellenwert
d bestimmt, ob ein Tag als nafl oder trocken bezeichnet wird. Er sollte so gewahlt
werden, dafl Inhomogenitaten der Daten verschwinden, ohne daf ein zu grofler Anteil
der Niederschlagsmenge vernachlassigt wird. BUISHAND [1977] verwendet zur Mo-
dellierung von Beobachtungen aus den Niederlanden einen Schwellenwert von 0.3mm
Niederschlag pro Tag, um Tau oder Nebel auszuschlieflen. GREEN [1964] verwendet
fiir Beobachtungen aus Tel Aviv zunéchst einen Schwellenwert von 0.1mm, merkt
aber an, daf} die Differenz in der Anzahl der Tage, an denen mehr als 0.0mm, aber
weniger als 0.1mm Niederschlag gefallen sei, vernachldssigbar gering sei, so daf} er
schlielich einen Schwellenwert von 0.0mm verwendet. Der Prozef extremer Ereig-
nisse, das sind Niederschlagsereignisse mit einer hohen Intensitat, wird ebenso aus
dem Naf-Trocken-Prozefl durch Ausdiinnen (thinning) erhalten, also auch durch
einen geeigneten Schwellenwert. ZUCCHINT UND ADAMSON [1989] betrachten bei-
spielsweise einen Tag, an dem mehr als 30 mm Niederschlag fallen, als einen Sturm.
Wir werden auch 7 statt Zi(d) schreiben, wenn Eindeutigkeit gegeben ist.

Mit N(t) := N((0,?]) wird die Anzahl der Punkte im halboffenen Intervall (0, 1]
bezeichnet. Damit ist fiir beliebige Interalle (a,b] € IRy

(1.3) N((a,b]):/b dN(z) .

a

Die zweite Bedingung in (1.1) stellt sicher, dafi N((a,b]) stets wohldefiniert ist. Von
einem ordentlichen Punktprozefl sprechen wir, wenn multiple Punkte mit Wahr-
scheinlichkeit null auftreten. Unter Verwendung des Landauschen Symbols o(-) be-
deutet das:

(1.4) Definition. Ein Punktprozef heifit ordentlich, wenn

P(N((t.t+6)>1) =o(d) Vt.6€ Ry . 0
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Im folgenden bezeichnen wir den Punktprozel in stetiger Zeit mit N(¢) und den
Punktprozel in diskreter zeit mit Ng. Die Anzahl der nassen Tage bis zum n-ten
Tag erhalten wir durch einfaches Aufsummieren:

(15) N, = N(0,n]) = 3 Zu(d) k€ IV

Bei der Modellierung des Ereignisprozesses sind unterschiedliche Betrachtungsweisen
moglich:

1. Der beobachtete Punktprozef repréasentiert alle Punkte des Ereignisprozesses.

2. Der beobachtete Punktprozefl repriasentiert eine gefilterte Stichprobe des tat-
sachlichen Ereignisprozesses, in dem mehrere Punkte innerhalb eines Interval-
les auftreten kénnen, von denen aber nur einer registriert wird.

Gemaf der ersten Interpretation erhalt ein Punkt die Bedeutung eines nassen Tages
oder allgemein eines nassen Intervalles. Punkte werden damit nur an Zeitpunkten
notiert, die ganzzahlige Vielfache der Lange des Beobachtungsintervalles sind. Damit
liegt ein Punktprozef in diskreter Zeit vor. Wird trotzdem ein Prozef} in stetiger Zeit
angepaflt, und werden die Parameter direkt aus den Beobachtungen geschitzt, so
sind die Parameterschatzer nicht erwartungstreu, vergl. Abschnitt 10. Insbesondere
bei der Beurteilung des Clusterverhaltens des Prozesses werden Fehler begangen.
Mit den Auswirkungen der Diskretisierung haben sich FOUFOULA-GEORGIOU UND
GUTTORP [1986] und FOUFOULA-GEORGIOU UND LETTENMAIER [1986] befafit.
Sie haben gezeigt, dafl sogar bei Aggregation zu 15-miniitigen Beobachtungen In-
formation verloren wird.

Wird die zweite Interpretation gewéhlt, konnen die Parameter des vermuteten Punkt-
prozesses nicht direkt aus dem beobachteten Ereignisprozefl geschéitzt werden. In
diesem Fall wird aus dem aggregierten Mengenprozefl auf den nicht beobachteten
Ereignisprozef} in stetiger Zeit geschlossen, vergl. RODRIGUEZ-ITURBE, WAYMIRE
UND GuPTA [1984]. Wird den Modellparametern physikalische Bedeutung beige-
messen, sollte das resultierende Modell des Ereignisprozesses mit unterschiedlichen
Zeiteinteilungen kompatibel sein.

Uber 24 Stunden aggregierte Beobachtungen werden als téglicher Regen bezeichnet.
Die Wahl des Zeitpunktes, an dem ein neuer Tag in diesem Sinne beginnt, ist nicht
unerheblich: Regnet es in einer Gegend gewo6hnlich am frithen Morgen und wird
die Niederschlagsmenge der letzten 24 Stunden erst am Abend abgelesen, kann ein
Teil des Niederschlages schon verdunstet sein. Liegt hingegen der Ablesezeitpunkt
vor dem Einsetzen der grofiten Hitze, aber nachdem es geregnet hat, so wird nur
wenig verdunstet sein und die beobachteten Mengen werden regelméflig gréfler als
im ersten Fall sein. Im folgenden werden zunéchst téglich, also diskret gemessene
Daten betrachtet, Clusterprozesse und ARMA-Modelle werden auch auf stiindliche
Daten angewendet. Die Niederschlagsmenge an Tag & wird mit Y bezeichnet, die 0-
1-Variable Zj(d) beschreibt, ob an Tag k mindestens einmal geregnet hat und dabei
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mindestens dmm Niederschlag registriert worden sind Der zugehérige Punktprozef3
ist N, = >"7_; Zi. Die Wartezeit ab einem Zeitpunkt { = 0 oder £ = 0 auf den n-ten
Punkt sei T, die Verweildauer U,, zwischen dem (n — 1)-ten und dem n-ten Punkt
ist U, =T, —T,_1, Uy =T} beschreibt die Wartezeit auf den ersten Punkt.

2 Poissonprozesse

In einem stationdren Prozefl wird man sinnvollerweise zunéchst untersuchen, ob die
Inkremente N,, — N,,_; des Ereignisprozesses unabhéngig sind. Sind die Zufallsva-
riablen Z; unabhéngig und identisch verteilt mit P(Zy = 1) = p und P(Z, =0) =
g =1—p, so ist N, binomialverteilt mit Parametern n und p. Die Wahrscheinlich-
keitsfunktion lautet also

2.1) PN, =k) = (")t 0<k<n.
kpq 2

Der Binomialprozef ist in der Modellierung von Regenfall nur wenig verwendet
wurden (aufer von FOUFOULA-GEORGIOU UND LETTENMAIER [1986]), sein Ge-
genstiick in stetiger Zeit, der Poissonproze, dafiir um so haufiger. Zur Beschreibung
des FEreignisprozesses taglichen Regens werden hauptsichlich Prozesse in stetiger
Zeit, also mit stetigem Parameterraum, angepafit, vermutlich wegen der gréfleren
Auswahl an Prozessen mit weit entwickelter Theorie. Der Ubergang von einem dis-
kreten zu einem stetigen Parameterraum erfolgt in kanonischer Weise durch Einbet-
tung von Z C IR. Liegen iiber einen bestimmten Zeitraum aggregierte Daten vor,
so entstehen keine Schwierigkeiten: Fin Ereignis an Tag k ist weiterhin ein Punkt
Zr = 1. Allgemein aber ist Regen kein nur einen Moment dauerndes Ereignis; stetige
Messungen verursachen deshalb {iberabzéhlbar viele Punkte in einem abgeschlosse-
nen Intervall, so da} nicht mehr von einem Punktprozefl gesprochen werden kann.
Diese Schwierigkeit wird héufig umgangen, indem den Regenereignissen eine insi-
gnifikante Lange zugewiesen wird. Es ist auch moéglich, den Anfangszeitpunkt des
Regens als Punkt des Zahlprozesses zu betrachten. Um keine Information zu ver-
lieren, sollte in diesem Fall mit jedem Punkt ein Zeiger assoziiert werden, der die
Dauer des Regenschauers beschreibt.

Der Ubergang von einem diskreten Parameterraum zu einem stetigen Parameter-
raum fiihrt bekanntlich vom Binomialprozefl zum Poissonprozefl. Der Poissonprozefl
ist durch zuféllige Ereignisse charakterisiert, die sich unabhéngig voneinander mit
einer mittleren Rate A ereignen. Wir definieren gemafi BAUER [1991]:

(2.2) Definition. FEin Punktprozef N ist ein homogener Poissonprozef3 zum
Parameter A > 0 genau dann, wenn gilt:

(a) Der Prozefl besitzt stationdre und unabhéngige Zuwéachse (N(t) — N(s)),
wobei fiir 0 < s <t, 5,1t € IRy gilt:
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(N(t) — N(s)) ~ Po(A(t —s)).

(b) Fast alle Pfade w +— N(¢)(w) sind rechtsseitig stetige, isotone Funktionen mit
Spriingen der Grofle 1.

(2.3) Definition. Ein PunktprozeB {N¢}¢cr, wird als homogen bezeichnet, wenn
die Parameter des Prozesses konstant sind.

(2.4) Bemerkung. Ein homogener Poissonproze N mit Rate A besitzt die fol-
genden grundlegenden Eigenschaften:

(a) Die Erwartungswert-Zeit-Funktion EN(t) erfillt EN(t) = At.
(b) Der Dispersionsindex [(¢) = VarN(t)/ EN(¢) erfiillt: 1(¢) = 1.

(c) Das Nullwahrscheinlichkeitsfunktional P(N(A) = 0) bzw. P(N(t) = 0) fir
beliebige Intervalle A bzw. fiir (0,¢] erfillt P(N(A) = 0) = exp(—A|A]|) bzw.
P(N(t) = 0) = exp(—At). Dabei bezeichnet |A| das Lebesgue-Maf} von A.

(d) Die Verweildauern U,, sind unabhéngig und identisch exp(A)-verteilt mit Er-
wartungswert EU, = 1/A, n € IN. Insbesondere ist die Wartezeit auf den
ersten Punkt genauso verteilt wie die Wartezeit zwischen zwei aufeinanderfol-
genden Punkten.

(e) Der Variationskoeffizient der Verweildauern CV(U,) =/ VarU,/ EU,, erfiillt
CV(U,) =1, nelN.

Eine Erweiterung des Poissonprozesses erhalten wir, wenn wir die Ereignisrate A =
A(s) als zeitabhéngige, deterministische Funktion betrachten:

P(N(t) =n) = e 2 DA@)"/n! , n € IN,
mit
A) = /Ot Ms)ds .

Dieser Prozefl wird als nichthomogener Poissonprozefl bezeichnet. Er ist ein Spezial-
fall eines Punktprozesses, dessen Ereignisrate (Intensitdtsrate) A(t) nicht nur eine
deterministische Funktion, sondern ein stochastischer Prozef} ist. Letztere Prozesse
fiihrte Cox 1955 unter der Bezeichnung doppelt stochastische Poissonprozesse ein,
heute werden sie jedoch meist nach ihrem FErfinder als Cox-Prozesse bezeichnet.
Sei A(t) ein nichtnegativer stochastischer Prozefl, t > 0. Sei A(A) = [, A(u) du fiir
mefibare Mengen A sowie A(t) = [ AMu)du, du bezeichne das Lebesgue-Maf auf
R.

(2.5) Definition. Ein Punktprozel N(?) ist ein Cox-Prozefl mit Intensitatspro-
zeBl A(t) > 0, wenn gilt:
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(a) Fiir je endlichviele, disjunkte mefibare Mengen Ay,..., A, sind N(A4),...,
N(A,) bedingt unabhéngig bei gegebenem A.

(b) Die bedingte Verteilung von N(A), gegeben A, ist fiir alle mefibaren Mengen
A poissonverteilt mit Parameter A(A): V0 <k e Z

P(N(A) = k|A) = exp(—A(A)) A(A)/E! .

Der Intensitatsprozel kann als stochastischer klimatologischer Prozefl interpretiert
werden, der die Neigung zu Regen beschreibt (SMITH [1987]).

Bei einem Poissonprozefl mit Parameter X ist die Folge der Wartezeiten zwischen
zwei Ereignissen unabhingig identisch exponentialverteilt mit Erwartungswert 1/A.
Wird nur angenommen, die Folge der Wartezeiten sei unabhdngig und identisch
verteilt, erhalten wir einen Erneuerungsprozefl und damit eine Verallgemeinerung
des Poissonprozesses.

Wird der Ereignisprozef téglichen Regens als Poissonprozefl modelliert, wird den
Punkten eine insignifikante Lange zugewiesen. Tatséchlich betriagt die durchschnitt-
liche Dauer einer nassen Phase in dem dieser Arbeit zugrundeliegenden Datensatz
aber etwa 100 Minuten, so dafl diese Annahme nicht sinnvoll ist.

Werden Niederschlége in stetiger Zeit aufgezeichnet und die Anfangszeitpunkte eines
Regenschauers als Poissonprozefl modelliert, so kann leicht gleichzeitig die Dauer der
Regenereignisse beschrieben werden. Wir gelangen zu Poisson-Rechteckimpuls-
modellen. Sie sind markierte Punktprozesse, deren Punkte geméfl einem Poisson-
prozeB mit Rate A auftreten. Ein Punkt zur Zeit T, repréasentiert die Anfangszeit
des n-ten Regenereignisses. Mit ihm wird ein Rechteckimpuls (¢,,,) verbunden, ¢,
mifit die Dauer und i,, die Intensitét des Ereignisses. Intensitat bedeutet Regen pro
Zeiteinheit und wird in [mm/Tag] oder [mm/Stunde] gemessen (vergl. RODRIGUEZ-
ITURBE et al. [1984], BAccHI et al. [1994]). Das einfachste Modell nimmt an, alle
(t,,1,) seien unabhéngig identisch verteilte Zufallsvariablen und ¢, und i, seien
ebenfalls unabhéngig. Als Marginalverteilungen der ¢, und 7, werden haufig aus
Griinden der mathematischen Einfachheit Exponentialverteilungen gewéhlt. Rege-
nereignisse mit hoher Intensitdt werden so nicht angemessen beschrieben, da bei
ihnen Intensitdt und Dauer oft negativ korreliert sind. BACCHI et al. [1994] ver-
wenden zur Beschreibung von Beobachtungen aus Norditalien (Valtellina, Milano,
Firenze) eine bivariate Exponentialverteilung, bei der ¢, und ¢, negativ korreliert
sind. Die geschétzte Korrelation betragt r = —0.4.

Insbesondere bei extremen Ereignissen, die durch eine hohe Gesamtniederschlags-
menge definiert werden, scheint die Annahme der Unabhéangigkeit der Ereignisse
voneinander gerechtfertigt zu sein, vergl. BACCHI. et al. [1994].

3 Markovketten

Die Annahme unabhéngiger Inkremente des Z&hlprozesses bei téglichem Nieder-
schlag ist zur Beschreibung von Niederschlagsprozessen meistens unzutreffend. Da-
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Skizze zum Poisson-Rechteckimpulsmodell

ln

th_1 .
In

ITn -1 Un I
I 1

T,: Startzeit des n-ten Ereignisses; U, := T, — T, Wartezeit

mit werden wir zu Prozessen gefiihrt, in denen die Inkremente stochastisch abhéngig
sind. Die beliebteste Modifikation ist die Annahme, die Folge der 7}, bilde einen Mar-
kovprozel mit diskretem Parameterraum, also eine Markovkette, und zwei méglichen
Zustdnden 0 und 1. Wir betrachten ausschliefilich Markovketten mit zwei Zustanden.

In einer Markovkette hiangt die Wahrscheinlichkeit, an einem Tag k& Regen zu beob-
achten, nur vom Zustand des vorhergehenden Tages ab:

P(Zp = i| Ziers Zpens . ) = P(Zy = i|Zss) -

Die Struktur einer Markovkette ist eindeutig durch die Matrix II der Ubergangs-
wahrscheinlichkeiten bestimmt,

Too To1
Il :=
Tio 711

mit m;; := P(Zy = j|Zk—1 = ). Wir miissen mo; und 7y schatzen. Offenbar gilt
oo + o1 = 1 und 79+ 717 = 1, da mit Sicherheit einer der beiden Zustande 0 oder
1 auf einen vorhergehenden Zustand folgt.

Diese Darstellung impliziert, daB die Ubergangswahrscheinlichkeiten zeitinvariant
sind, also ein homogener Prozefl im Sinne von (2.3) vorliegt. Sie impliziert aulerdem
Abhéangigkeit nur vom letzten vorhergehenden Zeitpunkt. Fine Verallgemeinerung
ist leicht moglich: Mit IT = II(k), m;;(k) = P(Zy = j|Zk—1 = 1),k = 1,..., K kénnen
saisonale Schwankungen beriicksichtigt werden. Es istk = 1,..., K, wobei K = 365,
wenn ein gesamtes Jahr beobachtet worden ist. Fine Markovkette héherer Ordnung
m > 2 wird durch

Tivnivio(K) = P(Zk = 10| Lkt = 11y e ooy L = i)
beschrieben. Ist die Markovkette ein Punktprozefl, wie in unserem Fall téglichen
Regens, so gilt ig,71,...0,, € {0,1}. Die Wahrscheinlichkeiten 7, ;. (k) miissen

offensichtliche Eigenschaften erfiillen wie z.B.

Tivyiro(k) + 7 (k) =1 firalle k=1,....K, ¢;,€ {0,1}.
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Die empirischen Parameterschitzer einer Markovkette 1. Ordnung sind hier

(k) = #{Beobachtete Tage k mit Z,_; =1 ,7;, = j}
A #{Beobachtete Tage (k — 1) mit Zx_y =i}

sofern der Nenner ungleich null ist, sonst ist dieser Schatzer nicht definiert. Damit
ist die Anzahl der Ereignisse (Zy_1 =1, Zx = j) in N beobachteten Jahren eine bi-
nomialverteilte Zufallsvariable mit Erfolgswahrscheinlichkeit 7;;(k). Die Anzahl der
Versuche ist die Anzahl der Ereignisse (Z;—; = 7). Ohne zusatzliche Restriktionen
ist die Schitzung der Ubergangswahrscheinlichkeiten sinnlos, da zu jedem Datum
zwel Parameter geschatzt werden miissen. Hier mufl der Raum der Abbildungen

Tol - {1,2,. . .,I(} — [0,1] 5 k — 7T01(k) 9
Ty o {L2,..., K} —[0,1], k+—— mo(k).

eingeschrankt werden. Dazu bieten sich vielfaltige Moglichkeiten, wie beispielswei-
se Glattung unter apriori bekannter Eigenschaften. Physikalisch plausibel sind nur
Parameter, die sich im Zeitverlauf stetig und zyklisch &ndern mit einer Periode von
einem Jahr. Daher ist eine Beschreibung durch eine Fouriersumme naheliegend. We-
gen der Restriktion 0 < m;;(k) < 1 bietet es sich an, nicht m;;(k),k = 1,..., K,
sondern logit(m;;(k)) durch eine Fouriersumme mit [ < T Frequenzen zu modellie-
ren, wobei

ogit(r0) = o (720

Weil die Binomialverteilung zur Exponentialfamilie gehort, stehen bei diesem Vorge-
hen die Schatzverfahren der verallgemeinerten linearen Modelle (vergl. McCULLAGH
UND NELDER [1989]) zur Verfiigung. Die Anzahl K der anzupassenden Fourierfre-
quenzen wird mit einem Modellauswahlkriterium bestimmt. Diese Vorgehensweise
ist in Kapitel 4.1 ausfithrlich beschrieben. ZUCCHINT UND ADAMSON [1984] haben
taglichen Regen in Stidafrika auf diese Art modelliert, STERN UND COE [1984] téagli-
chen Regen in Jordanien und Tansania. KATZ UND PARLANGE [1995] modellieren
auch stiindlichen Regen mit einer Markovkette 1. Ordnung. Mit der Auswahl der
Ordnung der Markovkette haben sich u.a. TONG [1975] und KA1z [1981] befafit.

Eine Variante des Markovkettenmodelles haben ROLDAN UND WOOLHISER [1982]
im Rahmen alternierender Erneuerungsprozesse (vergl. Abschnitt 5) betrachtet. Ei-
ne weitere Moglichkeit, markovsche Abhéangigkeitsstrukturen zu integrieren, besteht
darin, die Folge der nassen und trockenen Tage als Bernoulli-Prozefl mit rando-
misierter FErfolgswahrscheinlichkeit darzustellen, wobei die Folge der Erfolgswahr-
scheinlichkeiten eine Markovkette bildet. Ein solcher Prozef} ist ein Hidden-Markov-
Modell.
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4 Hidden—Markov—Modelle

Das Analogon eines Cox-Prozesses in diskreter Zeit ist ein Bernoulli-Prozefl mit
randomisierten Frfolgswahrscheinlichkeiten. In einem Hidden—Markov—Modell folgt
ein nicht beobachtbarer Prozefl einer Markovkette mit endlichem Zustandsraum,
wahrend die Verteilung der Beobachtungen an einem beliebigem Zeitpunkt nur vom
Zustand der Markovkette an diesem Zeitpunkt abhdngt. Solche Modelle werden als
Hidden—-Markov—Modell bezeichnet. ZUCCHINT UND GUTTORP [1991] haben sie zur
Beschreibung der zeitlich-rdumlichen Verteilung von téglichem Niederschlag in den
USA verwendet. In diesem Modell folgen die Zustdnde eines nicht beobachtbaren
klimatologischen Prozesses einer Markovkette. Sie bestimmen die Wahrscheinlich-
keit, an einem Tag Niederschlag zu erhalten. Die raumlich—zeitliche Verteilung des
Niederschlages ist bedingt unabhéangig bei gegebenem klimatologischem Prozef3.

Der klimatologische Pﬁrozeﬁ {Cr}ren sei eine stationdre Markovkette mit M mogli-
chen Zustanden und Ubergangswahrscheinlichkeiten

Yi;=P(Ch=37Chor=1i), i,5=1,...., M.

(', ist der Zustand des klimatologischen Prozesses an Tag k, der aber nicht beobach-
tet werden kann. Der Ereignisprozef sei {Z,gn)}kmew, k=1,....K, n=1,...,N,
wobei

) _ 1, esregnet an Tag k an Station n,
71 0 sonst.

Die Wahrscheinlichkeit, an einem Tag Regen zu erhalten, ist damit fiir alle Sta-
tionen gleich bei gegebenem Cj. Um die Wahrscheinlichkeiten der moglichen Wer-
te Zj = (Z,gl), cees Z,EN)) auf kompakte Weise zu beschreiben, verwenden Zucchi-
ni und Guttorp die Dezimaldarstellung 7y, der biniren Zahl Z;, welche die Werte

0,1,2,...,L =2" — 1 annehmen kann. Die bedingte Wahrscheinlichkeiten
P(Zk == Z|Ck == m) = Tim

konnen jetzt als ((L 4+ 1) x M)-Matrix dargestellt werden.

Zucchini und Guttorp leiten Eigenschaften des so definierten Hidden—Markov—Pro-
zesses her, unter anderem die Likelihood-Funktion von Zj, so daB die Modellpa-
rameter mit der Maximum-Likelihood-Methode geschitzt werden kénnen, was ein
Vorzug gegeniiber vielen anderen Modellen ist. Hidden—Markov—Modelle und ihre
Eigenschaften werden ausfiithrlich in MACDONALD UND ZUCCHINI [1997] beschrie-
ben.

Das Hidden—Markov—Modell kann physikalisch interpretiert werden, indem die Zu-
stdnde von (C} als ,, Tendenz zu Regen” betrachtet werden. Es schliefit als Spezialfille
Markovkettenprozesse und Bernoulliprozesse ein. Wird nur eine Station betrachtet
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und ist die Wahrscheinlichkeit von Regen fiir alle Zustande des klimatologischen
Prozesses gleich, so liegt ein Bernoulliprozefl vor. Kann der klimatologische Prozef}
zwel Zustande annehmen, von denen der eine mit einem trockenen Tag, der andere
mit einem nassen Tag assoziiert wird, liegt eine Markovkette vor. Letzteres bedeutet
P(Z, = 1|Cy = 1) = 1, P(Z, = 0|Cy = 0) = 1. Eine Anpassung eines Hidden-
Markov-Modelles an den in dieser Arbeit analysierten Datensatz fiihrte zu einem
Hidden-Markov-Modell, das einer Markovkette sehr dhnlich war. Der zusétzliche
kompliziertere theoretische Modellaufbau sowie die aufwendigere Modellanpassung
waren fiir diesen Datensatz also nicht gerechtfertigt, weshalb die Frgebnisse der
Modellanpassung nicht dargestellt werden.

Ein Nachteil des rdumlich-zeitlichen Modelles fiir n > 1 Stationen, auf den Zuc-
CHINI UND GUTTORP [1991] hinweisen, besteht in der geforderten Unabhangigkeit
der Stationen. Fiir weit entfernte Stationen sei es einerseits nicht plausibel, eine ein-
heitliche ,,Groflwetterlage” anzunehmen. Andererseits sei es unplausibel, fiir nahe
gelegene Stationen Unabhangigkeit anzunehmen. Die Interpretation von {Cy}ren
als klimatologischen ProzeB ist daher fragwiirdig. ZUCCHINI UND GUTTORP [1991]
geben Ausblicke auf mégliche Erweiterungen des Modelles, die Kovariablen wie den
Abstand einer Station zu anderen Stationen beriicksichtigen kénnen.

SMITH [1987] entwickelt ein Modell zur Beschreibung téglichen Regenfalles, das auf
einer nicht beobachteten Markovkette mit zwei Zustdnden basiert, von denen der eine
trockenes Wetter impliziert. Dieses Modell beriicksichtigt saisonale Schwankungen
vermoge zeitabhingiger Parameter. Smith bezeichnet es als Markov-Bernoulli-
Modell. Im Markov—Bernoulli-Modell ist eine (nicht-homogene) Markovkette Cf,
k € IN, mit Zustandsraum {0, 1} gegeben, die einen nicht beobachtbaren, klimato-
logischen Prozefl beschreibt. Die Punkte 73,k € IN, des Prozesses sind Bernoulli—
Variablen mit randomisierter Erfolgswahrscheinlichkeit X3, wobei

Xy 2:p(k)0k, ke W,

mit einer Abbildung p : IN — [0, 1]. Die Erfolgswahrscheinlichkeiten sind also 0
oder p(k). Das fithrt zur folgenden Definition:

(4.1) Definition. Der Punktprozel {Z;}ren ist ein Markov-Bernoulli-Modell
mit Parametern p, ¢o und ¢, wenn fiir allen € IN und alle (zy, ..., z,) mit z; € {0,1}
gilt:

P(ZK :Zk,...,Zl :Zl| Xk,k: 1,...,[&7)
K

— ﬁ[szkJr(l—Zk)(l—Xk)]-

Der Wert von Z; hangt also nur von X}, ab.
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Sind die Parameter konstant im Zeitverlauf, ist dieses Modell der Spezialfall des
Hidden-Markov-Modelles fiir eine Station, in dem Cy € {0, 1} fiir alle k und P(Z; =
1] Cx = 0) = 0. In der Notation aus ZUCCHINI UND GUTTORP [1991] ist

= (p<1k> 1—%@)) '

Die Parameter des Markov-Bernoulli-Modelles kénnen ebenfalls mit der Maximum-
Likelihood-Methode geschitzt werden (SMITH [1987]). Eine wichtige Eigenschaft
der Klasse der Markov-Bernoulli-Prozesse ist, daf} sie abgeschlossen unter zufalligem
Ausdiinnen ist.

(4.2) Definition. Eine p-Ausdiinnung eines Punktprozesses {Z;} ist ein Prozef}
T = Xp - 7y,

wobei { X} }rew ein Bernoulliproze mit Erfolgswahrscheinlichkeit p ist. Die Punkte
von Z;, werden also mit Wahrscheinlichkeit p in den Prozef} 7y itbernommen und mit
Wahrscheinlichkeit 1 — p ausgelassen. Die Einfithrung eines Mindestniederschlags-
wertes, ab dessen Uberschreitung ein Tag als naf betrachtet wird oder durch die ein
Sturm definiert wird, ist eine p-Ausdiinnung.

SMITH [1987] entwickelt aufbauend auf dem Markov-Bernoulli-Prozefi auch einen
Clusterprozel mit diskretem Parameterraum, vergl. Abschnitt 7.

5 Alternierende Erneuerungsprozesse

Erneuerungsprozesse legen das Augenmerk auf die Wartezeit zwischen zwei Ereig-
nissen. Sind diese Wartezeiten unabhangig und identisch verteilte Zufallsvariablen,
liegt ein Erneuerungsprozef} vor.

Eine Verallgemeinerung erhalten wir, wenn in einem stationaren Prozefl zwei Arten
von Ereignissen betrachtet werden, die abwechselnd aufeinanderfolgen. Die Warte-
zeit von einem Ereignis bis zu einem Ereignis vom Typ 1 sei eine Zufallsvariable
U, die bis zu einem Ereignis vom Typ 2 sei eine Zufallsvariable U. Sind die Folgen
(Up)nen und (Un)new unabhéngig voneinander und sind die Elemente beider Fol-
gen unabhiingig und identisch gemaB F bzw. F' verteilt, so sprechen wir von einem

alternierenden Erneuerungsprozef.

Bezogen auf die Modellierung taglichen Regens denken wir uns ein Ereignis vom
Typ 1 als den Beginn eines nassen Intervalles und ein Ereignis vom Typ 2 als den
Beginn eines trockenen Intervalles. Bei téglichem Regen wird ein trockenes Intervall
der Lange n definiert als n aufeinanderfolgende trockene Tage, die an jeder Seite
durch mindestens einen nassen Tag begrenzt werden. Ein nasses Intervall ist analog
definiert.
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Alternierende Erneuerungsprozesse sind von GREEN [1964], BUISHAND [1977] und
von ROLDAN UND WOOLHISER [1982] zur Beschreibung der Lénge trockener und
nasser Intervalle verwendet worden. Die Arbeit Buishands ist die erste, in der Er-
neuerungsprozesse erfolgreich an Beobachtungen aus klimatisch so unterschiedlichen
Gegenden wie den Niederlanden, Agypten, Indien und dem Sudan angepafit worden
sind. Seine Arbeit ist zudem die ausfiihrlichste der drei genannten Arbeiten.

Die Lange der Intervalle modelliert Buishand mittels einer negativen Binomialver-
teilung, die eine Verallgemeinerung der geometrischen Verteilung ist. Geometrisch
verteilte Verweildauern treten beispielsweise in stationdren Markovketten mit zwei
moglichen Zustdnden {0,1} auf. Bezeichnet m;; = P(Zy = j|Zr-1 = 1) die Uber-
gangswahrscheinlichkeit von ¢ zu j, so ist die Lange L eines trockenen Intervalles
bedingt geometrisch verteilt mit Parameter moo bei gegebenem erstem trockenem

Tag 7, = 0:

P(Lo =n)

— P(Zppr = 1,75 =0,..., 7 =0)

— P(Zip =12 =0, 21 =0)- P(Zy=0,.... 7 =0)
P(Zjr = 1 Zp = 0)- P(Zy = 0,..., % = 0)

Too ot

= 7o' (1 — 7oo)

fiir n € IV. Analog ist die Lange L, eines nassen Intervalles geometrisch verteilt mit
Parameter m;.

Da negativ binomialverteilte Zufallsvariable den Wert 0 annehmen kénnen, Inter-
vallangen L aber stets strikt positiv sind, mufl die negative Binomialverteilung in
dieser Anwendung verschoben oder abgeschnitten werden. Mit L werde die neue
Zufallsvariable bezeichnet. Es ergeben sich folgende Verteilungen:

1) Die verschobene negative Binomialverteilung:

n+r

P(Lo=n)= P(Ly=n+1)= (n+1

)W&Tl(l — mo0)"

wobei Lo negativ binomialverteilt ist und n > 0 .

2) Die abgeschnittene (truncated) negative Binomialverteilung

,r>1.

. ) N (]
P<Lo=n>=P(LoznlLole(n“ )M

r
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3) Mit r = 1 erhalten wir die abgeschnittene geometrische Verteilung:
P(LO = n) = 7T00(1 — 7_[_00)71—1 ,n € N .

ROLDAN UND WOOLHISER [1982] zeigen, daff im Fall der ihnen vorliegenden Daten
aus unterschiedlichen klimatischen Gegenden der USA die Lénge der nassen Inter-
valle jeweils besser durch eine abgeschnittene geometrische Verteilung modelliert
wird, die Lange der trockenen Intervalle hingegen durch eine abgeschnittene nega-
tive Binomialverteilung.

Zur Beriicksichtigung saisonaler Schwankungen im Jahresverlauf kann der Nieder-
schlagsprozef als stiickweise stationdr betrachtet werden, so dafl die Parameter fiir
jeden Abschnitt separat geschéatzt werden. ACREMAN [1990] entwickelte ein auf ei-
nem Erneuerungsprozefl basierendes Modell zur Beschreibung stiindlichen Regenfal-
les, das in Abschnitt 9 beschrieben wird.

6 Erneuerungs—Cox—Markov—Prozesse

SMITH UND KARR [1983] haben auf eine weitere Weise markovsche Abhéngigkeits-
strukturen in den Ereignisprozefl integriert. Zur Beschreibung eines Datensatzes
téglicher Niederschlagsmessungen der Sommermonate im Potomacdelta, USA, ent-
wickeln sie einen Punktprozef}, der gleichzeitig sowohl ein Erneuerungsprozefl als
auch ein Cox-Prozefl mit markovscher Intensitétsrate ist. Diesen Prozefl bezeichnen
sie als Erneuerungs—Cox—Markov—Prozef.

KINGMAN [1964] (zitiert in SMITH UND KARR [1983]) zeigt, dafl die Klasse der
Prozesse, die gleichzeitig Erneuerungsprozesse und Cox-Prozesse sind, echt gréfer
als die Klasse der Poissonprozesse ist.

(6.1) Definition. Ein Erneuerungs-Cox-Prozef} besitzt den IntensitatsprozeB
A(t), t € IR, wobei A(t) = A > 0 und A(f) = 0 abwechselnd auf Intervallen
ist, deren Léngen unabhéngige Zufallsvariablen sind. Die Lange der Intervalle, auf
denen A(?) = X ist, ist exponentialverteilt und die Lange der Intervalle, auf denen
A(t) = 0 ist, besitzt eine beliebige Verteilung. O

Wird die Verteilung der Intervalle mit A(¢) = 0 ebenfalls durch eine Exponential-
verteilung mit beliebigem, positivem Parameter beschrieben, so ist A(¢) ein Markov-
prozef:

(6.2) Definition. Ein Cox-ProzeB N, dessen Intensititsprozel ein MarkovprozeB
mit Zustanden A > 0 und 0 ist, heifit ein Erneuerungs-Cox-Markov-Prozef§ . O

7 Clustermodelle

Die stochastische Modellierung von Regenfall durch Clusterprozesse befindet sich
am ehesten unter allen Modellen im Einklang mit meteorologischen Erkenntnissen.
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Man geht davon aus, dafl Regenschauer haufig auftreten, nachdem eine Regenfront
einen Ort passiert hat. Damit liegt die Beschreibung durch ein hierarchisches Modell
nahe: Die Regenfronten sind nicht beobachtbare Primérereignisse, die Regenschauer
als Sekundérereignisse nach sich ziehen. LE CaM ([1961], zitiert nach ICAVVAS UND
DELLEUR [1981]) hat die raumliche Verteilung von Regenfall mit einem dreistufi-
gen Modell beschrieben: Die Regenschauer treten an einem Ort im Zeitverlauf in
Clustern als Folge einer Regenfront auf, die Regenfronten bilden wiederum Cluster,
die als Sturm bezeichnet werden. Sind die Regenschauer innerhalb einer Front un-
abhdngig und die Fronten innerhalb eines Sturmes, so liegt ein rdumliches Neyman-
Scott-Clustermodell vor. Zur Beschreibung der zeitlichen Verteilung von Regenfall
geniigt meistens ein zweistufiges Modell. Da die Regenfronten nicht beobachtet wer-
den, ist es plausibel, Priméar- und Sekundérereignisse nicht zusammenfallen zu lassen.
Ohne diese letzte Annahme ist ein anderes Clustermodell plausibel: Die Wartezeit
bis zu dem ersten Regenschauer innerhalb eines Clusters besitzt eine andere Vertei-
lung als die Wartezeiten zwischen den folgenden Elementen des Clusters. In diesem
Modell fallt ein Primérereignis stets mit einem Sekundérereignis zusammen; das
Augenmerk liegt auf den Wartezeiten. Diese Sichtweise wird in dem Bartlett-Lewis-
Clusterprozefy eingenommen.

In einem Punktprozefl wird von Clusterverhalten gesprochen, wenn die Wahrschein-
lichkeit, einen Punkt in der Ndhe eines anderen Punktes anzutreffen, gréler als an
beliebiger Stelle ist. Die Wartezeiten zwischen Punkten sind damit insbesondere
nicht identisch verteilt.

Clusterprozesse bestehen aus unabhéngigen Primérereignissen, sogenannten Cluster-
zentren, von denen jedes eine zuféllige Anzahl an Sekundéarereignissen, sogenannten
Zellen, nach sich zieht. Cluster iiberschneiden sich, wenn nach einem neuen Primérer-
eignis Sekundérereignisse eintreffen, die einem fritheren Primérereignis zugehoren.
Diese Eigenschaft, auch als Gedachtnis von Clustern bezeichnet, fithrt dazu, daf}
sich die beobachteten Zellen nicht eindeutig einem Clusterzentrum zuordnen lassen.
Neyman und Scott konzipierten Clusterprozesse zur Beschreibung der rdumlichen
Verteilung von Galaxien (NEYMAN UND SCOTT [1958]; zitert nach ICAVVAS UND
DELLEUR [1981]). Die ersten zur Modellierung von Regenfall verwendeten Neyman-
Scott-Clustermodelle sind sogenannte Neyman-Scott-White-Noise-Modelle gewesen,
in denen einer Zelle die Dauer null zugewiesen wird (IKAVVAS UND DELLEUR [1975],
zitiert nach WAYMIRE UND GUPTA [1981c]). FOUFOULA-GEORGIOU UND GUT-
TORP [1987] haben Widerspriichlichkeiten in diesem Modell entdeckt, was vermut-
lich RODRIGUEZ-ITURBE et al. [1987] veranlafit hat, sowohl das Neyman—Scott- als
auch das Bartlett—Lewis—Clustermodell zu markierten Punktprozessen zu verallge-
meinern, in denen mit jedem Sekundérereignis ein Rechteckimpuls assoziiert wird,
welcher die Dauer und die Intensitat der Zelle beschreibt. Es gibt inzwischen mehrere
Varianten von Clustermodellen, die sich vor allem in der Art der Konstruktion des
Rechteckimpulses unterscheiden. Intensitét bezeichnet hier die Niederschlagsmenge
pro Zeiteinheit, die gewohnlich in [mm/h] gemessen wird. Clusterprozesse werden
zur Modellierung des regenerzeugenden Mechanismus’ sowohl fiir tagliche wie auch
fiir stiindliche Beobachtungen verwendet. Abbildung 2.1 skizziert den Aufbau des
Neyman—Scott—-Modelles.
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(7.1) Definition. Ein Neyman—Scott—Clusterprozef lafit sich wie folgt cha-
rakterisieren:

1. Der Ereignisprozefl der Clusterzentren bildet einen Poissonprozefl mit Rate A.

2. An jedes Clusterzentrum schlieit sich eine zufdllige Anzahl ' > 1 von Zellen
an, die unabhédngig vom Clusterzentrum ist und ebenso von der Anzahl der
Zellen in anderen Clustern. Als Verteilung fiir C' sind die geometrische Vertei-
lung (KKAVvVAS UND DELLEUR [1981]) und die Poissonverteilung (RODRIGUEZ-
ITURBE et al., [1984]) verwendet worden. KHALIQ et al. [1996] haben den Pro-
zef} der Clusterurspriinge nach einer exponentialverteilten Dauer enden lassen.

3. Die Abstande der Zellstarts vom Clusterzentrum sind unabhéngig und iden-
tisch verteilt. Haufig wird hierfiir eine Exponentialverteilung verwendet, so daf}
nahe am Clusterzentrum mehr Zellen auftreten als weiter entfernt.

4. Mit jedem Zellstart wird ein Rechteckimpuls assoziiert, der die Dauer und die
Intensitat des Regenereignisses beschreibt.

5. Die Impulsdauern sind unabhéngig identisch verteilte Zufallsvariablen, die
auch unabhéngig von allen anderen Variablen des Clusterprozesses sind. Sie
werden oft als exponentialverteilt modelliert.

6. Die Impulsintensitéten sind ebenfalls unabhéngig, identisch verteilte Zufalls-
variablen, die auch von allen anderen Gréflen des Prozesses unabhéngig sind.
Sie werden ebenfalls hdufig als exponentialverteilt angenommen.

Mit jedem Zellstart wird also ein Tupel oder Zeiger, bestehend aus der Zelldau-
er und der Zellintensitét assoziiert. Es liegt damit weiterhin ein Punktprozef vor.
Clusterzentren kénnen als Sturmfronten interpretiert werden, Zellen hingegen als
Regenschauer, aber auch als ein Moment, in dem sich die Intensitdt eines Regen-
schauers dndert. Damit werden in dem Modell die tatsachlichen Regenschauer, deren
Intensitat sich im Zeitverlauf &ndern kann, durch Treppenfunktionen approximiert.

Im Unterschied zum Neyman-Scott-Prozefl werden im Bartlett—Lewis—Clusterprozef3
nicht die Abstande der Zellen vom Clusterzentrum, sondern die Abstdnde zwischen
aufeinanderfolgenden Zellstarts modelliert.

(7.2) Definition. Der Bartlett—Lewis—Clusterprozef ist folgendermafien defi-
niert:
1. Die Primérereignisse ereignen sich gemafl einem Poissonprozefl mit Rate A.
2. Jedes Primarereignis zieht eine zufillige Anzahl C' von Zellen nach sich.

3. Die Abstande aufeinanderfolgender Zellstarts sind unabhéngig und identisch
verteilte Zufallsvariablen.
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Abbildung 2.1: Aufbau des Neyman—Scott—Clustermodelles

Stiirme passieren einen Ort geméfl einem Poissonprozef.

Zeit

Jeder Sturm zieht eine zufillige Anzahl an (Regen-) Zellen nach sich.

Zeit
Mit jeder Zelle ist ein Rechteckimpuls verbunden.
Zeit
Die Gesamtintensitat zur Zeit ¢ ist die Summe der Intensitaten aller zur
Zeit t aktiven Zellen.
Zeit

4. Mit jedem Zellstart ist ein Rechteckimpuls verbunden, der die Dauer und In-
tensitdt der Zelle beschreibt. Beide Zufallsvariablen sind unabhéngig vonein-
ander, weiterhin sind die Zelldauern und Zellintensitaten aller Zellen jeweils
identisch verteilt.

RODRIGUEZ-ITURBE et al. [1987] beschreiben den Spezialfall, in dem die Zellen ei-
nes Clusters einen Poissonprozef} bilden, der nach einer exp(v)-verteilten Zeit endet.
Die Auswahl zwischen diesen beiden Typen von Clusterprozessen ist im allgemeinen
nicht aufgrund des Datenmaterials moglich, weil die Unterschiede zwischen beiden
Modellen in bezug auf den beobachtbaren Prozefl sehr gering sind (RODRIGUEZ-
ITURBE et al. [1987]). Variationen dieser Rechteck—Clustermodelle zu Prozessen, in
denen die mit einer Zelle assoziierten Impulse nicht rechteckig sind, sind moglich.
Aber auch hier diirfte eine auf den Beobachtungen beruhende Auswahl eines Mo-
delles nicht méglich sein. Haufig wird aus Griinden der mathematischen Einfachheit
die Exponentialverteilung zur Beschreibung der Zufallsvariablen innerhalb des Clu-
stermodelles gew&hlt.
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In einem Neyman—Scott—Prozefl mit exponentialverteilten Abstanden zwischen dem
Clusterzentrum und den Zellstarts treten die Zellen am Sturmanfang geclustert auf,
was gemaf der physikalischen Interpretation als Regenfronten und -schauer plausi-
bler ist als die im Bartlett-Lewis-Prozefl angenommene gleichméfige zeitliche Vertei-
lung der Zellen innerhalb des Clusters. Wahrend der Bartlett-Lewis-Prozef die Ord-
nungsrelation der Indexmenge zur Beschreibung der Verteilung der Zellen benétigt,
besitzt der Neyman-Scott-Clusterprozefl den Vorteil, daf er sich leicht zu einem
zeitlich-rdumlichen Prozefl erweitern 1a83t.

Die hier definierten Clusterprozesse eignen sich nur zur Beschreibung eines stationé-
ren Prozesses. Da Niederschlag im Jahresverlauf kein stationdrer Prozef ist, wird er
iiblicherweise durch einen stiickweise stationdren Prozefl approximiert, z.B. indem
die Parameter fiir jeden Monat separat geschitzt werden. In Kapitel 5 werden wir
einen Neyman—Scott—Prozef} betrachten, dessen Parameter Funktionen der Zeit sind.

Clusterprozesse mit Hidden—-Markov—Modellen zu vergleichen, ist naheliegend, weil
beide Prozesse von einem nichtbeobachtbaren klimatologischen Prozefl ausgehen.
In Clusterprozessen treten die Sturmurspriinge jedoch unabhingig voneinander auf,
wahrend der klimatologische Prozefl C, in einem Hidden—Markov—Modell eine Mar-
kovkette bildet und damit nicht einmal ein Punktprozefl sein muf. Es existieren also
keine direkten Analogien. Ein Bartlett—Lewis—Clusterproze mit exp(/3)-verteilten
Abstanden zwischen den Clusterzellen kann jedoch als Analogon eines Hidden—
Markov—Modelles in stetiger Zeit betrachtet werden, in dem der klimatologische
ProzeB C} zwei Zusténde annimmt, von denen einer mit Wahrscheinlichkeit 1/3 zu

Niederschlag fithrt und der andere Niederschlag ausschliet (P(Z, = 1|C, = 1) =
1/8, P(Zy = 0|Cx = 0) = 1).

Zur Modellierung taglichen Regens hat SMITH [1987], von einem Markov-Bernoulli-
Modell ausgehend, einen Clusterprozefl mit diskretem Parameterraum entwickelt.
In einem Markov—Bernoulli-Prozef} ist die Folge der randomisierten Erfolgswahr-
scheinlichkeiten { X} }x=1,. x eine Markovkette erster Ordnung. Das Clustermodell
in diskreter Zeit basiert auf Erfolgswahrscheinlichkeiten {Xj}i=1,. x, die auf der
Intensitédtsrate des Neyman—Scott—Prozesses basieren. Zur Konstruktion wird fol-
gendes Ergebnis iiber Clusterprozesse in stetiger Zeit verwendet:

(7.3) Bemerkung. Ein Neyman-Scott—Clusterprozef ist ein Cox-Prozel genau
dann, wenn die folgenden drei Bedingungen gelten:

(a) Der Prozef N, der Clusterzentren folgt einem PoissonprozeB mit Rate .

(b) Die Anzahl der Clusterelemente ist poissonverteilt mit Parameter a.

(c) Die Abstédnde der Urspriinge der Clusterzellen vom Clusterzentrum sind un-

abhangig identisch exponentialverteilt mit Erwartungswert 1/b.

Unter diesen Bedingungen ist der Punktprozel der Zellurspriinge ein Cox—Prozef
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mit stochastischer Intensitat
€ ~
X, = ab / Mg,
0

Auflerdem ist {X;}iemr ein MarkovprozeB (IKARR [1986, Seite 307]). O

Die Konstruktion des Clusterprozesses in diskreter Zeit erfolgt nun in direkter Ana-
logie:

(7.4) Bemerkung. (SMITH [1987]). Sei {C}}renv ein stationérer Bernoulliprozef
auf IN mit Erfolgswahrscheinlichkeit p, seien {7, } der zugehorige Proze der An-

kunftszeiten und {Nj} der ZihlprozeB. Sei

Ng B
Xk = kaO + ab Z bk_Tn 5

n=1

mit a,b > 0, a Y32, b* < 1. X, habe die Gleichgewichtsverteilung der Markovkette
{X,}. Der Punktprozefl {7} auf IV ist ein diskreter Neyman-Scott-Clusterprozef
mit Parametern a,b und p, wenn fiir alle n > 0 und alle (zy,..., z,) gilt:

P(ZK = Zky-- .,Zl == 21|Xk, k 2 0)

K

_ ﬁ[zkxk + (1= 21— X))

a

Clusterprozesse eignen sich auch zur Modellierung stiindlichen Regens, vergl. bei-
spielsweise RODRIGUEZ-ITURBE et al. [1987, 1988], KHALIQ et al. [1996], COW-
PERTWAIT [1991] und COWPERTWAIT et al. [1994, 1996a]. Teilweise wurden Ver-
besserungen vorgenommen, zum Beispiel haben RODRIGUEZ-ITURBE et al. [1988]
die Verteilung der Zelllangen im Bartlett-Lewis-Prozefl durch eine Exponentialver-
teilung mit gammaverteiltem Paramter ersetzt, wahrend COWPERTWAIT [1994] ein
Modell mit verschiedenen Zelltypen verwendet. Dieses Modell wird als GNSRP(n)-
Modell bezeichnet, Generalized Neyman-Scott Rectangular Pulses, wobei der Index
n die berticksichtigte Anzahl verschiedener Zelltypen angibt. Damit wird eine in der
Meteorologie verwendete Klassifizierung von Niederschlagsgebieten nach ihrer hori-
zontalen Ausdehnung berticksichtigt, denn innerhalb ausgedehnter Niederschlagsge-
biete treten typischerweise langandauernde Zellen mit geringer Intensitat auf. Eine
grobe Unterteilung der Zellen ist die in konvektive Zellen, die als kurze, heftige
Regenschauer bemerkt werden, und in stratiforme Zellen, das ist langandauernder,
seichter Regen.

Eine Verallgemeinerung des Neyman-Scott-Modelles in ein zeitlich-raumliches Mo-
dell ist von COWPERTWAIT [1994] und COWPERTWAIT et al. [1996b] vorgenommen
worden.
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8 ARMA- und DARMA-—Modelle

Die Niederschlagsmengen in nicht iiberlappenden Intervallen bilden eine Zeitrei-
he, so dafl deren Modellierung als ARMA-Modell erwédgenswert ist. Der Nachteil
der ARMA-Modelle besteht darin, daf} sie keine meteorologische Interpretation bie-
ten. Da die Autokorrelationsstrukturen der iiber Intervalle bestimmter Léange aggre-
gierten Niederschlagsmengen in verschiedenen meteorologisch motivierten Modellen
aquivalent zur Autokorrelationsstruktur einiger ARMA-Prozesses ist, ist die Anpas-
sung eines ARMA-Modelles dann sinnvoll, wenn fiir Anwendungen des Modelles
gerade die Autokorrelation von Bedeutung ist.

OBEYSKARA et al. ([1978], zitiert nach BURLANDO et al., [1993]) haben gezeigt, daf
die Autokorrelationsfunktion des Poisson-Rechteckimpulsmodelles und des Neyman-
Scott-White-Noise-Modelles mit der eines ARMA(1,1)-Modelles tibereinstimmen,
und die des Neyman-Scott-Rechteckimpulsmodelles mit der eines ARMA(2,2)-Pro-
zesses. Von diesen Ergebnissen ausgehend, haben BURLANDO et al. [1993] Verfahren
zur kurzfristigen Vorhersage (Nowcasting) von Niederschlagsmengen entwickelt, die
beispielsweise als Input in Streamflow-Modellen zur Hochwasservorhersage verwen-
det werden kénnen.

Das ARMA(2,2)-Modell lautet
N 2 2
Vi=) oV +a—> b,
=1 7=1

wobei Y := Y, — EY, Y} die Niederschlagsmenge in Stunde k ist und ¢, ~ N(0, 0?),
k € IN unabhéangig identisch normalverteilt sind. ¢; und 6, sind die Autoregressions-
bzw. Moving Average Koeffizienten des Prozesses {Y;}. Die Modellparameter werden
unter Verwendung nur der Daten des gerade aktuellen Sturmes geschétzt, also fiir
jeden Sturm separat. Dieser Ansatz ist ein Beispiel der Verwendung eines anderen
Modelles fiir kurzfristige Vorhersagen als zur Beschreibung des gesamten Regenpro-
zesses.

CHANG et al. [1984] haben beriicksichtigt, dafl Niederschlagsmefgerite nur bestimm-
te Niederschlagsmengen aufzeichnen, z.B. Vielfache von 0.1 mm, und deshalb diskre-
te ARMA-Modelle (DARMA-Modelle) zur Beschreibung des Prozesses der Nieder-
schlagsmengen verwendet. In diesen Modellen ist der mogliche Wertebereich diskret,
dabei kann eine Einteilung der moglichen Niederschlagsmengen in nur drei Klassen
ausreichend sein.

Ist eine korrekte Wiedergabe der Autokorrelationsstruktur der Daten wichtig, zeigt
der DARMA-Ansatz gute Ergebnisse. Die komplizierte Modellanpassung ist aller-
dings ein Nachteil. Unbefriedigend ist ferner, dafl weder ARMA- noch DARMA-
Modelle eine meteorologische Interpretation erlauben. Insbesondere ist eine eindeu-
tige Spezifikation des zugrundeliegenden Ereignisprozesses nicht méoglich.
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9 Stiindlicher Niederschlag - Acremans einfaches

Modell

In den bisher betrachteten Modellen wurden mit Regenzellen Rechteckimpulse asso-
ziiert, die eine gleichméfige Regenintensitét tiber die gesamte Zelldauer implizieren.
Werden Zellen mit beobachtbaren Regenschauern gleichgesetzt, ist diese Annahme
nicht zutreffend: Die Aufzeichnungen von Hyetographen (Trommelschreibern) sind
typischerweise gezackt. Ferner ist die Niederschlagsintensitit in den ersten und letz-
ten Stunden einer Regenfront oft niedriger als die mittlere Intensitédt. Diese Formen
werden in Modellen mit Rechteckzellen durch sich iiberlagernde Zellen wiedergege-
ben. ACREMAN [1990] hat einen anderen Ansatz gewahlt, namlich die Modellierung
von Niederschlagsprofilen, das ist die Aufteilung der Gesamtniederschlagsmenge ei-
nes Regenereignisses auf dessen Dauer.

Acreman beschreibt stiindlichen Niederschlag aus Farnborough, England, durch
einen alternierenden Erneuerungsprozefl. Die Dauern D nasser Perioden, die auch
als Regenereignis bezeichnet werden, werden als exponentialverteilt modelliert, die
Dauern trockener Perioden hingegen durch eine Pareto-Verteilung. Eine nasse Pe-
riode bezeichnet hier eine Zeitspanne, in der wéhrend jeder Stunde mindestens 0.1
mm Niederschlag beobachtet werden. Da zur Simulation stiindlichen Niederschla-
ges die Dauern nasser und trockener Perioden ganzzahlig sein miissen, werden die
Dauern nasser simulierter Perioden jeweils aufgerundet, die Dauern trockener simu-
lierter Perioden jeweils abgerundet. Das bedeutet, dafl im Mittel zu den Dauern
nasser Perioden 0.5 Stunden hinzuaddiert werden, von den Dauern trockener Pe-
rioden entsprechend im Mittel 0.5 Stunden subtrahiert werden. Das berticksichtigt
Acreman beim Schitzen der Verteilungsparameter, indem er von den registrierten
Dauern nasser Perioden 0.5 subtrahiert. Im Unterschied zu anderen Modellen be-
schreibt Acreman die Gesamtniederschlagsmenge eines Ereignisses in Abhéngigkeit
von der Ereignisdauer. Erstere wird durch eine Gammaverteilung beschrieben, deren
Formparameter a und Skalenparamter 3 von der Ereignisdauer D abhangen:

. bD, D>5,
a=Di-ec, ﬁ:{c D<4

wobei D die Ereignisdauer in Stunden bezeichnet und «a, b, ¢ zu schatzende Parameter
sind.

Zur Beschreibung der Ereignisprofile wird der Anteil der Gesamtniederschlagsmen-
ge, der in einer Stunde féllt, durch eine Betaverteilung beschrieben. Diese ist hierfiir
durch die Beschrankung ihres Definitionsbereiches auf [0, 1] ein natiirlicher Kandi-
dat. Die Dichte ist

ft)y=t"""1 =)°"'/B(a,p) ,0<t <1, a,3>0,

wobei B(a, 3) die Betafunktion beschreibt und ¢ den Anteil der schon vergangenen
Zeit an der Gesamtzeit eines Regenereignisses bezeichnet. Die Ereignismenge der
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letzten Stunde eines Ereignisses muf separat modelliert werden. Um zu gewéhrlei-
sten, daf} alle Anteile zu eins aufaddieren, ist der Anteil ax der Niederschlagsmenge
in der letzten Stunde K eines Regenereignisses 1 — S0 ' ay. In der Analyse zeigte
sich, daf} die Profile von Ereignissen unterschiedlicher Lange annidhernd tibereinstim-
men. Auch dieses Modell legt homogene Perioden zugrunde, aber eine Einteilung in
eine Sommer- und eine Wintersaison erweist sich fiir die betrachteten Orte als aus-

reichend.

Acremans Modellvalidation féllt positiv aus, insbesondere auch im Hinblick auf Ex-
tremwertanalysen. Ein positiver Aspekt dieses Modells ist, dafl die Modellparame-
ter direkt aus den Daten geschatzt werden kénnen, teils als Maximum-Likelihood-
Schétzer, teils iiber die Methode der Momente. Weiterhin ist der einfache Aufbau des
Modelles bestechend, das allerdings nicht von weiteren Autoren aufgegriffen worden
zu sein scheint.

10 Punktprozesse in stetiger und Beobachtungen
in diskreter Zeit

Wie in Abschnitt 1 bereits erwédhnt worden ist, liegen Niederschlagsmessungen haufig
als Serie der Gesamtniederschlige in aufeinanderfolgenden Intervallen fester Lange
vor, als sogenannte aggregierte Niederschlige. Der aus diesen Daten abgeleitete
Punktprozel beschreibt damit, ob es in einem Intervall mindestens einmal geregnet
hat, wiahrend der tatsdchliche Prozel der Regenereignisse nicht beobachtet wird.
Punkte werden also nur an Vielfachen der Lénge des Beobachtungsintervalls no-
tiert, so daff der beobachtete 0—1-Prozefl ein Punktprozefl in diskreter Zeit ist, der
auf zwei Weisen interpretiert werden kann:

1. Die beobachteten Punkte représentieren den gesamten Prozefl der tatséchlich
aufgetretenen Regenereignisse.

2. Die beobachteten Punkte reprasentieren eine gefilterte Stichprobe des tatséchli-
chen Prozesses.

Geméf der ersten Interpretation entspricht ein Punkt einem nassen Tag, einer nas-
sen Stunde etc. In diesem Fall miifite ein Punktprozel mit diskretem Parameterraum
angepafit werden, um Bias zu vermeiden und um insbhesondere das Clusterverhal-
ten des beobachteten Prozesses richtig zu beurteilen. Das wollen wir nachfolgend
kurz erlautern. Der Referenzprozef fiir unabhéngige Ereignisse ist im Fall diskreter
Punktprozesse nicht der Poissonprozefl, sondern der Bernoulliproze. FOUFOULA-
GEORGIOU UND GUTTORP [1986], GUTTORP [1986] und FOUFOULA-GEORGIOU
UND LETTENMAIER [1987] haben sich mit dieser Problematik befat und Diskreti-
sierungen der hdufig zur Modellierung von Regenfall verwendeten Prozesse in stetiger
Zeit untersucht.
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Statistischer Hintergrund

Die Anpassung eines Punktprozesses an Beobachtungen basiert haufig auf den ersten
und zweiten Momenten des Prozesses, die sich bei einem Prozef} in stetiger Zeit und
seinem Aquivalent in diskreter Zeit haufig unterscheiden. Wir betrachten beispielhaft
den PoissonprozeB und dessen Aquivalent in diskreter Zeit, den BernoulliprozeB.

Die zu einem Prozef} in stetiger Zeit gehérende Ereignisserie in diskreter Zeit wird
durch zwei Operationen erhalten: Diskretisieren und Clipping. Unter Diskretisieren
wird die Zusammenfassung von Ereignissen in Intervallen gleicher Lange verstanden.
Das Zuweisen der Werte 0 oder 1 zu jedem Intervall, wenn kein bzw. mindestens ein
Ereignis in ithm auftritt, wird als Clipping bezeichnet. Oft werden beide Vorgéinge
zusammen als Diskretisierung bezeichnet.

Wir betrachten einen homogenen Punktprozefl mit Ereignisrate m einmal in stetiger
Zeit und einmal in diskreter Zeit. Es ist

m:hmlP(N((O,t])>0) bzw. m = P(N((k,k+1]) >0).

t—0 ¢

Dann sind die Erwartungswert-Zeit-Funktionen im stetigen und im diskreten Fall
EN(t)=mt bzw. EN,=(k—-1)m.

Die Varianz-Zeit-Funktionen Var(N(¢)) bzw. Var(Ny) des Prozesses und zugehorigen
Serie kénnen nicht iibereinstimmen, da bei Beobachtungen in stetiger Zeit mehr
Punkte gemessen werden kénnen. Folglich sind auch die Dispersionsindizes 1(t) =
Var(N(t))/E(N(t)) bzw. I, = Var(Ny)/E(Ny), die ein MaB fiir das Clusterverhalten
sind, bei Prozefl und Serie unterschiedlich.

Ebenso ist die bedingte Intensitét ein Maf fiir das Clusterverhalten. Sie beschreibt
die Wahrscheinlichkeit, einen Punkt zur Zeit ¢ zu erhalten, bei einem gegebenen
Punkt zur Zeit 0 (CoxX UND ISHAM [1979]):

h(t) = Tim ip(zv((t,tmz] > 01N(~8,,0]) > 0)

51,52—)0 52

Ist die bedingte Intensitét grofler als die Ereignisrate, so ist die Wahrscheinlichkeit,
einen Punkt in der Ndhe eines anderen Punktes zu finden, grofler als an beliebiger
Stelle. Wir sprechen von Uberdispersion und bezeichnen den ProzeB als geclustert.
Umgekehrt sprechen wir von Unterdispersion oder regelméafigem Clustern, wenn die
bedingte Intensitat kleiner als die Ereignisrate ist. Bei einem Poissonprozef ist die
bedingte Intensitit gleich der Intensitét.

Abschliefend betrachten wir die Survivor-Funktion G/(t), die ebenfalls ein Maf fiir
das Clusterverhalten eines Prozesses ist,

G/(t) = P(N(t) = 0| Punkt zur Zeit 0) .
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Die folgende Tabelle stellt diese Eigenschaften des Poissonprozesses denen des Ber-
noulliprozesses gegeniiber, die Herleitung gibt GUTTORP [1986]. Weitere Eigenschaf-
ten nennen FOUFOULA-GEORGIOU UND LETTENMAIER [1987]. GUTTORP [1986]
zeigt ferner anhand einiger exemplarisch ausgewahlter Prozesse (Poisson-, Neyman-
Scott-, RCM-Prozef}) die Unterschiede zu den korrespondierenden Serien auf.

Parameter Poissonprozef3 Bernoulliserie
Ereignisrate A ™
Varianz-Zeit-Funktion VarN (t) = M VarNy, = kr(1 — )
Dispersionsindex It)=1 Iy=1-nm
Bedingte Intensitat h(t)=A hy=m

Log-Survivor-Funktion | log G(t) = —=At log Gy = —klIn(1 — )

Die Maximum-Likelihood-Schétzer der Ereignisraten A bzw. m stimmen iiberein; sie
sind NR/N, wenn Beobachtungen von N Tagen vorliegen und N R die Anzahl nasser
Tage bezeichnet.

Die weiteren Eigenschaften der Prozesse unterscheiden sich jedoch. Der Dispersi-
onsindex des Poissonprozesses ist konstant 1, wéhrend der des Bernoulliprozesses
stets kleiner als 1 ist. Der Bernoulliprozef} ist also im Vergleich zum Poissonprozef}
unterdispersiert. Wére téglicher Regen ein Bernoulli-ProzeB, so erschiene er bei ei-
ner Modellierung als stetiger Prozefl unterdispersiert. Aber auch eine Ereignisserie,
die relativ zum Bernoulliprozef} geclustert ist, kann im Vergleich zum Poissonpro-
zefl unterdispersiert sein. Damit fithren Vergleiche der diskreten Ereignisserie mit
dem Poissonprozef} zu falschen Folgerungen tiber die Unabhéngigkeit der Ereignisse,
wenn sie auf den ersten und zweiten Momenten basieren.

Je starker der regenerzeugende Prozefl geclustert ist, desto grofer ist der Infor-
mationsverlust, der mit der Diskretisierung zu taglichem oder stiindlichem Regen
einhergeht. Er fithrt zu verfélschten Schétzern. Diskrete Beobachtungen sollten also
durch einen Prozefl mit diskretem Parameterraum modelliert werden.

Anmerkungen zur Zeiteinteilung

Gilt das Augenmerk dem zugrundeliegenden regenerzeugenden Mechanismus, so soll-
te das angepafite Modell mit unterschiedlichen Zeiteinteilungen kompatibel sein.
Fiithren {iber verschiedene Zeitniveaus aggregierte Niederschlagsmessungen zu un-
terschiedlichen Parameterschatzern, kann den Parametern keine physikalische Be-
deutung beigemessen werden.

Wir betrachten jetzt also die zweite der oben genannten Interpretationen des Prozes-
ses der Niederschlagsereignisse. Wenn aus den tiber Intervalle konstanter Dauer, zum
Beispiel Stunden oder Tage, gemessenen Niederschlagsmengen auf den zugrundelie-
genden regenerzeugenden Mechanismus geschlossen werden soll, werden die Modell-
parameter meistens auf der Methode der Momente basierend geschatzt. Die so erhal-
tenen Parameterschétzer sollten mit unterschiedlichen Zeiteinteilungen kompatibel
sein, so daf stiindliche und tagliche Messungen zum gleichen Modell fithren. RODRI-
GUEZ-ITURBE et al. [1984] haben Untersuchungen dieser Art fiir das Poisson-White-
Noise-Modell, das Rechteckimpulsmodell sowie fiir eine Version des Neyman-Scott-
White-Noise-Clustermodelles anhand zweier Datenséitze (Denver, USA und Agua
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Fria, Venezuela) durchgefiihrt. Die Modellparameter wurden unter Verwendung der
Momente der aggregierten Niederschlagsmengen in einem Kleinste-Quadrate-Ansatz
geschétzt, wobei jeweils nur ein Aggregationsniveau A, A = 1,4,6,12,24 Stunden
verwendet wurde. Die resultierenden Parameterschiatzer wurden dann miteinander
verglichen. Nach dieser Analyse scheint nur das Neyman-Scott-Clustermodell mit
unterschiedlichen Zeiteinteilungen vertraglich zu sein und deshalb als Modell fiir
den regenerzeugenden Mechanismus in Frage zu kommen.

Diese Kompatibilitdt des Neyman-Scott-Modells mit unterschiedlichen Zeitskalen
haben FOUFOULA-GEORGIOU UND GUTTORP [1986] im Rahmen der Diskretisie-
rung stochastischer Prozesse in stetiger Zeit erneut betrachtet. Im Unterschied zu
Rodriguez-Iturbe et al. haben sie nicht die theoretischen Momente der aggregier-
ten Niederschlagsmengen unter den Prozessen in stetiger Zeit, sondern die unter
den durch Diskretisierung entstandenen Ereignisserien verwendet. [hre Analyse der
gleichen Datensatze wie die von Rodriguez-Iturbe et al. verwendeten fiithren zu Para-
meterschatzern, die von der gewéhlten Zeitskala abhéngen. Foufoula-Georgiou und
Guttorp merken an, dafl sie die Giite ihres Schéitzverfahrens zuvor an kiinstlich
erzeugten Daten untersucht haben und dabei die Input-Parameter aus allen verwen-
deten Aggregationsniveaus mit befriedigender Genauigkeit zurtickgewinnen konnten.

Eine Ursache fiir diese unterschiedlichen Ergebnisse kann auch darin liegen, daf}
Foufoula-Georgiou und Guttorp die Clustergroflen als geometrisch verteilt anneh-
men, wahrend Rodriguez-Iturbe et al. von poissonverteilten Clustergroflen ausge-
hen. Diese Entscheidung wird aber nicht nur nach physikalischen, sondern vor allem
auch aus mathematischen Griinden getroffen. Zum Beispiel konstatieren Foufoula-
Georgiou und Guttorp, daf} sie nur unter der Annahme geometrisch verteilter Clu-
stergroflen geschlossene Ausdriicke fiir die Momente der Ereignisserie angeben kon-
nen. Da aber im Neyman-Scott-White-Noise-Modell die Autokorrelationsfunktion
der aggregierten Niederschlage nur von der Clustergréfie €' und den Abstanden der
Zellen vom Clusterzentrum abhéngt, beeinflufit die gewahlte Verteilung das Gesamt-
modell, wenn die Autokorrelationen in der Modellanpasung verwendet werden. Die
geometrische Verteilung wurde u.a. auch von KAvvAas UND DELLEUR [1981] ver-
wendet, die Poissonverteilung u.a. auch von SMITH UND IKARR [1985].
Foufoula-Georgiou und Guttorp erhalten bei Anpassung zweier Clustermodelle, die
sich nur in der Verteilung der Clustergrofie unterscheiden (Poisson- bzw. geometri-
sche Verteilung), an den Denver-Datensatz unterschiedliche Schitzer der Rate A des
Prozesses der Sturmzentren und der erwarteten Niederschlagsmenge E(X). Auch aus
diesem Grund sollte den Parametern keine physikalische Interpretation beigemessen
werden.

Die Anpassung von Clustermodellen haben RODRIGUEZ-ITURBE et al. [1987, 1988]
und COWPERTWAIT [1994, 1996a] verbessert, indem sie in einem Kleinste-Quadrate-
Ansatz zum einen mehr als die minimal benétigte Anzahl von Eigenschaften der Serie
der aggregierten Niederschlagsmengen verwenden und diese Eigenschaften sich zum
anderen auf mehrere Zeiteinteilungsniveaus beziehen.

Insgesamt 1aft sich also schlieflen, dafl Modellparameter, die aus Beobachtungen nur
eines Aggregationsniveaus geschéitzt werden, nicht mit anderen Aggregationsniveaus
kompatibel sind und deshalb dort nicht fiir Vorhersagen verwendet werden sollten.
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Beschreibung des Datensatzes

Der verwendete Datensatz besteht aus den Niederschlagsmessungen des Zeitraumes
01.01.1964 - 31.12.1990 der Mefstation ,,Max-Eyth-Schule” in Stuttgart. Die Mef-
station wird vom stédtischen Tiefbauamt betrieben. Es handelt sich um hochauf-
geloste Niederschlagsmessungen mit einem Regenmesser nach Hellmann der Firma
Lambrecht, Klimatologische Mefitechnik Gottingen, bei denen Anfang und Ende ei-
nes Regenereignisses mit einer Genauigkeit von + 5 min sowie der in dieser Zeit
gefallene Niederschlag mit einer Auflésung von 0.1mm aufgezeichnet werden. Als
,,Regenereignis”oder kurz ,,Ereignis” wird im folgenden die Periode bezeichnet, in-
nerhalb derer das Mefigerat Niederschlag registriert hat.

Der Niederschlagsprozef in unterschiedlichen Jahren kann als Realisation unabhangi-
ger stochastischer Prozesse betrachtet werden, wenn die Korrelationen am Ende ei-
nes Jahres und dem Anfang des folgenden Jahres vernachlassigt werden. Ob diese
Realisationen aber dem gleichen Entstehungsgesetz gehorchen, ist zunéchst ungewib.
Klimaanderungen oder - naheliegender - Anderungen in der Mefmethode oder ein
Wechsel des Standortes des Mefigerdtes konnen bewirken, dafl die Niederschlagsmes-
sungen in unterschiedlichen Jahren verschiedenen Entstehungsgesetzen gehorchen.
Fiir eine erste Analyse des Datenmateriales sind daher folgende Figenschaften des
Niederschlagsprozesses betrachtet worden:

1. Der Jahresniederschlag Y,

2. die mittlere Niederschlagsmenge eines Regenereignisses (Ereignismenge) Y,
3. die empirische Standardabweichung der Ereignismenge s(Yz),

4. die jahrliche Gesamtniederschlagsdauer Dy,

5. die mittlere Dauer eines Ereignisses (Ereignisdauer) D,

6. die empirische Standardabweichung der Ereignisdauer s(Dg).

Die Werte dieser Eigenschaften sind in Tabelle 3.1 fiir jedes Jahr aufgelistet bzw. in
den Abbildungen 3.1, 3.2 und 3.3 zu sehen.
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Abbildung 3.2: Ereignismenge
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Abbildung 3.3: Ereignisdauer
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Tabelle 3.1: Eigenschaften des Jahresniederschlages

Y;  Yr s(Yg) Dj[Tage:Std:Min] Dpg [Std:Min] s(Dg)[Std:Min] N
1964 | 393.4 1.50 3.35 12:03:40 1:06 1:43 263
1965 | 748.9 1.43 2.69 25:13:50 1:10 1:39 524
1966 | 572.7 1.63 3.06 18:14:35 1:16 1:26 352
1967 | 543.1 1.84 2.90 17:19:53 1:27 1:50 295
1968 | 687.1 2.29 4.41 25:16:30 2:03 2:34 300
1969 | 388.5 1.39 2.60 21:13:55 1:51 2:25 280
1970 | 465.9 1.26 2.62 26:24:40 1:45 1:38 369
1971 | 441.9 2.15 3.92 14:04:15 1:39 1:39 206
1972 | 434.8 1.80 4.02 19:06:25 1:55 2:13 241
1973 | 603.6 1.78 4.39 25:10:49 1:48 2:23 340
1974 | 542.3 1.44 2.38 25:21:46 1:39 1:45 378
1975 | 552.3 1.77 4.27 25:19:45 1:59 2:42 313
1976 | 453.4 1.90 4.19 21:22:35 2:12 2:50 239
1977 | 521.5 1.76  2.88 25:06:53 2:03 2:00 296
1978 | 733.6 2.03  5.07 32:22:50 2:11 3:10 362
1979 | 642.1 1.83 4.05 29:10:50 2:01 2:47 351
1980 | 425.7 1.33 2.17 21:19:20 1:38 2:12 321
1981 | 562.9 1.63 3.25 26:18:55 1:51 2:50 346
1982 | 582.0 2.11 3.79 20:14:20 1:47 2:02 276
1983 | 610.1 2.20 3.42 21:14:05 1:52 2:52 278
1984 | 607.9 3.42  6.15 15:19:50 2:08 2:35 178
1985 | 420.3 1.91 3.69 17:20:30 1:57 5:02 220
1986 | 664.4 1.99 3.23 24:19:20 1:47 2:15 334
1987 | 666.0 1.50  3.27 24:06:55 1:18 2:00 445
1988 | 775.1 1.63  3.41 28:07:55 1:25 2:35 477
1989 | 494.8 1.71 3.13 16:16:25 1:23 2:02 290
1990 | 640.1 1.95 3.80 16:18:15 1:13 1:14 329

Unbereinigte Daten

Y;: Jahresniederschlag [mm], Yz: mittlere Ereignismenge [mm], s(Yg): Standardabweichung der
Ereignismenge [mm], Dy: Jahresniederschlagsdauer [Tage:Std:Min], Dg: mittlere Ereignisdauer
[Std:Min], s(Dg): Standardabweichung der Ereignisdauer [Std:Min], N: Anzahl an Regenereignis-
sen.

Sowohl die Jahresniederschlagsmenge Y als auch die Jahresniederschlagsdauer D;
sind gleichméBig gestreut. Die mittlere Ereignisdauer D ist wihrend der Jahre 1964
- 1968 konstant ansteigend von 66 auf 126 Minuten, liegt wéhrend der Jahre 1969
- 1985 zwischen 100 und 130 Minuten, bevor sie wéhrend der Jahre 1986 - 1990
bei etwa 80 Minuten liegt. Die mittlere Ereignismenge Yz, deren Standardabwei-
chung s(Yz) sowie die Standardabweichung s(Dg) der Ereignisdauer sind wahrend
des gesamten Beobachtungszeitraumes gleichméfig gestreut. Im Jahr 1984 nehmen
Yz, s(Yg) und s(Dg) auBergewdhnlich hohe Werte an. Es konnte kein Indiz auf
verdnderte duflere Umstédnde der Niederschlagsmessung ermittelt werden, das einen
Ausschlufl der Beobachtungen dieses Jahres gerechtfertigt hatte. Es handelt sich of-
fensichtlich um einen Ausreifler, der in der Analyse der Daten aber beibehalten wird,
um die tatsachlichen Schwankungen des Niederschlagsprozesses nicht zu verzerren.
Der Jahresniederschlag a8t keine Auflergewohnlichkeiten im Jahr 1984 erkennen.
Keine der betrachteten Statistiken a8t offensichtliche Trends erkennen.
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Cusum Chart fiir (a) Jahresniederschlagsmenge, (b) Jahresniederschlagsdauer.

Mit Hilfe von Cusum Charts' werden die Jahresniederschlagsmenge und -dauer Y
bzw. Dj auf Homogenitat tberprift, vergl. Abb. 3.4. Die Cusum Charts weisen
nicht auf eine Verdnderung von Y; oder Dj hin, so dafl der Niederschlagsprozef} in
den Jahren des Beobachtungszeitraumes als Realisation des gleichen stochastischen
Prozesses betrachtet werden kann. Zusétzlich werden Cusum Charts fiir die mo-
natliche Niederschlagsmenge sowie fiir die mittlere Ereignisniederschlagsmenge fiir
alle Monate des Beobachtungszeitraumes gesondert betrachtet. Auch sie lassen kei-
ne Inhomogenitaten erkennen. Damit kann insbesondere der Niederschlagsprozef in
allen beobachteten Monaten Januar als eine Kopie des gleichen stochastischen Pro-
zesses betrachtet werden, analog fiir die iibrigen Monate Februar, Marz etc., vergl.
die Graphiken in Anhang A. Im folgenden werden wir stiindlichen und téglichen
Niederschlag untersuchen. Dazu aggregieren wir die registrierten hochaufgelésten
(in finfminiitigem Zeitabstand vorgenommenen) Niederschlagsmessungen unter der
Annahme, die Intensitat eines Ereignisses sei wahrend dessen Dauer konstant. Sind
zum Beispiel an einem beliebigen Tag 6mm Niederschlag zwischen 11:50h und 12:20h
registriert worden, so werden der Stunde 11:00 - 11:59h 2mm und der Stunde 12:00
- 12:59h 4mm zugeordnet.

1 Auswahl eines Schwellenwertes

In der Modellierung von Niederschlédgen kann es sinnvoll sein, eine Mindestnieder-
schlagsmenge einzufithren, ab deren Uberschreitung ein Zeitintervall als naB bezeich-
net wird. Fiir einen solchen Schwellenwert sprechen mehrere Griinde. Die Auflésung
vieler Mefigerdte betrdagt 0.1mm, so daBl eine geringere Niederschlagsmenge nicht
registriert wird. Geringe Niederschlagsmengen kénnen auch durch Tau oder Nebel
verursacht sein, die nur registriert werden, wenn das Mefigerét in den frithen Tages-
stunden abgelesen wird, weil sie im weiteren Tagesverlauf verdunsten. Die registrierte

1Zur Erldauterung von Cusum Charts vergl. Anhang A.
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Tabelle 3.2: ACF der Niederschlagsmengen an nassen Tagen

r(D\d] 01 02] 03 04] 05 06
r(1) 013 013|014 0.15]0.14 0.14
r(2) 0.05 0.05 |0.06 0.07|0.06 0.06
r(3) 0.06 0.06 | 0.05 0.05 | 0.06 0.04
r(4) 0.03 0.04 | 0.06 0.06 | 0.05 0.06
r(5) 0.01 0.00 | 0.00 0.01[0.01 0.01
r(6) 0.05 0.05 |0.05 0.05]0.05 0.05
r(7) 0.09 0.10 | 0.10 0.10 | 0.09 0.08
r(8) 0.03 0.03|0.04 0.03]003 0.02
r(9) 0.03 0.03|0.03 0.03]0.04 0.04
r(10) | 0.04 0.04|0.04 0.03]002 003

Empirische Autokorrelationskoeffizienten r(j) der Niederschlagsmengen an nassen Tagen bei unter-
schiedlichen Schwellenwerten d [mm]. Tag ¢ ist naf}, wenn Y; > d.

Niederschlagsmenge sollte bei langeren Intervallen (z.B. 12, 24 Stunden) unabhéngig
von der Uhrzeit sein, zu der das Mefigerét abgelesen wird, damit die Aufzeichnungen
unterschiedlicher Mefistationen kompatibel sind. Durch die Einfiihrung eines geeig-
neten Schwellenwertes wird dieses Ziel erreicht.

Zusétzlich wird die statistische Modellierung des Niederschlagsprozesses erleichtert,
wenn die Niederschlagsmengen in nassen Intervallen unabhingig sind. In diesem
Fall kann der Niederschlagsprozef} in einen Ereignisprozel und einen Mengenprozef3
aufgegliedert werden, die stochastisch unabhéngig voneinander sind und daher se-
parat analysiert werden kénnen. Durch die Verwendung eines moderaten Schwellen-
wertes wird im allgemeinen nur ein geringer Prozentsatz des Gesamtniederschlages
vernachlissigt, so daB dieses Vorgehen akzeptabel ist. Ublich sind Schwellenwer-
te d fiir 24-Stunden-Niederschldge. Gebréauchliche Werte sind d = 0.1,0.3,0.5mm
(vergl. BUISHAND [1977]). Die Einfithrung eines Schwellenwertes fiir kiirzere In-
tervalle wie d = 0.lmm ist nicht sinnvoll, weil damit ein zu grofler Anteil des
Gesamtniederschlages aufler acht gelassen wird. Allerdings kann auch fiir den 1-
Stunden-Niederschlagsprozel durch die Mefigenauigkeit de facto ein Schwellenwert
d = 0.1mm gegeben sein.

Im folgenden sei Y;, die Niederschlagsmenge an Tag ¢t = 1,...,7 (z.B. T = 365)
in Jahr n = 1,..., N. Ferner sei NR(t) die Anzahl der Jahre, an denen Tag ¢
naf ist. Wir untersuchen, ob der Schwellenwert d die Autokorrelationsstruktur der
Niederschlagsmengen W;(d) an nassen Tagen t beeinflufit. Bezeichne N A fehlende
Werte. Dann sei

) Y., wenn Y, > d,
(1.1) Wi,.(d) = { NA

sonst.

Der Lag(j)-Autokorrelationskoeffizient p(j) der Wy ,.(d) wird durch
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Cov(Wi(d), Wiy;(d))
VarW,(d)

(1.2) () = p(j) =

b
geschétzt, wobei

(1.3)  Cov(Wi(d), Wi (d)) =

1TN(t

)
T Y (Winld) = Wi (d))(Wigjn(d) — Wiy (d))
Jt=1 n=1

mit

N =

t

N
Do 1(Yin 2 d) - 1(Yigjn > d)

T
=1 n=1

1 S (Wi (d) — Wi (d))?

(1.4)  Var(Wi(d)) = (XL, NR(t) — 1 &

mit W;.(d) = N, W,,.(d) die mittlere Niederschlagsmenge an einem nassen Tag
t ist. Fehlende Werte werden in der Berechnung der Summe ausgelassen. Saisonale
Schwankungen der erwarteten Niederschlagsmenge an einem Tag werden in dieser
Formel beriicksichtigt.

Die Autokorrelationsfunktionen r besitzen bei allen Schwellenwerten d dhnliche Ver-
laufe. Die Niederschlagsmengen an nassen Tagen sind bei keinem der betrachteten
Werte d unabhéngig; Der Lag(1)-Koeffizient r(1) ist stets signifikant von null ver-
schieden geméafl der Normalapproximation (vergl. CHATFIELD [1996])

11

r(j) ~ N(_g’ﬁ

) b

wobei n die Anzahl der zum Schéatzen von r(j) verwendeten Beobachtungen ist,
vergl. Abb. 3.5 und Tab. 3.2. Ein noch hoherer Schwellenwert ist aber im Hinblick
auf das Ziel der Modellierung stiindlichen Niederschlages nicht zu rechtfertigen. Da
hier etwa 3500 Beobachtungen verwendet worden sind, sind die so bestimmten Kon-
fidenzintervalle sehr schmal. Als Faustregel gelten nur Korrelationen r(j) > 0.05 als
signifikant von null verschieden, so dafl bei allen Werten von d die ersten drei bzw.
ersten vier Lags als ungleich null betrachtet werden miissen. Fine sinnvolle Auswahl
eines Schwellenwertes kann also nicht aufgrund der ACF getroffen werden.

Der Schwellenwert beeinflufit aber die Verteilung der Niederschlagsmengen an nassen
Tagen. An dieser dieser Stelle der Datenanalyse soll weder eine Entscheidung iiber
die Verteilung der Niederschlagsmengen an nassen Tagen noch iiber eine mégliche
Transformation der Niederschlagsmengen getroffen werden. Histogramme der Nie-
derschlagsmengen an nassen Tagen zeigen, dafl deren Verteilung rechtsschief ist und
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Abbildung 3.5: Niederschlagsmengen an nassen Tagen
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eine Logarithmus-Transformation sinnvoll sein kénnte, vergl. Abb. 3.5. Um nach ei-
ner Log-Transformation nicht die meiste Wahrscheinlichkeitsmasse in der am weite-
sten links liegenden Klasse und dennoch den Schwellenwert so niedrig wie méglich zu
wahlen, wéhlen wir als Schwellenwert d = 0.2mm: Tag ¢ ist naf} , wenn Y; > 0.2mm.
Damit wird nur ein geringer Anteil der Gesamtniederschlagsmenge vernachlassigt,

vergl. Tab. 3.3.

Bemerkung: In der weiteren Analyse werden also Tage ¢ mit weniger als 0.2mm
Niederschlag als trocken betrachtet und wir setzen Y; = 0.0mm.

Wir werden die Begriffe taglicher und stiindlicher Niederschlag in dem folgenden
Sinne verwenden:

Bemerkung: Als A~-Stunden-Niederschlag wird der iiber Zeitintervalle der Lange
h aggregierte Niederschlag bezeichnet. Als Téaglichen Niederschlag oder 24-Stunden-
Niederschlag bezeichnen wir die von 0:00 - 23:59h registrierte Niederschlagsmenge.
Stiindlicher Niederschlag bezeichnet die wahrend einstiindiger, sich nicht {iber-
lappender Zeitintervalle (0:00 - 0:59h, 1:00 - 1:59h etc.) registrierte Niederschlagmen-
ge. 3-Stunden-Niederschlag bezeichnet die in den Intervallen 0:00 - 2:59h, 3:00 -
5:59h, 6:00 - 8:59h etc. registrierte Niederschlagsmenge. 6-Stunden-Niederschlag
bezeichnet die in den Intervallen 0:00 - 5:59h, 6:00 - 11:59h, 12:00 - 17:59h, 18:00
- 23:59h registrierte Niederschlagsmenge. 12-Stunden-Niederschlag bnezeichnet
die in den Intervallen 0:00 - 11:59h, 12:00 - 23:59h registrierte Niederschlagsmenge.
Abweichungen von dieser Begriffsbildung, insbesondere der in sich iiberlappenden
Intervallen registrierte Niederschlag, werden explizit angemerkt werden.

Bemerkung: Ein Intervall ist naf}, wenn in ihm Niederschlag registriert worden
ist und an dem entsprechenden Tag zwischen 0:00 und 23:59h mindestens 0.2mm
Niederschlag gemessen worden sind.

Tabelle 3.3: Auswirkung des Schwellenwertes

d | Anteil Menge Anteil Tage
0.2 0.17 7.04
0.3 0.45 12.04
0.4 0.76 16.40
0.5 1.13 20.14
0.6 1.55 23.45

1. Spalte: Mittlerer Anteil [%] der Niederschlagsmenge an Tagen ¢ mit mit 0 < ¥; < d an der
Jahresniederschlagsmenge.
2. Spalte: Mittlerer Anteil [%] der Tage ¢ mit 0 < Y3 < d an allen nassen Tagen im Jahr.

2 Auswahl homogener Perioden

Aus physikalischen Griinden sollte der Niederschlagsprozefl im Jahresverlauf zyklisch
sein und die Beobachtungen unterschiedlicher Jahre sollten als Realisationen des
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gleichen stochastischen Phénomenes betrachtet werden kénnen. Wir vernachléssi-
gen also eventuelle langfristige Trends oder Zyklen, die durch Verdnderungen des
Klimas hervorgerufen werden kénnten ebenso wie die Verschiebungen, die durch das
Einfiigen des 29. Februars in Schaltjahren ausgeglichen werden. Wir werden also fiir
alle Beobachtungen Y, ,, des Tages ¢ = 1,...,T in den Jahren n =1,..., N anneh-
men, daB EY;,, = u; gilt bzw. EW, ,,(d) = m,. Ebenfalls aus physikalischen Griinden
sollten sich die Parameter eines klimatologischen Prozesses im Jahresverlauf stetig
dndern. Der Niederschlagsprozefl innerhalb eines Jahres ist kein stationérer Pro-
ze}, beispielsweise verdndern sich im Jahresverlauf die empirische Wahrscheinlich-
keit 71(?) eines nassen Tages ¢ ebenso wie die mittlere Niederschlagsmenge g, an
einem nassen Tag ¢, vergl. Abb. 3.6.

Abbildung 3.6: Stationaritét der Beobachtungen
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(a) Empirische Wahrscheinlichkeit 7 (¢) eines nassen Tages ¢.
(b) Empirisches Niederschlagsmittel m(t) an Tag ¢, falls Tag ¢ naf} ist.
Die eingezeichneten Linien sind robuste Glattungen der Daten (S-PLUS-Befehl: lowess).

Theoretische Resultate iiber stochastische Prozesses basieren héufig auf der Annah-
me, der betrachtete Prozef} sei stationar. Unter dieser Annahme werden Parame-
terschitzer hergeleitet, die eine Gléttung der Beobachtungen sind, wenn letztere
nicht stationér sind. Wird beispielsweise die mittlere Niederschlagsmenge an einem
nassen Tag ¢ als konstant im Jahresverlauf angenommen, so stellt das bei den Stutt-
garter Daten eine starke Glattung dar.

Fiir einige Schritte der nachfolgenden Datenanalyse ist die Annahme notwendig,
der Niederschlagsprozefl sei stationédr. In diesen Fallen werden die Beobachtungen
in Perioden eingeteilt, welche separat analysiert werden. Solche Perioden werden
als homogene Perioden bezeichnet (abgeleitet vom Begriff eines homogenen Punkt-
prozesses). Wir werden einen 30 Tage umfassenden Zeitraum als homogene Periode
betrachten und dabei im Gedéchtnis behalten, daf3 diese Annahme eine Glattung
der Realitét darstellt.

Zur Uberpriifung, ob eine Einteilung des Jahres in lingere homogene Perioden sinn-
voll ist, berechnen wir fiir jeden Monat:
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Abbildung 3.7: Monatsniederschlag
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(a), (b): Mittel und Standardabweichung des Monatsniederschlages.
(c), (d): Mittel und Standardabweichung der monatlichen Niederschlagsdauer.

1. Mittel Y3; und emp. Standardabweichung s(Y3s) des Monatsniederschlages,
2. Mittel Yp und emp. Standardabweichung s(Yp) der Monatsniederschlagsdauer,
3. Mittel Yz und emp. Standardabweichung s(Yz) der Ereignismenge,

4. Mittel Yp und emp. Standardabweichung s(Dg) der Ereignisdauer,

5. Mittel Iz und emp. Standardabweichung s(/x) der Ereignisintensitit.

Die Ereignisintensitdt [g ist der Quotient aus Ereignismenge und Ereignisdauer,
Ip = Yg/Dg. Sie ist ein korrekt wiederzugebendes Charakteristikum stiindlichen
und hochaufgelésten Niederschlags. Die Schitzer dieser Eigenschaften sind in Tab.
3.4, 3.5 und in Abb. 3.7, 3.8 dargestellt.

Eine Finteilung des Beobachtungszeitraumes in Perioden, die mehr als einen Kalen-
dermonat umfassen, ist schwierig, da jede der betrachteten Eigenschaften zu einer
anderen Einteilung fithrt. Im Hinblick auf Monatsniederschlag, Ereignisdauer und
-intensitat bilden die Monate Oktober - Mérz eine homogene Saison, in bezug auf
die Ereignismenge, -dauer und -intensitat die Monate Juni - August. Typisch fir die
Sommersaison sind kurze Regenereignisse, die mit einer hohen Niederschlagsinten-
sitit einhergehen. April und Mai sind Ubergangsperioden, die in einer Saison zu-
sammengefafit werden kénnen, auch wenn sich die betrachteten Merkmale in beiden
Monaten unterscheiden. Die Eigenschaften des Niederschlagsprozesses im Septem-
ber &hneln denen im Oktober, ohne dafl der September der Wintersaison zugeordnet
werden kann. Damit ergibt sich die folgende Einteilung:
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Abbildung 3.8: Regenereignisse
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(a), (d): Mittel und Standardabweichung der Niederschlagsmenge Yg pro Ereignis [mm].
(b), (e): Mittel und Standardabweichung der Niederschlagsdauer Dg pro Ereignis [min].
(c), (f): Mittel und Standardabweichung der Niederschlagsintensitit /g pro Ereignis [mm/min].

1. Periode 1 (Friihling): April, Mai,

2. Periode 2 (Sommer): Juni, Juli, August,

3. Periode 3 (Herbst): September, Oktober,

(
(
(
4. Periode 4 (Winter): November bis Méarz.

Insgesamt ist das Konzept einer Einteilung des Jahres in homogene Perioden un-
befriedigend, weil es zu Unstetigkeitsstellen an den Ubergingen der Perioden fiihrt,
die meteorologisch nicht plausibel sind. Deshalb bevorzugen wir ein Modell zur Be-
schreibung des Niederschlagsprozesses mit sich stetig im Jahresverlauf dndernden
Parametern.

3 Der Niederschlagsmengenprozef

Das Ziel unserer Arbeit ist die Beschreibung stiindlichen Niederschlages durch ein
saisonales Neyman-Scott-Modell. Das Modell soll insbesondere Eigenschaften des
Prozesses der aggregierten Niederschlagsmengen bei Aggregation iiber unterschied-
lich lange Zeitintervalle addquat wiedergeben.

Sei Yi(h) die Niederschlagsmenge im ¢-ten Intervall der Lange h, beispielsweise h =

1,3,6,12,24 Stunden. Innerhalb eines Zeitraumes, in dem der Niederschlagsprozef}
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Tabelle 3.4: Monatsniederschlag

Y [mm] s(Y) [mm] D [Std:min] s(D) [Std:min]
Jan. 33.70 34.21 46:47 21:52
Feb. 33.24 22.81 47:37 27:53
Marz 33.05 27.51 44:09 30:08
April 47.57 31.23 54:29 28:47
Mai 66.89 35.26 52:55 28:34
Juni 75.67 32.19 44:58 18:16
Juli 51.26 19.95 38:52 29:51
Aug. 62.63 34.13 35:52 21:19
Sep. 43.99 20.38 33:46 17:25
Okt. 34.99 23.92 39:42 27:16
Nov. 43.09 23.70 51:46 20:53
Dez. 35.67 23.18 45:20 24:06

Y Monatsniederschlag, D Monatsniederschlagsdauer

homogen ist, sind die Yi(h) identisch verteilte Zufallsvariable. Wir betrachten alle
Intervalle, damit ist Yi(h) = 0 moglich.
Abkiirzend verwenden wir in Anlehnung an COWPERTWAIT et al. [1996a] die fol-

genden Bezeichnungen:

pu(h) = B y(h) = Var(v;")
y(h.j) = Cov(Y" ¥\ p(h,j) = Cor(Y," v{))
s(h) = Py =0 épp(h) = P =0y =0)
sww(h) = P >0y >0

Um Saisonalitdt zu beriicksichtigen, schitzen wir diese Eigenschaften fiir jeden Mo-
nat separat. Der Index k (z.B. ux(h)) bezeichnet den k-ten Kalendermonat und wird

ausgelassen, wenn Verwechslungen ausgeschlossen sind. Mit Y wird die Nieder-

i,k,n
schlagsmenge im i-ten Intervall der Linge h Stunden in Monat £ = 1,...,12 des
Jahres n =1,..., N bezeichnet. Wir verwenden die folgenden Schéatzer:

N
> > YL

n=1 =1

3| =

(8.1) ju(h) =

wobei ni(h) die Anzahl der h-Stunden-Intervalle im Kalendermonat & ist und n =
ni(h) - N. Fehlende Werte gibt es in diesem Datensatz nicht. Die Intervalle werden
fortlaufend und ohne Uberschneidungen aggregiert, beginnend mit dem 1. Tag des
Beobachtungszeitraumes um 0:00 Uhr. Bei Aggregation zu 3-Stunden-Intervallen
werden die Stunden 0 - 3h, 3 - 6h, 6 - 9h, ... zusammengefait. Aggregation zu 12-
Stunden-Intervallen fat die Messungen Intervalle 0 - 12h und 12 - 24h zusammen,
fiir die Aggregation zu 24-Stunden-Intervallen werden die Intervalle von jeweils 0 -
24h zusammengefafit. In dieser Notation bezeichnet beispielsweise 1/3(1121) die Nieder-
schlagsmenge im 3. 12-Stunden-Intervall in Monat & = 1 und Jahr n = 1, das ist
der 2. Januar, 0:00 - 11:59 h.
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Tabelle 3.5: Niederschlagsereignisprozef3

YE S(YE) DE S(DE) IE S(IE) N
Jan. 1.32 3.32 | 1:50 2:16 | 0.01 0.02 | 25.44
Feb. 1.31 2.30 | 1:52 2:25 | 0.01 0.02 | 25.48
Marz | 1.32 2.86 | 1:51 2:21 | 0.01 0.02 | 50.93
April | 1.66 3.56 | 1:54 2:50 | 0.02 0.02 | 28.63
Mai 2.11 4.62 | 1:40 2:27 | 0.03 0.05 | 31.85
Juni | 2.51 4.82 | 1:30 2:20 | 0.04 0.08 | 30.11
Juli 1.87 3.50 | 1:25 3:00 | 0.03 0.07 | 27.37
Aug. | 2.30 4.10 | 1:19 1:35 | 0.04 0.09 | 27.26
Sep. 1.89 3.12 | 1:27 1:55 | 0.03 0.05 | 23.26
Okt. | 1.54 3.18 | 1:45 2:12 | 0.01 0.02 | 22.67
Nov. | 1.59 3.09 | 1:55 2:17 | 0.02 0.02 | 27.07
Dez. | 1.46 2.75 | 1:51 2:19 | 0.01 0.02 | 24.48

Spalten 1 und 2: Mittel und Standardabweichung der Ereignismenge Yg [mm)].
Spalten 3 und 4: Mittel und Standardabweichung der Ereignisdauer Dg [Std:min].
Spalten 5 und 6: Mittel und Standardabweichung der Ereignisintensitit Iz [mm/min].
Spalte 7: Mittlere Ereignisanzahl N.

Der Schétzer der empirischen Varianzen ist

N ng(h) ) 9
(3:2) Ah)==—73 3 (Vi — (k)
n=1

—_

1=

Die empirischen Kovarianzen und Korrelationen werden geméafl den folgenden For-
meln berechnet:

. ) 1 N rih) h . n .
(3.3) Ax(h,j) = A1 > 2 (Yifk,)n - /,Lg)(h)) (Yz(ﬂ)kn - Mgf)(h))
n=11=j5+1
mit
0 X e (S LS
M (h) = = Z Yz,k,na Hi (h) = = Z Z Yz,k,n
=) n=1 =1 =] =1 1=7+1

(3°4) ﬁk(hvj) =

(1) (1)

wobei 4, (h) der Varianzschétzer aus den ersten n—j und 4, ' (h) der Varianzschétzer
aus den letzten n — j beobachteten Intervallen ist.

Die empirischen Wahrscheinlichkeiten qAb(h),qAbWW(h) und quD(h) berechnen sich

gemaf:
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(3.5)  o(h) =

3| =
[]=
}_\
||
=

3
Il
—
.
Il
—

. N ng(h) ) N ng(h)-1 )
(3.6) dww(h)=> > 1v >0 1", >0/ > LY, > 0),
n=1 =2 n=1 =1
N ng(h) ) N ng(h)-1 )
(3.7)  dpp(h =X 2 0)- (v, =0/ > LY, =0),
n=1 1=2 n=1 =1

wobei 1(-) die Indikatorfunktion ist. Die Werte dieser Schétzer sind fiir die Kalen-
dermonate und die Aggregationsniveaus h = 1,3, 6, 12, 24 in Tab. 3.6 aufgelistet. Sie
sind unter Beachtung des Schwellenwertes von d = 0.2mm fiir tdglichen Niederschlag
berechnet worden.

Abbildung 3.9: Empirisches Fin-Stunden-Mittel
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Schitzer f(1) fiir alle im Abstand von 6 Stunden beginnenden 30-Tages-Perioden des Jahres.

In der Entwicklung eines Modelles fiir stiindlichen Niederschlag werden wir die em-
pirischen Momente verwenden, die aus allen 30 Tage umfassenden und im Abstand
von 6 Stunden jeweils um 0:00h, 6:00h, 12:00h und 18:00h beginnenden Perioden
geschatzt werden. Auf diesen Schétzern wird die Modellierung stiindlichen Nieder-
schlages in Kapitel 5 basieren. Die Schatzer sind in den Abb. 3.9 bis 3.16 dargestellt.
Um die Darstellung griechischer Buchstaben mit S-PLUS zu vermeiden, weichen die
Bezeichnungen in den S-PLUS-Bildiiberschriften von den Bilduntertiteln ab. Das
Verstédndnis wird dadurch - so hoffen wir - nicht erschwert.

Das h-Stunden Mittel ist nach Konstruktion des Schatzers proportional zur Lange
des Intervalles: i(jh) = jfi(h), j € IRy. Daher wird nur (1) betrachtet. Die em-
pirischen Varianzen nehmen iiberproportional, aber nicht quadratisch zu, in etwa
gemifB der Relation 4(jh) = v/2j4(h). Die Lag(1)-Autokorrelationen p(h,1) des
h-Stunden-Niederschlages sind in den meisten Perioden fiir o = 1 am gréfiten und
fallen monoton mit zunehmender Lange h des Aggregationsintervalles ab. Aller-
dings deuten der geringe Riickgang sowie der in einigen Monaten auch zu beobach-
tende Anstieg von p(12,1) auf p(24,1) auf innertégliche Zyklen hin, vergl. Tab. 3.6.
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Die Ubergangswahrscheinlichkeiten qAbWW(h) nasser Intervalle sind erwartungsgemaf
mit zunehmender Liange h ansteigend. Etwa 90% aller beobachteten Stunden sind
trocken, aber nur etwa 65% aller beobachteten Tage, was auf ein Uberwiegen kurzer
Regenschauer hindeutet.

Im folgenden Kapitel 4 werden wir an die Niederschlagsmessungen ein Modell zur
Beschreibung des 24-Stunden-Niederschlages anpassen, bevor wir in Kapitel 5 ein
Modell betrachten, das Eigenschaften des iiber unterschiedlich lange Intervalle ag-
gregierten Niederschlages unter Beriicksichtigung saisonaler Variation beschreibt.

Abbildung 3.10: Empirische Varianzen

(a) Var(Y(h=1)) (b) Var(Y(h=6))
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Varianz des 1-Stunden- bzw. des 6-Stunden-Niederschlages. (a) 4(1), (b) 4(6).

Abbildung 3.11: Empirische Varianzen
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Tabelle 3.6: Empirische Momente des aggregierten Niederschlagsprozesses

Erwartungswert und Varianzen

A 50 36 30 302 3@
Jan. 0.045 0.134 0.92 2.20 5.06 12.97
Feb. 0.049 0.068 0.45 1.30 3.50 9.46
Marz | 0.045 0.170 0.64 1.45 3.54 8.62
April | 0.066 0.213 0.92 2.39 6.05 14.98
Mai 0.090 0.622 2.38 5.43 1322 27.24
Juni 0.106 0.610 2.58 6.02 14.06 30.87
Juli 0.069 0.276 1.36 3.31 8.23 17.55
Aug. | 0.085 0427 1.79 459 11.10 23.35
Sep. 0.061 0.169 0.80 2.22 5.64 13.19
Okt. | 0.047 0.010 0.55 1.53 4.35  10.18
Nov. | 0.059 0.107 0.70 1.86 5.25 13.15
Dez. 0.051 0.245 0.92 2.10 5.06 11.27

Korrelationen
ST 56,0 6,0 0251 0L 1)
Jan. 0.56 0.18 0.11 0.40 0.32
Feb. 0.66 0.52 0.44 0.36 0.23

Marz 0.14 0.15 0.17 0.14 0.10
April 0.25 0.27 0.24 0.24 0.19

Mai 0.18 0.18 0.15 0.11 0.21
Juni 0.25 0.17 0.14 0.09 0.07
Juli 0.36 0.20 0.18 0.06 0.05
Aug. 0.28 0.23 0.16 0.07 0.13
Sep. 0.40 0.34 0.23 0.16 0.16
Okt. 0.51 0.41 0.34 0.18 0.12
Nov. 0.62 0.40 0.36 0.23 0.19
Dez. 0.13 0.16 0.15 0.10 0.11

Ubergangswahrscheinlichkeiten nasser Intervalle

dww(l) oww(3) oww(6) oww(12) éww(24)
Jan. 0.16 0.24 0.33 0.44 0.58
Feb. 0.18 0.27 0.35 0.43 0.56
Marz 0.13 0.21 0.27 0.39 0.51
April 0.15 0.23 0.33 0.44 0.60
Mai 0.14 0.21 0.29 0.39 0.58
Juni 0.12 0.19 0.26 0.38 0.55
Juli 0.14 0.18 0.25 0.34 0.53
Aug. 0.14 0.21 0.29 0.37 0.52
Sep. 0.10 0.17 0.24 0.33 0.47
Okt. 0.13 0.21 0.29 0.43 0.57
Nov. 0.16 0.24 0.31 0.44 0.58
Dez. 0.12 0.19 0.28 0.39 0.52
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Abbildung 3.12: Empirische Lag(1)-Autokorrelationen
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(a) Cor(Y(1,1))

(b) Cor(Y(6,1))
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Lag(1)-Autokorrelation des 1-Stunden-bzw. 6-Stunden-Niederschlages. (a) p(1,1), (b) p(6,1).

Abbildung 3.13: Empirische Lag(1)-Autokorrelationen

(a) Cor(Y(12,1))

(b) Cor(Y(24,1))
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Lag(1)-Autokorrelation des 12-Stunden- bzw. 24-Stunden-Niederschlages. (a) p(12, 1), (b) p(24, 1).

Abbildung 3.14: Empirische Ubergangswahrscheinlichkeiten
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Ubergangswahrscheinlichkeiten qgww(h) fiir (a) 1-Stunden- bzw. (b) 6-Stunden-Intervalle.

Abbildung 3.15: Empirische Ubergangswahrscheinlichkeiten

(a) P(WIW)(12)

(b) P(WIW)(24)
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Ubergangswahrscheinlichkeiten qgww(h) fiir (a) 12-Stunden- bzw. (b) 24-Stunden-Intervalle.
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Abbildung 3.16: Empirische Wahrscheinlichkeiten trockener Intervalle

(a) P(DID)(24) (b) P(D)(24)
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Fortsetzung Tabelle 3.6

(Ubergangs—) Wahrscheinlichkeiten trockener Intervalle

¢pp(l) ¢pp(6) ¢pp(12) ¢pp(24) ¢n(l) én(24)
Jan. 0.93 0.86 0.81 0.77 0.92 0.64
Feb. 0.92 0.85 0.80 0.75 0.91 0.64
Marz 0.93 0.85 0.80 0.75 0.93 0.66
April 0.92 0.83 0.79 0.74 0.91 0.60
Mai 0.92 0.81 0.73 0.66 0.91 0.56
Juni 0.92 0.80 0.73 0.63 0.92 0.55
Juli 0.93 0.85 0.79 0.74 0.93 0.64
Aug. 0.94 0.86 0.79 0.73 0.93 0.64
Sep. 0.94 0.86 0.82 0.75 0.94 0.68
Okt. 0.94 0.88 0.84 0.80 0.93 0.69
Nov. 0.92 0.83 0.79 0.75 0.91 0.63
Dez. 0.93 0.85 0.80 0.76 0.93 0.67




Kapitel 4

Modellierung taglichen
Niederschlages

Zur Modellierung taglichen und stiindlichen Niederschlages wurde urspriinglich der
Ansatz verfolgt, zunachst den Ereignis- und Mengenprozef} taglichen Regens zu be-
schreiben und darauf basierend ein Modell fiir die bedingte Verteilung der Nieder-
schldge innerhalb eines nassen Tages zu entwickeln. Dieser Ansatz wurde nur bis zur
Modellierung téglichen Regens umgesetzt, weil die Beschreibung sowohl téglichen
als auch stiindlichen Regens durch das gleiche Modell, ndmlich das in Kapitel 5
beschriebene Neyman-Scott-Modell, iiberzeugender erschien. Vorgehensweise sowie
Ergebnisse der Modellierung taglichen Regens werden hier dennoch dargestellt.
Als taglichen Regen bezeichnen wir die Serie der von 0:00 - 23:59h aggregierten
Niederschlagsmengen. Die Niederschlagsmengen an nassen Tagen sind schwach kor-
reliert mit (1) = 0.14, vergl. Abschnitt 3.1. Das ist so gering, dal wir den Ereignis-
und den Mengenprozefl separat anpassen.

In Abschnitt 1 wird der Ereignisprozefl modelliert, in Abschnitt 2 die bedingte Ver-
teilung der Niederschlagsmengen an nassen Tagen. In Abschnitt 3 wird der Simula-
tionsalgorithmus beschrieben, bevor in Abschnitt 4 im Rahmen der Validation ein
Modell ausgewéhlt wird.

1 Der Ereignisprozef}

Der Ereignisprozef taglichen Niederschlages ist kein Bernoulliprozef}, was aus dessen
empirischer Autokorrelationsfunktion deutlich wird: Der empirische Lag(1)-Auto-
korrelationskoeffizient (1) ist in allen Saisonen signifikant von Null verschieden,
je nach Jahreszeit auch gilt das auch fiir (2) und r(3), vergl. Tab. 4.1 und Abb.
4.1. Markovketten sind ein naheliegendes Modell zur Beschreibung des Ereignispro-
zesses, weil sie leicht auf Markovketten héherer Ordnung verallgemeinert werden
kénnen, die Modellparameter leicht zu schétzen sind und weil Saisonalitdt in das
Modell integriert werden kann. Die Anpassung des Markovkettenmodelles folgt der
Vorgehensweise in ZUCCHINI UND ADAMSON [1984].
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Tabelle 4.1: ACF des Ereignisprozesses

Lag Friihling Sommer Herbst Winter
April - Juni  Juli - Aug. Sept. - Okt. Nov. - Méarz

1 0.26 0.25 0.30 0.32
2 0.10 0.05 0.13 0.17
3 0.06 -0.02 0.13 0.12
4 0.04 0.01 0.07 0.06
5 0.01 0.02 0.03 0.03

Abbildung 4.1: ACF des Ereignisprozesses
(b) Sommer (Juli - August)

(a) Fruehling (April - Juni)
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(d) Winter (November - Maerz)
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Die horizontalen Linien markieren 95%-Konfidenzintervalle fiir 5(j) um Null.

Friihling: [-0.04; 0.04]; Sommer: [ -0.05; 0.05]; Herbst: [ -0.05; 0.05]; Winter:[ -0.03; 0.03].
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Es sei Z;,, der Zustand des Ereignisprozesses téglichen Regens an Tag ¢ in Jahr n,

{ 1, Tag tin Jahr nist naf,
Ztn - 0

sonst,

}tzl,...T, n=1,..., N.

Bei uns ist 7' = 365. Nehmen wir zunéachst an, die Anzahl N R(t) der nassen Tage ¢
innerhalb von N Jahren sei unabhangig fiir ¢ # s. Dann ist N R(¢) binomialverteilt
mit Erfolgswahrscheinlichkeit m1(¢) = P(Z; = 1). Der empirische Schatzer 71(¢) ist

1 N
n=1

Genauso ist die Anzahl NRR(t) der in N Jahren aufgetretenen Folgen (Z;_;,, =
1, Zin, = 1) binomialverteilt mit Erfolgswahrscheinlichkeit m1;(t) = P(Z;,
U1 Zi—1n = 1) und Anzahl der Versuche NR(t — 1) = >N W Zieq

NRR(t) ~ B(mu(t), NR(t — 1)) ,

wobei 1(-) die Indikatorfunktion ist. Dieser Datensatz enthélt keine fehlenden Werte,
daher existiert Z;, fiir alle t und fiir alle n. Die NRR(t) sind bedingt unabhéngig,

gegeben N R(t—1). Der empirische Schétzer 714 (#) der Ubergangswahrscheinlichkeit
ml1(t) ist

R  NRR(t)
m11(t) := m

Die Ubergangswahrscheinlichkeiten moo(t) = P(Ziy, = 0] Zi—1,, = 0) oder die
Ubergangswahrscheinlichkeiten einer Markovkette zweiter Ordnung werden analog
geschétzt.

Wir iibernehmen die Bezeichnungen aus ZUCCHINT UND ADAMSON [1984]:

NR(t) = YN (Zn), t=1,...,T
ND(t) = YN (Z,=0), t=1,...,T

NRR(t) = SN  1(Zi1pn=0, Zip = 1),

NDR(t) = 0o W ian =0, Zin = 1),

) 1 U
NRRR(t) = SN 1(Zicgp =1, Zyyn=1, 2, =1),
NDRR(t) = SN 1 Zign=0,Zi1n=1,Zs, =1),
NRDR(t) = SN 1 Zigp=1,Zi 1y =0, Zs = 1),

wobei T' die Lange des Beobachtungszeitraumes (z.B. T=365) und N die Anzahl der

beobachteten Jahre bezeichnen.
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Entsprechend seien

m(t) = P(Zi,=1), t=1,.... 7, n=1,....N
mo(l) = P(Z.=0),

mi(t) = P(Zin=1Z1, =1),

mo1(t) = P(Zin =1Zi210 =0),

m(t) = P(Zin=1Zicin=1,Zi0, = 1),

mo11(t) = P(Zip=1Zic10=1,Zi9, =0),

moi(t) = P(Zip=1Zic10=0,Zi9,, = 1),

moor(t) = P(Ziyp=1Zic10=0,Zi9, =0),

etc.

Die empirischen Schatzer dieser Wahrscheinlichkeiten werden zwar aus unterschied-
lichen Daten, aber auf analoge Weise bestimmt, zum Beispiel:

_ NDR(1)
COND(t—-1)°

To1(t)

Deshalb verwenden wir vereinfachend die folgende Notation:

M(t) : Wert der binomialverteilten Zufallsvariablen an Tag ¢ (z.B. M(t) =
NRR(1).

MM((t) : Anzahl der Versuche fiir M(?),

(1) : Erfolgswahrscheinlichkeit von M (1),

7(t) : empirischer Schitzer von 7 (1).

und
#() = M()/MM(2)

Die M(t) sind bedingt unabhingig, gegeben MM (t),t = 1,...,T. Ferner gelten die

Relationen:

m(t) + mo(t) = 1,
m(t) + mo(t) = 1,
m11(t) + mao(t) =

und allgemein 1 (1) + im0y (1) = 1, wobei mm eine beliebige (auch beliebig lange)
Folge von 0 und 1 ist, die bei beiden Summanden gleich ist.
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Wird an den Ereignisprozef in einem T' Tage umfassenden Zeitraum auf diese Weise
eine Markovkette 1. Ordnung angepafit, so miissen 27T Parameter geschiatzt wer-
den, ndmlich m11(¢) und mei(¢) fiir ¢t = 1,..., 7. Fiir eine Markovkette 2. Ordnung
sind es bereits 22 17" Parameter. Das fiihrt einerseits zu einem grofien Fehler durch
Schitzung, zum anderen wiirden sich die Ubergangswahrscheinlichkeiten 7(t) im
Zeitverlauf nicht stetig &ndern, was meteorologisch nicht plausibel ist. Die Parame-
ter eines klimatologischen Prozesses sollten stetige, zyklische Funktionen der Zeit
mit der Periode eines Jahres sein, damit die beobachtbaren Figenschaften wieder-
gegeben werden. Auflerdem miissen die Wahrscheinlichkeiten n(¢) fiir alle Folgen
M(t) strikt zwischen 0 und 1 liegen, was die empirischen Schétzer der Parameter
von Markovketten insbesondere hoherer Ordnung nicht gewdhrleisten: fiir sie treten
haufig die Werte 0 oder 1 auf. Diese Eigenschaften legen eine Transformation der
Ubergangswahrscheinlichkeiten und ansschlieBende Anpassung von Fouriersummen
nahe. Zur Glattung zyklischer Daten sind Fouriersummen naheliegend, da sie ste-
tig sind und die gewiinschte Periodizitdt ermoglichen. Aus der Fourieranalyse ist

bekannt, daff 7" Werte x(1),...,2(T) durch

(1.1) z(t)=Ro+ >, Rpcos(wpt+0y)+ (1) Rypr,t=1,...,T,

0<k<T/2

dargestellt werden kénnen, wobei wy, = 27k /T. Der letzte Summand tritt nur auf,
wenn T gerade ist. Bei uns ist T" = 365, so dal wir den letzten Summanden im
folgenden nicht mehr anfithren. FR; und 6, sind die Amplitude bzw. Phase der
Frequenz wy (BLOOMFIELD [1976]). Enthalten die #(¢) nur endlichviele Frequenzen
wr,, ) =1,...,Jund k; € {1,...,T/2}, so geniigt eine Beschreibung

J
(1.2) 2(t)= Ro + Z Ry, cos(wy, t 4 O))

i=1

mit 0 < J < 7T/2 und geeigneten Frequenzen wy;. In klimatologischen, einmal taglich
registrierten Daten dominieren die kleinen Frequenzen wy,k = 1,2,..., so daf} eine
Approximation

L
(1.3) 2(t;L)=Ro+ Z Ry cos(wit + 0k) ,

k=1

mit geeignetem [ moglich ist. Diese Annahme muf durch eine Spektralanalyse
bestétigt werden. Die Parameter eines linearen Gleichungssystemes kénnen leichter
geschétzt werden, daher formen wir (1.3) unter Anwendung der Additionstheoreme
um:

L
(1.4) 2(t)= Ao+ Z Ag cos(wit) + Brsin(wgt) ,t =1,...,T.
k=1

Um zu gewéhrleisten, dafl die angepafiten Wahrscheinlichkeiten strikt zwischen 0
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und 1 liegen, werden statt der empirischen Wahrscheinlichkeitsschitzer 7 (¢) deren
Logits durch eine Fouriersumme approximiert. Die Logit-Transformation ist:

n(t) :=logit(m(t)) := log (1 j(;)(t)) :

Sie erhélt Periodizitaten. Da 7 (1) = exp(n(t))/ (1 —|—exp(77(t))), folgt fiir die Schétzer
0 < 7(t) < 1. Wir erhalten

L
(1.5) logit(m(t)) = Ro+ > Ricos(wpt +0;), t=1,...,T,

k=1

bzw.
L

(1.6) logit(m(t) ~ Ao+ Z Ap cos(wit) + Bgsin(wgt) ,t=1,...,T
k=1

Damit liegt ein verallgemeinertes lineares Modell vor (McCULLAGH UND NELDER
[1983]), dessen Parameter Ao, Aj, Bj,j =1,..., L, mit der Methode der iterativ ge-
wichteten kleinsten Quadrate aus den empirischen Schatzern 7 (t) geschétzt werden.
Als Startwerte verwenden wir die gewdhnlichen Kleinste-Quadrate-Schitzer:

A7) Ae= %Z_: logit(#(1))

A

(logit(fr(t)) — Ao) cos(wit), 0 <k <T/2,

]~

o
Il
—

A

(Logit(#(t)) — Ao) sin(wit), 0 < k < T/2.

Nl N

o
Il
—

]~

Die Anpassung erfolgt in 5S-PLUS mit dem Befehl glm. Aus den geschitzten Wer-
ten A B werden die Amplitude R und die Phase (9 berechnet. Wir bestimmen
Zunéichst dle optimale Parameteranzahl L fiir jede der (Ubergangs )Wahrscheinlich-
keiten eines Markovmodelles der Ordnungen 0, 1, 2 mit der Deviance.

(1.8) Definition. Die Deviance oder Log-Likelihood-Ratio-Statistik eines Mo-
delles mit Parametervektor ; € IR" ist (vergl. MCCULLAGH UND NELDER [1989])

Dk = Q(Z((gmaxa y) - l(eka y)) )

wobei #,,,, das Modell mit maximaler Parameteranzahl, das ist hier T', bezeichnet.
O
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Zur Auswahl zwischen ineinander geschachtelten Modellen mit ¢ bzw. p Parametern,
g < p, wird die Priifgrée D, — D, verwendet. Unter der Annahme, beide Modelle
beschreiben die Daten angemessen, gilt approximativ D, ~ XQT_p bzw. D, — D, ~
XZ_q. Damit kann die Hypothese getestet werden, das Modell mit ¢ Parametern
beschreibe die Beobachtungen ebenso angemessen wie das Modell mit p Parametern.

(1.9) Parameteranzahl der Markovketten. Die Ergebnisse der Anpassung von
Fouriersummen an die Ubergangswahrscheinlichkeiten befinden sich in Anhang B.1.
Die Anzahlen der zur Beschreibung des Ereignisprozesses durch eine Markovket-
te mit geglitteten Ubergangswahrscheinlichkeiten insgesamt benétigten Parameter
sind der folgenden Tabelle zu entnehmen:

Ordnung |0 1 2 3
Parameter | 5 8 10 12

Die Ordnung der Markovkette wird unter Anwendung des Bayes’schen Informations-
kriteriums BIC und Akaikes’ Informationskriteriums AIC ausgewahlt. KKATZ [1981]
zeigt in einem Vergleich des BIC mit dem AIC, daff in Simulationen das BIC haufiger
die wahre Ordnung einer Markovkette wihlt, wihrend das AIC zum Uberschétzen
der Ordnung neigt; daher betrachten wir beide Kriterien.

(1.10) Definition. Seien z € IR" der Vektor der Beobachtungen, § € IRF der
Parametervektor eines angenommenen Modelles, 0 ein Schiitzer von # und l(é; z)
die zugehorige Log-Likelihood-Funktion. Akaikes Informationskriterium (AIC)
eines Modelles mit Parameter § € IR* ist:

AIC(0) == —=21(0; 2) + 2k .

a

Diese Definition ist PARZEN et al. [1998] entnommen. Das BIC gewichtet die Anzahl
der Modellparameter mit der Anzahl n der beriicksichtigten Beobachtungen (IKATZ
[1981]).

(1.11) Definition. Das Bayes’sche Informationskriterium (BIC) eines Mo-
delles mit Parameter # € IR* bei n Beobachtungen » € IR" ist:

BIC(0) := —2[(@;2) +k-lnn.

a

(1.12) Bemerkung. Mit dem AIC wird unter Modellen mit k, k € Na Parametern
das Modell mit Parameter 847 ausgewihlt, dessen AIC-Wert minimal ist, also:

A[O(@Ajc) == HlelnA[C(@) .
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Mit dem BIC wird das Modell mit Parameter 6g7- ausgewahlt, wobei
B[O(@Bjc) == HlelnB[C(@) .

a

(1.13) Bemerkung. Seien z;,,t = 1,...,7, n = 1,..., N, die Beobachtungen
des Ereignisprozesses an Tag ¢ in Jahr n. Sei nil...ih+1(t) die Anzahl der in allen
Jahren beobachteten (h + 1)-Tupel (zi—p, = t1,..., Ztn = iht1). Die bedingte Log-
Likelihood-Funktion [ einer Markovkette der Ordnung h, gegeben die ersten h Be-
obachtungen, ist:

I=> X (P (D) 07, i) -

Die innere Summe wird iiber alle (h 4+ 1)-Tupel (i1, ...,1511) € {0,1}"*! gebildet.
Die Werte der Kriterien in der nachfolgenden Tabelle basieren auf der bedingten
Log-Likelihood-Funktion, bei gegebenen Beobachtungen 2y 1, 231, 231 der ersten drei

Tage.

Markovkette
Kriterium | 0. Ordnung 1. Ordnung 2. Ordnung 3. Ordnung
AIC 12944 12095 12064 12153
BIC 12980 12152 12136 12239

Sowohl mit dem AIC als auch mit dem BIC wird die Markovkette 2. Ordnung
angepafit. Da der Unterschied zwischen den Werten der Kriterien fiir Markovketten
erster und zweiter Ordnung gering ist, wird erst im Rahmen der Modellvalidation die
Ordnung der Markovkette zusammen mit der Verteilung der Niederschlagsmengen
an nassen Tagen ausgewé&hlt.

2 Die Niederschlagsmengen an nassen Tagen

Zur Modellierung der Niederschlagsmengen an nassen Tagen gehen wir wie ZUC-
CHINI UND ADAMSON [1984] vor, da die gleichen Voraussetzungen gegeben sind:
Die bedingte Verteilung der Niederschlagsmengen an nassen Tagen ist breit und
rechtsschief, der Mittelwert verdndert sich im Jahresverlauf. Er betragt im Januar
3.72mm, im Juli 4.6mm und im Dezember 3.7mm, vergl. Abb. 4.2.

Die Weibullverteilung ist rechtsschief und flexibel und damit eine geeignete Kandi-
datin zur Modellierung der Niederschlagsmengen an nassen Tagen. Die Anpassung
wird mit der Methode der Momente durchgefiihrt.

Die Zufallsvariablen W; bzw. W, seien die Niederschlagsmengen an einem nassen
Tag ¢t,t = 1,...T, bzw. an einem nassen Tag ¢ in Jahr n,n = 1,..., N. Ist Tag ¢
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trocken, sind W, bzw. W, ,, nicht definiert. Wir betrachten W, , als identisch verteilt
fiir alle n bei konstantem ¢ und als unabhéngig fiir alle ¢ und alle n. Die Annahme
der Unabhédngigkeit ist trotz der in Abschnitt 3.1, Tab. 3.2 geschatzten Lag(1)-
Korrelation von r(1) ~ 0.14 sinnvoll.

Zunéchst schétzen wir die erwartete Niederschlagsmenge EW,, = m; an einem
nassen Tagt,t = 1,...,T, durch die empirischen Mittel rm; an Tag ¢ und glatten diese
Schétzer anschliefend mit einer Fouriersumme, da wie bei den Parametern einer
Markovkette auch hier nur stetig sich &ndernde Parameter physikalisch plausibel
sind. Als zweites Moment schitzen wir den Variationskoeffizienten CV(W;). Aus
my und @(Wt) berechnen wir Schatzer der Parameter der Weibullverteilung. Die
genaue Vorgehensweise wird nachfolgend beschrieben. Der Erwartungswert m;, sollte
eine stetige und sinusartige Funktion der Zeit sein:

L
(2.1) my~ Ro+ >, R; cos(wit +6;) .t =1,...,T,

J=1

mit w; = (2 7/T) und einem geeigneten L. Die Parameter R;,6; werden aus den
empirischen Mittelwerten m; geschétzt,

| NERO
mt: th ,tzl,...,T,
NE(t) ;

wobei N R(t) die Anzahl nasser Tage ¢ innerhalb der beobachteten N Jahre ist. Wie
im vorigen Abschnitt wird (2.1) in

L
(2.2) my~ A+ Z (Aj cos(w;t) + B; sin(wjt))

i=1

umgeformt. Damit liegt ein lineares Modell vor, dessen Parameter A;, B; mit dem
Verfahren der iterativ gewichteten kleinsten Quadrate aus den Mittelwerten 1y
geschétzt werden. Als Gewichtungsfaktoren dienen die Anzahlen N R(t).
Alternativ hétten, wie bei ZUCCHINI UND ADAMSON [1984], die Beobachtungen
W, mit konstanten Gewichtsfaktoren zum Schétzen verwendet werden kénnen. Das
beséfle den Vorteil, daf} die tatsidchlichen Beobachtungen approximiert wiirden, aber
den Nachteil groflerer Datenmatrizen. Berechnungen zeigten, daf} sich die Schétzer
aus beiden Verfahren bei diesem Datensatz nur geringfiigig unterscheiden. Die erste
Vorgehensweise entspricht der bei der Approximation der Parameter der Markov-
kette verwendeten und wird hier bevorzugt.

Die Anzahl L der benétigten Fourierfrequenzen wird ohne Verteilungsannahme aus-
gewahlt, und zwar unter Verwendung der Summe 5 der kleinsten Quadrate:

S =

t

(ie( L) = 1ine)”

T
=1
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Abbildung 4.2: Niederschlagsmengen an nassen Tagen

(a) Mittlere Menge (b) Variationskoeffizient

. . —— 1Freq.
o | . 2 Freq.
E1

cv

T T T T T T
0 100 200 300 0 100 200 300
Tag Tag

(a) Mittel m; der Niederschlagsmenge an nassen Tagen ¢ und Fourierapproximation.
(b) Empirischer Variationskoeffizient ¢; = s(W;)/mny .

wobei (L), t = 1,...,T, die mit L Frequenzen angepaBten Werte der m; sind.
Ein deutlicher Riickgang von S ist beim Ubergang von null zu einer Fourierfrequenz
zu sehen, so daff wir L = 1 wéhlen und m; durch m,(L = 1) approximieren, vergl.
Abb. 4.2 und Anhang B. Unter Annahme einer Weibullverteilung mit konstantem
Formparameter und zeitabhéngigem Skalenparameter kann die Auswahl der Anzahl
L an Frequenzen mit dem AIC getroffen werden; dieses Vorgehen fithrt ebenfalls zu

L=1.

Die Schéitzer der Varianz Var(W;) und des Variationskoeffizienten C'V(W;) geméaf
der Methode der Momente sind

(2.3)  Var(W,) =

Ny
r ) -

(2.4) CV(W,) =/ Var(W,)/ m; .

Die Schéatzer ﬁ/(Wt) sind im Zeitverlauf ann&hernd konstant, vergl. Abb. 4.2. Ist
der Variationskoeffizient konstant, CV(W;) = CV,t =1,...,T, so folgt aus (2.4)

NR(t)

(sz Wi, — mt)Q) OV Y NR()

t=1 n=1 t=1

TN

Wenn statt des empirischen Mittels r(t) die mit (2.1) bestimmten Schétzer (L)
verwendet werden, erhalten wir

2

2Ly Sl (W = (1))
Zt:l N mt(L)

(2.5) CV:=
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Dieser Schatzer ist im allgemeinen nicht erwartungstreu. Aus den Schéatzern der
Erwartungswert-Zeit-Funktion m; und des Variationskoeffizienten CV lassen sich
die Parameter der Weibullverteilung bestimmen. Die Dichte der Weibullverteilung
mit Skalenparameter o« und Formparameter 3 lautet

(2:6) f(x)= 22" expl(—2/a)’).
Es sind

(2.7) EX=al(1+1/8), VarX=o®|I(1+2/8)—I*(1+1/8)] .

Werden die W; durch Weibullverteilungen mit Parametern «; und g; beschrieben,
so ist der Formparameter 3; = [ als Funktion des Variationskoeffizienten nicht
zeitabhéngig:

B I'(1+2/8)
an oo ()

Es existiert keine geschlossene Form einer Umkehrfunktion zu (2.8), aber ZUCCHINI
UND ADAMSON [1984] geben eine Approximation durch eine rationale Funktion:

339.5410 + 148.4445 C'V + 192.7492 OV 4+ 22.4401 OV

(2°9) B = — 2 3
142571162 C'V 4 287.8362 C'V + 157.2230 C'V

Da

(2.10) o, =m/T(1+1/8) ,t=1,...,T,

wird & durch Einsetzen von B und (L) bestimmt.

Wir passen also eine Weibullverteilung mit konstantem Formparameter 3 und zeit-
abhingigem Skalenparameter a;(L = 1) an. Ein zeitabhéingiger Skalenparameter o
fithrt zum Modell m; = my(L = 1). Die Werte der Schitzer &; und 3 sind

3 = 0.7561838
und

(1) = he(1)/T(1 +1/8)
mit

rg(1) = 4.173 + 1.143 cos(wyt — 2.860), t=1,...,T.



KAPITEL 4. TAGLICHER NIEDERSCHLAG 60

Die Werte der Parameterschitzer und der Residuenquadratsummen weiterer Appro-
ximationen (L) befinden sich im Anhang B.2.

3 Simulation

Der Ereignisprozefl kann nach Abschnitt 1 durch eine Markovkette erster oder zwei-
ter Ordnung beschrieben werden, die Niederschlagsmengen an nassen Tagen gemé&f
Abschnitt 2 durch eine Weibullverteilung mit konstantem Form- und zeitabhangigem
Skalenparameter. Mit diesen beiden Modellen werden jeweils 1000 Jahre kiinstlicher
téglicher Niederschlagsmessungen erzeugt. Die Werte der Parameter der Modelle be-
finden sich in Anhang B. Der Ereignisprozefl und die Niederschlagsmengen an nassen
Tagen werden in zwei Schritten aus den geschétzten Modellparametern simuliert. Die
Zustande des Ereignisprozesses seien Z;,,, 1 =1,... T =365, n=1,..., N = 1000.

(3.1) Simulation einer Markovkette 1. Ordnung.

1. Tag 1:
Sind in einer Markovkette die Ubergangswahrscheinlichkeiten stetige Funk-
tionen der Zeit, so auch die Gleichgewichtswahrscheinlichkeiten, und es gilt
approximativ my(t) ~ m(t — 1) baw. mo(t) ~ me(t — 1), t = 1,...,T, wobei
m1(0) = m(T") und mo(0) = mo(7T"). Damit berechnen sich die Gleichgewichts-
wahrscheinlichkeiten 6 = (7o, m1) einer Markovkette 1. Ordnung aus der fiir
stationdre Ketten geltenden Gleichung

wobei II die Matrix der Ubergangswahrscheinlichkeiten ist,

I = ( Too 7o1 )
Tio 711
mit P;; = P(Zi,, = j|Zi—1,, = 1). Losen des Gleichungssystemes unter Beach-
tung von mg + m; = 1 fithrt zu

7T01(t)
7T1(t) = 1 ﬂ_ll(t) n 7T01(t) 5 7T0(t) =1- 7T1(t) .
Fiir nicht-stationdre Ketten gilt diese Gleichung approximativ. Als Startwahr-
scheinlichkeiten verwenden wir die Gleichgewichtswahrscheinlichkeiten (1),
mo(1). Es wird eine U(0, 1)-verteilte Zufallszahl u; erzeugt (in S-PLUS mit dem
Zufallszahlengenerator runif). Der Zustand 7Z; ; des Ereignisprozesses an Tag
1 in Jahr 1 ist

Z _ 17 Uy S ﬂ-l(]‘) 9
L= 0, U >7T1(1).
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2. Tage 2,3.. .
Basierend auf Z; ; werden die weiteren Werte des Ereignisprozesses simuliert.
Fiir jeden zu simulierenden Zustand Z;, wird eine U(0, 1)-verteilte Zufallszahl

u erzeugt.
_ L w <m(t), B
Zt,n — { 07 up > Wll(t)7 falls Zt—l,n = 17
_ L, up <mor(), B
Zt,n — { 07 uy > 7T01(t) 7 falls Zt—l,n =0

firt=1,..., 7, n=1,...,N,und Zy,, = Zg,_ fiir n > 2.

(3.2) Simulation einer Markovkette 2. Ordnung.

Ist Zy, Zs,... mit Z; € {0,1}, eine stationire Markovkette 2. Ordnung mit Uber-
gangswahrscheinlichkeiten m;;, = P(Z; = k|Zi—1 = j, Zi—2 = 1), so berechnen sich
die Gleichgewichtswahrscheinlichkeiten (mg, 71 ), indem die Markovkette in eine Mar-
kovkette 1. Ordnung transformiert wird. Wir definieren Y; := (Z;, Zi41). Dann ist
Y1, Y, ... eine Markovkette 1. Ordnung mit Zustandsraum {0,1}% und Ubergangs-
wahrscheinlichkeiten

T = Pl =102 =k|Z = j,Zi_y =)
P(Y; = (k,)|Yier = (1,5))
_ { mi v g =k,

0 sonst.

Die Ubergangsmatrix der {Y;}iez ist damit I = (P(Y,H_l =JjlY, = @)) ,

g

Ubergang

Ausgang 10 01 11
I = 00 T0000 0 o001 0
10 T1000 0 o001 0
01 0 o110 0 To111
11 0 T1110 0 1111

Die Gleichgewichtswahrscheinlichkeiten fiir {Y; };cz berechnen sich unter Beachtung
von Y., 8 = 1 aus

§=6T11

mit (ST = (7'['00,7'['10,7'['01,7'['11) und Ty = P(}/t = (l,])) = P(Zt = i, Zt_|_1 = ])
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Daraus berechnen sich die Gleichgewichtswahrscheinlichkeiten fiir Z;:

To — P(Zt == 0) == P(Zt—l == 0, Zt == 0) + P(Zt—l == 1, Zt == 0)
Too + 1o
P(Zt - 1) - P(Zt—l - O,Zt - 1) —|— P(Zt—l - 1,Zt - 1)

= o1+ 711 -

™

Die letzten Gleichheiten in jeder Zeile gelten aufgrund der Stationaritdt. Unter
Annahme stetig sich dndernder Ubergangswahrscheinlichkeiten lassen sich Start-
wahrscheinlichkeiten (1), m(1) und daraus die bedingten Wahrscheinlichkeiten
m1(2) = P(Zy = 1171 = 1) und 71(2) = P(Zy = 1|73 = 0) berechnen. Der
Ereignisproze Z, ..t =1,...,7, n =1,..., N wird analog zu dem oben beschrie-
benen simuliert:

1. Tag 1:
Es wird eine U(0, 1)-verteilte Zufallszahl u; erzeugt. Dann ist

Z _ 17 u S 7Tl(l) 9
L= 0, u > 7T1(1) .

2. Tag 2:

Sei ug ~ U(0, 1)-verteilt. Dann setzen wir

_ L (2), _
Z271 = { 07 US> 7_[_11(2)7 } falls Z171 =1 5
(2)
(1)

Zog = {

3. Tage 3.4,...,:
Es werden sukzessive die Daten 7, ,, erzeugt, indem fiir jeden Tag eine U(0, 1)-
verteilte Zufallszahl u erzeugt wird und

7. 17 u < ﬂ-ijl(t)v
tn = 0, u > Wijl(t),

’ } falls Z171 =0.

wobei 1,7 € {0,1} und t = 1,...,7, n = 1,....,N, und Zy, = Zrn-1,
Z—1,n = ZT—1,n—1 gilt-
Die Berechnung der Gleichgewichtswahrscheinlichkeiten kann der S-PLUS-

Funktionen markov2.eq.fun in Anhang B.4 entnommen werden.

(3.3) Simulation der Niederschlagsmengen an nassen Tagen.

Zur Simulation der Niederschlagsmengen an nassen Tagen werden die Tage ¢, =
1,...7T, in den Jahren n,n = 1,..., N, durchlaufen. Ist Z;, = 1, wird eine wei-
bullverteilte Zufallszahl mit Skalenparameter &; und Formparameter B erzeugt (in
S-PLUS mit dem Zufallszahlengenerator rweibull).

Die verwendeten S-PLUS-Routinen befinden sich in Anhang B.4.
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4 Modellvalidation

Zur Modellauswahl wird mit einer Markovkette 1. Ordnung und mit einer 2. Ord-
nung jeweils ein Datensatz, bestehend aus 1000 Jahren téglicher Niederschlagsmes-
sungen, simuliert. Die Eigenschaften der simulierten Daten werden mit denen der
Beobachtungen verglichen.

Wir verwenden die folgenden Bezeichnungen fiir die betrachteten Datensétze: OBS
seien die Beobachtungen, M1 sind die mit einer Markovkette 1. Ordnung und M2
die mit einer Markovkette 2. Ordnung erzeugten Datensdtze. Die Niederschlagsmen-
gen an nassen Tagen sind jeweils mit einer Weibullverteilung mit den in Abschnitt
2 gegebenen Parametern erzeugt, also mit konstantem Form- und zeitabhidngigem
Skalenparameter.

Zur Modellauswahl betrachten wir

1. Mittel und Standardabweichung des Jahresniederschlages,

2. Mittel und Standardabweichung des Monatsniederschlages,

3. Mittel und Standardabweichung der Anzahl nasser Tage,

4. Mittel und Standardabweichung des Niederschlages an einem nassen Tag,

5. Clustereigenschaften nasser Tage.

Die Werte dieser Statistiken befinden sich in Anhang B.3. Die Verteilung der Jah-
resniederschlagsmengen beider simulierter Sets &hneln der beobachteten Verteilung,
vergl. Abb. 4.3. Das Mittel Y des Jahresniederschlages wird unter M1 besser wie-
dergegeben, unter beiden Modellen ist dessen Standardabweichung s(Y;) zu klein.
Die empirischen Quantile des Jahresniederschlages sind in beiden Simulationssets
grofler als die der Beobachtungen, vergl. Tab. 4.2. Der mittlere Monatsniederschlag
wird von M1 besser wiedergegeben als von M2, die Standardabweichung ist unter
beiden Modellen zu klein, vergl. Anhang B.3. Insgesamt ist die Performance beider

Modelle beziiglich des Monatsniederschlages dhnlich, vergl. Abb. 4.4.

Tabelle 4.2: Jahresniederschlag

Empirische Quantile Jahresniederschlag

OBS M1 M2 OBS M1 M2
99% | 387.6 389.4 395.1 Yy 563.7 565.6 589.4
98% | 387.6 407.7 419.6 §(Yy) | 111.0  85.0 86.7

95% | 392.9 431.7 451.0
90% | 419.8 454.6 477.5
50% | 561.5 562.7 588.3

links: Empirische Quantile des Jahresniederschlages aus den Beobachtungen OBS bzw. den simu-
lierten Daten M1 und M2. rechts: Mittel und Standardabweichung des Jahresniederschlages.
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Beide Modelle besitzen annédhend identische Figenschaften beziiglich der Nieder-
schlagsmenge W; an nassen Tagen. Das Mittel 1, ist unter beiden Modellen um
etwa lmm zu grofl. Die Standardabweichung s(W;) ist ebenfalls unter beiden Mo-
dellen etwas zu grofl. Modell M2 ist geringfiigig besser, Abb. 4.5. Extremer taglicher
Niederschlag besitzt unter beiden Modellen eine fast identische Verteilung. Die 90%-
, 95%-, 98%-Quantile sind unter den Modellen etwas zu grofi. Das 99%-Quantil ist
unter den Modellen in den Monaten Mai, Juni und Dezember um etwa 5mm bzw.
um 15% zu klein, was fiir Anwendungen des Modelles von Bedeutung ist.
Abschlieflend betrachten wir das Clusterverhalten nasser Tage. Die Wahrscheinlich-
keit p1—Run(k) eines nassen Runs der Lange k ist die Wahrscheinlichkeit, & nasse
Tage in Folge zu erhalten, bei gegebenem ersten nassen Tag:

pl—Run(k) — P(Zt—l—l — 1, .. -7Zt—|—k—1 — 17Zt—|—k — 0|Zt — 1,Zt_1 — 0)

Der empirische Schitzer Pl_Run(k) ist

- Anzahl an 1-Runs der Lange &
(4.1)  Pi_pun(k) = e

Gesamtanzahl an 1-Runs

Um saisonale Schwankungen zu beriicksichtigen, werden die Schétzer j?l—Run(k) fir
jeden Monat separat berechnet. Die Runldngen werden hier jeweils ab einem Mo-
natsanfang und bis zum Monatsende gezdhlt. Ist beispielsweise der 1. Januar naf,
zahlt er als erster Tag eines nassen Runs, ein am 31. Januar beginnender Run ist
hingegen automatisch ein Run der Lange 1. Die beobachteten Clusterwahrschein-
lichkeiten werden von beiden Modellen sehr gut wiedergegeben, vergl. Abb. 4.8 ff.

5 Ergebnisse

Taglicher Niederschlag 148t sich gut modellieren, indem der Ereignisprozefl durch
eine Markovkette erster oder zweiter Ordnung beschrieben wird und die Nieder-
schlagsmengen an nassen Tagen durch eine Weibullverteilung mit konstantem Form-
und zeitabhangigem Skalenparameter.

Werden die Ubergangswahrscheinlichkeiten der Markovketten durch Fouriersummen
approximiert, besitzt die angepafite Markovkette 1. Ordnung 8 Parameter, die Mar-
kovkette 2. Ordnung 10 Parameter. Sowohl mit dem AIC als auch mit dem BIC wird
eine Markovkette 2. Ordnung zur Beschreibung des vorliegenden Datensatzes aus-
gewahlt. Wir haben zur Modellvalidation zwei Datensétze téglicher Niederschlags-
messungen aus 1000 Jahren simuliert, und zwar im Datensatz M1 basierend auf einer
Markovkette 1. Ordnung und im Datensatz M2 basierend auf einer Markovkette 2.
Ordnung. Die Niederschlagsmengen an nassen Tagen sind in beiden Datensétzen mit
der gleichen Verteilung, ndmlich einer Weibullverteilung mit zeitabhdngigem Skalen-
parameter simuliert worden. Alle in diesem Abschnitt untersuchten Eigenschaften
der Beobachtungen werden von beiden Datensétzen sehr gut wiedergegeben.
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Lediglich der Jahresniederschlag weicht unter M2 in starkerem Mafle von dem be-
obachteten ab. Die Anzahl nasser Tage pro Monat wird hingegen von Modell M2
besser wiedergegeben als von M1. Das 99%-Quantil des Tagesniederschlages ist unter
beiden Modellen zu klein. Sollte eines der Modelle also zur Beschreibung extremer
Niederschldge angewendet werden, miifiten gegebenfalls Korrekturen vorgenommen
werden.

Angesichts der geringeren Parameterzahl und der fast identischen Performance bei-
der Modelle entscheiden wir uns fiir Modell M1, der Ereignisprozefl wird also durch
eine Markovkette 1. Ordnung beschrieben. Die geschatzten Werte der Parameter der
Markovkette sind

m1(t) = 0.22 4+ 0.14 cos(wit — 1.95) ,t =1,...,T

Y Y

mo1(t) = —1.07 4+ 0.17 cos(wyt — 0.41) + 0.2 cos(wot — 3.13),t = 1,..., T,

mit w; = 275 /T, T = 365. Die geschatzten Werte der Parameter der Weibullvertei-
lung sind auf Seite 59 gegeben.

Abbildung 4.3: Jahresniederschlag

(a) Beab. (b) Markov 1. (c) Markov 2
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(a) Beobachtungen (27 Jahre), (b) und (c) Simulationen (1000 Jahre) mit
(b) Markovkette 1. Ordnung, (c¢) Markovkette 2. Ordnung;

weibullverteilte Niederschlagsmengen an nassen Tagen in (b) und (c).
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Abbildung 4.4: Monatsniederschlag
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Abbildung 4.5: Niederschlagsmenge
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Abbildung 4.6: Anzahl nasser Tage pro Monat
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Abbildung 4.7: Quantile der Niederschlagsmenge an nassen Tagen

(a) 90%-Quantil (b) 95%-Quantil
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Abbildung 4.8: Téaglicher Niederschlag - Clusterverhalten
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horizontale Achse: Run-Liangen k£ = 1,...,10. + OBS, x M1, & M2.




KAPITEL 4. TAGLICHER NIEDERSCHLAG

Abbildung 4.9: Téaglicher Niederschlag - Clusterverhalten

(a) Mai
@
(=]
c g %
RN
i"\
LR
= B —w— s —w—
2 4 6 8 10
Run-Laenge
(c) Juli
®
o
o ¥

0.4
‘BO/

®—+

o [ P

3 * * »* * *
2 4 6 8 10

Run-Laenge

Gemaf (5.1) geschétzte Wahrscheinlichkeiten der Runldngen der Monate Mai - August.

0.8

0.4

0.0

0.8

0.4

0.0

(b) Juni

2
\s
AN
6\*\
M —w—w— %
2 4 6 8 10
Run-Laenge
(d) August
%
~
EN
L
it bt EFES L
2 4 6 8 10

Run-Laenge

horizontale Achse: Run-Liangen k£ = 1,...,10. + OBS, x M1, & M2.

Abbildung 4.10: Téglicher Niederschlag - Clusterverhalten
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Kapitel 5

Das Neyman—Scott—Modell

An den vorliegenden Stuttgarter Datensatz ist zur Modellierung stiindlichen Regens
ein Neyman-Scott-Clusterprozefl angepafit worden. Die Arbeiten von RODRIGUEZ-
ITURBE, COX UND ISHAM [1984] und insbesondere die Arbeit von COWPERTWAIT et
al. [1996a], in denen Niederschlagsmessungen aus unterschiedlichen klimatischen Re-
gionen wie Colorado, Venezuela oder Grofibritannien erfolgreich mit einem Neyman-
Scott-Clusterprozefl beschrieben werden, lassen vermuten, dafl dieses flexible Modell
auch zur Beschreibung des vorliegenden Datensatzes geeignet ist. Insbesondere die
Eleganz des Modelles und die Moglichkeit, die Parameter physikalisch zu interpretie-
ren, haben zur Wahl dieses Modelles gefiithrt. Ein vorab unternommener Vergleich
der empirischen Figenschaften der Folge der stiindlichen Niederschlagsmessungen
mit den unter dem Modell zu erwartenden Eigenschaften haben diese Auswahl ge-
rechtfertigt. Clustermodelle sind bereits in Kapitel 2.7 beschrieben worden. In den
uns bekannten Arbeiten sind Clustermodelle allerdings stets zur Beschreibung sta-
tiondrer Prozesse verwendet worden. Saisonalitdt wird dann beriicksichtigt, indem
die Beobachtungen in Perioden eingeteilt werden, in denen der Niederschlagsprozefl
als stationér betrachtet werden kann und das Modell fiir jede dieser Perioden separat
angepalit wird. Bei dieser Vorgehensweise weisen die Modellparameter Unstetigkei-
ten beim Ubergang von einer Periode zur folgenden auf. Wiirde dieses Vorgehen auf
die Stuttgarter Daten angewendet, miifiten die Beobachtungen in mindestens fiinf,
besser in zwolf den Kalendermonaten entsprechende Perioden eingeteilt werden,
vergl. Kapitel 3.2. Diese unelegante Vorgehensweise steht im Widerspruch zu dem
Anspruch des Modelles, physikalisch interpretierbar zu sein, da ein klimatischer Pro-
zef} sich im Zeitverlauf stetig entwickelt und verdndert. Das Ziel dieser Arbeit besteht
deshalb darin, das Neyman-Scott-Modell mit Rechteckimpulsen (NSRP-Modell) zu

verallgemeinern, so dafl die Modellparameter stetige Funktionen der Zeit sind.

In diesem Kapitel leiten wir zunéchst Eigenschaften des stationdren Neyman—Scott—
Modelles her und beschreiben die Anpassung fiir einen stationidren Prozef. Anschlie-
Bend verallgemeinern wir das Modell, so daf} es Saisonalitdt erfait und passen es an
die Stuttgarter Daten an. Die Modellvalidation wird im folgenden Kapitel beschrie-
ben.
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1 Definition und Eigenschaften

(1.1) Definition. Das in der vorliegenden Arbeit verwendete saisonale Neyman-
Scott-Modell ist wie folgt aufgebaut:

1. Stiirme als Primérereignisse oder Clusterzentren des Punktprozesses treten
gemafB einem nicht-homogenen Poissonprozef mit Rate A(¢) > 0, ¢ € IR, auf.
Sie kénnen nicht beobachtet werden.

2. Jeder Sturm zieht eine zuféllige Anzahl ' an Zellen nach sich; sie repréasen-
tieren die beobachtbaren Regenereignisse. Die Clustergréfien unterschiedlicher
Stiirme sind unabhéngig. Die Grofle des Clusters mit Zentrum in ¢ ist Cy. Um
die Existenz mindestens einer Zelle pro Sturm zu gewéahrleisten, modellieren
wir Cy — 1 als poissonverteilt: (Cy — 1) ~ Po(v(t) — 1),v(t) > 1. Damit ist
EC: = v(1).

3. Die Zellstarts sind zufallig und unabhéngig vom Clusterzentrum entfernt. Die
Abstande D, ; zwischen einem Clusterzentrum in ¢ und den zugehérigen Zel-
len 7 = 1,...,C; sind exponentialverteilt mit Erwartungswert 1/3(¢). Die
Zellstarts repriasentieren die Punkte des Zahlprozesses.

4. Mit einem Zellstart in ¢ + D;; wird ein Rechteckimpuls assoziiert, der die
Lénge L und die Intensitdt X der Zelle beschreibt. Beide Zufallsvariablen sind
unabhéngig voneinander exponentialverteilt mit Erwartungswerten 1/n(t +

Dy ) baw. 1/E(t + Dy ;), wenn der Zellstart in t + Dy ;,5 = 1,...,Cy, erfolgt.

Die Modellparameter A\, v, 3, n, £ : IR — IR, sind stetige und strikt po-
sitive (bzw. v(t) > 1) reelle Funktionen. Alle Zufallsvariablen des Modelles sind
unabhéngig voneinander. O

Die Intensitat einer Zelle ist konstant, aber Zellen kénnen sich iiberlagern, was sich
in einer veranderten Intensitidt des beobachteten Regenereignisses duflert. Bei der
unten erfolgenden Herleitung der Autokovarianzstruktur wird die Annahme not-
wendig werden, daf} 3(t) < n(t + D:;), Jj = 1,...,C: Die Abstande einer Zelle
vom Sturmanfang sind damit im Mittel grofler als die Zelldauer. Unterschiedliche
Zellen sind in diesem Modell nicht mehr identisch verteilt wie in dem in Kapitel 2.7
beschriebenen und in der Literatur verwendeten Neyman-Scott-Modell.

Da Sturmanféange nicht beobachtet werden und Zellen sich tiberlagern kénnen, ist
es nicht moéglich, die Modellparameter direkt aus den Beobachtungen zu schétzen.
Stattdessen werden sie mit der Methode der Momente oder einem Kleinste-Quadrate-
Ansatz aus der beobachteten Serie stiindlicher Niederschlagsmengen geschétzt. Dazu
werden Eigenschaften des aggregierten Niederschlages wie der Erwartungswert oder
die Varianz mit den entsprechenden Eigenschaften unter dem Modell verglichen.

Wir werden die Parameter des in (1.1) definierten Prozesses schitzen, indem der
Prozef an sich iiberlagernde 30-tagige Perioden unter der Annahme angepafit wird,
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der Prozef sei wahrend dieser Periode stationar. Die resultierenden Parameter wer-
den anschliefend geglédttet. Diese Vorgehensweise wird in Abschnitt 3 detailliert
erlautert.

Wir beschreiben zunéchst die Anpassung des Modelles unter der Annahme von
Stationaritdt. Unter dieser Annahme werden Eigenschaften des aggregierten Nie-
derschlagsprozesses von RODRIGUEZ-ITURBE et al. [1987] und von COWPERTWAIT
[1996a] genannt, aber nicht hergeleitet. In diesem Abschnitt leiten wir die Momente
erster und zweiter Ordnung der Niederschlagsmengen in Intervallen der Lange £ her.

Herleitung von Erwartungswert und Kovarianzstruktur

Sei Y(t) die Gesamtintensitat zur Zeit ¢, also die Summe der Intensitaten aller zur
Zeit t aktiven Zellen. N(t) bezeichne den Zahlprozef}, also die Summe der Punkte
(Zellstarts) im Intervall [0,¢]. Es ist

(1.2) Y1) = /OOO Xou(w) dN(t — ) = /OOOX CI(L > w)dN(t —u)

wobei X, (u) die Intensitat der zur Zeit 7 beginnenden Zelle zur Zeit u+ 7 bezeichnet
und /(L > u) die Indikatorfunktion ist:

1, L>u,
](L>u):{0 L < u.

Die Intensitat X einer Zelle habe die Verteilungsfunktion Fx(u) = 1 — e, die
Survivor-Funktion Fx(u) = 1 — Fx(u). Da die Intensitidt wahrend der Dauer einer
Zelle konstant ist, folgt:

| X mit Wahrscheinlichkeit Fp(u) =e™"",
(1.3)  Xiou(u) = { 0 mit Wahrscheinlichkeit 1 — Fp(u) =1 — e

Die erwartete Intensitat EY(¢) zur Zeit ¢ berechnet sich wegen der Unabhéngigkeit
der Zufallsvariablen als

00 Av
(1.4) EY() = EX E(dN(t))/O Fulwdu ="

Daraus kann die Autokovarianzstruktur von Y (¢) berechnet werden. Skizze 5.1 ver-
anschaulicht die Rechnungen.

Fir 7 > 0 sel

(1.5) cy(7):= Cov(Y(1),Y(t+ 7))
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Abbildung 5.1: Skizze zur Kovarianzstruktur
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Zur Zeit t — u beginnt die linke Zelle mit Lange L;_, und Intensitdt X;_,. Zur Zeit t + 7 — v
beginnt eine Zelle mit Lange Liyr—, und Intensitdt X¢yr—y.

= B(Y(1)Y(t+7)) — EY(1) BY(t + 7).
Der erste Summand berechnet sich als

(1.6) E(Y()Y(t+7))=

/ / Xt u Xt—I—T ’U( ) . [(Lt—u >u N Lt—I—T—U > U))

. P(dN(t—I—T—v): ANt —u)=1)Avdvdu

—I—/ Ltu>7'—|—u)))\l/du.

Der erste Summand bezieht sich auf zwei unterschiedliche Zellen, von denen eine zum
Zeitpunkt ¢t — u beginnt und die andere zum Zeitpunkt ¢ + 7 — v, bei gegebener Zelle
mit Start in ¢ — u. Die Dauern der zur Zeit ¢ —u bzw. ¢t — v startenden Zellen werden
mit L;_, bzw. L;_, bezeichnet. Der zweite Summand beschreibt die Frwartung, daf
eine Zelle in ¢t — u beginnt und sowohl zur Zeit ¢ als auch zur Zeit ¢ + 7 noch aktiv
ist.

Die bedingte Intensitatsfunktion h(t) eines stationédren Punktprozesses wird in Cox
UND IsHAM [1979, S. 32] gegeben,

1
(1.7)  h(t) := ;. (%r_r}lo_l_ 5 P(N(t,t+d2) > 0|N(—41,0) >0)¢t>0.
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Fiir einen Neyman-Scott-Clusterprozess wird h(t) in CoX UND IsHAM [1979, S. 78]
hergeleitet:

(1.8) uwzxy+§ﬂlgiiﬁ[ffmwfmx+wm
= )\V+%wﬁ€_m, t>0,

wobei fp(z) = 3e %% die Dichte der Abstinde D zwischen dem Sturmursprung und
den Zellstarts ist.

Damit berechnet sich der erste Summand in (1.6) mittels der Fallunterscheidung
u>71—wvund v < 17— v und einiger Umformungen als

v 00 T+u
A— [/ e_”“/ e "h(t+u—v)dvdu
u=0 v

¢ o
+ /uioo e [J:oﬂ_u e_mh(v — T — u)dv du
R Py o
S _55—2E(C CYe /(B2 —n?)
1 \3? ~ , )
T EB(CP— () e . ‘
+277§2 ( ) /(5 77)

Der zweite Summand in (1.6) ergibt
/Oo E(X2 I(L>74+u)Avdu= )\I/E(Xz)e_m/n.
0

Da die Zellintensitaten unterschiedlicher Zellen nach Annahme unabhéngig und
identisch verteilt sind, ist

EY(t) EY(t + ) =

e
so daf} die Autokovarianz bei Lag 7 insgesamt

ﬁ?

(1.9) oy (1) = AvE(X*)e 7 /n + = )\ Y

E(C* =) e /(3 =)

B

——A
52

B(C?* = C)e /(8% =)
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betragt. Insbesondere berechnet sich die Varianz des Intensitatsprozesses, indem in
(1.9) 7 = 0 gesetzt wird:

(1.10) Var<Y<t>>=%uE<X> 35615( CV(EB+) -

Die Figenschaften des Prozesses der aggregierten Niederschlagsmengen lassen sich
nun berechnen. Es bezeichne Yi(h) die Gesamtniederschlagsmenge im ¢-ten Intervall

der Lénge h. Aus der Definition des Modelles folgt E(X?) = 2/£? sowie E(C?*—(C) =

v —1.
Damit folgt fiir den Prozefl der aggregierten Niederschlagsmengen {Yi(h)}iew:

1.11)  E(YW) =
(11 - BT né J-nn

Y (1) dt

Die Kovarianz berechnet sich als

(1.12)  Cov(Y™ v) = /kk“ /Oh Cov(Y(1), Y (s)) dt ds .

Wird (1.9) in (1.12) eingesetzt und der Wert des Integrales berechnet, folgt fiir k& > 1
das Ergebnis

A
7

(vEOC) + S B - ) B )
- %A(l — P (2 = )/ (€85 ) -

(1.13)  Cov(V;", Vi) = Z (1 — emh)2 emnlb=1)h

Insbesondere ist die Lag(1)-Autokovarianz

(1.14)  Cov(y" v{)) =

52

1 _h21/
- U= s}

Wird in (1.12) k& = 0 gesetzt, errechnet sich die Varianz unter Berticksichtigung der
Fallunterscheidung ¢t > s und ¢ < s als

Var(Y,") = /t; /; Cov(Y (1), Y (s))ds dt

_ /t; /’;0 Cov(Y(1), Y (s))ds di |
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Wir erhalten

A
(L15) Var(y) = Sk =1+ ) 20 B 4 BT - 0) 35— )

= MBh—1+€e") B(C? = O)/(€8 (57 =)
1)/773

J.

v —1
—(Bh — e~ Pt

Der Lag(1)-Autokorrelationskoeffizient ist damit

(1.16)  Cor(;", v{)) =

(1_€—nh)2_{21/_|_% 2 y—1}
(gh =1+ =) - (40 + 25

ML=y k)
~ (Bh— L ) =k

/n’
/n?

Herleitung der Wahrscheinlichkeit trockener Intervalle beliebiger Linge

Die Wahrscheinlichkeit, dafl ein beliebiges Intervall der Lange h trocken ist, wird
von COWPERTWAIT [1991] hergeleitet. Sie betragt:

A

(1.17)  P(Y™ = 0) = exp [— Mt g

(1 —exp[l —v+(v—1) e_ﬁh])
3 [T o]

mit

-3t —nt

_ ne” "t — fe

) = (800 1 - 1=
(®) n—p

exp{ v—1)[e” Alt+h) _ =0t _ 3

e Pt — et

n—p3 ]}'

Zur Herleitung dieser Wahrscheinlichkeit wird zunéchst ein einziger Sturm betrach-
tet, ohne die Effekte der Zellen anderer Stiirme zu beriicksichtigen. Mit der Annah-
me, C'—1 sei poissonverteilt mit Erwartungswert v — 1, wird die Existenz mindestens
einer Zelle pro Cluster gesichert. Unter der Annahme, daf sich eine Zelle am Cluster-
zentrum bei ¢t = 0 befindet, wird die Wahrscheinlichkeit bestimmt, daf} ein Intervall
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[t, t + h] trocken ist. Der Faktor (1 —e¢™"") in Cowpertwaits Formel (5) beschreibt
die Wahrscheinlichkeit, daf} die Zelle am Clusterzentrum vor der Zeit ¢ endet.
Anschlielend wird auf den Fall verallgemeinert, daf} sich nicht notwendigerweise ei-
ne Zelle am Clusterzentrum befindet. Bei der Berechnung der Wahrscheinlichkeit
P(k Zellanfange in [a, b]| C' = n) miissen dabei die drei Fille k =0, 0 < k <n, k>
n unterschieden werden. Mit dieser Fallunterscheidung folgt Cowpertwaits Formel
(6b). AbschlieBend wird auf mehrere Stiirme verallgemeinert, die sich tiberlagern
konnen. Die von Cowpertwait aufgefiihrten Folgerungen fithren zu Formel (1.17).

Abkiirzend werden wir folgende Bezeichnungen verwenden:
p(h) = B, q(h) = Var(V ™), y(h,k) = Cov(y, ().
Die Autokorrelationsfunktion sei

p(h.k) = Cor(V," V1)) = ~(h k) /y(h) .
Die Wahrscheinlichkeiten trockener bzw. nasser Intervalle seien

o(h) = PV =0),
éop(h) == POVY =0 =0). aww(h) = PO} > 0" > 0)

Die Ubergangswahrscheinlichkeiten berechnen sich folgendermaBen (COWPERTWAIT
[1996a)):

(1.18)  dpp(h) = 6(2h)/6(h) .
(1.19) &) = dpn(h) $(h) + (1 — dww (k)L — G(h)) baw.

(1.20)  dww(h) = (1 = 26(h) + &(2h))/(1 — ¢(h)) .

Vor einer Anpassung des Modelles an Beobachtungen sollte iiberpriift werden, ob
die Struktur der Beobachtungen mit der Modellstruktur tibereinstimmen kann.

Deshalb schiatzen wir das Verhalten der Second-Order-Eigenschaften als Funktion
der Intervalldauer h ab, ohne die formalen Ableitungen von (1.15) - (1.20) zu nennen,
die leicht durch formales Differenzieren erhalten werden. Der Erwartungswert erfiillt
p(k-h)="k-pu(h),k € IRy, fir den in 3.(3.1) definierten Schatzer gilt das ebenfalls,
so dal wir nur u(l) betrachten werden. Aus (1.15) ist ersichtlich, dal (k) bei
zunehmender Intervalldauer A zunimmt. Das Verhalten von p(h,1) bei Anderung
von h hangt hingegen von den Werten der {ibrigen Parameter ab, insbesondere von
(3 und 5. Es wird analytisch aus Gleichung (1.14) und (1.15) mittels der ersten und



KAPITEL 5. DAS NEYMAN-SCOTT-MODELL 77

Abbildung 5.2: Lag(1)-Autokorrelation als Funktion der Intervalldauer

(@ (b)

cor

0 02 04 06 08 1
c

0 02 04 06 08 1

a) p(h, 1) als Funktion von # und A mit A = 0.01, v =2, = 0.5, £ = 1.
(b) p(h,1) als Funktion von ¢ und A mit A =0.01,» =2, =05, = 1.
h: Lange des Aggregationsintervalles, § :==n — .

zweiten Ableitungen hergeleitet. Anschaulicher sind dreidimensionale Graphiken, in
denen jeweils zwei Modellparameter variieren. Als Funktion von zwei Parametern
ist der Lag(1)-Autokorrelationskoeffizient p(h, 1) stetig und monoton. Geméaf (1.16)
haben A und ¢ keinen Einfluf auf die Autokorrelation. Der EinfluB einer Anderung
von v ist ebenfalls gering, weil v im Zahler und im Nenner in den gleichen Potenzen
auftritt. Aus dem gleichen Grund besitzen Anderungen von § und 7 (jeweils ceteris
paribus) keinen grofien Einflul (kleinere Werte dieser Parameter fithren zu etwas
hoheren Korrelationen, vergl. Abb. 5.2. Wichtiger ist die Differenz ¢ := n— 3. Kleine
Werte von ¢ fithren zu hoherer Korrelation. In Abbildung 5.2 sind exemplarisch zwei
Schnitte durch die Korrelationslandschaft dargestellt. Das Verhalten von p(h,1) in
Abhéngigkeit von § und v ist fiir Aggregationsintervalle der Langen h = 1,6,12,24
in Abbildung 5.3 dargestellt. Die Ebenen besitzen &hnliche Verldufe, sind aber in
der Hohe verschoben. Fiir grofiere Werte von h wird p(h, 1) kleiner.

Aus (1.17) und (1.20) folgt, dal die Wahrscheinlichkeit ¢(h) eines trockenen Interval-
les der Lange h streng monoton fallend ist und ¢ww(h) streng monoton wachsend.
Die Werte der Modellparameter A, v, 3, beeinflussen die Lage dieser Funktionen.
Die Steigung von ¢ww(h) wird hingegen nur von den Werten von A und [ beein-
flut: GroBlere Werte von A bzw. kleinere Werte von 3 bewirken groflere Werte von
|0 pww (h)/Oh|. Un das abzuschéatzen, ohne die Ableitung formal zu nennen, wird
beachtet, daff in der Formel fiir ¢(h) nur Produkte von h mit A und 3 auftreten.
Grofere Werte von 3 bewirken, dal |0 pp,(t)/0 k| groBer ist. Der Effekt im zweiten
Summanden von ¢(h) ist zwar gegenlaufig, aber er wird durch grofiere Werte von
3 mehr abgeschwicht als durch kleinere Werte (3 auch im Nenner). Das bedeutet,
daB groBere Werte von 3 zu gréBeren Anderungen von |0 ¢(h)/0 h | und damit auch
von |0 ¢ww(h)/0 h | fihren. Grolere Werte von A bewirken eindeutig grofere Werte
von |0 ¢(h)/0 h | und damit auch von |0 ¢ww(h)/0d h|. Das Verhalten von ¢(h) und
oww(h) als Funktion von A und h ist beispielhaft in Abbildung 5.4 zu sehen, als
Funktion von # und % in Abbildung 5.5.

Der NSRP-Prozef} ist also einerseits hinreichend flexibel, um unterschiedliche Struk-
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Lag(1)-Autokorrelation als Funktion von § und v

Abbildung 5.3
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Abbildung 5.4
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(a) ¢(h), (b) ¢ww (k) als Funktionen von h und A.

In beiden Abbildungen: v = 8,5 =0.4,6 = 5,& = 1, linke Achse: A, rechte Achse: h.
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Abbildung 5.5: ¢(h) und ¢ww(h) als Funktionen der Modellparameter
(a) P(D) (b) P(WIW)(h)
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turen von Niederschlagen beschreiben zu kénnen, andererseits sind aber die Auswir-
kungen von Parameterdnderungen schwierig abzuschétzen.

2 Modellanpassung fiir eine homogene Periode

Um vor der eigentlichen Modellanpassung abzuschdtzen, ob die Beobachtungen mit
einem NSRP-Modell kompatibel sind, betrachten wir in Abbildung 5.6 die Struktur
einiger empirischer Momente als Funktion der Lénge i des Aggregationsinterval-
les fiir ausgewahlte Monate. Die Momente werden fiir die zwolf Kalendermonate
separat geschéatzt und wahrend eines Kalendermonates wird der Prozefl als stati-
ondr betrachtet. Damit werden einerseits saisonale Schwankungen berticksichtigt,
andererseits wird innerhalb der Kalendermonate eine Gléattung der Beobachtungen
vorgenommen, vergl. Abschnitt 3.2.

Die empirischen Varianzen nehmen mit zunehmender Linge des Aggregationsin-
tervalles i in allen Monaten zu, was mit der Varianzstruktur des NSRP-Modelles
tibereinstimmt, vergl. Abb. 5.6. Die Lag(1)-Autokorrelationskoeffizienten weisen in
den dargestellten Monaten unterschiedliche Verldufe auf. Unter dem NSRP-Modell
ist p(h,1) eine monoton abfallende Funktion von h, wie im vorigen Abschnitt be-
schrieben wurde. Der Kurvenverlauf im August mit p(12,1) < p(24,1) kann als
leichtes Indiz auf innertagliche Zyklen interpretiert werden. Die Kurvenverlaufe im
Marz und im Dezember, deren Maxima bei Aggregationsintervallen der Lénge h = 6
bzw. h = 3 Stunden liegen, stimmen mit Beobachtungen tiberein, daf} in dieser Jah-
reszeit langandauernde Regenfelder auftreten, die kurze trockene Phasen eingebet-
tet haben. Eventuell hatte dieses Phdnomen beseitigt werden kénnen, wenn auch
nichtmefbarer Niederschlag (Niederschlag, dessen Intensitit so gering ist, daf er die
Gesamtmenge an einem Tag nicht erhéht, sog. Nlederschlagsspuren) gesondert von
den Mefigerdten erfalt worden wére. Die empirischen Ubergangswahrscheinlichkei-
ten qbww(h) sind als Funktion von & monoton wachsend, was mit dem NSRP-Modell
iibereinstimmt.

Die Werte der Modellparameter miissen aus den beobachteten aggregierten Nieder-
schlagsmengen geschiatzt werden, da weder die Clusterzentren noch die einzelnen
Zellen beobachtet werden kénnen. Ein geschlossener Ausdruck fiir die Verteilung
der aggregierten Niederschlagsmengen Yi(h) scheint noch nicht gefunden worden zu
sein, miifite aber auch wegen der zu beriicksichtigenden Autokorrelation der aggre-
gierten Niederschlagsmengen kompliziert sein. Die Modellanpassung kann deshalb
nicht mit der Maximum-Likelihood-Methode durchgefiihrt werden, sondern wird auf
den Momenten der aggregierten Niederschlagsmengen basieren.

Mit der Methode der Momente werden die fiinf Modellparameter geschitzt, in-
dem exakt fiinf Momente des Mengenprozesses mit ihren empirischen Aquivalen-
ten verglichen werden, also ein nicht-lineares Gleichungssystem gelést wird. Damit
wiirden die verwendeten Momente exakt angepafit. Fine andere Moglichkeit besteht
in einem Kleinste-Quadrate-Ansatz, in dem eine beliebige Anzahl m an Momenten
beriicksichtigt werden kann. Aus Griinden der Modellauswahl ist es sinnvoller, mehr
Second-Order-Eigenschaften des Mengenprozesses approximativ anzupassen als nur



KAPITEL 5. DAS NEYMAN-SCOTT-MODELL

Abbildung 5.6: Empirische Momente als Funktion der Intervalllange
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einige Figenschaften exakt, um den Fehler durch Schétzung zu reduzieren. Ferner
soll die Anpassungsmethode ohne Ableitungen auskommen, weil diese aufgrund der
Form der Gleichungen (1.13) - (1.17) kompliziert sind. Deshalb entscheiden wir uns
fiir einen Kleinste-Quadrate-Ansatz. Minimiert wird

(2.1) S = éw (1 - ?)2 ,

7

wobei die f; = fi(A, v, 8,1,&) Momente des Prozesses der aggregierten Mengen unter
dem Modell sind, wie beispielsweise v(h. Die ﬁ sind die entsprechenden, aus den
Beobachtungen geschétzten Werte dieser Figenschaften. Der Term in den Klam-
mern ist eine Standardisierung der Residuen, damit grofie numerische Werte das
Schatzverfahren nicht dominieren. Die Gewichtungsfaktoren w; legen fest, welche
Eigenschaften des Modelles besonders gut angepafit werden.

Weil die partiellen Ableitungen der Second-Order-Momente unhandliche Ausdriicke
sind, sollte die Minimierungsroutine ohne Ableitungen auskommen. Wir haben uns
deshalb fiir die vielseitige und robuste Downhill-Simplex-Methode nach Nelder und
Mead entschieden. Der verwendete Minimierungsalgorithmus ist der Sammlung nu-
merischer Algorithmen von PRESS et al. [1992] entnommen und leicht modifiziert
worden, vergl. Anhang C.1. Die Downhill-Simplex-Methode bewegt zur Minimierung
einer Funktion f : IR® — IR ein nicht-entartetes Simplex im IR", also n+ 1 Punkte
des IR™, in ein Tal der Funktionslandschaft und zieht es schlieflich um ein (lokales)
Minimum zusammen. Die verwendeten Bewegungen sind Verschiebungen, Spiege-
lungen und Kontraktionen. Wenn sich die Funktionswerte an den Simplexecken nur
noch um einen geringen Anteil des Funktionswertes im Zielbereich unterscheiden,
bricht die Routine ab. Da unsere Zielfunktion S als Minimum den Wert null besitzt,
unterscheiden sich die Funktionswerte an den Ecken des Zielsimplizes nur noch mini-
mal von null. Ist die Zielfunktion nicht monoton wie in unserem Fall, so lauft die Mi-
nimierungsroutine von unterschiedlichen Startparametern in unterschiedliche Téler,
was in unterschiedlichen Zielsimplizes resultiert. Instabilitdt der Losung entsteht
ebenfalls, wenn die Zielfunktion S in der Ndhe des Minimums flach ist (was auch
vom verwendeten Parameterset abhéngt). Die Downhill-Simplex-Methode fiihrt zu
besseren Ergebnissen, wenn alle Parameter anndhernd die gleiche Gréfenordnung
haben.

Die Ergebnisse der Minimierung héngen also von folgenden Faktoren ab:
1. dem verwendeten Parameterset P,
2. den Startwerten der Parameter in der Minimierung,
3. den Gewichten w;,
4. der Mengeneinheit der Daten ([0.1mm] bzw. [Imm]),
5. einer Transformation der Modellparameter.

Die Mengeneinheit der Daten beeinfluflt die Einheit des Parameters ¢ und damit
dessen Zahlenwert. Die Mengeneinheit [Imm)] fithrt zu kleineren Zahlenwerten des
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Erwartungswertes und der Varianzen als die Einheit [0.1mm] und damit zu groBeren
Werten von ¢ (da EX = 1/¢), was sich als numerisch vorteilhafter herausstellt.
Um in den Gleichungen (1.14) und (1.15) Division durch null zu vermeiden, fithren
wir als weitere Restriktion n > ( ein und definieren § := n — 3 > 0, so dafl im
Mittel der Abstand eines Zellstartes vom Clusterzentrum grofler als die Zelldauer
ist — eine physikalisch plausible Annahme. Die zu schdtzenden Modellparameter sind
im folgenden ¢ := (A, v, 3,4, ). Werden alle Modellparameter vor der Minimierung
logarithmiert (und hinterher zuriicktransformiert), miissen die Parameterrestriktio-
nen A, 3,6, > 0, v > 1 nicht beachtet werden, was FEcklésungen in der numerischen
Minimierung verhindert.

Der Wert des in der Formel (1.17) fiir ¢(h) auftretenden Integrales

/OOO (1= pa(t)) dt

wird numerisch mit der Trapezregel unter Verwendung der Algorithmen aus PRESS
et al. [1992] bestimmt. Analytische Abschatzungen und Ausprobieren verschiedener
Parameterkombinationen zeigen, dafl der Wert des Integrales von 40 bis oo null ist,
so daf} die Berechnung des uneigentlichen Integrales, z.B. unter Verwendung einer
Transformation der Integrationsgrenzen, unterbleiben kann. Alle Programmecodes
sind in Anhang B.1 gegeben und dort ausfiihrlich beschrieben.

Mit der Auswahl der zum Parameterschitzen verwendeten Statistiken haben sich
RODRIGUEZ-ITURBE et al. [1988] und ausfiihrlicher KHALIQ et al. [1996] beschéaftigt.
Die Auswahl des Sets der verwendeten Figenschaften ist schwierig. Sie sollten geringe
MefBfehler aufweisen und unkorreliert sein. Die zitierten Untersuchungen verschie-
dener Sets zeigen, daf} die Beriicksichtigung einiger Eigenschaften die exakte Wie-
dergabe anderer Figenschaften nahezu ausschliet und dafl eine Verwendung von
mehr als maximal sieben Figenschaften in einer insgesamt schlechten Anpassung re-
sultiert. Das weist darauf hin, dafl der Niederschlagsprozefl nicht perfekt durch das
NSRP-Modell beschrieben wird. Damit das resultierende NSRP-Modell den Nie-
derschlagsprozefl bei unterschiedlichen Zeiteinteilungen korrekt wiedergibt, miissen
Momente in der Modellanpassung beriicksichtigt werden, die sich auf verschieden
lange Aggregationsniveaus beziehen. Die Ergebnisse von RODRIGUEZ-ITURBE et al.
[1984] fiir das Neyman-Scott-White-Noise-Modell sind also nicht auf das Neyman-
Scott-Rechteckimpuls-Modell tibertragbar.

Bevor das Modell an die Beobachtungen des gesamten Jahres angepafit wird, un-
tersuchen wir anhand der Perioden Januar und Juli Eigenschaften unterschiedlicher
Parametersets und Gewichtungsfaktoren.

Auswahl eines Parametersets

Das in der Modellanpassung verwendete Set P von Momenten beeinflufit die Fr-
gebnisse der Minimierungsroutine und damit die Qualitat der Anpassung. Um ein
geeignetes Set auszuwéhlen, passen wir das NSRP-Modell mit verschiedenen Pa-
rameterkombinationen an die Januar- und Juli-Beobachtungen an. Fiir eine erste
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Uberpriifung der Qualitit der Anpassung vergleichen wir die Werte der Eigenschaf-
ten f € F unter dem Modell mit ihren empirischen Gegenstiicken, wobei

(2.2)  F={p(1), v(1), v(3), v(6), 7(12), v(24),

p(L1.1), p(3,1), p(6,1), p(12,1), p(24,1),
oww(l), oww(3), oww(6), dww(12), dww(24),
dpp(24), P(24)} .

Wir betrachten in F die Lag(1)-Autokorrelationen fiir langere Intervalle und nicht
die Lag(k)-Autokorrelationen fiir & > 1, weil erstere fiir die kurzfristige Vorhersage
wichtiger sind, analog fiir die Ubergangswahrscheinlichkeiten aufeinanderfolgender
Intervalle. Damit beriicksichtigen wir, dafl Niederschlagsmessungen in unterschied-
lichen zeitlichen Aggregationsniveaus vorliegen koénnen. Auf die Modellierung der
Ubergangswahrscheinlichkeiten nasser Intervalle legen wir grofieren Wert als auf die
trockener Intervalle, weil erstere fiir die Wiedergabe des tatsachlichen Niederschlags-
prozesses in Verbindung mit der Modellierung der Niederschlagsmenge wichtiger
sind. Die Formeln (1.18) bis (1.20) zeigen, dafi die Wahrscheinlichkeit ¢(h) eines
trockenen Intervalles in P enthalten sein sollte, damit ¢pp(h) und ¢ww(h) adaquat
angepaft werden.

Bei der Verwendung unterschiedlicher Sets zeigt sich:

1. Enthélt P zwar Varianzen ~(h), aber keine Korrelationen p(h, 1), so werden
letztere unterschétzt.

2. Eine korrekte Wiedergabe der Autokorrelationsstruktur p(h, 1) fiir h = 1, 3,6,
12,24 ist nur moglich, wenn p(h,1) € P fiir alle h.

3. Enthélt P zwar p(h,1) fiir mehrere Werte von h, aber keine Varianzen ~(h),
so werden letztere unterschatzt.

4. Ist keine der Ubergangswahrscheinlichkeiten dww (h) in P enthalten, so werden
alle pww(h), h =1,3,6,12,24 iiberschatzt.

5. Gilt y(h), p(h,1), ¢ww(h) € P fir h = 1,6,24, so werden diese korrekt
wiedergegeben, aber die Ubergangswahrscheinlichkeiten ¢ww(h) werden un-
terschétzt und steigen als Funktion von h zu langsam an.

6. Der Erwartungswert p(1) sollte in (2.1) starker gewichtet werden als die {ibri-
gen Parameter, da er sonst unterschatzt wird. Einheitliches Gewichten der
verwendeten Inputparameter mit w = 1 bei einer stéarkeren Gewichtung von
p(1) mit w = 10 ergibt die besten Resultate.

7. Gilt P = F, so werden in Abhéngigkeit von den Startparametern entweder
y(h) und ¢ww(h) oder v(h) und p(h, 1) stark unterschatzt. Insbesondere wer-
den die Verdnderungen der Momente in Abhéngigkeit vom Aggregationsniveau
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h nicht wiedergegeben. Das gilt fiir unterschiedliche Werte der Gewichtsfakto-

ren tw;.

Fazit:

Eine optimale Wiedergabe aller in F enthaltenen Second-Order-Eigenschaften mit
dem Neyman-Scott-Modell ist nicht méglich. Eine gute Anpassung einiger (mehr als
fiinf) Eigenschaften ist jedoch méglich, so dafl eine Beschreibung stiindlichen Regens
im Jahresverlauf mit diesemm Modell aussichtsreich erscheint.

Es zeigt sich, daB unabhéngig von den Startparametern der Minimierungsroutine
Parametersets P mit mehr als 6 Momenten schlechtere Ergebnisse ergeben, in denen
keines der Momente, aufler stark gewichteten, addquat wiedergeben wird. Das Para-
meterset P sollte also p(1) und ¢(24) enthalten, aulerdem eine Varianz y(h), einen
Autokorrelationskoeffizient p(h,1) und eine Ubergangswahrscheinlichkeit éyy(h).
Die letzten drei Figenschaften sollten sich auf unterschiedliche Zeitniveaus bezie-
hen. Bemerkenswert ist, dafl die mit einem solchen Set ermittelten Modellpara-
meter Werte im physikalisch plausiblen Bereich besitzen, wie beispielsweise A =
0.001013[Std™'], v = 4.503519, 3 = 0.010292[Std™'], n = 2.468206[Std™'], £ =
0.084206[Std mm™!].

3 Saisonale und innertagliche Variation

Der in (1.1) definierte Neyman-Scott-Prozef ist ein Modell fiir stiindlichen Nieder-
schlag, das saisonale Variation integriert, weil die Modellparameter stetige Funktio-
nen der Zeit sind. Daher bestiinde ein Schatzverfahren darin, die Werte der Modell-
parameter ¢, = (A, v, Br, e, &) fiir jede Stunde ¢, ¢ = 1,...,24 - 365 = 8760, des
Jahres separat zu schidtzen und die resultierenden Parameterwerte unter Verwendung
von a-priori Informationen wie der geforderten Stetigkeit oder jahreszyklischem Ver-
halten zu glétten, analog zur Vorgehensweise bei der Beschreibung téglichen Regens.
Da aber je nach Monat 90% bis 93% aller Stunden trocken sind, vergl. Abb. 5.7,
kénnen die zum Schétzen der zu einer Stunde ¢ gehérenden Modellparameter benotig-
ten empirischen Momente nicht nur aus den in allen Jahren beobachteten Stunden
t geschatzt werden. Ein analoges Vorgehen zu dem in der Analyse von taglichem
Regen ist also nicht moglich. Stattdessen schétzen wir die Parameter aus den Beob-
achtungen eines Zeitintervalles, das ¢ als Mittelpunkt hat und das so lang ist, dafl
einerseits gentigend nasse Stunden auftreten, andererseits aber der Niederschlags-
prozefl wahrend der Intervalldauer als stationédr angenommen werden kann. Wir
entscheiden uns fiir Intervalle einer Lange von 30 Tagen, innerhalb derer der Nieder-
schlagsprozeB, wie in Abschnitt 3.2 gezeigt, als stationar angenommen werden kann.
Beobachtungen des 29. Februars werden nicht beriicksichtigt.

Das NSRP-Modell wird auf die in Abschnitt 2 beschriebene Weise an alle 30 Tage
(= 720 Stunden) umfassenden Perioden eines Jahres angepafit. Idealerweise begin-
nen die Perioden im Abstand von einer Stunde. Der dafiir bendtigte Rechen- und
Speicheraufwand ist jedoch sehr grof}, so dafl wir das Modell nur an alle im Ab-
stand von sechs Stunden beginnenden, ndmlich um Oh, 6h, 12h, 18h, und 30 Tage
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Abbildung 5.7: Empirische Wahrscheinlichkeit einer trockenen Stunde qAb(h =1)
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Tabelle 5.1: 30-Tages-Perioden in der NSRP-Modellanpassung

Nr. Start Ende Mittelpunkt

Tag  Uhrzeit | Tag Uhrzeit | Tag Uhrzeit
1 1.1, 0:00h | 30.1.,  23:59h | 15.1.,  12:00h
2 1.1, 6:00h | 30.1. 5:59h | 15.1.,  18:00h
3 1.1.,  12:00h | 30.1., 11:59h | 16.1. 0:00h
4 1.1., 18:00h | 30.1., 17:59h | 16.1. 6:00h
5 2.1, 0:00h | 1.2., 23:5%h | 16.1.,  12:00h
etc.

umfassenden Perioden anpassen, vergl. Tabelle 5.1. Wir erhalten damit Vektoren
U = My ve, By, &) € IR°, t = 1,...,4 - 365 = 1460. Die empirischen Momen-
te sind in Kapitel 3, Abb. 3.9 - 3.16 dargestellt. Innertégliche Zyklen werden nicht
vollstandig ausgeglattet, z.B. lassen die Varianzen v,(24),¢ = 1,..., 1460, vier unter-
schiedliche Kurven erkennen, die mit den vier Startzeiten der Perioden korrespon-
dieren.

Die so erhaltenen Schitzer ¢, werden wir durch Fouriersummen glétten, aus denen
Werte fiir die iibrigen Stunden berechnet werden kénnen. Da sich die Perioden tiber-
lappen, sind die empirischen Momente der stiindlichen Niederschlagsmengen aufein-
anderfolgender Perioden korreliert und deshalb auch die Schétzer der Modellpara-
meter. Weil die Parameter stetige Funktionen der Zeit sein sollen, verwenden wir als
Startsimplex zum Schéitzen der Parameter einer Periode die Parameterschétzer der 6
vorhergehenden Perioden. Dadurch variieren die Schétzer @/AJt eI, t=1,...,1460,
als Funktionen der Zeit annéhernd stetig. Der Algorithmus ist in Anhang C detail-
liert beschrieben. Die in der Modellanpassung verwendeten Second-Order-Momente
P wéhlen wir unter Beriicksichtigung der Ergebnisse des vorigen Abschnittes aus.
Um zu untersuchen, ob die Werte der Modellparameter davon abhéngen, mit welcher
Periode die Anpassung beginnt, starten wir die zyklische Anpassung fiir alle betrach-
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teten Sets P einmal in Periode 1 (Beginn am 1. Januar, 0:00h) und einmal in Periode
91 (Beginn am 1. April, 0:00h). Nach jeder Anpassung werden Restarts durchgefiihrt,
die als Startparameter die leicht variierten Ergebnisparameter des vorherigen Pro-
grammdurchlaufes verwenden. Bei der zyklischen Anpassung werden haufig physika-
lisch unplausible Parameterwerte erhalten, wie Werte von ¢ :=n — § > 100, die bei
der Anpassung an nur eine Periode nicht aufgetreten sind. Dieses Problem lief} sich
durch Einfithrung einer Straffunktion verhindern; wir bevorzugten jedoch haufige-
re Restarts mit verdnderten Startparametern, um keine weiteren Restriktionen des
Losungsraumes einzufiihren. Wir passen das Modell unter Verwendung folgender
Sets P an:

Lo P = {u(1),/7(1), p(24), dww (1), ¢p(24)},
2. P = {p(1),\/7(24). p(1), dww (1), p(24)}.
3. P = {u(1),\/7(1), p(24), dww (24), 6 (24)},
4P = {p(1),/7(1), p(24), dww (1), dww (24), ép(24)},

5. P = {u(1), /(1) \/5(24), dww(24), 6 (24)}, (Set A)
6. P = {p(1),v(1),7(24), dww (24), ¢p(24)}
7. P = {pu(1),7(1), p(1), dww (24), op(24)},
8. P ={u(1),7(1), p(24), dww (24), ép(24)}. (Set B)

Das Ein-Stunden-Mittel wird jeweils mit w = 10 gewichtet, alle anderen Momente
mit w = 1. Die besten Resultate werden unabhéangig von der verwendeten Startpe-
riode mit dem 5. und dem 8. Set erzielt, die wir als Set A bzw. Set B bezeichnen. Da
die Startperiode die Qualitat der Anpassung nicht entscheidend beeinflufit, starten
wir die zyklische Anpassung im folgenden stets mit Periode 1 (1.1., 0:00h - 30.1.,
23:59h). Unter Verwendung der Sets A und B fithren wir die Modellanpassung mit
unterschiedlichen Startsimplizes durch. Als Startsimplex werden

(a) die Modellparameter von COWPERTWAIT et al. [1996a],
(b) die Modellparameter von RODRIGUEZ-ITURBE et al. [1984],

(c) unabhingige gleichverteilte Zufallszahlen aus [0, 1]°

gewihlt und um fiinf weitere Vektoren b € IR® erginzt.

Die Qualitidt einer Anpassung an T Perioden messen wir mit den Residuenquadrat-
summen Sg in der Anpassung und Sg in der vorlaufigen Evaluation,

> Sm=3 Sy (1-4),

t=1 feP
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wobei weiterhin f den Wert eines Moments unter dem Modell und f dessen empiri-
schen Schéitzer bezeichnen.

Da alle empirischen Momente, die sich auf das Aggregationsniveau h = 24 Stunden
beziehen, innertégliche Zyklen aufweisen, fithren wir die zyklische Modellanpassung
mit diesen Parametersets zuséitzlich fiir jede der vier Periodenstartzeiten separat
durch. Daraus resultieren fiir jeden der 5 Modellparameter vier getrennte Kurven-
verlaufe, die sich zum Teil betrachtlich unterscheiden. In der folgenden Tabelle sind
die Residuenquadratsummen der jeweils besten Anpassungen bei gesonderter An-
passung fiir die vier Startzeiten (Zeilen 1 - 5) sowie bei einer Anpassung (Zeile 6)
fiir alle 1460 Perioden zu sehen.

Set A Set B
Startzeit Sp Sg Sp Sg
0Oh 12.37 3898.75 11.91 3852.13
6 h 5.37 3598.06 12.18 2460.89
12 h 6.05 7667.52 8.64 3560.21
18 h 4.25 3720.02 15.43 2865.47
Summe 28.05 31085.03 48.17 12738.70

[Alle Perioden | 114.55 20648.93 | 135.61 19565.83

Die Unterschiede zwischen Sg und Sp verdeutlichen den einzugehenden Kompro-
mif} zwischen der exakten Anpassung einiger Eigenschaften und der approximativen
Anpassung einer grofleren Anzahl von Eigenschaften. Eine gesonderte Modellanpas-
sung fiir jede der Startzeiten ist flexibler und resultiert deshalb in einer kleineren
Residuenquadratsumme. Obwohl Set A die bessere Performance in bezug auf die
Modellanpassung besitzt, wird mit Set B die bessere Anpassung iiber alle Second--
Order-Eigenschaften aus Set F erreicht.

Weil wir moglichst viele der Eigenschaften des Niederschlagsprozesses erfassen wol-
len, verwenden wir Set B in der weiteren Modellanpassung. Im néchsten Abschnitt
werden wir die mit Set B (unter Verwendung von vier Startsimplizes bzw. einem
Startsimplex) erhaltenen Modellparameter ¢, ¢t = 1,..., T, glatten und anschlieend
die Parameterwerte fiir alle Stunden ¢ eines Jahres berechnen, t = 1,...,24 - 365 =

8760. Damit ist das in (1.1) definierte Modell angepafit.
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4 Glattung der Modellparameter — Set B4

Auf die im vorigen Abschnitt beschriebene Weise haben wir fiir jede der Perioden ¢,
t=1,...,T mit T = 1460, Parameterschatzer ;/A)t = (5\,5, ﬁt,Bt, St, ét) € IR’ erhalten.
Jede der Komponenten von ¢ = (;) € IR°*T soll eine stetige und im Jahresverlauf
zyklische Funktion der Zeit sein. Deshalb ist es naheliegend, jede der Komponenten
durch eine Fouriersumme zu glétten. Da die Ergebnisse der Modellanpassung in star-
kem Mafle von dem verwendeten Startsimplex abhéngen und die aus den geschéatzten
Modellparametern resultierenden Second-Order-Eigenschaften nicht in allen Perio-
den mit ihren empirischen Gegenstiicken tibereinstimmen, kann eine Glattung der
Modellparameter auch zu einer besseren Anpassung fiihren. Insbesondere verringert
eine Glattung der Komponenten von ;/A) die Anzahl der Modellparameter und damit
den Fehler durch Schétzung.

Die Vorgehensweise ist fiir beide Parametersets (1 Startsimplex bzw. 4 Startsim-
plizes) und fiir jede der Komponenten von ;/A) gleich und wird deshalb nur fiir A
detailliert beschrieben, wihrend fiir die anderen Parameter nur die Ergebnisse dar-
gestellt werden.

Wird das Neyman-Scott-Modell jeweils an alle 30-Tages-Perioden mit Start um 0h,
6h, 12h, 18h auf die in Abschnitt 3 beschriebene Weise separat angepafit, erhalten
wir vier Sets von Modellparametern v ;,t = 1,...,365,2 = 0,6,12, 18h. Diese Sets
lassen sich im Reifiverschlulverfahren zusammensetzen, so dafl ein Parametervektor
V= (Y1,...,07) € IR entsteht, T = 1460. v»; korrespondiert mit der an Tag d =
[t/4] in Stunde s = ((t — 1) mod 4) 4+ 1 beginnenden Stunde, wobei s = 1,2,3,4 die
Startuhrzeiten 0, 6, 12, 18h bezeichnet. [z] ist die grofite ganze Zahl, die kleiner oder
gleich z ist. Dieses Parameterset B4 enthilt nach Konstruktion innertagliche Zyklen.
Zusétzlich weisen alle Modellparameter saisonale Zyklen auf, vergl. die Graphiken
am Ende dieses Abschnittes.

Die Komponenten von ¢ weisen einige (lokale) Ausreifier auf. Weil der Schéatzalgo-
rithmus nicht stabil ist, werden sie vor der weiteren Analyse durch das Mittel der
benachbarten Werte ersetzt. Aus den dann angepafiten Fouriersummen berechnen
sich Eigenschaften des aggregierten Niederschlagsprozesses mit geringerem mittle-
rem quadratischen Fehler als aus den Fouriersummen, die unter Einbeziehung der
Ausreifler ermittelt werden.

Beschreibung von A

Die Werte von 5\t,t = 1,...,T, schwanken zwischen einem Minimum von 0.0020
[Std™!] im Januar und einem Maximum von 0.0311[Std '] im Juni, bei einem Median
von 0.0088[Std '] und einer Standardabweichung von 0.0039[Std '], vergl. Abb. 5.9.
Es sind vier relativ parallel verlaufende Kurven erkennbar, die innertéglichen Zyklen
entsprechen, und auflerdem saisonale Schwankungen.
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Die Fouriersummendarstellung der A;, ¢ = 1,.... 7', ist

AM=Ro+ > R; cos(wjt+0;)+ Ryjacos(nt), t=1,....T,

0<j<T/2

mit w; = 27 j/T. Die Werte der Amplituden R; und der Phasen 6; werden mit einer
Fouriertransformation in einer harmonischen Analyse berechnet. Zur Vorgehensweise
vergleiche man BLOOMFIELD [1976, Kap. 3 bis 5] oder CHATFIELD [1996, Kap. 6
und 7]. Die Parameter R; und 6; kénnen mit einer Fast—Fourier—Transformation
bestimmt werden, in S-PLUS mit ££t. Dieser Befehl liefert die Koeffizienten in der
komplexen Form z; = a; + ¢b; € @', wobei R; = |z;| (S-PLUS: Mod) und 6; = arg(z;)
(S-PLUS: Arg).

Parsevals Theorem

1
T

]~

(4.1) (x:—2)*= > R}/2+Rip

t=1 1<j<T/2

zeigt, daf die Frequenzen w; mit den grofiten Amplituden |R;| den grofiten Beitrag
zur Stichprobenvarianz liefern. Das Spektrum von A besitzt keine singulédren Peaks
an einzelnen Frequenzen, vergl. Abb. 5.8 (a). Beispielsweise sind die Peaks an den
Fourierkomponenten 364 und 365 anndhernd gleichgrofl und die ersten fiinf har-
monischen Komponenten besitzen anndhernd die gleiche Stérke. Offensichtlich ist
nicht eine einzige Frequenz dominant und es ware deshalb irrefithrend, die Frequen-
zen geméafl der Grofle ihrer Amplituden zu beriicksichtigen. Das geglattete Spektrum
zeigt deutlicher, welche Frequenzen beriicksichtigt werden sollten. Die Frequenz w3
ist die Nyquist-Frequenz, also die grofite in den Daten erkennbare Frequenz, die ei-
ner Periode von 12 Stunden entspricht. Die Frequenz wsgs entspricht einer Periode
von 24 Stunden, wy beschreibt den Jahreseffekt. Der Peak bei w;, 7 > 650, resultiert
aus dem Peak bel wsgs und zeigt auBlerdem, dafl die Modellparameter in kiirzeren
Abstédnden hitten geschéitzt werden miissen, um die gesamte in den Daten enthal-
tene Variation zu erfassen.

Wir bestimmen deshalb zundchst Frequenzen w;,, [ =1,..., [, mit den L gréfiten
Amplituden (z.B. L=20) und berechnen sukzessive die angepafiten Werte A;, ¢ =
1,...,T, unter Modellen My, k=1,...,L:

k
(42) Mk:)\t,k:RO‘I‘Zle COS(wjlt—I-(gj‘l), kzl,...,L, tzl,...,T,

=1

wobel zunéchst die niedrigen Frequenzen w;, 7 = 1,2,3, ..., dann die hohen Frequen-
zen w;, z.B. 3 = 365,730, einbezogen werden. Es wird das Modell M;, ausgewéhlt,
bei dem die Residuenquadratsumme

T

(4.3)  Sp= (A —A\p)?

t=1
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Abbildung 5.8: Periodogramm von A

(a) lambda: Ungeglaettes Periodogramm (b) lambda: Geglaettetes Periodogramm
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Set B4: (a) ungeglittetes und (b) geglittetes Periodogramm der Schitzer A¢,t =1,. .., 1460.

als Funktion von k einen Wendepunkt besitzt, also weniger steil abféllt. Ab dieser
Parameteranzahl bringt die Verwendung weiterer Fourierfrequenzen nur noch eine
geringe Verbesserung der Anpassung mit sich.

Ein weiteres Kriterium zur Auswahl der einzubeziehenden Frequenzen sind die mitt-
leren relativen Abweichungen Sy j, zwischen dem Wert einer Second-Order-Eigenschaft

fex € F unter Modell M, fiir Periode £ und dem empirischen Schéatzer ft, also

1 = )
(4.4) Spi = 7 ;T

b

wobel f;; unter dem Parametersatz ;/A) = (;/A)t) berechnet wird, in dem A\ durch
den geglétteten Wert S\M,t = 1,...,T, unter Modell M}, ersetzt wird. Ware f; ein
stationdrer Prozefl, wire (4.4) ein Schétzer des Variationskoeffizienten und damit
ein tibliches Mafl zur Beurteilung der Qualitdt einer Schatzung.

Die Qualitdt der Anpassung kénnte auch auf andere Weise beurteilt werden, bei-
pielsweise mit der mittleren Residuenquadratsumme

1 T

T Z(ﬁf - ft,k)2 )

t=1

die aber nicht unabhingig von der Groflenskala der Momente f ist und zudem
sensibel auf Ausreifler reagiert. Weil das Modell aber sensibel auf kleine Parame-
terdnderungen reagiert, fithren die geglidtteten Modellparameter zu Ausreiflern in
den Second-Order-Figenschaften. Deshalb kénnte die Anpassung auch mit einer ro-
busten Statistik beurteilt werden, beispielsweise mit der mittleren Residuenqua-
dratsumme der mittleren 90% der Residuen | ft — fi|. Durch kleinere Zahlenwerte
wiirde dann eine bessere Anpassung suggeriert. Da aber Ausreifler in einer Anpas-
sung nicht wiinschenswert sind, sollten sie nicht von vornherein aus der Beurteilung
ausgeschlossen werden. Hier ist (4.4) am besten geeignet.
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Abbildung 5.9: Modellierung von A

(a) Residuenquadratsumme (b) Freq. j=1,2,3
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Aus den Residuenquadratsummen (4.3) der Glattungen mit 3 bzw. 5 Frequenzen
(entsprechend 7 bzw. 11 Parametern) ist nicht ersichtlich, welche Anpassung optimal
im Sinne der kleinsten Gesamtdiskrepanz ist, vergl. Abb. 5.9 (a). Die Anpassungen
unterscheiden sich nur geringfiigig, vergl. Abb. 5.9 (b) - (d).

Wir berechnen deshalb die Second-Order-Figenschaften unter dem Modellparame-
terset B4, wobei ¢ durch die angepafiten Werte A der Glattungen G1, G2 und G3
mit Frequenzen w; ersetzt wird mit G1: y = 1,2,3, G2: 7 = 1,2,3,4,5 bzw. G3:
7 = 1,2,3,365,730 sowie die zugehorigen mittleren quadratischen Abweichungen
(4.4), vergl. Tab. 5.2. Die Berlicksichtigung von mehr als drei Frequenzen fiithrt nur
zu einer geringfiigigen Verbesserung in der Anpassung der Momente. Die nicht in
der Schatzung verwendeten Momente werden nicht gut angepaft, insbesondere die
Ubergangswahrscheinlichkeiten dww (h) nicht. Grole Werte der Residuenquadrat-
summen S werden durch einzelne Ausreifler in den theoretischen Momenten verur-
sacht, die ein Indiz fiir das sensible Verhalten des Modelles auf Parameteranderungen
sind. Aber auch unter den ungegliatteten Parametern stimmen die theoretischen Mo-
mente nicht exakt mit den empirischen iiberein, vergl. Tab. 5.2 auf Seite 98. Damit
glatten wir A durch die Fouriersumme mit drei Frequenzen w;, ) = 1,2, 3,

3
A= R+ Z R; cos(w;t+6;)

i=1
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R; 0;
95.43 - 10~%
31.82-107%* —2.6533
16.83 - 10~* 0.4418
12.51-10* —2.5383

W DN = O,

Beschreibung von v

Die Schétzer iy, t = 1,..., T, zeigen saisonale und in geringerem Umfang auch tagli-
che Zyklen. Das Maximum von 28.60 wird im November angenommen, das Minimum

von 1.62 im Juni. Median und Standardabweichung betragen 6.23 bzw. 5.13, vergl.
Abb. 5.10(b).

Abbildung 5.10: Modellierung von v

(a): Residuenquadratsumme (b) Freq. j=1,3,4,5
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(a): Res.summe (4.3) S(j) bel sukzessiver Anpassung der Freq. w;,j =0,1,5, 4,3,365, 730, 2,
366,7,367.

(b): Schétzer © und Glattung mit w;, j =0,1,3,4,5.
(c): Schatzer v und Glattung mit w;, j =0,1,3,4,5, 365.
(d): Schétzer © und Glattung mit w;, j =0,1,3,4,5,365,730

Den grofiten Beitrag zum Spektrum liefern die Frequenzen w;, 7 = 1,5,4, 3,365, 730
in der Reihenfolge der Grofie der Amplitude. Insbesondere tritt wy nicht auf. Wir
betrachten die Glattungen G'1 mit den Frequenzen w;,j = 1,3,4,5 (9 Parameter),
und G2 mit w;,j = 1,3,4,5,365,730 (13 Parameter). Anpassung /1 beriicksichtigt
damit keine Tageszyklen. Zur Auswahl zwischen GG1 und G2 berechnen wir wieder die
mittleren quadratischen Abweichungen (4.4) zwischen empirischen Second-Order-
Eigenschaften und denen unter dem Modell mit den gegliatteten oy, vergl. Tabelle
5.3. Die Anpassung unter Set G2 ist trotz der groferen Anzahl an Fourierfrequenzen
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schlechter als die unter Set GG1. Wie auch im vorigen Abschnitt ist die Wiedergabe
der nicht in der Anpassung verwendeten Ubergangswahrscheinlichkeiten ¢yy(h)
nicht gelungen, sie sind unter dem Modell zu grofi. Wir entscheiden uns fiir die
Glattung mit den Fourierfrequenzen w;,j =1,3,4,5:

= Ro+ Y Ry cos(wit +0;), T ={1,3,4,5},
€7

mit

R; 0;
9.1498
3.8510 0.4824
2.5832 —1.9375
2.2097 —1.5637
1.8512 —1.4119

T W = O,

Modellierung von f

Die ungeglatteten Schatzer Bt, t = 1,...,T, besitzen sowohl saisonale als auch
tégliche Zyklen. Das Minimum von 0.0070 [Std™!] wird im Juni und das Maximum
von 0.6693 [Std~'] im September angenommen. Median und Standardfehler betragen
0.0895 [Std™!] bzw. 0.0646 [Std~']. Die Jahreszyklen dominieren, geringe Tageszyk-
len sind erkennbar, vergl. Abb. 5.11 auf Seite 100.

Die beste Anpassung der ungeglétteten Schatzer im Sinne der Residuenquadrate
(4.3) zwischen [3 und einer Glattung 3 wird erreicht, wenn sukzessive die kleinen
Frequenzen w;,j = 1,2,3,4,5,... verwendet werden. Modell G2 mit sieben Fre-
quenzen ist im Hinblick auf die Second-Order-Eigenschaften unwesentlich besser als
Modell G1 mit 5 Frequenzen, vergl. Tab. 5.3. Wir entscheiden uns deshalb fiir Modell
G1. An Bt wird also die Summe

ﬁt RO—I—ZR cosw]t—l—e)

7=1

angepafit mit

9.391 - 1072

3.452-107%  3.1134
1.443-1072  0.3813
3.008 - 1072 —2.4907
2.045-107%  0.5616
1.903-1072 —2.3084

T W N~ O,
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Beschreibung von §

Die ungeglatteten Schétzer St,t = 1,...,T, variieren zwischen 0.84[Std™'] im Sep-
tember und 135.30[Std™'] im Juni bei einem Median von 13.08[Std™!'] und einer
Standardabweichung von 10.98[Std™'], vergl. Abb. 5.12. Diese Schwankungsbreite
weist darauf hin, dafi die Modellierung von § schwierig sein wird. Aus den Formeln
der Second-Order-Eigenschaften ist ersichtlich, dafl Varianz, Autokorrelationskoef-
fizienten sowie Wahrscheinlichkeiten trockener Intervalle sensibel auf Anderungen
von ¢ reagieren.

Eine gute Anpassung der Schitzer 5 ergibt sich bei sukzessiver Anpassung der Fre-
quenzen wj,j = 1,2,.... Die Kurve der Residuenquadrate verringert sich ab der
Verwendung von vier Frequenzen weniger stark. Die separate Modellierung der zu
den einzelnen Startzeiten Oh, 6h, 12h, 18h gehdérenden Werte 6; durch Fouriersum-
men bewirkt keine nennenswerte Verbesserung. Die mit den Startzeiten korrespon-
dierenden Teilsets wiirden durch 4 (0h), 5 (6h), 3 (12h) bzw. 5 (18h) Frequenzen
beschrieben, also durch insgesamt 38 Parameter.

Die geglitteten Werte & fithren zu Ausreifern in den nicht in der Modellanpassung
verwendeten Varianzen v(h) und den Ubergangswahrscheinlichkeiten ¢y (h), was
wiederum zu groflen Werten der Residuenquadrate Sy fithrt, vergl. Tab. 5.3. Die
Glattung mit 5 Frequenzen bewirkt im Vergleich zur Glattung mit 4 Frequenzen
keine wesentliche Verbesserung, so dafl wir die Fouriersumme

4
0y = Ry + Z R; cos(w;t + 0;)

J=1

anpassen mit

R; 0;
13.0804
4.3953 —3.1028
2.9747 0.0542
4.8002 —=2.7770
4.4846 0.7779

= W o O,

Beschreibung von ¢

Die ungeglatteten Werte .1 =1,...,T, nehmen ihr Minimum von 0.0075 [Std/mm)]
im Mai und ihr Maximumm von 1.0590 [Std/mm] im Januar an, bei einem Medi-
an von 0.1185[Std/mm] und einem Standardfehler von 0.1963[Std/mm], vergl. Abb.
5.13. Sie weisen saisonale Schwankungen auf, die je nach Periodenstartzeit unter-
schiedlich stark ausfallen. Innertdgliche Zyklen fallen besonders im Januar und im
September auf. Im Januar liegen die 18h-Schatzer mit Werten von ét ~ 0.9 deutlich
iiber den Schétzern der anderen Kurven, die Werte von ét ~ 0.4 annehmen. Im
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September liegen die 6h-Schitzer mit Werten von é ~ 0.8 iiber denen der anderen
Kurven mit & ~ 0.3.

Eine befriedigende Glattung der ét aller Startzeiten wird mit den Frequenzen w;, j =
1,...,5, erzielt (11 Parameter), allerdings werden Tageszyklen dann nicht geglattet.
Werden die ét fiir die verschiedenen Periodenstartzeiten separat gegléattet, werden
jeweils 6 Frequenzen verwendet. Die zusédtzliche Anzahl an Parametern fithrt aber
nicht zu einer verbesserten Beschreibung der Momente der Niederschlagsmengen.
Einbeziehung der Frequenzen w;, 3 = 365, 730, fithrt zu einer schlechteren Anpassung
der ét und insbesondere der Second-Order-Figenschaften des Niederschlagsprozesses.
Damit werden die ét,t =1,...,T, geglattet durch

5
& = Ro+ Z R; cos(w;t+6;)

i=1

mit

R; 0;
0.1820
0.1124 0.3494
0.0055 —1.8661
0.0838 —1.2738
0.0781 —1.6669
0.0643 —2.0194

T W N = O,

In Tabelle 5.4 ist zu sehen, daf} insbesondere die Varianzen unter den Modellen viel
zu grof} sind, was sich aus den Formeln (1.15) erklart: Die Varianzen ~(h) reagie-
ren wegen des Faktors 1/¢* und der Groflenordnung der Werte der ét sensibel auf
Anderungen von &. Auf die Autokorrelationsstruktur sowie die Wahrscheinlichkeiten
trockener Intervalle besitzt ¢ keinen Einflufl.

Das geglittete Set

Die in den vorigen Abschnitten geglidtteten Komponenten der Modellparameter aus
Set B4 ergeben ein geglattetes Parameterset v = (A, 7, 3,9, &). Das so konstruierte
saisonale NSRP-Modell besitzt 49 Parameter:

Parameter Parameteranzahl Frequenzen
A 7 1,2,3
v 9 1,3,4,5
¢ 11 1,2,3,4,5
) 9 1,2,3.4
£ 11 1,2,3,4,5
Gesamt 47

Die Second-Order-Eigenschaften des Niederschlagsprozesses unter diesem Set sind
in den Abbildungen auf den Seiten 103 - 110 zu sehen.
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Zusammenfassung

Der Parametersatz B4 ist aus vier Teilsets ;/A)d(h) = (j\d(h), vq(h), Bd(h), Sd(h), éd(h))
im ’Reiflverschlufiverfahren” zu einem Parameterset ;/A)t zusammengesetzt worden,
wobei d den Starttag, d = 1,...,365, und h=0, 6, 12 18h die Startuhrzeit der Periode
bezeichnen. Diese Konstruktion fithrt zwangsldufig zu Tageszyklen in den Schéatzern
;/A)t. Dennoch besitzen die einzelnen Kurven &hnliche Verldufe, so dafl Glatten des
Gesamtsets moglich ist. Die Parameter nehmen physikalisch plausible Werte an.

In der Anpassung haben wir die Momente p(1),v(1), p(24), pww (24), dp(24) ver-
wendet, die unter dem Modell insgesamt gut wiedergegeben werden. Das 1-Stunden-
Mittel und die Varianzen sind unter dem Modell etwas zu klein. Die Ubergangs-
wahrscheinlichkeiten ¢ww (h) sind unter dem Modell fiir Intervalle der Lange h =
1,3,6,12 wesentlich zu grofl, ¢ww(24) wird gut wiedergegeben, ebenso die Wahr-
scheinlichkeiten ¢pp(24) und ¢(24). Die Lag(1)-Autokorrelationen werden sehr gut
modelliert. Die Residuenquadrate der Momente unter dem geglatteten Gesamtset
sind in Tabelle 5.4 zu sehen, Graphiken der Momente unter dem Modell und der
Modellparameter nachfolgend.



KAPITEL 5. DAS NEYMAN-SCOTT-MODELL

Tabelle 5.2: Parameterglattung: Set B4, A

Parameter f ungeglattet A

Spa | Sx1 Sx2  Sags
(1) () | 0.06 0.01 [ 021 021 021
(1) (x) | 0.26 0.03]021 021 020
¥(3) 1.17 0.20 | 0.26 0.26 0.26
v(6) 2.88 024|028 028 028
¥(12) 6.86 0.25 | 0.29 0.28 0.28
¥(24) 16.05 0.24 | 0.29 0.29 0.29
p(1,1) 0.35 0.48 | 0.48 0.48 0.48
p(3,1) 0.28 0.30 | 0.30 0.30 0.30
p(6,1) 0.23 027 | 027 027 027
p(12,1) 0.20 0.39 | 0.39 0.39 0.39
p(24,1) (x) | 0.17 0.04 | 0.04 0.04 0.04
dww (1) 0.14 1.86 | 1.86 1.86 1.86
dww (3) 0.21 142 | 143 143 143
oww (6) 0.29 1.01 | 1.01 1.01 1.01
dww (12) 0.41 051|052 052 0.52
dww(24)  (x) | 0.58 0.09 | 0.10 0.10 0.10
¢pp(24) 0.74 0.09 | 0.07 0.07 0.07
ép(24) (x) | 0.62 0.09 | 0.07 0.07 0.07

Werte der Abweichungen (4.4) St unter Parameterset B4.

1. Spalte: Mittelwert f = Zthl ft/T des empirischen Schétzers.
2. Spalte: Ungeglattetes Set B4.
3. Spalte: A; durch Glattung mit Frequenzen w;,j = 1,2, 3 ersetzt.

4. Spalte: A durch Glattung mit Freq. w;,j = 1,2,3,4,5 ersetzt.

5. Spalte: A durch Glattung mit Freq. w;,j = 1,2,3,4,5, 365, 730 ersetzt.

(%): Eigenschaft ist in der Modellanpassung verwendet worden.
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Tabelle 5.3: Parameterglattung: v, 3,4

Parameter v I3 )

Svi Sua | Ssa Spa2 | Ssi Sse
u(1) (*) [ 0.33 047 [ 0.01 0.01 048 0.47
(1) (*) | 0.37 051 | 0.04 0.04|1.07 1.04
v(3) 0.38 0.51 | 021 0.22 | 0.94 091
~(6) 0.39 0.51 025 0.25|0.93 091
v(12) 0.40 0.54 | 0.25 0.25 | 0.92 0.89
v(24) 0.39 0.54 | 0.24 0.24 | 0.92 0.90
p(1,1) 0.48 0.50 | 0.50 0.50 | 0.58 0.58
p(3,1) 029 0.32 029 0.29]0.35 0.35
p(6,1) 0.28 0.31 024 0.24 | 0.30 0.30
p(12,1) 0.37 0.34 | 044 0.45 | 0.40 0.40
p(24,1) (*) | 0.21 029 | 0.22 0.21|0.04 0.04
oww (1) 1.88 1.82 | 1.89 1.89 | 1.58 1.58
oww (3) 1.51 1.48 | 1.55 1.56 | 1.36 1.36
oww (6) 1.09 1.08 | 1.13 1.13 | 0.99 0.99
dww (12) 0.56 0.56 | 0.58 0.59 | 0.51 0.51
oww(24)  (») | 0.10 0.12 [ 0.10 0.10 | 0.09 0.09
¢pp(24) 0.09 0.09 | 0.09 0.09 | 0.09 0.09
op(24) (*) | 0.10 0.11 | 0.09 0.09 | 0.09 0.09

Werte der Abweichungen (4.4) Sy unter Parameterset B4.
. Spalte: 7y durch Glattung mit Frequenzen w;,j =1, 3,4, 5 ersetzt.
. Spalte: 7; durch Glattung mit Frequenzen w;,j = 1,3,4,5, 365, 730 ersetzt.

. Spalte: Bt durch Glattung mit Frequenzen w;,j =1,...,5 ersetzt.

N

. Spalte: Bt durch Glattung mit Frequenzen w;,j =1,...,7 ersetzt.
. Spalte: d; durch Glattung mit Frequenzen w;,j =1,2,3,4 ersetzt.

. Spalte: 6 durch Glattung mit Frequenzen w;,j =1,...,5 ersetzt.
*): Eigenschaft ist in der Modellanpassung verwendet worden.

—~ Oy O
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Abbildung 5.11: Modellierung von 3

(a) Residuenquadratsumme (b) Freq. j=1,2,3,4
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(b): Schitzer @ und Glattung mit w;, 7 =0,1,3,4.

(c): Schitzer @ und Glattung mit w;, 7 =0,1,3,4,5.

(d): Schétzer § und Glattung mit w;, 7 =10,1,3,4,5,6,7.

a): Res.quadratsumme (4.3) Sy bel sukzessiver Anpassung der Freq. w;,j =0,1,2,...
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Abbildung 5.12: Modellierung von ¢

(a) Residuenquadratsumme (b) Freq. j=1,2,3
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(a): Res.summe (4.3) Sy bel sukzessiver Anpassung der Freq. w;,j=0,1,2,...,10.
(b): Schitzer § und Glattung mit wj,j = 0,1, 3,4.

(c): Schitzer § und Glattung mit wj;,j =0,1,3,4,5.

(d): Schitzer § und Glattung mit wj;,j =0,1,3,4,5,6,7.
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Tabelle 5.4: Parameterglattung: &, Set B4

Parameter ¢ Gesamtset

St Se 2 SBa
(1) (¥) | 0.52 6.02 0.28
~(1) (¥) | 1.27  1674.19 0.43
~(3) 1.19  1514.18 0.52
~(6) 1.10 1318.70 0.54
~(12) 1.06  1309.59 0.54
~v(24) 1.03  1290.46 0.53
p(1,1) 0.48 0.48 0.57
p(3,1) 0.30 0.30 0.30
p(6,1) 0.27 0.27 0.26
p(12,1) 0.39 0.39 0.42
p(24,1) (¥) | 0.04 0.04 0.26
dww (1) 1.86 1.86 1.72
oww (3) 1.42 1.42 1.58
oww (6) 1.01 1.01 1.17
dww (12) 0.51 0.51 0.61
dww (24) (%) | 0.09 0.09 0.11
¢pp(24) 0.09 0.09 0.07
ép(24) (¥) | 0.09 0.09 0.05

Werte der Abweichungen (4.4) Sy unter Parameterset B4.
1. Spalte: é durch Glattung mit Freq. w;,j =1,...,5 ersetzt.

2. Spalte: é separat je nach Startzeit geglittet.
3. Spalte: Geglittetes Gesamtset.

(%): Eigenschaft ist in der Modellanpassung verwendet worden.
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Abbildung 5.13: Modellierung von ¢

(a) Residuenquadratsumme (b) Freq. j=1,2,3,4
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: Res.summe (4.3) Sy bei sukzessiver Anpassung der Freq. w;,j =0,1,2,...,10.
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Der Niederschlagsprozefl unter Set B4

Nachfolgend sind zunéchst Figenschaften stiindlichen Regens zu sehen, die aus al-
len im Abstand von sechs Stunden beginnenden 30-Tages-Perioden geschétzt worden
sind sowie die entsprechenden Figenschaften unter dem Modell, die aus dem geglétte-
ten Parameterset B4 berechnet worden sind. Anschlieflend sind die ungeglédtteten
und die geglitteten Parameterschéitzer aus Set B4 abgebildet, die in Kapitel 5.4
beschrieben worden sind.

Die empirischen Momente und die ungegliatteten Schatzer sind mit ----- - markiert,
— markiert jeweils die Werte unter dem Modell.

Mittel des 1-Stunden-Niederschlages

Empirischer Schaetzer und Glaettung Residuen

0.12
I
0.03
I

mu(1)
mu(1)

0.0

-0.01

0.04

0.02
I

-0.03

1 50 100 150 200 250 300 365 1 50 100 150 200 250 300 365
Tag Tag

Momente: ... empirisch, --- Modell

Varianz des 1-Stunden-Niederschlages

Empirischer Schaetzer und Glaettung Residuen

0.2
I

gamma(1)
0.4 0.6
gamma(1)

0.1

-0.1

-0.2
I

-0.3
I

T T T T T T T T T T T T T T T T
1 50 100 150 200 250 300 365 1 50 100 150 200 250 300 365

Tag Tag

Momente: ... empirisch, --- Modell
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Varianz des 3-Stunden-Niederschlages
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Varianz des 6-Stunden-Niederschlages
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Varianz des 12-Stunden-Niederschlages
Empirischer Schaetzer und Glaettung Residuen
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S s .
wn
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KAPITEL 5. DAS NEYMAN-SCOTT-MODELL 105

Varianz des 24-Stunden-Niederschlages
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Lag(1)-Autokorrelation des 1-Stunden-Niederschlages
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Lag(1)-Autokorrelation des 6-Stunden-Niederschlages
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Lag(1)-Autokorrelation des 12-Stunden-Niederschlages
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Ubergangswahrscheinlichkeit ¢y (1)
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Ubergangswahrscheinlichkeit ¢y (12)
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Wahrscheinlichkeit ¢(24)
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beta
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5 Glattung der Modellparameter — Set B1

Das Parameterset Bl resultiert aus der Anpassung des Neyman-Scott-Modelles an
alle Perioden ¢t = 1,.... T mit T' = 1460 unter Verwendung der Second-Order-
Eigenschaften aus Set B und eines Startsimplizes und wird deshalb als Set Bl
bezeichnet. Die Schitzer v, = (S\t,ﬁt,ét,&,é), t = 1,...,1460, weisen saisonale
und in geringem Mafle auch tagliche Zyklen auf. Wie im vorigen Abschnitt werden
die Modellparameter durch Fouriersummen approximiert, um die Gesamtanzahl an
Parametern zu reduzieren und die aus physikalischen Griinden wiinschenswerten Ei-
genschaften der Parameter wie Stetigkeit und Periodizitdt zu garantieren. Ausreifler
in den Komponenten von ;/A) werden wieder durch das Mittel der benachbarten Werte
ersetzt.

Beschreibung von A

In den Werten der 5\t,t =1,...,T, sind saisonale Zyklen erkennbar, in den Tagen
1 bis 150 (Januar - Mai) auch tégliche Zyklen, vergl. Abb. 5.14. Das Minimum von
0.001 wird im Dezember angenommen, das Maximum von 0.036 im Juni. Median

und Standardfehler betragen 0.0075 bzw. 0.0059.

Die Frequenzen w;, j = 1,2,3,4,365,7,6,5,370, 730, liefern in dieser Reihenfolge den
grofiten Beitrag zum Spektrum, Verwendung der Frequenzen w;,j = 365,370,730
(innertégliche Variation), in der Fouriersummendarstellung verbessert die Anpas-
sung aber in geringerem Mafe als die sukzessive Einbeziehung der Frequenzenw;, j =
1,2,.... Die Summe der Residuenquadrate weist bei 5 und bei 7 Frequenzen Stufen
auf. Um eine dieser beiden Anpassungen auszuwihlen, ersetzen wir in Set Bl Ao
durch die angepafiten Werte S\M,t =1,...,T, k=5,7, und berechnen die zugehori-
gen Second-Order-Eigenschaften des Mengenprozesses sowie die Residuenquadrate

(4.4) Sy, vergl. Tab. 5.5 auf Seite 117.

Unter der Glattung mit 7 Frequenzen werden die Varianzen etwas besser wiedergege-
ben, ebenso der Erwartungswert fi(1). Die Ubergangswahrscheinlichkeiten ¢y (h)
sind unter dem Modell offensichtlich zu grof. Da A die Rate der Stiirme bestimmt
und damit der zentrale Parameter des NSRP-Modelles ist, entscheiden wir uns fiir
die exaktere Anpassung mit 7 Frequenzen, vergl. Abb. 5.14. Die geglatten Parameter
sind

7
A = Ry + Z R; cos(w;t + 0;)

i=1
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mit

J i 0,
019290 1074

1|44.85-107* —2.564
234.01-107*  0.025
3128.95-107* —2.488
4120.05-107*  1.018
51073 -107% —1.452
611.20-107% 2407
7012.26-107* —1.646

Beschreibung von v

Die Schéatzer iy, t = 1,...,T, zeigen saisonale, aber kaum innertégliche Variation.
Das Minimum von 0.3368 wird im Juni angenommen, das Maximum von 19.95 im
April, Median und Standardabweichung betragen 4.283 bzw. 3.2198.

Die Residuenquadratsumme besitzt Stufen bei fiinf und sieben Frequenzen (11 bzw.
15 Parameter), vergl. Abb. 5.15. Zur Auswahl zwischen diesen Anpassungen berech-
nen wir die Second-Order-Eigenschaften unter Parameterset Bl mit gegldtteten iy
sowie die zugehorigen Residuenquadratsummen, vergl. Tab. 5.6. Die Anpassung mit
7 Frequenzen fiithrt nur zu geringfiigig kleineren Abweichungen bei den Varianzen,
wihrend die Anpasung der Korrelationen p(3,1) und p(12,1) sowie der Ubergangs-
wahrscheinlichkeiten ¢y (6) und ¢ww (12) sogar verschlechtert wird. Wir beschrei-
ben daher 7 durch die Fouriersumme 2y mit 5 Frequenzen,

5
vy = Ro+ ZRJ cos(w; t + 6,)

7=1
mit
il B 0,
01]5.904
111.656 —0.571
211.791 2.782
311.519 0.626
411.534 —1.507
511.514 —2.008
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Beschreibung von

Die ungeglatteten Schitzer Bt,t =1,...,7,nehmen das Maximum von 0.1972[Std ']
im Mai an, das Minimum von 0.0021[Std™'] im November, bei einem Median von

0.0244[Std '] und einer Standardabweichung von 0.0323[Std™!].

Die Summe der Residuenquadrate Si weist bei & = 7 und £ = 11 Parametern Stufen
auf vergl. Abb. 5.16. Wir untersuchen deshalb die Performance dieser Glattungen
B¢ in bezug auf die Momente des Niederschlagsmengenprozesses, vergl. Tab. 5.6.

Die Beriicksichtiging von w;, 7 = 4,5, bewirkt keine nennenswerte Verbesserung in

der Anpassung der Momente. Damit beschreiben wir B durch die Fouriersumme

ﬁt RO—I—ZR Cosw]t—l—ﬁ)

7=1

mit

R; 0;
36.73-10~%
36.77 - 107%* —2.047
13.33-107* 2.267
10.43 - 10~* 0.651

W DN = O,

Modellierung von §

Die Schétzer St, t = 1,...,T, weisen saisonale und geringfiigige tégliche Zyklen
auf. Maximum und Minimum werden zu den gleichen Zeitpunkten wie von den
3 angenommen, nimlich 34.36[Std™!] im Mai bzw. 0.0905[Std™'] im November,
Median und Standardabweichung betragen 1.755[Std™!] bzw. 5.2208[Std~].

Werden die §; durch eine Fouriersumme approximiert, entstehen negative angepafite
Werte &;, was zu negativen Varianzen und unzuldssigen Werten der Autokorrela-
tionsfunktion der Niederschlagsmengen fiithrt. Deshalb werden die logarithmierten
Schétzer log(&) durch eine Fouriersumme approximiert. Die Summe der Residu-
enquadrate S; bei Anpassung der log(&) besitzt bei Verwendung von & = 5,6,7
Frequenzen Stufen. Zur Auswahl einer Anpassung werden wie in den vorigen Ab-
schnitten die Momente des Niederschlagsmengenprozesses unter Parameterset Bl
berechnet, wobei die §; durch die geglitteten Werte &, ersetzt werden, sowie die
R651duenquadratsummen. Die Fouriersumme mit 7 Frequenzen fithrt zu einer ver-
besserten Anpassung aller Varianzen +(h), vergl. Tab. 5.6. Deshalb glatten wir 5
durch St mit

7
log(d;) = Ro + Z R; cos(w;jt + 0;),

i=1
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wobei

R; 0,
7.666 - 10~

14.398 - 1071 —2.015
1.380- 1071 2.185
41791071 1.081
1.932- 1071 —2.542
2.205-107"  0.399
0.893- 107! —2.646
1.331-107"  —0.397

=1 O Ut = W N — O,

Beschreibung von ¢

Die Schatzer ét,t =1,...,T, weisen geringe saisonale Schwankungen auf. Im Januar
und Februar sind leichte tagliche Zyklen erkennbar. Im Mai wird das Minimum von
0.0228[Std/mm], im Oktober das Maximum von 1.6769[Std/mm] angenommen, bei
einem Median von 0.3226[Std/mm] und einem Standardfehler von 0.4207[Std/mm)].

Wie im vorigen Abschnitt entstehen beim Glétten der é durch eine Fouriersumme
negative Schétzer &, so dab wieder die logarithmierten Schéitzer log(ét) gegléttet
werden. Aus der Residuenquadratsumme Sy ist ersichtlich, dafl & = 5 Frequenzen
ausreichen, vergl. Abb. 5.18. Die angepafiten Werte sind £ mit

5
log(&:) = Ro + ZRJ cos(w; t + 0,),

7=1
wobei

il B 0,
011.207
111.343 0.824
210.331 —1.521
310446 —1.939
410.238 —0.211
510371 —2.417

Die Ubergangswahrscheinlichkeiten Gww(h),h = 1,3 sind unter dem Modell zu grof3,
wahrend die grofie Residuenquadratsumme der Varianzen v(24) durch einzelne sehr
grofie Werte wie v(24) ~ 500 verursacht wird, vergl. Tab. 5.7.
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Das gegliattete Parameterset

Das Paramterset Bl wird also durch ;/N) = (5\, v, B, S, 5) geglittet, das sind insgesamt
59 Parameter:

Parameter | Parameteranzahl Frequenzen
A 15 1, ..., 7
v 11 1, ...,5
¢ 7 1,2, 3
) 15 1, ..., 7
£ 11 I, ....5
Gesamt 59
Zusammenfassung

Das Parameterset B1 entsteht, indem an alle im Abstand von 6 Stunden beginnen-
den 30-Tages-Perioden das Neyman-Scott-Modell auf die in Abschnitt 1 beschrie-
bene Weise angepafit wird. Die angepafiten Parameter einer Periode dienen dabei
als Startwerte in der Anpassung der folgenden Periode. Die Momente unter dem
Modell sowie die Modellparameter sind in den Abbildungen auf den Seiten 121 - 128
dargestellt, die Residuenquadrate des geglatteten Gesamtsets in Tabelle 5.7.

Keines der betrachteten Momente des Sets F des Prozesses der aggregierten Nieder-
schlagsmengen entspricht exakt seinem empirischen Aquivalent. Die Abweichungen
sind bei dem 1-Stunden-Mittel x(1) und den h-Stunden-Varianzen ~(h) gering —
man beachte in den Graphiken die Gréflenskala. Das empirische 1-Stunden-Mittel
weist unter Set Bl allerdings deutlich andere saisonale Schwankungen auf als un-
ter den Beobachtungen. Die h-Stunden-Varianzen sind im Mai (Tag 150) zwischen
50% (h = 1) und 25% (h = 24) zu groB. Zusétzlich treten mit grofer werdender
Intervalldauer A saisonale Schwankungen im Juli und August (Tage 180 - 230) auf,
die nur in geringerem Maf} zu beobachten sind. Die saisonalen Schwankungen der
Varianzen unter dem Modell treten im Vergleich zu den beobachteten zeitverzogert
auf. Die Lag(1)-Autokorrelationen p(h, 1) weisen fiir h = 1 saisonale Zyklen auf, die
so nicht zu beobachten sind. Fiir o~ = 3 und h = 6 ist die Anpassung durch das
Modell angemessen, fiir A = 12 und A = 24 sogar sehr gut. Dabei ist zu bedenken,
daB p(24,1) in der Modellanpassung verwendet worden ist.

Die Ubergangswahrscheinlichkeiten oww (h),h = 1,3,6, sind unter dem Modell zu
grofl und weisen zusatzlich starke saisonale Schwankungen auf, die empirisch nicht
aufgetreten sind. In den Modellparametern findet sich keine offensichtliche Erkléarung
der Senke in ¢ww(h), h = 12,24, um Tag t = 290, was wieder auf die schwer er-
fafbaren Wechselwirkungen gleichzeitiger Anderungen mehrerer Modellparameter
hinweist. Die Wahrscheinlichkeiten trockener Intervalle ¢ppp(24) und ¢p(24) weisen
ebenfalls saisonale Schwankungen auf, die nicht den Beobachtungen entsprechen.
Die Anpassung von ¢pp(24) ist besser als die von ¢p(24), was erstaunlich ist, da in
der Anpassung nur ¢p(24) verwendet worden ist.
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Insgesamt ist die Modellanpassung akzeptabel, insbesondere angesichts des Versu-
ches, eine grofle Anzahl, namlich 26280 = 18-1460, an Second—Order—Momenten mit
einer wesentlich kleineren Anzahl, ndmlich 59, an Modellparametern zu beschreiben.
Im folgenden Kapitel iiberpriifen wir die Performance des Modelles anhand weiterer
Eigenschaften. Da die Residuenquadrate unter dem gegliatteten Parameterset B1 ge-
ringer als unter Set B4 sind und insbesondere die Wiedergabe der Autokorrelations-
struktur und der Varianzen unter Set B1 wesentlich besser ist, wird die nachfolgende
Modellvalidation ausschlieilich auf Set B1 basieren.
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Abbildung 5.14: Modellierung von A
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Tabelle 5.5: Parameterglattung: Set B1, A

Parameter ungeglattet A

Sp1 | i1 Sioe
u(1) (%) 0.06 | 0.29 0.25
(1) (%) 0.09 | 0.34 0.30
¥(3) 0.11]0.34 0.29
¥(6) 0.15 | 0.37 0.32
v(12) 0.17 | 042 0.37
v(24) 0.19 | 048 0.43
p(1,1) 0.45 | 045 0.45
p(3,1) 0.40 | 0.40 0.40
p(6,1) 0.47 | 047 047
p(12,1) 0.36 | 0.36 0.36
p(24,1) (%) 0.08 | 0.08 0.08
dww (1) 234 | 235 235
oww (3) 0.89 1 0.90 0.90
oww (6) 0.46 | 0.48 0.48
dww (12) 0.27 1 0.30 0.29
dww (24) (%) 0.15 | 0.18 0.18
¢pp(24) 0.12 | 0.10 0.10
ép(24) (%) 0.17 | 0.15 0.15

Werte der Abweichungen (4.4) Sy unter Parameterset BL.

L. Spalte: Ungegléttetes Set Bl.

2. Spalte: A; durch Glattung mit Freq. w;, 7 =1,...,5 ersetzt.

3. Spalte: A durch Glattung mit Freq. wj;, 7 =1,...,7 ersetzt.
(%): Eigenschaft ist in der Modellanpassung verwendet worden.
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Abbildung 5.15: Modellierung von v
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(a) 74 und angepafite Fouriersumme mit Freq. w;,j=1,...,5.
(b) Residuenquadratsumme (4.3) Sk.

Tabelle 5.6: Parameterglattung: v, 3,4

Parameter v I} )
Suyi Sua | Ssa Spa | Ssi Ss2 Sss

u(1) (%) 0.3 0.27|0.06 006|031 0.3 0.29
(1) () | 0.31 0.31 | 0.09 0.09 | 0.65 0.64 0.58
¥(3) 0.34 032 ]0.12 0.12 ] 064 0.63 0.57
¥(6) 0.34 032 ]0.15 0.15] 066 0.64 0.59
¥(12) 0.34 032 ]0.17 0.17 | 0.68 0.67 0.62
¥(24) 0.35 0321020 0.19] 070 0.68 0.63
p(1,1) 0.45 045|046 0.45| 045 0.46 0.46
p(3,1) 0.38 0.39 1 039 0.39] 039 0.38 0.39
p(6,1) 0.44 044|047 0.46 | 045 0.45 045
p(12,1) 0.36 037 | 036 0.36 | 0.37 0.37 0.37
p(24,1) (¥) | 0.26 0.24 | 0.15 0.13 | 0.09 0.09 0.09
dww (1) 235 2.34 (232 2321230 230 231
dww (3) 0.93 093] 089 0.89| 088 0.88 0.88
oww (6) 049 0.51 | 0.48 0.47 | 0.47 0.47 0.47
dww (12) 0.30 0321031 0.29] 027 0.27 0.28
dwwi(24) (x) | 0.18 0.18 | 0.16 0.16 | 0.15 0.15 0.15
¢pp(24) 0.12 0.12 | 0.12 0.12 | 0.12 0.12 0.12
ép(24) (¥) | 0.20 0.19 | 0.18 0.17 | 0.17 0.17 0.17

Werte der Abweichungen (4.4) Sy unter Parameterset BL.

1. Spalte: 7y durch Glattung mit Freq. w;,j =1,...,5 ersetzt.

2. Spalte: 7y durch Glattung mit Freq. w;,j =1,...,7 ersetzt.

3. Spalte: Bt durch Glattung mit Freq. w;, 7 = 1,2, 3 ersetzt.

4. Spalte: Bt durch Glattung mit Freq. w;, 7 =1,...,5 ersetzt.

5. Spalte: 6 durch Glattung mit Freq. wj;, 7 =1,...,5 ersetzt.

6. Spalte: 6 durch Glattung mit Freq. w;,j =1,...,6 ersetzt.

7. Spalte: 6 durch Glattung mit Freq. w;,j =1,...,7 ersetzt.

(%

): Eigenschaft ist in der Modellanpassung verwendet worden.
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Abbildung 5.16: Modellierung von 3
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€, Set Bl

Tabelle 5.7: Parameterglattung
Parameter £ | Gesamtset

St Spe1
u(1) (x) | 0.28 0.20
(1) (x) | 0.57 0.29
¥(3) 0.58 0.27
¥(6) 0.59 0.28
v(12) 0.60 0.29
v(24) 0.62 0.31
p(1,1) 0.45 0.46
p(3,1) 0.40 0.37
p(6,1) 0.47 0.42
p(12,1) 0.36 0.37
p(24,1) (x) | 0.08 0.28
dww (1) 2.34 2.32
oww (3) 0.89 0.91
oww (6) 0.46 0.49
dww (12) 0.27 0.33
¢pp(24) 0.12 0.11
ép(24) (x) | 0.17 0.16

Werte der Abweichungen (4.4) Sy unter Parameterset BL.
1. Spalte: é durch Glattung mit Freq. w;,j =1,...,5 ersetzt.

2. Spalte: Gegléttetes Gesamtset B1.

(%): Eigenschaft ist in der Modellanpassung verwendet worden.

120
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Der Niederschlagsprozefl unter Set Bl

Im folgenden Abschnitt werden zuerst die die empirischen, aus den Beobachtun-
gen geschétzten Second-Order-Eigenschaften des Niederschlagsprozesses und deren
Werte unter dem gegliatteten Set B1 dargetellt. Anschlieflend sind die Parameter des
ungeglédtteten Sets und die angepafiten Fouriersummen abgebildet.

Die empirischen Momente sowie die ungeglétteten Schatzer sind mit ------ markiert,
— markiert jeweils die Werte unter dem Modell.

Mittel des 1-Stunden-Niederschlages

Empirischer Schaetzer und Glaettung Residuen

0.12
I

mu(1)
mu(1)

-0.02

0.04
I

-0.04

1 50 100 150 200 250 300 365 1 50 100 150 200 250 300 365
Tag Tag

Momente: ... empirisch, --- Modell

Varianz des 1-Stunden-Niederschlages

Empirischer Schaetzer und Glaettung Residuen

1.0 1.2
0.1

0.0

0.8
-0.1
I

gamma(1)
0.6

gamma(1)

-0.2
I

0.4
-0.3
I

0.2
-0.4
I

T T T T T T T T
1 50 100 150 200 250 300 365

0.0

Tag Tag

Momente: ... empirisch, --- Modell
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Varianz des 3-Stunden-Niederschlages

122

Empirischer Schaetzer und Glaettung Residuen
< 4
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< ]
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o ©  n
.
“ 4
<
S
T T T T T T T T T T T : T T T T T
1 50 100 150 200 250 300 365 1 50 100 150 200 250 300 365
Tag Tag
Momente: ... empirisch, --- Modell
Varianz des 6-Stunden-Niederschlages
Empirischer Schaetzer und Glaettung Residuen
© -
P~ © 1 —~
g e
< ]
£ £
g g
s .| S
~
T T T T T T T T T T T T T T T T
1 50 100 150 200 250 300 365 1 50 100 150 200 250 300 365
Tag Tag
Momente: ... empirisch, --- Modell
Varianz des 12-Stunden-Niederschlages
Empirischer Schaetzer und Glaettung Residuen
Q A w0
ﬂ .
g g o
< ]
£ £
£ =
& 24 g
0 4 g
w0 o "
é
T T T T T T T T T T T T T T T T
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Tag Tag

Momente: ... empirisch, --- Modell
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Varianz des 24-Stunden-Niederschlages

Empirischer Schaetzer und Glaettung

Residuen

o
8
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S o | S
< @ ]
E E
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g g
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Q
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T T T T T T
100 150 200 250 300 365

Tag
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Lag(1)-Autokorrelation des 1-Stunden-Niederschlages

Empirischer Schaetzer Residuen
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Lag(1)-Autokorrelation des 3-Stunden-Niederschlages
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Lag(1)-Autokorrelation des 6-Stunden-Niederschlages
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o |
i i
P
@ | ° f
o
N
(=]
e 4
o
5 8 o
T T o
£ £
<
(=]
e
e .
o~ H
(=]
o
2
° |
(=]
T T T T T T T T T T T T T T T T
1 50 100 150 200 250 300 365 1 50 100 150 200 250 300 365
Tag Tag

Momente: ... empirisch, --- Modell

Lag(1)-Autokorrelation des 12-Stunden-Niederschlages
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Ubergangswahrscheinlichkeit ¢y (1)
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Wahrscheinlichkeit ¢(24)
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log(delta)
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6 Berechnung der Modellparameter fiir alle Stun-
den

In den vorigen Abschnitten sind die Parameter ¢; des Neyman-Scott-Modelles aus
allen im Abstand von sechs Stunden beginnenden 30-Tages-Perioden geschatzt und
anschliefend durch Fouriersummen gegléttet worden.

Die Parameter ¢ sind nur fiir jede sechste Stunde geschétzt worden, also fiir 365-4 =
1460 Perioden. Die angepafiten Fouriersummen erméglichen aber, die Modellpara-
meter fiir beliebige Werte ¢t € IR zu berechnen. Um Parameterwerte, beispielsweise
A¢, fiir alle Stunden ¢ = 1,...,24 - 365 = 8760 zu erhalten, berechnet man

Aiyrie = Ro-l-z R;cos(w;(t+r/6)+0,, r=1,....5, t=1,...,1460,
J

und transformiert den Indexraum:

{1,5/6,7/6,...,...,1460 + 5/6} —> {1,...8760},
o 6-(t—1)+1.

Damit bezeichnet v, jetzt die zu der in Stunde ¢ beginnenden 30-Tages-Periode
gehorenden Modellparameter, ¢ = 1,...,8760. Da sich ¢; auf den Periodenmittel-
punkt bezieht, verschieben wir die Indizes, so daf} sich ¢, auf Stunde ¢ bzw. die in
Stunde ¢ zentrierte Periode bezieht. Der Mittelpunkt einer in Stunde & beginnen-
den Periode liegt in Stunde A + 12. Damit liegt der Mittelpunkt der in Stunde ¢
beginnenden 30-Tages-Periode in Stunde ¢ + 12 4 15 - 24, v, ist also der zu Stunde
t=t4+15-24 + 12 gehorende Parameter fiir ¢ = 1,...,8388 bzw. der zu Stunde
(t+15-24+12) mod 8760 gehorende Parameter fiir ¢ = 8389, ..., 8760. Wir behalten

die Bezeichnung ; auch nach der Verschiebung der Indizes bei.



Kapitel 6

Modellvalidation

Zur Uberpriifung der Anpassung des saisonalen Neyman-Scott-Modelles wird un-
tersucht, wie gut das Modell Figenschaften des Prozesses der aggregierten Nieder-
schlagsmengen wiedergibt, die nicht in der Parameterschitzung verwendet worden
sind.

Die Momente erster und zweiter Ordnung des Niederschlagsmengenprozesses sowie
die Wahrscheinlichkeit, dafl ein Intervall beliebiger Lénge trocken ist, lassen sich fiir
ein stationares Modell berechnen. Fiir das saisonale Modell kénnten diese Figen-
schaften analytisch hergeleitet oder unter der vereinfachenden Annahme berechnet
werden, der Prozef} sei innerhalb eines um Stunde ¢ zentrierten Intervalles stationar.
Eine weitere Méglichkeit besteht darin, auf dem angepafiten Modell basierend stiind-
liche Niederschlagsmessungen zu simulieren und die Figenschaften des kiinstlichen
Datensatzes mit denen des beobachteten zu vergleichen. Diese Vorgehensweise be-
sitzt den Vorteil, da} auch Figenschaften betrachtet werden kénnen, die analytisch
nur schwer herzuleiten sind, wie beispielsweise die Verteilung der sogenannten h-
Stunden-Extrema, das sind die jadhrlichen Maxima der in einem h-Stunden-Intervall
beobachteten Niederschlagsmenge, oder die Verteilung der Langen trockener und
nasser Runs. Aus einer grofen Anzahl, z.B. N = 1000, simulierter Jahre kann dann
verlaBlich auf die tatsédchlichen Figenschaften des Prozesses geschlossen werden.

Wir werden deshalb die Validation anhand eines simulierten Datensatzes durchfiihren.
In Abschnitt 1 wird beschrieben, wie stiindliche Niederschlagsmessungen simuliert
werden. Anschliefend werden die simulierten Daten ausgewertet, und zwar im Hin-
blick auf die Momente der aggregierten Niederschlagsmengen (Abschnitt 2), die h-
Stunden-Extrema (Abschnitt 3), die Niederschlagsmengen in nassen Stunden (Ab-
schnitt 4) und die Runléngen (Abschnitt 5).

1 Simulation stiindlichen Niederschlages

Zur Simulation von stiindlichem Regen mit dem saisonalen Neyman-Scott-Prozef
werden einzelne Cluster gemafl der Modelldefiniton in Kapitel 5, (1.1) erzeugt. Der
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durch die Zellen verursachte Niederschlag wird anschliefend zu stiindlichem Regen
aggregiert.

Die Clusterzentren treten geméfl einem nichthomogenen Poissonprozefl mit Rate
A, t € IR, aufl. Leichter als ein nichthomogener PoissonprozeB ist dessen Aquivalent
in diskreter Zeit zu simulieren, der Bernoulliprozefl mit Erfolgswahrscheinlichkeit
At, t € Z. Daraus resultierende Ungenauigkeiten sind vertretbar, da zum einen
aufgrund der kleinen Werte von A ( A = 9.29 - 1072[Std '], entsprechend einer mitt-
leren Wartezeit zwischen Stiirmen von 4.9 Tagen) keine multiplen Punkte zu erwar-
ten sind, und wir zum anderen an dem beobachtbaren Resultat in diskreter Zeit,
namlich der Serie stiindlicher Niederschlagsmengen, interessiert sind. Das Ereignis,
daf in Stunde ¢ ein Sturmursprung (Clusterzentrum) auftritt, ist damit bernoulli-
verteilt mit Wahrscheinlichkeit A;. Clusterzentren werden in den Mittelpunkt einer
Stunde gelegt, den erwarteten Eintrittszeitpunkt.

Die iibrigen Komponenten des Clusterprozesses lassen sich geméafl der Modelldefi-
nition simulieren. Sobald ein Cluster erzeugt ist, wird die mit ihm einhergehende
Niederschlagsmenge zu stiindlichem Regen aggregiert. Die Simulation wird mit S-
PLUS durchgefiihrt; die Funktion ist im Anhang C.2 aufgefiihrt.

Mit diesem Algorithmus werden 10 Sets, bestehend aus je 100 Jahren stiindlicher
Niederschlagsmessungen simuliert, die auf den in Abschnitt 5 beschriebenen Modell-
parametern basieren. Damit kann die Variation zwischen den Sets erfalit werden.
Der Simulationsalgorithmus wird in S-PLUS umgesetzt und nutzt deshalb die Ob-
jektorientiertheit von S-PLUS aus. In einer anderen Programmiersprache wéren ge-
gebenfalls mehr Schleifen notwendig. Die benétigten Zufallszahlen werden mit den in
S-PLUS integrierten Zufallszahlengeneratoren wie rbinom, rpois, rexp erzeugt.

Das Minimum der beobachteten Niederschlagsmengen in nassen Stunden betragt
aus technischen Griinden 0.1 mm; zuséatzlich haben wir in Kapitel 3 einen Mindest-
schwellenwert fiir tédglichen Regen von d = 0.2 mm eingefithrt. Die gleichen Schwel-
lenwerte werden folglich fiir den simulierten Datensatz verwendet, indem kleinere
Niederschlagsmengen gleich null gesetzt werden.

Unser Algorithmus zur Simulation stiindlichen Niederschlages bené6tigt als Input die
Koeffizienten der Fouriersummenapproximation der Modellparameter (A, v, 3,9, £),
wie sie in Abschnitt 5 gegeben wurden. Die Werte der Modellparameter fiir jede
Stunde eines Jahres werden innerhalb der Simulationsroutine gem&fl Abschnitt 6
berechnet. Weiterhin sind die Anzahl Year der zu simulierenden Jahre, die ersten
Buchstaben der Ausgabedateinamen file und das Verzeichnis der Ausgabedateien
dir zu iibergeben. Der Quellcode ist in Anhang C.2 gegeben.

Simulationsalgorithmus

Schritt 1: Konstruiere die Ausgabedateinamen, file 1.txt, ..., file Year.txt.

Schritt 2: Berechne die Werte der Modellparameter (A, 14, B, 04, &) fiir jede Stun-
de t eines Jahres, t = 1,...,8760 (365-24 = 8760), innerhalb der Unterroutine
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ShiftParameter.fun.
Berechnen von 1, = 3; + ;.

Schritt 3: Anlegen des Vektors Rain der stiindlichen Niederschlagsmengen, mit
Lange (365 + 30) - 24 = 9480 und Eintragen Rain; =0, =1,...,9480.

Schritt 4: Schleife iiber alle Jahre year = 1,...,Year.

Schritt 5: Erzeugen der Clusterzentren C'Z in Jahr y durch bernoulliverteilte Zu-
fallszahlen. Die Erfolgswahrscheinlichkeit in Stunde ¢ betréagt A, ¢ = 1,...,8760:
P(Clusterzentrum in Stunde t) = A,.

Schritt 6: Notiere die Stunden mit Clusterstarts als C'S.

Schritt 7: Erzeuge die zu den Clusterzentren gehérenden ZellgroBen ', wobei C; —
I~ Po(ry — 1) mit t € CS.

Schritt 8: Schleife iiber alle Clusterzentren C'Z;,t € ZS.

Schritt 9: Erzeuge die Distanzen D. der Zellen vom Clusterzentrum in C'S;:
D.~exp(f), j=1,...,C

Schritt 10: Berechne die Startzeiten 7.5 sowie der Startstunden ZSH der Zellen,
wobei das Clusterzentrum C'Z; in die Stundenmitte plaziert wird:

ZS.=t—D.—05, 7=1,...,C,.
ZSH.=[7ZS.]+1, wobei [z]=max{z € Z|z <uz}.
Die Addition 4+1 bewirkt, daf} z.B. die Stunde 0:00h - 0:59h als erste Stunde
gezahlt wird.
Schritt 11: Erzeuge die Zelllaingen L., L. ~ exp(nzsu), j=1,...,C4.
Schritt 12: Erzeuge die Zellintensitaten X., X. ~ exp(ézsm,), 7=1,...,C

Schritt 13: Berechne die Zellendzeitpunkte Z F. und zugehorigen Stunden ZFH.:
ZE.=7ZS.+ L.und ZEH. = [ZF.].

Schritt 14: Aggregiere den mit Cluster C'Z; verbundenen Niederschlag:
Schleife {iber die Zellen ¢ =1,..., C}.

Schritt 15: Fallunterscheidung der Zellen nach Zelllange:
Fall a: Zellstart und Zellende befinden sich in der gleichen Stunde (ZSH. =
ZEH.) = Schritt 15a.
Fall b: Zellstart und Zellende befinden sich nicht in der gleichen Stunde
(ZSH. < ZEH.) = Schritt 15b.

Schritt 15a: ZSH. = ZFH, in Stunde s:
Rains = Rains + (ZFE. — 7ZS.) - X..
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Schritt 15b: ZSH. < ZFEH..

Schritt 15b,i: 1. Stunde der Zelldauer:

Rai | Raingsu. + X(ZSH. — Z5.), falls ZS. # ZSH.,
@NZSH =\ Raingsy. + X, falls ZS. = ZSH..

Anmerkung: ZS. = ZSH. tritt bei Zellstarts zur vollen Stunde, z.B. um 0:00h,

auf.

Schritt 15b,ii: Mittlere Stunden der Zelldauer:
Schleife iiber die Stunden s = ZSH. +1,...,ZFEH.—1: Rainys = Rain, + X..

Schritt 15b,iii: letzte Stunde der Zelldauer:

i | Rainggm, + (ZE.— ZEH, — 1)X,, falls ZEH, # ZE.,
WRIER = Rainggm, + & X, falls ZEH, = ZE..

Anmerkung: ZF,. = Z FE H, tritt bei Zellende zur vollen Stunde, z.B. um 0:00h,

auf.
Schritt 16: Ende der Schleife {iber die Zellen cell (Schritt 14).
Schritt 17: Ende der Schleife {iber die Clusterzentren C'Z;,t € ZS (Schritt 8).

Schritt 18: Speichere den Niederschlag eines Jahres als Matrix (Rain.Matriz ;)
mit:=1,...,365, 3 =1,...,24.

Schritt 18a: Runde Rain.Matriz(; ;) zu einer Nachkommastelle und beachte den

Schwellenwert stiindlichen Niederschlages:

Rain.Matrizg; =0, falls Rain.Matrizg; < 0.1.

i.J)
Schritt 18b: Schwellenwert fiir tédglichen Niederschlag:

24
Rain.Matrizg ; = 0, falls Z Rain. Matriz ;) < 0.2,0=1,...,365.

i=1

Schritt 18c: Speichere (Rain.Matriz(; ;) in Datei filename_y.txt in Verzeichnis
dir.

Schritt 19: Speichere Regen der Taged = 1,...,30 bzw. der Stunden s = 1,...,720
im neuen Jahr year + 1, die durch Clusterzentren in Jahr year verursacht wer-
den:

Schritt 19a: Dummy.Vektor = (Rainszer, . . ., Raingsso).

Schritt 19b: Setze Rain; =0, t = 1,...,9480.
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Schritt 19c: Setze Rain, = Dummy.Vektor,, t = 1,...720.
Schritt 20: Ende der Schleife {iber die Jahre year (Schritt 4).

Programmende

Algorithmus zur Berechnung der Werte der Modellparameter

Die Modellparameter sind fiir alle im Abstand von sechs Stunden beginnenden pe-
rioden geschétzt worden. Zur Simulation werden Parameterwerte fiir jede Stunde
bendtigt und zusétzlich miissen die Parameter gemafl Kapitel 5.6 verschoben wer-
den. Das geschieht mit Hilfe des folgenden Algorithmus’.

Input der S-PLUS-Routine ist ein S-PLUS-Objekt PL vom Typ list der Léange 5.
Komponente k von PL, das ist PL[[k]], enthdlt die an Modellparameter k angepafite
Fouriersumme und zwar als Objekt vom Typ 1list. Komponenten von P L[[k]] sind
PL[[k]]$Freq, die Indizes j der verwendeten Frequenzen w; sowie PL[[k]]$Koef,
die zugehorigen Koeffizienten in der Form (a;,b;) der an Parameter k angepafiten
Fouriersummen, &k = 1,...,5. Der Quellcode befindet sich ebenfalls in Anhang C.2.

Schritt 1: Erzeuge die (8760,5)-Matrix Fitted der Parameterwerte:
Fittedg = 0,i = 1,...8760, k =1,....5. (8760 = 365 - 24)

Schritt 2: Schleife iiber die Komponenten k =1,...5 von ¢ = (A, 1, 3,4, ).

Schritt 3: Bestimme die Anzahl f an Fourierfrequenzen der Fouriersummenappro-
ximation von ty: f = Lange von PL[[k]]$Freq.

Schritt 4: Initialisiere den Vektor Z P der Zeitpunkte:
ZP =(1,7/6,8/6,9/6,...,1459 + 5/6). (1460 = 365 - 4, der Vektor hat also
die Lange 1460).

Schritt 3: Setze
Fitted py = | PL[[E]]$Koef[1] | fiir ¢ = 1,...,8760, das ist der Mittelwert.

Schritt 5: Schleife tiber die Komponenten j =2,..., f + 1 von PL[[k]].
Schritt 6: Firi=1,...,8760:

2n PL{[K]|$ Freqly]- ZP;
o 1460

+ arg(PL[[k]]Moef[j])) .

Schritt 7: Ende der Schleife iiber die Frequenzen j (Schritt 5).
Schritt 8: Ende der Schleife {iber die Komponenten k (Schritt 2).

Schritt 9: Translation der Werte der Parameter. Sei Flitted! die i-te Zeile der Pa-
rametermatrix (vergl. Abschnitt 5.6):

Fitted = (Fittedyagg, - - - , Fittedyg, Fitted,, . .., Fittedygs) -
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Schritt 10: Ausgabe von Fitted.

Programmende
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2 Momente der simulierten Daten

Grundlegend fiir ein Modell ist dessen Fahigkeit, die Momente erster und zweiter
Ordnung, also den Erwartungswert, die Varianz und die Autokorrelationsstruktur,
des aggregierten Niederschlages korrekt zu reproduzieren, und zwar méoglichst fiir
unterschiedliche Langen h des Aggregationsintervalles. Diese Figenschaften werden
aus den simulierten Daten auf die gleiche Weise wie aus den beobachteten geschatzt,
namlich separat fiir jeden Monat. Wir betrachten deshalb die Werte der Figen-
schaften f € F, die sich aus den simulierten Datensétzen berechnen, wobei F wie
in Kapitel 5. (2.2) ist. Diese Werte werden fiir jedes der 10 simulierten Datensets
berechnet und erméglichen so Aufschlufl dariiber, wie stark die Figenschaften der
unterschiedlichen Sets variieren und ob schon 100 Jahre simulierten stiindlichen
Niederschlages ausreichen, um verlafiliche Aussagen iiber den tatsachlichen Prozef}
treffen zu konnen.

Sei fk der aus den Beobachtungen in Monat k = 1,...,12 geschatzte Wert der Ei-
genschaft f, fjk der aus Simulationsset 5,7 = 1,...,10, geschitzte Wert fiir Monat
kund f := Z}gl ]Z7k/10 deren Mittelwert. Die Mittel f sind zusammen mit den
entsprechenden beobachteten Werten in den Tabellen 6.1 bis 6.3 zu sehen. Die re-
sultierenden Kurven der fj,k sowie die entsprechenden beobachteten Eigenschaften

sind in Abb. 6.1 - 6.9 dargestellt.

Das 1-Stunden-Mittel sowie die Varianzen des h-Stunden-Niederschlages variieren
zwischen den Sets deutlich mehr als die Autokorrelationen und die Ubergangswahr-
scheinlichkeiten, insbesondere in den Sommermonaten, in denen diese Figenschaften
grofle Werte besitzen. Die Variation zwischen den Simulationssets weist darauf hin,
dafBl 100 simulierte Jahre nicht ausreichen, um verlafilich auf Eigenschaften des Mo-
delles schliefen zu kénnen.

Die Varianzen 7;x(h) der simulierten Niederschlagsmengen verdndern sich im Ver-
lauf der Monate k = 1,...,12 glatter als die der Beobachtungen. Die empirischen
h-Stunden-Varianzen 4(h) werden saisonal unterschiedlich gut wiedergegeben: In
den Sommermonaten Mai - August ist 45(h) unter dem Modell tendenziell etwas zu
grofl, wéhrend in den Monaten Oktober - Méarz die h-Stunden Varianzen 4,(h) gut
wiedergegeben werden, vergl. Abb. 6.1 - 6.3. Die Lag(1)-Autokorrelationen werden
unter dem Modell von allen einzelnen Sets exakt wiedergegeben; zwischen den Si-
mulationssets ist nur geringe Variation erkennbar, vergl. Abb. 6.4 - 6.6.

Die Ubergangswahrscheinlichkeiten qgww7j7k(h) varileren zwischen den Simulations-
sets j nur wenig und entsprechen fiir A = 1,3,6 ihren empirischen Aquivalenten,
qAbWW(h) ist fiir h = 12,24 etwas zu grof, vergl. Abb. 6.6 - 6.8.

Die Wahrscheinlichkeiten QBM(ZZL) und QBDD7]‘7]§(24) variieren saisonal starker als die
empirischen Schétzer. Das ist erstaunlich, weil ¢y (24) und ¢(24) in der Modellan-
passung verwendet worden sind. Die aus den simulierten Niederschlagsdaten berech-
neten Momente entsprechen den empirischen sogar wesentlich stérker als die analy-
tisch berechneten. Offensichtlich unterscheiden sich die Second-Order-Figenschaften
des saisonalen NSRP-Modelles von denen des stationdren Modelles. Eine analytische
Untersuchung der Eigenschaften des saisonalen Modelles wire hier notwendig.
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Tabelle 6.1: Erwartungswert und Varianzen

A3 30) 36 302 3020
Jan. beob. | 0.045 0.13 0.92 2.11 5.06 12.97
sim. | 0.048 0.11 0.58 1.39 3.19 7.41
Feb. bgob. 0.049 0.07 0.45 1.30 3.50 9.46
stim. | 0.052 0.07 0.36 0.87 2.02 4.70
Mérz beob. | 0.045 0.17 0.64 1.45 3.54 8.62
sim. | 0.049 0.19 070 1.54 3.42 7.74
April b<.eob. 0.066 0.21 0.92 2.39 6.05 14.98
sim. | 0.078 0.28 1.07 2.58 6.43 16.26
Mai b<.eob. 0.090 0.62 2.38 5.43 13.22 27.24
stim. | 0.098 0.67 242 5.72 14.08 35.00
Juni beob. | 0.106 0.61 2.58 6.02 14.06 30.87
sim. | 0.109 0.82 286 6.23 13.86 30.74
Juli beob. | 0.069 0.28 1.36 3.31 8.23 17.55
sim. | 0.101 0.53 2.32 5.15 11.25 24.48
Aug. b<.eob. 0.085 0.43 1.79 4.59 11.10 23.35
sim. | 0.072 0.39 1.51 3.30 7.24 15.97
Sept. b<.eob. 0.061 0.17 0.80 2.22 5.64 13.19
sim. | 0.070  0.24 1.30 3.26 7.84 18.44
Okt. beob. | 0.047 0.01 0.55 1.53 4.35  10.18
sim. | 0.045 0.07 049 1.42 3.53 8.13
Nov. beob. | 0.059 0.11 0.70 1.86 5.24 13.15
sim. | 0.054 0.01 0.67 1.87 4.72 10.59
Dez. b<.eob. 0.051 0.25 0.92 2.10 5.06 11.28
sim. | 0.088 0.26 1.48 3.80 8.96  20.40

Obere Zeile: Originaldaten.

Untere Zeile: Mittel foim = 11—0 Z;il fsimyj/lo iiber die simulierten Sets j =1,...,10.

Jahresniederschlag und Monatsniederschlag

Ein Modell zur Beschreibung stiindlichen Niederschlages sollte natiirlich auch grund-
legende Eigenschaften des Monats- und des Jahresniederschlages korrekt wiederge-
ben, wie den Erwartungswert und die Varianz. Die aus allen 1000 simulierten Jahren
berechneten Werte sind in Tabelle 6.4 genannt; Histogramme der simulierten und
der beobachteten Niederschldge des Jahres sowie ausgewahlter Monate sind in den

Abbildungen 6.10 - 6.12 zu sehen.

Das Jahresmittel ist unter dem Modell um 12%, die Varianz des Jahresnieder-
schlages um 8% zu grof. Die simulierten und beobachteten Werte unterscheiden
sich insbesondere in den Sommermonaten. Die Unterschiede in den Histogrammen
kénnen auf die unterschiedliche Anzahl der den Beobachtungen bzw. den kiinstli-
chen Daten zugrundeliegenden Jahren zuriickgefiihrt werden. Da der Hauptaspekt
des Neyman-Scott-Modelles in der Beschreibung stiindlichen Niederschlages liegt,
ist die nur grobe Anpassung akzeptabel. Eine bessere Beschreibung von niedrigauf-
gelostem Niederschlag, wie Tages-, Monats- und Jahresniederschlag, ist mit einem
weniger aufwendigem Modell, wie dem in Kapitel 4 beschriebenem Markovketten-
modell, moéglich.
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mu(l)

0.02 0.06 0.10 0.14

Tabelle 6.2: Korrelationen

FLD (L3 (0.6 p(L12) A(L,20)
Jan. beob. 0.56 0.18 0.11 0.40 0.32
sim. 0.47 0.20 0.14 0.15 0.18
Feb. beob. 0.66 0.52 0.44 0.36 0.23
sim. 0.44 0.20 0.16 0.16 0.21
Mérz beob. 0.14 0.15 0.17 0.14 0.10
sim. 0.16 0.10 0.11 0.13 0.13
April beob. 0.25 0.27 0.24 0.24 0.19
sim. 0.15 0.20 0.25 0.26 0.20
Mai beob. 0.18 0.18 0.15 0.11 0.21
sim. 0.13 0.19 0.23 0.23 0.16
Juni beob. 0.25 0.17 0.14 0.09 0.07
sim. 0.11 0.09 0.11 0.12 0.11
Juli beob. 0.36 0.21 0.18 0.06 0.05
sim. 0.32 0.12 0.09 0.09 0.09
Aug. beob. 0.28 0.23 0.16 0.07 0.13
sim. 0.21 0.09 0.09 0.10 0.13
Sept. beob. 0.40 0.34 0.23 0.16 0.16
sim. 0.51 0.26 0.18 0.17 0.19
Okt. beob. 0.51 0.41 0.34 0.18 0.12
sim. 0.75 0.45 0.26 0.17 0.14
Nov. beob. 0.62 0.40 0.36 0.23 0.19
sim. 0.71 0.41 0.24 0.13 0.13
Dez. beob. 0.13 0.16 0.15 0.10 0.11
sim. 0.58 0.28 0.17 0.14 0.16

Obere Zeile: Originaldaten.
Untere Zeile: Mittel foim = 15
1,...,10.

Z;il Ffeim.;/10 iiber die simulierten Sets j =

Abbildung 6.1: Beobachtete und simulierte Momente: u(1), v(1)

E(Y(h=1)

Monat
-+-: Originaldaten, ---=Simulation

gammay(l)
0.0 0.2 04 06 038

Var(Y(h=1))
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Tabelle 6.3: Wahrscheinlichkeiten nasser und trockener Intervalle

¢ww(1) ¢ww(3) ¢ww(6) ¢ww(12) ¢ww(24) ¢DD(24) ¢D(24)

Jan. beob. 0.16 0.24 0.33 0.44 0.58 0.77 0.64
sim. 0.13 0.25 0.37 0.53 0.69 0.73 0.54

Feb. beob. 0.18 0.27 0.35 0.43 0.56 0.75 0.64
sim. 0.18 0.33 0.47 0.64 0.79 0.63 0.37

Mz beob. 0.13 0.21 0.27 0.39 0.51 0.75 0.66
sim. 0.08 0.19 0.31 0.46 0.65 0.71 0.55

April beob. 0.15 0.23 0.33 0.44 0.60 0.74 0.60
sim. 0.12 0.26 0.38 0.52 0.67 0.80 0.62

Mai beob. 0.14 0.21 0.29 0.39 0.58 0.66 0.56
sim. 0.10 0.21 0.31 0.46 0.62 0.83 0.69

Juni beob. 0.12 0.19 0.26 0.38 0.55 0.63 0.55
sim. 0.07 0.18 0.29 0.45 0.64 0.65 0.50

Juli beob. 0.14 0.18 0.25 0.34 0.53 0.74 0.64
sim. 0.09 0.18 0.30 0.46 0.66 0.57 0.44

Aug. beob. 0.14 0.21 0.29 0.37 0.52 0.73 0.64
sim. 0.07 0.17 0.29 0.44 0.62 0.69 0.55

Sept. b<.eob. 0.10 0.17 0.24 0.33 0.47 0.75 0.68
sim. 0.13 0.22 0.33 0.48 0.66 0.78 0.61

Okt. beob. 0.13 0.21 0.29 0.43 0.57 0.80 0.69
sim. 0.11 0.17 0.26 0.39 0.58 0.71 0.59

Nov. beob. 0.16 0.24 0.31 0.44 0.58 0.75 0.63
sim. 0.11 0.18 0.27 0.41 0.60 0.66 0.54

Dex. beob. 0.12 0.19 0.28 0.39 0.52 0.76 0.67
sim. 0.13 0.23 0.35 0.50 0.67 0.65 0.48

Obere Zeile: Originaldaten.
Untere Zeile: Mittel fyin = 7
1,...,10.

Z;il Ffeim.;/10 iiber die simulierten Sets j =

Abbildung 6.2: Beobachtete und simulierte Momente: v(3), v(6)
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Abbildung 6.3: Beobachtete und simulierte Momente: y(12), v(24)
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Abbildung 6.4: Beobachtete und simulierte Momente: p(1,1), p(3,1)
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Abbildung 6.5: Beobachtete und simulierte Momente: p(6, 1), p(12,1)
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Abbildung 6.6: Beobachtete und simulierte Momente: p(24, 1), ¢oww (1)
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Abbildung 6.7: Beobachtete und simulierte Momente: ¢y (3), dww(6)
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Abbildung 6.8: Beobachtete und simulierte Momente: ¢ww(12), dww(24)
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Abbildung 6.9: Beobachtete und simulierte Momente: ¢pp(24), ¢(24)
P(DID)(24) P(D)(24)
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Tabelle 6.4: Jahres- und Monatsniederschlége

Monat Mittel [mm)] Varianz [mm?]
Beobachtet  Simuliert | Beobachtet — Simuliert
Jan. 33.57 35.92 34.21 20.25
Feb. 33.04 35.24 22.60 17.03
Marz 33.20 36.54 28.18 18.34
April 47.59 55.87 31.26 26.72
Mai 66.81 72.77 35.30 37.71
Juni 76.23 78.09 32.34 33.51
Juli 51.17 75.43 19.86 30.87
Aug. 62.85 53.85 34.40 27.47
Sept. 43.87 50.22 20.39 31.40
Okt. 34.98 33.75 23.83 21.97
Nov. 42.73 38.97 23.56 25.86
Dez. 37.67 65.09 23.82 33.86
Jahr 563.71 631.75 110.99 101.46

Abbildung 6.10: Jahresniederschlag
27 beob.Jahre 1000 sim. Jahre
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Abbildung 6.12: Monatssniederschlag: Juli

27 beob. Jahre

T T
50 200

Monatsniederschlag [mm]

Dichte

Dichte

0.010 0.015 0.020 0.025

0.005

0.010 0.015 0.020 0.025 0.030

0.005

| _II|III._
r T T T
0 50 100 150

1000 sim. Jahre

" T T T
0 20 40 60

80 100 120

Monatsniederschlag [mm]

1000 sim. Jahre

1
140

T
200

Monatsniederschlag [mm]

144



KAPITEL 6. MODELLVALIDATION 145
3 Extremer Niederschlag

Einige praktische Anwendungen eines Niederschlagsmodelles erfordern die Beschrei-
bung der maximal in einem bestimmten Zeitraum zu erwartenden Niederschlagsmen-
gen. Beispiele hierfiir sind die Konstruktion von urbanen Kanalisationssystemen oder
von Hochwasserschutzeinrichtungen, aber auch die Kalkulation entsprechender Ver-
sicherungstarife. Dieses Gebiet wird als Extremwertanalyse bezeichnet. Man mochte
Aussagen wie diese treffen: ,,Fine ~A-Stunden-Niederschlagsmenge y wird mit Wahr-
scheinlichkeit p in jedem Jahr mindestens einmal beobachtet werden.” Unter der
plausiblen Annahme, daB die jahrlichen Maxima X" der h-Stunden-Niederschlige
unabhéngig voneinander sind, lassen sie sich asymptotisch durch eine Extremwert-
verteilung beschreiben (BENJAMIN UND CORNELL [1977]). Die Auswahl des Typus’
der Extremwertverteilung (Typ 1, IT oder III) kann schwierig sein, zusatzlich exi-
stieren Verteilungen, deren Extrema gegen keinen Typ der Extremwertverteilung
konvergieren. Die Konvergenzgeschwindigkeit héngt von der exakten Verteilung ab
und kann langsam sein, so daf} die aus der Approximation durch eine Extremwertver-
teilung gewonnenen Schitzer ungenau sein kénnen. Wenn das Neyman-Scott-Modell
die Beobachtungen angemessen beschreibt, lassen sich Aussagen iiber extreme Nie-
derschlagsmengen leicht aus simulierten Daten ableiten. Dazu verwenden wir die
simulierten 1000 Jahre stiindlicher Niederschlagsmessungen.

Unter der Annahme, daf} die jahrlichen h-Stunden-Maxima ()N(l(h), . ,)N(](Vh)) der si-
mulierten stiindlichen Niederschlagsmengen der Jahre n,n = 1,..., N, die tatsachli-
che Verteilung approximieren, kénnen die oben gestellten Fragen entweder unter
direkter Verwendung der empirischen Quantile der simulierten Maxima )N(flh) beant-
wortet werden oder, indem an letztere eine Verteilung angepafit wird. Da es méglich
ist, beliebig viele, beispielsweise N = 1000, Jahre zu simulieren, ermé&glicht die An-
passung einer Verteilung an die simulierten Maxima verlédBlichere Aussagen als die
Anpassung einer Verteilung an die wesentlich geringere Anzahl von N = 27 beob-
achteten Jahren.

Zunéchst muf} jedoch die Fahigkeit des Neyman—Scott—-Modelles, extreme Nieder-
schlagsmengen angemessen zu reproduzieren, iiberpriift werden. Dazu werden wir
die Verteilungen der 1—, 6— und 24-Stunden—Extrema betrachten.

Im folgenden seien X (") und )N(flh) das h-Stunden-Maximum der Beobachtungen bzw.
der Simulationen in Jahr n,n = 1,..., N. Die p-Quantile der X® bzw. der )th)?
n =1,...,N, seien Q.(p) bzw. Qs(p). Die Quantile Q.(p) werden durch lineare
Interpolation zwischen den Ordnungsstatistiken X((lh)) < X(zh)) < ... < X((]hv)) unter
der Annahme berechnet, die i-te Ordnungsstatistik sei das éz —1)/(n — 1)-Quantil.
Das bewirkt, dafl die groBite Beobachtung das 100%-Quantil ist und die extremen
Quantile wie 2(0.99) und ()(0.98) der 27 Beobachtungen durch lineare Interpolation
zwischen dem groBten und dem zweitgroften beobachteten Wert der X(*) berechnet
werden, das 95%-Quantil durch Interpolation zwischen dem zweit- und dem dritt-
grofiten Wert der Jahresmaxima. Die Quantile Qs(p) werden analog berechnet.
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Ein-Stunden-Extrema

Als 1-Stunden-Maximum oder 1-Stunden-Extremum XY n =1,..., N, bezeichnen
wir das Maximum der wéhrend eines Jahres registrierten 1-Stunden-Niederschlags-
mengen. Stunden sind hier die sich nicht iiberlappenden Intervalle 0:00 - 0:59h, 1:00
- 1:59h etc. Ebenso iiberlappen sich die Jahre nicht und dauern vom 1. Januar bis
zum 31. Dezember.

Tabelle 6.5: 1-Stunden-Maxima

Monat Mittel  50%  75%  90% 95%  98%  99%
Jahr beob. 23.95 20.30 29.40 39.68 42.26 52.74 58.12
sim. 20.14 18.31 23.16 3042 36.82 4429 47.89
Jan. beob. 3.15 200 290 5.26 11.26 1595 17.23
sim. 448 404 553 742 893 11.20 12.89
Feb. beob. 268 180 3.05 590 694 772 811
sim. 3.18  3.00 3.90 490 563 682 7.37
Mz beob. 5.04 220 410 7.36 1826 32.35 37.57
sim. 6.94 591 832 11.70 15.19 20.62 23.62
Apr. beob. 6.50 340 7.75 1594 21.26 26.02 27.66
sim. 794 706 9.64 12.78 15.73 20.23 24.19
Mai beob. | 11.62  7.10 10.55 27.00 36.34 50.66 57.08
sim. 1299 11.21 1581 22.34 2824 36.01 41.26
Juni beob. | 1241 10.80 14.40 22.20 30.13 35.61 36.80
sim. 14.44 1256 1746 23.54 29.92 37.31 41.43
Juli beob. 8.68 7.20 955 15.06 1854 2446 26.98
sim. 10.82  9.61 13.31 17.57 20.41 24.02 25.85
Aug. beob. 10.64 10.1 1525 16.94 19.31 23.90 25.85
sim. 9.78 874 1221 16.85 20.10 22.94 25.42
Sep. beob. 6.38 580 800 1246 1344 13.60 13.65
sim. 6.33 562 809 10.85 1346 16.67 18.29
Okt. beob. 4.00 270 455 932 1297 14.12 14.56
sim. 2656 250 328 430 496 582 6.40
Nov. beob. 3.86 3.20 460 6.80 745 11.87 14.19
sim. 3.17  3.04 400 506 6.08 7.14 8.08
Dex. beob. 739 290 T7.00 19.96 25.26 3341 37.20
sim. 6.00 556 739 932 1047 13.09 14.16

Mittel und Quantile der jahrlichen 1-Stunden-Maxima aus 27 beob. und 1000 sim. Jahren.

Das 99%-Quantil Q.(0.99) der Beobachtungen ist wesentlich groier als das der Si-
mulationen, 5(0.99). Wie eben beschrieben, folgt daraus Q.(0.98) > Q5(0.98). Die
Quantile Q.(p) und Qs(p) stimmen fiir p < 0.9 recht gut iiberein, ebenso die Mit-
telwerte, vergl. Tab. 6.5. Aber auch bei Berechnung der Quantile auf Basis von 100
simulierten Jahren ergeben sich die gleichen Resultate, vergl. Tab. 6.6. Der QQ-Plot
in Abbildung 6.14 (b) zeigt, daB die Verteilung der XY mehr Masse im Bereich
von 30 - 45mm besitzt als die Verteilung der X(V. Die kleineren Quantile stimmen
gut iiberein. Das Maximum der X(V ist groBer als das der X(V, so daB unter dem
Modell auch geniigend grofle Werte erhalten werden kénnen. Die gleichen Aussagen
treffen auf die einzelnen Monate zu, vergl. Abb. 6.13. Ein Vergleich der Histogram-

me der beobachteten und der simulierten 1-Stunden-Maxima besitzt aufgrund der
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Tabelle 6.6: 1-Stunden-Maxima pro Set

Monat | Mittel  50%  75%  90% 95% 98%  99%
Set 1 2042 18.09 22.67 31.62 37.27 3859 41.27
Set 2 19.89 18.39 22,10 33.53 40.85 44.31 45.32
Set 3 2049 19.22 23.14 30.72 3254 4276 45.01
Set 4 20.57 1891 23.85 29.76 34.25 41.48 44.65
Set 5 22.49 1940 25.33 35.11 36.98 56.31 75.00
Set 6 19.75 17.64 21.74 30.15 36.88 47.31 4791
Set 7 20.11 18.13 23.43 28.05 32.28 37.38 38.79
Set 8 18.35 16.21 21.02 27.18 35.00 38.47 39.43
Set 9 19.07 1746 21.80 26.64 34.78 45.03 45.61
Set 10 20.25 1758 23.24 3217 36.82 4138 48.36
Mittel 20.14 18.10 22.83 3049 3577 4330 47.14
Beob. 23.95 20.30 29.40 39.68 42.26 52.74 58.12

Zeilen 1 - 10: Mittel und Quantile der sim. 1-Stunden-Maxima aus Sets & 100 Jahren.
Zeile 11: Spaltenmittel der Zeilen 1 - 10.
Zeile 12: Mittel und Quantile der beob. 1-Stunden-Maxima aus 27 Jahren.

unterschiedlichen Anzahl an zugrundeliegenden Jahren keine Aussagekraft und wird
deshalb hier nicht gegeben.

Wir folgern, dafl das Modell fahig ist, die Verteilung der 1-Stunden-Extrema an-
gemessen wiederzugeben und basieren weitere Aussagen auf die simulierten Werte

X,

Die Jahresmaxima der 1-Stunden-Maxima XV kénnen durch eine Lognormalver-
teilung beschrieben werden, vergl. Abb. 6.14 (a). Zuséatzlich haben wir eine Weibull-
und eine Gammaverteilung angepaft, die beide offensichtlich nicht angemessen sind.
Ebenso kénnen die 1-Stunden-Maxima Xfll,z fiir jeden Monat &k, £ =1,...,12, durch
eine Lognormalverteilung beschrieben werden, vergl. Abb. 6.14. Die Verdnderung der

Lageparameter ), = E(log(Xg,Z)) der angepafiten Lognormalverteilung im Jahres-

verlauf folgt einem Cosinus, wéhrend der Formparameter o; = \/V&r(log(XS,z))
anndhernd konstant ist, vergl. Abb. 6.13:

fr = 1.73 4 0.65 cos(2m k/12 +3.06), k=1,...12.

Die Koeffizienten sind mit der Methode der kleinsten Quadrate geschitzt worden,
die angepafiten Werte sind als i in der Tabelle auf Seite 148 bzw. in Abbildung 6.13
zu sehen. Die Standardabweichung der Log-Maxima wird als konstant angenommen
und durch den Mittelwert & = 332, 6,/12 = 0.53, k =1,...,12, geschétzt.

Die Glattung fithrt zwar zu einer Verringerung der Parameteranzahl, aber das rechte
Ende der angepafiten Lognormalverteilungen ist in den meisten Monaten zu kurz,
vergl. Abb. 6.14, so dafB} eine eigene Modellierung der 1-Stunden-Extrema fiir jeden
Monat zu bevorzugen ist.

Wir stellen also zusammenfassend fest, dafl die Verteilungen sowohl der Jahresma-
xima als auch die der Monatsmaxima der Monate k = 1,...,12 der 1-Stunden-
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Abbildung 6.13: 1-Stunden-Maxima
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QQ-Plots der sim. und der beob. 1-Stunden-Maxima sowie eingezeichnete Winkelhalbierende.
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Schitzer der Parameter der an jeden Monat & = 1,...,12 angepafiten Lognormalverteilung:

(a) Lageparameter fi, und Glattung durch Fouriersumme. (b) Formparameter fi.

Niederschlagsmenge durch eine Lognormalverteilung beschrieben werden kénnen,
deren Parameter fiir das gesamte Jahr bzw. jeden Monat aus den Simulationen
geschétzt werden.

1-Stunden-Maxima: Parameter der Lognormalverteilung

Jahr Jan. Feb. Méarz April Mai Jumi Juli Aug. Sep. Okt. Nov. Dez.
40293 137 1.06 1.77 195 241 254 228 214 1.68 087 1.03 1.69
I 1.19 146 1.79 211 232 238 227 201 168 136 1.14 1.09
o | 037 052 044 059 049 056 050 045 056 066 050 058 047
o 0.53 0.53 0.53 053 053 053 053 053 053 053 0.53 0.53

Mittel und Standardabweichung der Log-Maxima.
1. Zeile: py, fiir Monat k. 2. Zeile: mit Fouriersumme gegléttete fig.
3. Zeile: Formparameter ¢ fiir Monat k. 4. Zeile: ¢ = Z,lil o, /12.
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Abbildung 6.14: 1-Stunden-Maxima
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6-Stunden-Maxima

Als 6-Stunden-Maxima X%, n =1,..., N, bezeichnen wir die Maxima aller gleiten-
den, sich also iiberlagernden, 6-Stunden-Intervalle eines Jahres. Das sind die Inter-
valle 0:00 - 5:59h, 1:00 - 6:59h etc. Die 6-Stunden-Maxima in Monat k, k= 1,...,12
seien Xff,z.

Die 99%- und 98%-Quantile der beobachteten und der simulierten 6-Stunden-Jahres-
maxima stimmen gut iiberein, ebenso die weiteren berechneten Quantile Q(p), vergl.
Tab. 6.7. Die Anpassung auf Basis monatlicher Maxima fallt fiir die einzelnen Mo-
nate unterschiedlich gut aus. Zum Teil bestehen erhebliche Abweichungen, beispiels-
weise im Januar und im September. In einigen Monaten sind die Quantile der simu-
lierten Maxima grofler als die der beobachteten, in anderen Monaten verhilt es sich
umgekehrt. Die Ubereinstimmungen sind fiir das 90%-Quantil und kleinere Quantile
sehr gut, so dafl wir die Abweichung der extremen Quantile durch die unterschiedli-
che Anzahl an Daten erklaren. Diese Aussage wird durch den QQQ-Plot in Abbildung
6.15 verdeutlicht. Wir schlieflen also, dafl die Verteilung der simulierten 6-Stunden-
Extrema der wahren Verteilung entspricht und basieren wie oben weitere Analysen
auf die mit dem Neyman—Scott—Modell simulierten Daten.

Tabelle 6.7: 6-Stunden-Maxima

Monat Mittel  50% 75% 90% 95% 98%  99%
Jahr beob. | 33.44 2850 41.90 50.64 58.34 62.60 63.90
sim. 30.64 2799 3573 4483 51.12 60.11 63.25
Jan. beob. 793 6.00 850 1046 13.56 33.41 43.70
sim. 9.17 760 11.81 16.26 20.81 2645 28.01
Feb. beob. 7.66 580 755 12.80 16.88 27.81 32.86
sim. 6.61 6.04 805 10.79 13.20 1495 17.39
Mz beob. 7.81 590 7.70 9.60 1886 32.35 37.57
sim. 943 806 1144 16.36 19.96 26.56 30.64
Apr beob. 10.69  9.00 11.90 21.32 23.37 26.71 2851
sim. 11.91 1091 1444 18.45 2247 2722 30.81
Mai beob. | 18.02 11.40 1740 42.08 46.36 56.00 60.60
sim. 18.65 16.64 23.00 30.85 38.18 50.11 57.37
Juni beob. | 1891 16.50 22.03 28.12 35.97 43.04 45.72
sim. 18.87 16.43 2244 31.46 39.12 47.85 54.55
Juli beob. | 16.01 13.20 19.15 28.84 30.13 32.03 32.92
sim. 17.53 1558 21.70 29.14 3494 41.30 47.79
Aug. beob. 15.81 13.20 17.00 25.10 28.15 43.61 5191
sim. 13.74 11.91 17.24 2352 28.94 34.39 41.46
Sep. beob. 10.84 990 12.20 18.38 21.52 2297 23.34
sim. 14.05 12,56 1815 25.74 31.02 39.59 45.67
Okt. beob. 9.33 940 1340 1842 21.81 2294 23.02
sim. 9.28 835 1220 16.82 19.93 2592 26.90
Nov. beob. | 10.08 840 11.90 17.64 24.50 29.84 31.92
sim. 10.31 893 13.39 18.66 2254 28.36 32.24
Dex. beob. | 10.86 820 14.55 2526 26.82 33.72 37.36
sim. 15.15 13.80 19.31 25.03 31.16 37.56 44.40

Mittelwert und Quantile der beob. und der sim. 6-Stunden-Maxima (gleitende Intervalle).

An die simulierten 6-Stunden-Maxima passen wir wie oben eine Lognormal-, ei-
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Abbildung 6.15: 6-Stunden-Maxima
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(a) Histogramm der 6-Stunden-Maxima der Simulationen und angepafite Verteilungen.
(b) QQ-Plot der beob. und der sim. 6-Stunden-Maxima sowie eingezeichnete Winkelhalbierende.
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ne Gamma- und eine Weibullverteilung an, von denen die Lognormalverteilung
am besten pafit, und zwar sowohl fiir die Maxima des ganzen Jahres wie auch
fiir die der einzelnen Monate, vergl. Abb. 6.15. Die Veranderung der Lagepara-
meter [ im Jahresverlauf kann durch eine Fouriersumme mit zwei Frequenzen
geglattet werden, vergl. Abb. 6.16, wéhrend der Formparameter fiir das gesamte
Jahr als konstant betrachtet werden kann. Die geglatteten Werte seien wieder fig

bzw. & := Y12, 6%/12 = 0.59,

2
fix. = Ro+ > Rj cos(wik +0;), mit w; =2mj/12, k=1,...,12,
7=1

Jj| R, 0
012.35

1]0.35 —2.81
21024 —0.21

Da die 6-Stunden-Maxima in allen Monaten auch durch eine Lognormalverteilung
mit den geglétteten Parametern angemessen beschrieben werden, fithrt die Modellie-
rung der fi; zu einer Reduktion der Parameteranzahl. Aussagen iiber die Verteilung
der 6-Stunden-Maxima koénnen also auf eine Lognormalverteilung basiert werden,
deren Parameter aus kiinstlichen, mit dem Neyman-Scott-Modell erzeugten Daten
geschétzt werden.

6-Stunden-Maxima: Parameter der Lognormalverteilung

Jahr Jan. Feb. Méarz April Mai Jumi Juli Aug. Sep. Okt. Nov. Dez.
3.37 204 1.76 208 238 280 281 274 246 244 203 2.13 256
2.03 188 201 240 279 291 271 240 223 227 234 226
0.32 062 051 059 046 052 050 050 060 075 070 0.74 0.60
0.59 0.59 0.59 059 059 059 059 059 059 059 0.59 0.59

Q=

Mittel und Standardabweichung der Log-Maxima.
1. Zeile: py, fiir Monat k. 2. Zeile: mit Fouriersumme gegléttete fig.
3. Zeile: Formparameter ¢ fiir Monat k. 4. Zeile: ¢ = Z,lil o, /12.
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Abbildung 6.16: 6-Stunden-Maxima
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QQ-Plots der beob. und der sim. 6-Stunden-Maxima sowie eingezeichnete Winkelhalbierende.

(a) Mittel der Log-Maxima (b) SD der Log-Maxima

28

0.65

= < -
E 3 £ * . .
g g *
o 8
g g
. +
+ +
© 0 ¥
] 2 :
s
2 4 6 8 10 12 2 4 6 8 10 12
Monat Monat
Schitzer der Parameter der an jeden Monat & = 1,...,12 angepafiten Lognormalverteilung:

(a) Lageparameter fi, und Glattung durch Fouriersumme. (b) Formparameter &y.



KAPITEL 6. MODELLVALIDATION 154

24-Stunden-Maxima

Die Serie der Maxima X*¥ n = 1,..., N, der 24-Stunden-Niederschlige in Jahr
n wird als 24-Stunden-Maxima bezeichnet. Wir betrachten die Maxima aus sich
nicht tiberlappenden 24-Stunden-Intervallen von 0:00h bis 23:59h. Die simulierten
24-Stunden-Maxima seien X (29,

Tabelle 6.8: 24-Stunden-Maxima

Monat Mittel  50%  75%  90% 95%  98%  99%
Jahr beob. | 36.48 31.10 43.55 56.16 62.81 67.10 69.05
sim. 35.64 32.62 41.20 51.15 57.98 67.02 74.42
Jan. beob. | 10.57  7.60 10.30 15.00 16.95 43.13 57.06
sim. 1047 886 13.20 18.81 23,50 28.25 34.53
Feb. beob. | 10.57  7.70 1235 17.28 29.92 38.45 40.38
sim. 7.88 723 979 13.05 1498 17.75 18.68
Mz beob. 10.03 810 980 14.06 2575 38.37 42.68
sim. 10.82 943 1365 1879 21.83 29.95 35.93
Apr. beob. | 14.39 11.40 22.30 29.28 30.03 30.83 31.11
sim. 15.21 13.91 18563 23.71 27.57 32.60 37.48
Mai beob. | 20.69 13.70 25.30 42.24 50.19 57.94 60.72
sim. 23.25 21.17 28.99 38.75 4547 57.15 62.61
Juni lgeob. 21.77 18.60 26.10 40.64 45.67 48.09 48.24
sim. 21.49 18.81 2556 35.17 44.23 53.99 61.56
Juli beob. | 18.16 16.60 24.20 32.58 33.56 34.86 35.43
sim. 19.59 17.94 2429 31.84 38.08 45.87 50.66
Aug. lgeob. 18.76 15.20 21.70 28.34 36.68 50.23 55.71
sim. 15.40 13.79 19.22 2681 31.34 38.71 43.26
Sep. lgeob. 1432 13.30 1895 23.18 26.86 28.48 28.74
sim. 16.28 14.49 21.23 29.02 35.63 4542 50.90
Okt. beob. 12.20  10.60 16.95 23.26 25.70 28.45 29.77
sim. 10.79 945 1395 20.67 24774 2990 33.73
Nov. beob. | 13.69 10.10 18.95 2454 32.64 36.47 36.88
sim. 11.86 10.23 1527 21.91 26.59 35.00 39.72
Dex. beob. | 12.35 940 1565 24.12 2850 3593 39.46
sim. 17.29 15.82 21.64 28.61 35.23 43.14 52.90

Mittelwert und Quantile der beob. und der sim. 24-Stunden-Maxima fiir einzelne Monate und das
gesamte Jahr.

Auf Jahresbasis stimmen die 99%- und 98%-Quantile gut iiberein, vergl. Tab. 6.8.
Die 95%- und 90%-Quantile der beobachteten 24-Stunden-Maxima sind etwas grofier
als die der simulierten, vergl. Tab. 6.8. Bei Berechnung der Quantile auf Basis von
100 simulierten Jahren ergeben sich engere Ubereinstimmungen, vergl. Tab. 6.9. Wir
folgern daraus, dafl Differenzen zwischen den Quantilen der beobachteten und der
simulierten 24-Stunden-Maxima vor allem auf der unterschiedlichen Anzahl an beob-
achteten Jahren basieren. Schliisse iiber die tatséchliche Verteilung der 24-Stunden-
Extrema kénnen also auf das Neyman-Scott-Modell gegriindet werden. Fiir einige
Monate ergeben sich aber grofiere Differenzen zwischen den beobachteten und den
simulierten Quantilen. Aussagen iiber die Verteilung der 24-Stunden-Extrema auf
monatlicher Basis sind also weniger verlafilich.
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Tabelle 6.9: 24-Stunden-Maxima pro Set

Monat | Mittel  50%  75%  90%  95%  98%  99%
Set 1 36.18 33.256 40.84 4739 54.00 73.43 99.32
Set 2 36.20 32.67 40.66 53.06 59.17 72.16 75.62
Set 3 36.53 3391 42.05 56.89 61.52 66.18 66.88
Set 4 36.49 34.85 4221 4891 55.37 66.35 68.64
Set 5 37.00 34.14 42.02 52.22 56.49 63.85 87.80
Set 6 36.69 33.03 42.63 55.04 62.26 6586 79.23
Set 7 33.95 3219 39.21 4585 52.96 56.06 66.84
Set 8 33.08 3045 37.79 4798 51.17 5987 61.18
Set 9 3432 31.04 39.04 50.24 62.19 6599 68.53
Set 10 | 35.99 33.13 41.72 55.04 61.38 71.99 73.75
Mittel | 35.64 32.87 40.82 51.26 57.65 66.17 74.78

[Beob. | 3648 31.10 4355 56.16  62.81 67.10 69.05 |

Zeilen 1 - 10: Mittel und Quantile der sim. 24-Stunden-Maxima aus 10 Sets 4 100 Jahren.
Zeile 11: Spaltenmittel der Zeilen 1 - 10.
Zeile 12: Mittel und Quantile der beob. 24-Stunden-Maxima aus 27 Jahren.

Die Verteilungen der simulierten 24-Stunden-Extrema auf jéhrlicher sowie auf mo-
natlicher Basis konnen durch eine Lognormalverteilung approximiert werden, vergl.
Abb. 6.17. Wird an die 24-Stunden-Maxima )N(nk der Monate £ = 1,...,12 fir
jeden Monat separat eine Lognormalverteilung angepafit, so kénnen die Schéatzer
fir. der Lageparameter fiir die einzelnen Monate durch eine Fouriersumme mit zwei
Fourierfrequenzen w; = 27 j/12 geglattet werden,

2
fix. = Ro+ > R cos(w;jk +0;) mit w; =2mj/12 , k=1,...,12,
7=1

~

Jj| R 0
012.50

11035 —2.92
210.23 —0.32

Der Formparameter o kann als konstant im Jahresverlauf betrachet werden und

wird durch &, das Mittel der geschétzten Formparameter o, der einzelnen Monate
geschitzt, & := Y12, 63/12 = 0.60.

Diese Glattung bewirkt in den Monaten k mit fi; < fig, das sind insbesondere Sep-
tember und Dezember, dafl das rechte Ende der Verteilung zu kurz ist. In den {ibrigen
Monaten fithrt die Gléattung zu keiner Verschlechterung, vergl. Abb. 6.19 und die
Tabelle auf Seite 157. Die Glattung der Parameterschitzer der Lognormalverteilung
fithrt zu einer Verringerung der Parameteranzahl um ein Drittel von 24 zu 6 Para-
metern und ist gerechtfertigt, weil die Qualitét der Anpassung in zehn Monaten sich
nur geringfiigig verschlechtert.
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Abbildung 6.17: 24-Stunden-Maxima
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(a) Histogramm der 24-Stunden-Maxima der Simulationen und angepafite Verteilungen.
(b) QQ-Plot der 24-Stunden-Maxima der Simulationen und der Beobachtungen sowie eingezeich-
nete Winkelhalbierende.

Zusammenfassung

Die Verteilungen der 1-, 6- und 24-Stunden-Maxima werden unter dem Neyman—
Scott—Modell unterschiedlich gut wiedergegeben.

Die Verteilung der 1-Stunden-Extrema wird unter dem Modell im rechten Bereich
nicht korrekt angepafit, weil die extremen Quantile wie 2(0.99) und Q(0.98) un-
ter dem Modell zu klein sind. Das kann nicht nur auf die unterschiedliche Anzahl
von beobachteten Jahren zuriickgefiihrt werden, da das Modell gentigend grofie 1-
Stunden-Maxima zwar durchaus erzeugen kann, sie aber zu selten auftreten, was bei
der Analyse der einzelnen, aus jeweils 100 Jahren bestehenden, simulierten Daten-
sets deutlich wird.

Die 6- und die 24-Stunden-Extrema werden unter dem Modell befriedigend wieder-
gegeben, so daf} verldBliche Aussagen iiber deren Verteilungen anhand von simulier-
ten Daten getroffen werden kénnen. Die Verteilung der simulierten Jahresmaxima
kann in beiden Fillen durch eine Lognormalverteilung approximiert werden. Die
Verteilungen der monatlichen 6- und 24-Stunden-Extrema kénnen ebenfalls durch
Lognormalverteilungen beschrieben werden, deren Skalenparameter sich im Jahres-
verlauf geméf} einer Fouriersumme verdndern. Aussagen auf monatlicher Basis sind
allerdings weniger verléBlich als solche auf Jahresbasis, wie oben bereits beschrieben.
Formale Anpassungstests wie der y?- oder der Kolmogorov-Smirnov-Test der Hy-
pothese, die h—-Stunden—Jahresmaxima seien lognormalverteilt, werden fiir alle be-
trachteten Werte von h = 1,6, 24 verworfen. Das kann zwar mit der grolen Anzahl
von N = 1000 Beobachtungen begriindet werden, ist aber auch ein Indiz dafir,
daBl die Lognormalverteilung die simulierten Werte in beiden Randbereichen nicht
exakt beschreibt. Fiir viele Anwendungen der Extremwertanalyse sind aber gerade
die groflen Quantile Q(p),p > 0.95, relevant. Weil die Quantile Q.(p) der Beob-
achtungen grofler sind als die der simulierten Daten, erscheint die Aussagekraft des
Modelles in bezug auf Extremwertanalysen ohnehin eingeschréankt zu sein.

Als alternativer Ansatz konnte die Verteilung der hA-Stunden-Niederschlagsmenge
betrachtet werden, die einen bestimmten, hohen Schwellenwert y iiberschreiten,
Y > y. In der Literatur finden sich dafiir Ansitze bei ZUCCHINI UND ADAMSON
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QQ-Plots der beob. und der sim. 24-Stunden-Maxima sowie eingezeichnete Winkelhalbierende.

Schitzer der Parameter der an jeden Monat & = 1,...,12 angepafiten Lognormalverteilung:
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24-Stunden-Maxima: Parameter der Lognormalverteilung

T
10

T
12

Jahr Jan. Feb. Méarz April Mai Jumi Juli Aug. Sep. Okt. Nov. Dez.
4 352 217 194 222 263 3.02 295 286 257 258 216 2.24 2.69
I 221 2.09 220 256 294 3.07 288 256 236 235 242 2.38
| 031 061 051 059 045 052 0.49 050 061 076 0.73 0.78 0.62
o 0.59 0.59 0.59 059 059 059 059 059 059 059 0.59 0.59

Mittel und Standardabweichung der Log-Maxima.
1. Zeile: py, fiir Monat k. 2. Zeile: mit Fouriersumme gegléttete fig.
3. Zeile: Formparameter ¢y, fiir Monat k. 4. Zeile: 6 = lecZ:l o, /12.
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Abbildung 6.19: 24-Stunden-Maxima: Ausgewahlte Monate
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[1989] oder bei SMITH, TAWN UND COLES [1990]. Auch eine Kombination beider
Ansétze, namlich die Modellierung der jahrlichen h-Stunden-Extrema, die einen be-
stimmten Schwellenwert iiberschreiten, konnte ein erfolgversprechender Ansatz sein,
der in weiteren Arbeiten zu untersuchen wire.

In Risikoabschétzungen des Hoch- und Tiefbaus wird manchmal nicht nach der
Wahrscheinlichkeit gefragt, dafl ein bestimmter Schwellenwert einmal im Jahr tiber-
schritten wird, sondern es werden Aussagen iiber Return-Perioden verlangt. Die
Return-Perioden lassen sich leicht aus der Verteilung der jahrlichen Maxima be-
rechnen: das 99%-Quantil ©(0.99) hat eine Return-Periode von 100 Jahren, das
98%-Quantil (0.98) eine Return-Periode von 50 Jahren usw. Wegen der Aquiva-
lenz der Sachverhalte haben wir Aussagen iiber die Extremwerte nur in Termen ihrer
Verteilungen bzw. Quantile getroffen.
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4 Verteilung der Niederschlagsmengen in nassen
Stunden

Ein Modell zur Beschreibung stiindlichen Niederschlages sollte auch die Verteilung
der Niederschlagsmengen in nassen Stunden korrekt wiedergeben. Wir betrachten
deshalb die bedingte Verteilung der aggregierten Niederschlagsmengen, gegeben, ein
Zeitintervall ist naf. Dieses Vorgehen ist notwendig, da sonst die trockenen Stunden
dominierten und damit die meiste Wahrscheinlichkeitsmasse auf der Null lage.

Da sich die Verteilung der Niederschlagsmengen saisonal d@ndert, wird jeder Monat
separat analysiert. Wir werden exemplarisch die Monate Januar und Juli betrachten.
Die Verteilung der Niederschlagsmengen in nassen Stunden ist rechtsschief mit einem
sehr langen rechten Ende, vergl. Tab. 6.10. Die Verteilung der simulierten Mengen
ist breiter als die der beobachteten, vergl. Abb. 6.20 und 6.21 (a). Im Januar stim-
men zwar die 99%-Quantile {iberein, nicht aber die Quantile Q(p) fir p < 0.99.
Die Anpassung im Juli ist schlechter. Das Modell kann offensichtlich die bedingte
Verteilung der aggregierten Niederschlagsmengen nicht korrekt reproduzieren. Wir
modellieren deshalb die bedingte Verteilung der stiindlichen Niederschlagsmengen
in nassen Stunden direkt anhand der Beobachtungen.

Es bezeichne in diesem Abschnitt W > 0 die Niederschlagsmenge nasser Stun-
den wihrend einer homogenen Periode, z.B. einem Monat. Natiirliche Kandidaten
zur Beschreibung von Y durch eine Verteilung sind die Lognormal-, die Weibull-
und die Gammaverteilung, deren Parameter jeweils mit der Maximum—Likelihood—
Methode geschétzt werden. QQQQ-Plots der Beobachtungen gegen die Quantile der
angepafiten Verteilungen zeigen, dafl keine der Verteilungen das rechte Ende der
empirischen Verteilung angemessen beschreibt. Ein Ausweg besteht darin, nur den
Bereich bis zum 98%- oder 99%-Punkt durch eine Verteilung zu beschreiben und
groflere Werte gesondert zu betrachten. Eine nur auf den Beobachtungen eines Mo-
nates basierende Analyse ist dann jedoch wegen der geringen Anzahl an Beobach-
tungen schwierig. In allen Monaten beschreibt unter den betrachteten Verteilungen
(Lognormal-, Weibull-, Gammaverteilung) die Lognormalverteilung den Bereich der
Mengen W < @(0.9) am besten. Fiir die iibrigen Monate gelten entsprechende Er-
gebnisse.

Eine weitere Moglichkeit ist, die Niederschlagsmengen W vor dem Anpassen einer
Verteilung zu transformieren, beispielsweise

b Wi— W =log(10 - W) .

Da die minimale Niederschlagsmenge 0.1mm betrigt, gilt W > 0. In 20% der nas-
sen Stunden wird eine Niederschlagsmenge von 0.1mm registriert, so dafl keine der
fiir strikt positive Werte definierten Verteilungen die Verteilung der W angemessen
beschreiben kann. Das Problem bleibt bestehen, auch wenn ¢ mit einer Transla-
tion verkniipft wird, weil die am weitesten links liegende Klasse stets mehr Masse
besitzt als unter einer an die W angepafiten (Weibull-, Gamma- oder Lognormal-)
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Verteilung. Da die kleinen Niederschlagsmengen auch ohne Transformation gegléttet
werden kénnen, haben wir hier nur die W > 0 betrachtet, was W > 0.1 entspricht.
Sie kénnen durch eine Weibullverteilung beschrieben werden, vergl. Abb. 6.22. Dieser
Ansatz bleibt unbefriedigend, da ein Fiinftel der Beobachtungen nicht beriicksichtigt
wird.

Die besten Resultate in der Modellierung der Niederschlagsmengen W in nassen
Stunden werden also erzielt, wenn der Bereich bis zum 99%-Quantil durch eine Log-
normalverteilung beschrieben wird und extreme Werte gesondert modelliert werden,
zum Beispiel durch eine Extremwertverteilung. In der Literatur finden sich dafiir
auch zahlreiche neuere Ansétze.

Tabelle 6.10: Quantile der Niederschlages in nassen Stunden

Q(0.25) Q(0.5) Q0.75) Q(0.8) Q(0.9) ((0.95) ((0.99)
Jan beob. 0.2 0.3 0.6 0.7 1.1 1.5 5.6
| sim. 0.3 0.5 1.2 1.4 2.2 3.2 5.9
Juli beob. 0.2 0.4 1.1 1.3 2.4 3.9 7.5
sim. 0.4 1.0 2.4 2.9 4.7 9.9 12.6
Abbildung 6.20: Niederschlagsmengen in nassen Stunden
(a) Januar, Beobachtungen (b) Januar, Simulationen
: ——  Lognormal :
0 - Gamma 0
S N R Weibull <]
53 53
0 1 2 3 4 5 0 1 2 3 4 5
[mm] [mm]
(c) Juli, Beobachtungen (d) Juli, Simulationen
° ——  Lognormal °
0 — - Gamma 0
7h ] - Weibull =
K i
0 2 4 é 0 2 4 6
[mm] [mm]

Beobachtete Niederschlagsmengen in nassen Stunden, (a), (b): Januar, (c),(d): Juli.
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Abbildung 6.21: Niederschlagsmengen in nassen Stunden

(a) Januar (b) Januar
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Beobachtete Niederschlagsmengen in nassen Stunden.

(a), (c): QQ-Plot der beobachteten und der simulierten Werte.
(b), (d): QQ-Plot gegen Lognormal-Verteilung.

(a), (b): Januar, (c), (d): Juli.

Abbildung 6.22: Niederschlagsmengen in nassen Stunden
(a) Januar (b) Juli

——  Weibullvert. ——  Weibullvert.
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Transformierte beobachtete Niederschlagsmengen W= log(10 - W) in nassen Stunden und Wei-
bullverteilung. Das Histogramm zeigt nur Mengen W mit W > 0.1mm/Std. (a) Januar, (b) Juli.
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5 Verteilung der Runliangen

Ein weiterer Aspekt der Modelliiberpriifung ist die zeitliche Verteilung der Nieder-
schlédge. Wir betrachten dazu die Verteilungen trockener und nasser Runs sowie die
Anzahl nasser Stunden an nassen Tagen.

Fiir einige Anwendungen, beispielsweise im Straflenbau oder in der Landwirtschaft,
ist es wichtig, die Dauer einer trockenen oder einer nassen Periode abschétzen zu
kénnen. In dem gemafBigten Klima Mitteleuropas ist die Wahrscheinlichkeit langer
trockener Perioden von beispielsweise mehr als 30 Tagen, die eine ernstzunehmen-
de Gefédhrdung des Pflanzenwachstums und damit der Ernteertrage darstellen, sehr
gering. Stattdessen sind Fragen wie diese relevant: ,,Wie grof} ist die Wahrschein-
lichkeit, dafl maximal ¢ nasse Stunden folgen, wenn es jetzt (in dieser Stunde) zu
regnen beginnt?”, . Wie grof} ist die Wahrscheinlichkeit, dafl es mindestens weitere
¢ Stunden trocken bleibt, gegeben, jetzt ist die erste trockene Stunde nach einem
Regenschauer?”.

Ein trockener Run der Lange 7 ist eine Sequenz von exakt ¢ aufeinanderfolgenden
trockenen Stunden. Ein nasser Run der Lénge 7 ist analog dazu definiert. Wir spre-
chen auch kurz von trockenen und nassen :-Runs. Zur Untersuchung eines Phéno-
menes, das sich iiber einen ldngeren Zeitraum erstreckt, ist die Annahme hilfreich,
der Niederschlagsprozefl sei in dem betrachteten Zeitraum stationdr. Es bezeichne
weiterhin Z; den Zustand des Freignisprozesses in Intervall ¢. Damit kénnen wir
definieren:

(5.1) Definition. Ein trockener Run der Lange ¢ ist durch die Sequenz
Zia=1,2,=0, ..., Zipio1 =0, Ziyy =1

gegeben. Fin nasser Run der Lénge ¢ ist entsprechend als
Zia=0, 2y =1, ..., Zypia =1, Zi4; =0

definiert. O

(5.2) Definition. Die bedingte Wahrscheinlichkeit eines nassen i-Runs bei einer
gegebenen ersten nassen Stunde ist

P(W)(i) = P(Zt-l—l = 17 .. -7Zt-|—i—1 = 17Zt—|—i = 0|Zt = 17Zt—1 = 0) .
Aus der angenommenen Zeitinvarianz folgt

PN =P(Zy=1,...,Zi1=1,2=0|Z, =1,%Z,=0) .
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Analog ist die bedingte Wahrscheinlichkeit eines trockenen i-Runs bei einer gegebe-
nen ersten trockenen Stunde

POiy:=P(Zy=0,...,Zi1=0,Zi=12,=0,Zy=1) .

Wir verwenden als Schatzer dieser Wahrscheinlichkeiten

L (W) . #{nasse i-Runs}
5.3 P =
(5.3) (9) #{alle nassen Runs} ’
(5.4) P(D)(i) _ #{trockene i-Runs} ‘
#{alle trockenen Runs}

Aus den Wahrscheinlichkeiten (5.2) lassen sich weitere Wahrscheinlichkeiten berech-
nen:

(5.5) Definition. Die bedingte Wahrscheinlichkeit p™ (k+), einen trockenen Run
der Lange 1 > k zu erhalten, betrdgt, wenn in der gegebenen Stunde ein trockener
Run beginnt:

PO kt) = P(Z=0,..., 2,01 =071 = 0,Zy = 1) = > PUP)(i).
i>k
Analog ist die bedingte Wahrscheinlichkeit, einen nassen Run der Lange 1 < k zu
erhalten, wenn in der gegebenen Stunde ein nasser Run beginnt,

P (k=) = P(m]aX{Zg =1 2 =12, =012 =1,Z =0} = k)
= Y P"().
i<k
O

Die Wahrscheinlichkeit P(")(k—) ist nicht die bedingte Wahrscheinlichkeit, daf
Stunde k trocken ist (Stunde k konnte wieder naf} sein), sondern die bedingte Wahr-
scheinlichkeit, dafl bis inklusive der Stunde k& mindestens eine trockene Stunde auf-
getreten ist, bei gegebener Anfangsstunde eines nassen Runs. Die Schétzer sind

P4y =3 PP0) baw. Py =3 My

i>k i<k

Die Anzahl der beobachteten Runs in einem Monat wird mit einem einfachen Zéhlal-
gorithmus als die Anzahl der in einem Monat beginnenden Runs ermittelt. Der erste
Run in einem Monat beginnt also mit dem ersten Wechsel eines Zustandes (von naf
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Abbildung 6.23: Nasse Runs

(a) Nasse Runs, Jahr
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(b) Nasse Runs, Januar
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(c) Nasse Runs, Juli
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Bedingte Wahrscheinlichkeiten nasser Runs mit ¢ Stunden, ¢ = 1, ..., 25, berechnet
(a) auf Jahresbasis, (b) fiir Januar, (c) fiir Juli.
Hellgrau: 27 beobachtete Jahre, schwarz: 1000 simulierte Jahre.
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Abbildung 6.24: Nasse Runs — Maximalldngen
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Bedingte Wahrscheinlichkeiten P(W)(k—) nasser Runs der Liangen ¢ < k, k = 1,...,24 Stunden;

ganzes Jahr

zu trocken oder umgekehrt). Am Monatsende wird stets bis zum Ende des Runs
gezdhlt, auch wenn der Run in einem anderen Monat endet, als er begonnen hat.
Der Zahlalgorithmus sowie der Quellcode werden in Anhang C.3 gegeben. Wir zéhlen
Runs der Lange ¢,¢ = 1,..., 168,169+ Stunden (168 = 7-24 Stunden sind exakt eine
Woche, 169+ bedeutet ¢ > 169), und berechnen daraus die empirischen bedingten
Wahrscheinlichkeiten nasser und trockener i-Runs gemaf (5.3) und (5.4).

In Abbildung 6.23 sind die bedingten Wahrscheinlichkeiten nasser Runs einer Lange
von exakt ¢ Stunden dargestellt. Die Wahrscheinlichkeit P(W)(l) unter dem Modell

ist deutlich gréfer als die beobachtete Wahrscheinlichkeit P{()Zg(l) eines nassen 1-
Runs, und zwar sowohl auf Jahresbasis wie auch auf monatlicher Basis. Entsprechend

werden mehr lange nasse Runs beobachtet als unter dem Modell erzeugt werden.

In Abbildung 6.24 steigt die unter dem Modell erhaltene Kurve der bedingten Wahr-
scheinlichkeiten P(W)(k—) nasser Runs der Lange von maximal & Stunden als Funkti-
on von k schneller an als die aus den Beobachtungen erhaltene Kurve. Das bedeutet,
daBl unter dem Modell im Mittel kiirzere nasse Runs auftreten als in den Beobach-
tungen. Die Wahrscheinlichkeit, einen nassen Run von mehr als £ = 10 Stunden zu
beobachten, ist jedoch sowohl unter dem Modell wie auch in den Beobachtungen
fast null. Abbildung 6.25 zeigt ebenfalls, dal unter dem Modell in starkerem Mafle
als in den Beobachtungen nasse 1-Runs auftreten. Aber die Wahrscheinlichkeiten
P(W)(k—) fiir £ > 3 stimmen unter dem Modell und unter den Beobachtungen be-
friedigend iiberein.

Abbildung 6.28 zeigt die unter dem Modell und die aus den Beobachtungen geschétz-
ten bedingten Wahrscheinlichkeiten P(D)(i) trockener Runs der Lange . Offen-
sichtlich enthalten die Beobachtungen mehr trockene 1-Runs. Die iibrigen Schétzer

~ (D), . . . .. . . . . .

P( )(z) stimmen jedoch gut {iberein. Eine weitere Fragestellung ist die nach den
bedingten Wahrscheinlichkeiten eines trockenen Runs einer Dauer zwischen &y und
ky Stunden, wenn die Startstunde eines trockenen Runs gegeben ist. Das sind die
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Abbildung 6.25: Nasse Runs — Maximalldngen

@k=1 (b)k=3

© k=6 (d) k=12

2 a 6 8 10 12 2 a 6 8 10 12
Monat Monat

Bedingte Wahrscheinlichkeiten P(W)(k—) nasser Runs der Lange ¢ < k& Stunden.
(a) k=1,(b) k=3, (c) k=6, (d) k=12.

Wahrscheinlichkeiten

X P,

1=k

die durch Aufsummation der Schitzer P(D)(i), ki < 1 < ko, geschitzt werden.
Eine Einteilung der trockenen Runs in Klassen a 12 Stunden, né&mlich in Runs
der Dauer 1 — 12,13 — 24, ... Stunden, ist sinnvoll. Abbildung 6.29 zeigt die gute
Ubereinstimmung der Beobachtungen mit den simulierten Daten in dieser Hinsicht.

Ist die Mindestlinge eines trockenen Runs von Interesse, so ist die Ubereinstimmung
zwischen den aus den Beobachtungen und den aus den Simulationen berechneten
Schétzern noch besser, und zwar auf Jahresbasis wie auch auf Basis der einzelnen
Monate, vergl. Abb. 6.26 und 6.27. Fiir manche Anwendungen, insbesondere in der
Landwirtschaft, ist die Wahrscheinlichkeit von Interesse, mindestens eine komplett
trockene Woche zu erhalten. Diese Wahrscheinlichkeit (in %) betragt in den einzel-
nen Monaten:

Bedingte Wahrscheinlichkeit [%] eines trockenen 169+-Runs

Monat J F M A M J J A S O N D Jahr
Beob. | 56 6.2 59 41 27 28 38 59 68 7.5 57 51 5.0
Sim. 41 21 49 45 55 19 24 45 65 6.5 46 3.1 3.9

Das Modell stimmt also in bezug auf die bedingten Verteilungen der trockenen und
nassen Runs gut iiberein. Das ist umso bemerkenswerter, als in der Modellanpassung
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Abbildung 6.26: Trockene Runs - Mindestlangen
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Bedingte Wahrscheinlichkeiten P(D)(k—l—) trockener Runs der Lange ¢ > k, k= 1,...,1694 Stun-

den; ganzes Jahr.

nur die Wahrscheinlichkeiten ¢(h = 24) und ¢ww(h = 1) verwendet worden sind,
also sich nur auf zwei Zeiteinteilungen beziehende Wahrscheinlichkeiten. In prak-
tischen Anwendungen wird die Wahrscheinlichkeit, exakt i trockene oder maximal
¢ Stunden ununterbrochenen Niederschlages zu erhalten, eher von untergeordnetem
Interesse sein. Man wird sich auch fiir die bedingten Wahrscheinlichkeiten interessie-
ren, innerhalb der nachsten & Stunden nur eine Stunde mit Niederschlag zu erhalten,
wenn in der gegebenen Stunde ein trockener Run beginnt oder umgekehrt fiir die
bedingte Wahrscheinlichkeit, innerhalb der nachsten k& Stunden vorwiegend nasse
Stunden zu erhalten, wenn in der gegebenen Stunde ein nasser Run beginnt. Aber
auch diese Wahrscheinlichkeiten lassen sich durch einfaches Auszdhlen berechnen
und nach den eben durchgefithrten Betrachtungen sind unter dem Modell verlafili-
che Aussagen zu erwarten.

6 Verteilung des Niederschlages an nassen Tagen

Der Ereignisprozef} stiindlichen Niederschlages wird durch die Verteilung der Run-
langen und die Verteilung der Anzahl nasser Stunden an nassen Tagen charakteri-
siert, die wir in diesem Abschnitt betrachten werden.

Der Anteil beobachteter nasser Tage mit ¢ nassen Stunden an allen nassen Tagen
ist i, = N;/NR, i =1,...,24, wenn N; die Anzahl an Tagen mit ¢ nassen Stunden
und NR die Gesamtanzahl nasser Tage sind. Die Kurven der r; und der aus den
simulierten Daten berechneten Anteile 7; besitzen &hnlich Verlaufe, vergl. Abb. 6.30.
Es ist aber deutlich erkennbar, daf§ r; < 7; fir 2 = 1,...,5 und r; > 7, fir ¢« =
6,...,24. In den Beobachtungen und unter dem Modell gibt es am h&ufigsten nasse
Tage mit zwei nassen Stunden, aber die grofiten Differenzen r; — 7; finden sich
ebenfalls bei 7 = 2 und 7 = 3, namlich 4.11% bzw. 3.38%. Bei separater Analyse der
einzelnen Monate sind die Ergebnisse dhnlich.
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Abbildung 6.27: Trockene Runs - Mindestlangen
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Bedingte Wahrscheinlichkeiten P(D)(k—l—) trockener Runs der Léange ¢ > k Stunden.
(a) k=12, (b) k=24, (c) k=48, (d) k =72.

Die auf Jahresbasis aus den Beobachtungen und aus den Simulationen berechneten
Anteile r; (i % ) sind in der folgenden Tabelle zu sehen. Evident ist, dafi unter dem
Modell zu wenige Tage mit mehr als 15 nassen Stunden auftreten.

Anteil r; [%] der nassen Tage mit ¢ nassen Stunden

? 1 2 3 4 5 6 7 8 9 10 11 12
Beob. | 11.8 176 140 11.8 94 74 5.8 55 37 30 26 1.7
Sim. 149 21.7 174 134 99 71 5.1 37 24 16 1.0 0.7
? 13 14 15 6 17 18 19 20 21 22 23 24
Beob. 1.0 1.1 1.1 06 04 03 05 03 0.1 01 01 0.1
Sim. 05 03 02 01 00 00 00 00 00 00 0.0 0.0

Das Modell scheint nicht in der Lage zu sein, den zu beobachtenden langanhaltenden
Regen zu erzeugen. Unter dem Modell treten zu wenige Tage mit mehr als 10 nassen
Stunden auf, was mit einem zu hohen Anteil kurzer nasser Runs und zu niedrigem
Anteil kurzer trockener Runs korrespondiert. Die Anteile r; und 7; unterscheiden
sich zwar, aber in akzeptablem Mafle. Ob Aussagen iiber die Anzahl nasser Stunden
an einem nassen Tag auf das Neyman-Scott-Modell basiert werden kénnen, sollte
von der fiir eine Anwendung erforderlichen Genauigkeit der Vorhersage abhangig
gemacht werden.
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Abbildung 6.28: Trockene Runs

(a) Trockene Runs, gesamtes Jahr
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(c) Trockene Runs, Juli
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Bedingte Wahrscheinlichkeiten trockener Runs einer Linge von exakt ¢ = 1,...,25 Stunden.

Hellgrau: 27 beobachtete Jahre, schwarz: 1000 simulierte Jahre.
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Abbildung 6.29: Trockene Runs - Klasseneinteilung

(a) Trockene Runs, Jahr
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Bedingte Wahrscheinlichkeiten trockener Runs einer Dauer von 1—12,13—24,...,145—168, > 168
Stunden, entsprechend einer Klassifikation in halbe Tage.
Hellgrau: 27 beobachtete Jahre, schwarz: 1000 simulierte Jahre.
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Abbildung 6.30: Innertégliche Verteilung der Niederschlage an nassen Tagen
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Anteil r; der nassen Tage mit ¢, ¢ = 1,...,24 nassen Stunden, berechnet

(a) auf Jahresbasis, (b) fiir Januar, (c) fiir Juli.
Hellgrau: 27 beobachtete Jahre, schwarz: 1000 simulierte Jahre.
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7 Zusammenfassung

Zur Modellvalidation des angepafiten saisonalen Neyman—Scott—Modelles sind un-
terschiedliche Eigenschaften des Niederschlagsprozesses unter dem Modell mit ihren
empirischen Aquivalenten verglichen worden. Der Vergleich basiert auf 1000 Jah-
ren kiinstlicher stiindlicher Niederschlagsmessungen, die unter Verwendung des in
Abschnitt 5.5 geglétteten Parametersets Bl erzeugt worden sind. Die analytisch
berechneten Momente des Niederschlagsmengenprozesses sind ebendort bereits mit
den korrespondierenden empirischen Schitzern verglichen worden.

In diesem Abschnitt sind die in Kapitel 5.(2.2) als Set F bezeichneten Momente des
Niederschlagsmengenprozesses fiir jeden Monat aus den simulierten Daten unter der
Annahme berechnet worden, ein Monat sei eine homogene Periode. Diese Momente
werden mit den empirischen, aus dem Stuttgarter Datensatz berechneten verglichen.
Alle der betrachteten Momente werden sehr gut reproduziert. Dabei weisen ledig-
lich die Varianzen (%) Variationen auf, wenn sie aus unterschiedlichen, jeweils 100
Jahre umfassenden Sets separat berechnet werden. Die tibrigen Momente weisen nur
geringe Variation von Set zu Set auf.

Die bemerkenswerten Unterschiede zu den in Abschnitt 5.5 analytisch fiir jede 30-
Tages-Periode eines Jahres berechneten Momente zeigen, dafl das saisonale Neyman—
Scott—Modell andere Figenschaften besitzt als das Stationaritét zugrunde legende
Modell. Sie verdeutlichen damit auch, dafi die aufgezeigten saisonalen Schwankun-
gen des Modelles stark geglattet werden, wenn mit dem saisonalen Modell simulierte
Daten unter der Annahme eines stiickweise stationdren Prozesses analysiert werden.
Die Mittel der Monatsniederschlége und des Jahresniederschlages sind unter dem
Modell wesentlich zu grof, der mittlere Jahresniederschlag beispielsweise um 20%.
Wird fiir eine Anwendung Wert auf die korrekte Wiedergabe dieser Figenschaften
gelegt, sollte also ein anderes Modell gewahlt werden, etwa das in Kapitel 4 ange-
pafite Markovkettenmodell.

In einer Extremwertanalyse sind die 1-, 6— und 24-Stunden—Extrema auf Jahres—
und auf Monatsbasis betrachtet worden. Die 98%— und 99%-Quantile der 1-Stun-
den—-Extrema sind deutlich zu klein. Fiir die 6— und 24-Stunden—Niederschldge wer-
den sie angemessen wiedergegeben, auch wenn die tatséchliche saisonale Variation
nicht exakt reproduziert wird. Die Verteilung der simulierten Maxima 1a8t sich durch
eine Lognormalverteilung beschreiben. Die auf monatlicher Basis analysierten 6-
und 24-Stunden—Maxima kénnen ebenfalls durch Lognormalverteilungen beschrie-
ben werden, deren Skalenparameter p sich im Jahresverlauf geméaf einer Fourier-
summe verandert, wahrend der Formparameter o konstant ist.

Die Niederschlagsmengen in nassen Stunden sind unter dem Neyman—Scott—Modell
im Mittel deutlich zu grofi. Die grofien Quantile wie ()(0.99) werden wiederum ak-
zeptabel wiedergegeben, was die passable Performance des Modelles in der Extrem-
wertanalyse erkldrt. Hier liegt eine Schwéche des angepafiten Modelles, denn gerade
eine detaillierte Beschreibung der Niederschlagsmengen in nassen Stunden — und
nicht nur der Mittelwerte — ist ein nicht zu vernachléssigender Anspruch an ein
Modell fiir stiindlichen Niederschlag.

Abschlieflend haben wir in diesem Kapitel die zeitliche Verteilung der Niederschlége
unter dem Modell mit der beobachteten verglichen. Die Ubereinstimmung ist be-
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merkenswert gut, und zwar sowohl in bezug auf die Langen trockener und nasser
Runs wie auch in bezug auf die mittlere Anzahl nasser Stunden an nassen Tagen.
Diese Aussagen treffen auf Jahresbasis wie auch auf monatlicher Basis zu.

Zusammenfassend folgern wir, dafl das angepafite Neyman—Scott—Modell zwar kein
perfektes Modell des beobachteten Niederschlagsprozesses ist — insbesondere der zu
grofle Jahresniederschlag ist ein ernsthaftes Manko, ebenso die zu kleinen extremen
Quantile der Verteilung der h-Stunden—Niederschlagsmengen —, daf} es aber ins-
gesamt dennoch verléfliche Aussagen tiber die Struktur des Niederschlagsprozesses
ermoglicht.



Kapitel 7
Zusammenfassung und Ausblicke

Das Ziel dieser Arbeit bestand in der Beschreibung stiindlicher Niederschlagsdaten
durch ein verallgemeinertes Neyman—Scott—Clustermodell, dessen Modellparameter
stetige Funktionen der Zeit sind, so dafl dadurch Saisonschwankungen in den Daten
erklart werden koénnen.

Nach einem Uberblick iiber gingige Modelle zur Beschreibung von Niederschlag ist
an die zu taglichem Niederschlag aggregierten Messungen erfolgreich ein Markov-
kettenmodell mit weibullverteilten Niederschlagsmengen an nassen Tagen angepaf}t
worden. Das Modell erklart Saisonschwankungen und kann sowohl taglichen Nieder-
schlag als auch die Verteilung der Monats- und Jahresniederschlage korrekt repro-
duzieren.

Anschlieflend ist an die stiindlichen Niederschlagsmessungen ein saisonales Neyman—
Scott—Clustermodell angepafit worden. Die Anpassung basierte auf einer Kombina-
tion eines Kleinste-Quadrate-Ansatzes mit der Methode der Momente. Die damit
geschatzten Werte der Modellparameter hingen in starkem Mafle von den in der
Minimierung verwendeten Momenten ab und, da die Zielfunktion nicht konkav war,
in gleichem Ausmafe von den Startwerten der Minimierungsroutine. Die sich an-
schlieende Glattung der Werte der Modellparameter durch Fouriersummen war
arbeitsintensiv, weil die Schétzer zundchst um einzelne Ausreifler bereinigt und ge-
eignete Fourierfrequenzen ausgewdhlt werden mufiten. Diese beiden Schritte mufiten
sorgsam erfolgen und lieflen sich nicht automatisieren. Aus diesen beiden Griinden
erwies sich die Modellanpassung als schwierig und nicht im mindesten als so einfach,
wie es die gingige Literatur vermuten lief3.

Wie bereits erwahnt, reproduziert das angepafite Modell die Saisonschwankungen
der Momente des Niederschlagsmengenprozesses mindestens akzeptabel, zum Teil
sehr gut und erklart auch deren Verhalten in Abhéngigkeit von der Lénge des Ag-
gregationsintervalles.

Auf stiindlicher Basis werden das Mittel der A-Stunden—Niederschlagsmenge an-
gemessen, deren Varianzen gut und die Lag(1)-Autokorrelationen sehr gut repro-
duziert. Die Ubergangswahrscheinlichkeiten nasser h-Stunden-Intervalle sind unter
dem Modell zu grof. Die Ubergangswahrscheinlichkeiten und die Wahrscheinlichkei-

ten trockener ~A-Stunden-Intervalle werden angemessen wiedergegeben. Insbesondere
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werden die Saisonschwankungen der Momente zufriedenstellend reproduziert.

Auf monatlicher Basis werden diese Momente samtlich sehr gut wiedergegeben. Der
mittlere Jahresniederschlag ist unter dem Modell um 20% zu grofi. Sollte also eine
Anwendung eine exakte Wiedergabe der Eigenschaften desselben erfordern, so miifite
ein anderes Modell gewéhlt werden, beispielsweise eines, das nur auf Jahresdaten ba-
siert. Ebenso ist die Wiedergabe der Verteilung der Niederschlagsmengen in nassen
Stunden nicht korrekt. Unter dem Modell ist deren Mittel zu grofl und die Vertei-
lung nicht geniigend rechtsschief. Die Verteilung der 1-Stunden-Extrema ist unter
dem Modell ebenfalls nicht geniigend rechtsschief, die der der 6— und 24-Stunden—
Extrema wird hingegen adédquat beschrieben. Weiterhin beschreibt das Modell die
Verteilung der Runldngen und die Anzahl der nassen Stunden an nassen Tagen kor-
rekt. Detailliert werden die Stéarken und Schwiéchen des Modelles in den Abschnitten
5.5 und 6.7 genannt.

Dieses Modell bietet unterschiedliche Ansatzpunkte fiir zukiinftige Forschungsarbeit.
Als Erweiterung des Modelles ist an andere Zellformen zu denken, um die Wieder-
gabe der Niederschlagsmengen in nassen Stunden zu verbessern. Hier bietet sich
zum einen an, den Parameter £ der Verteilung der Niederschlagsmengen mit einem
weiflen Rauschen zu iiberlagern. Zum anderen kénnten dreieckige Zellen untersucht
werden, mit denen die hdufig zu beobachtende erst zunehmende, dann wieder ab-
nehmende Intensitdt von Regenschauern erklért werden kénnte. Die Zellen kénnten
als gleichschenklige Dreiecke konstruiert werden, deren Kantenlange zufallig ist.

Aus mathematischem Interesse wiren die theoretischen Eigenschaften des nicht-
stationaren Modelles zu untersuchen, insbesondere die Momente erster und zweiter
Ordnung des Mengenprozesses. Aufgrund der Komplexitat des Modelles diirfte das
aber ein aufwendiges Unterfangen sein. Fiir Anwendungen lassen sich diese wie auch
andere, fiir spezielle Anwendungen relevante Eigenschaften leicht mit Monte—Carlo—
Simulationsmethoden aus einmal geschatzten Modellparametern bestimmen. Damit
ist mit diesem Modell insgesamt eine Erklarung der Saisonschwankungen in den
analysierten stiindlichen Niederschlagsmessungen gelungen.
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Anhang A

Die Rohdaten

Der Datensatz wird unter anderem mit Cusum-Charts auf Homogenitét tiberpriift,
wie in Kapitel 3 beschrieben. Dort sind Cusum-Charts der Jahresniederschlagsmenge
und -dauer gegeben. Zur weiteren Uberpriifung des Datensatzes sind Cusum-Charts
der Niederschlagsmenge und der mittlere Ereignismenge pro Monat wahrend des
Beobachtungszeitraumes 1964 - 1990 erstellt worden.

Konstruktion eines Cusum Charts

Cusum Charts (CHATFIELD [1978, S. 306 ff.]) sind eine graphische Methode aus dem
Bereich der statistischen Qualititskontrolle zur Uberpriifung, ob sich ein Prozef,
z.B. die Temperatur wahrend eines industriellen Fertigungsprozesses, im zulassigen
Bereich befindet oder ob Verdnderungen des Prozesses auftreten, die ein Eingreifen
erfordern, z.B. ein Abschalten des Prozesses.

Mit Cusum Charts 1&8t sich ebenso iiberpriifen, ob ein Datensatz homogen ist.
Wiirde beispielsweise ein neuer, windgeschiitzterer Standort eines Niederschlags-
mefgerétes zu signifikant hoheren Jahresniederschlégen fithren, wire diese Verdnde-
rung in einem Cusum Chart sichtbar. In diesem Fall miifiten die Daten nachtraglich
bereinigt oder der Datensatz miifite in zwei homogene Perioden unterteilt werden.

In einem Cusum Chart werden die kumulativen, standardisierten Abweichungen U,
nach oben und L, nach unten von einem Zielwert 7, abgetragen, die bei Realisa-
tionen z,, einer Zufallsvariablen X, beobachtet werden. Es sind:

U, = max(0,(z, —0.5) 4+ U,—1), L, =max(0,(—z,—0.5)+ L,—1),

wobei z, = (¢, — Z,)/o ,n = 1,...,N. Bei uns sind 7, = SN a,/n und o
die Standardabweichung s(x) der Stichprobe. Die in den Graphiken eingezeichneten
Entscheidungsgrenzen UDE und LDE verlaufen bei £5s5(z). Eine Uberschreitung
der Intervallgrenzen bedeutet eine signifikante Verdnderung des Prozesses bzw. eine
Inhomogenitét der Daten. Bei uns ist x, beispielsweise der Niederschlag in einem
bestimmten Monat, z.B. Januar, des Jahres n. Die Cusum Charts in der vorliegenden
Arbeit sind mit den S-PLUS-Befehlen qcc, cusum und der Option xbar erstellt
worden.
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In keinem Monat wird eine der Entscheidungsgrenzen gekreuzt, so daf} es
Hinweis auf Inhomogenitiaten in den Daten gibt.
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Anhang B

Taglicher Niederschlag

1 Der Ereignisprozef}

Die partielle Autokorrelationsfunktion der beobachteten Serie trockener und nasser
Tage 1aBt vermuten, dafl eine Markovkette erster oder zweiter Ordnung zur Be-
schreibung des Ereignisprozesses adédquat ist. Um die Entscheidung fiir eines dieser
Modelle eindeutig mit dem AIC zu treffen und die Auswirkung einer niedrigeren
oder héheren Ordnung besser beurteilen zu kénnen, werden auch ein Modell mit
unabhéngigen Ereignissen und eine Markovkette 3. Ordnung angepafit. Aus dem
Ereignisprozef} tédglichen Regens werden die Parameter dieser Modelle geschétzt und
durch Fouriersummen geglattet.

Wie in Kapitel 4.1 beschrieben, werden die Logits der Ubergangswahrscheinlichkei-
ten m = m; der Markovketten durch Fouriersummen approximiert:

L
logit(w(t)) ~ Ro+Y_ R cos(wit +0;), w; =2mj/T t=1...,7 =365 .

i=1

Es liegen also verallgemeinerte lineare Modelle vor. Das Anpassen von p Fourierfre-
quenzen fithrt zu 2p+1 Parametern. Zwischen Modellen M, und M, mit Frequenzen
wj,g=1,...,gbzw. 3 =1,...,p, ¢ < p, und Deviancen Dy,4q bzw. Dy,y; wird mit
Hilfe der Deviance-Differenzen Dy, q1 — Dgpiq ausgewdhlt. Beschreiben beide Mo-
delle die Beobachtungen angemessen, so gilt approximativ Dyg1 — Dapy1 ~ X35,_o,-
In Tabelle B.1 werden die Werte der Deviance—Differenzen A von Modellen mit p
und p + 1 Fourierfrequenzen sowie deren Wahrscheinlichkeit (1—p-Wert) unter der
X3 -Verteilung genannt.

(1.1) Parameteranzahl der Markovkettenmodelle.
Zur Auswahl der Ordnung der Markovkette mit dem AIC oder dem BIC bendtigen
wir die Anzahl der Modellparameter der jeweiligen Markovkette:

Ordnung 01 2 3
Parameteranzahl | 5 8 10 12
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Tabelle B.1: Modellierung der Ubergangswahrscheinlichkeiten

Do — D3 D3 — D5 D5 — D7 D7 — D9 Freq.
() A 38710  15.497 1.848 9.390 |
1— p-Wert 1.000 0.999 0.603 0.991
() A 7.308 2.252 1.771 1057 [
t 1— p-Wert 0.974 0.676 0.587 0.410
o1 (1) A 25.415  10.862 2.052 9.259 |
ol 1— p-Wert 1.000 0.996 0.642 0.990
(1) A 8.976 0.163 1507 1.6296 [
t 1— p-Wert 0.989 0.078 0.529 0.557
ron (1) A 1.652 0.412 1.100 3.303 |
oL 1— p-Wert 0.562 0.186 0.423 0.808
o (1) A 1.310 0.719 0.916 2316 |
Lot 1— p-Wert 0.481 0.302 0.367 0.686
roon (1) A 19.268 9.716 0.234 1571
00t 1— p-Wert 1.000 0.992 0.110 1.000
() A 3.314 0.939 0.316 1933 ]
Hi 1— p-Wert 0.809 0.375 0.146 0.620
1) A 0.300 0.629 2.239 27|,
1ol 1— p-Wert 0.139 0.270 0.682 0.510
ront (D) A 0.860 0.664 2.000 2367 |
Lot 1— p-Wert 0.349 0.282 0.633 0.694
o (1) A 3.885 0.778 5.576 0171 |
oLt 1— p-Wert 0.857 0.322 0.939 0.082
001 (1) A 2.736 1571 0.818 0.122 |
tool 1— p-Wert 0.752 0.544 0.336 0.059
roro01() A 0.549 1.225 0.735 0453 |
0101 1— p-Wert 0.240 0.458 0.308 0.203
roont (1) A 0.811 0.621 1.438 58T |
0011 1— p-Wert 0.333 0.267 0.513 0.939
rooor (1) A 25252  11.376 0.708 15190 [
0001 1— p-Wert 1.000 1.000 0.298 1.000

Die Spalte Freq. nennt die Anzahl der angepafiten Fourierfrequenzen.
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(1.2) Parameterschitzer der Markovkettenmodelle.

Da sich die Werte der Modellauswahlkriterien der Markovketten erster und zwei-
ter Ordnung nur geringfiigig unterscheiden, untersuchen wir in der Modellvalidation
beide Modelle. Die Werte der Parameterschétzer in den Fouriersummenapproxima-
tionen der Ubergangswahrscheinlichkeiten sind:

Ro Rl él Rz 92 Freq.

T 0.2233 0.1362 -1.9480 1
mo1 | -1.0737 0.1719 -0.4140 0.2010 -3.1286 2
m | 04396 0.2469 -2.4213 1
To11 0.2291 0
mT101 -0.4375 0
2

moo1 | -1.2494  0.5014 -0.1315 0.1437  0.9559

2 Die Niederschlagsmengen an nassen Tagen

An die Niederschlagsmengen an nassen Tagen wird eine Verteilung mit der Methode
der Momente unter Verwendung des 1. Momentes und des Variationskoeffizienten
angepaflit. Die Mengeneinheit betrigt stets [Imm].

Wir nehmen an, der erwartete Niederschlag m = m; an nassen Tagen verhalte sich
im Zeitverlauf geméaf einer Fouriersumme mit L. Frequenzen:

L
(2.1) my=Ro+ > Rjcos(wit +6;), t=1,....T.

i=1

Die Parameter R;,0;,5 = 0,..., L, werden durch Anpassen einer Fouriersumme an
die empirischen Mittel m; geschéatzt, die Schatzer seien ri(L).

(2.2) Die Schitzer der Koeffizienten sind:

Ry R, 1 R 0o I3 03
4.208
4.173 | 1.143 -2.860
4.160 | 1.124 -2.862 | 0.339 -0.412
4.159 | 1.129 -2.861 | 0.350 -0.380 | 0.219 -0.176

W — o

Die aus diesen Schétzern resultierende Summen S der Residuenquadrate mit

(2.3) S:i(mt(L)—mt)Q, t=1,...,T

sind:

Freq. 0 1 2 3
S 1377.234  1156.937 1137.667 1132.238

Die Anzahl L der anzupassenden Frequenzen soll ohne Verteilungsannahme aus-
gewahlt werden. Damit kann keines der Modellauswahlkriterien wie das AIC oder
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die Deviance angewendet werden. Durch eine Frequenz wird eine gute Anpassung
erreicht, weitere Frequenzen bewirken nur eine marginale Verbesserung. Der opti-
sche Eindruck wird durch die Summe der Residuenquadrate bestétigt, die bei der
Anpassung einer Frequenz stark abnimmt, beim Anpassen weiterer Frequenzen nur
noch wenig, vergl. Abb. B.1. Wir entscheiden uns also fiir L = 1.

Zur Modellauswahl kénnte auch ein Auswahlkriterium T konstruiert werden, wie
z.B. Die Auswahl kénnte auch formaler auf ein Modellauswahlkriterium YT basiert
werden, z.B.

Y(L)=SQ(L)+2L +1,

wobei S die normierte Residuenquadratsumme

S(L) :ZZ: (1 —~ m"‘(L))Z

=1 my

ist, um den Einflul der Mengeneinheit der Niederschlagsmessungen zu eliminieren.
Beispielsweise wurden die Daten in der Auflésung von [0.1mm)] registriert, wahrend
tiblicherweise die Einheit [lmm] verwendet wird. Gew&hlt wird das Modell mit dem
kleinsten Wert des Kriteriums. Wir erhalten:

L 0 1 2 3 4
T | 7878 71.90 72.44 7541 76.57

Damit wird ebenfalls L = 1 gewéahlt. Der Variationskoeffizient wird aus (1), ba-
sierend auf 4.(2.5) geschétzt:

(2.4) CV =1.331648 .

Mit der in Kapitel 4.2 genannten Approximation fiir den Formparameter 3 erhalten
wir

(2.5) (3 =0.7561838 .

(2.6) Parameterschitzer der Weibullverteilung
Wir passen eine Weibullverteilung mit zeitabhdngigem Skalenparameter

(1) = he(1)/T(1 +1/8)

mit 1,(1) wie in (2.1) mit den in (2.2) genannten Parametern und konstantem
Formparameter 3 = 0.7561838 an.
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Abbildung B.1: Mittlerer Niederschlag an nassen Tagen

(a) Mittelwert

[mm]
6
[mm]

(c) 2 Frequenzen

[mm]
6
[mm]

0 100 200 300

(b) 1 Frequenz

(d) 3 Frequenzen

0 100 200 300
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Empirische Mittel /; der Niederschlagsmenge an nassen Tagen ¢ und Approximation durch (a)

Mittelwert bzw. durch Fouriersummen mit Freq. (b) w;,j =1, (¢) w;,j=1,2, (d) w;,5 =1,2,3.
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Residuenquadratsumme S (2.3) zwischen Mittelwerten i, und Schitzern . (L) in der saisonalen

Modellierung des bedingten Niederschlagsmittels.
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3 Modellvalidation

Zur Modellvalidation werden 1000 Jahre téglicher Niederschlagsdaten simuliert, wie
in Kapitel 4.3 beschrieben. Die zu den hier aufgefithrten Tabellen gehérenden Gra-
phiken befinden sich in Kapitel 4.4.

Im folgenden bezeichne OBS die Beobachtungen, M1 die mit einer Markovkette 1.
Ordnung und M2 die mit einer Markovkette 2. Ordnung erzeugten Datensitze. Die
Niederschlagsmengen an nassen Tagen wurden jeweils mit einer Weibullverteilung
mit den im vorigen Abschnitt gegebenen Parametern erzeugt, also mit konstantem
Form- und zeitabhéngigem Skalenparameter.

Tabelle B.2: Monats- und Jahresniederschlag

Mittel Standardabweichung
Monat | OBS M1 M2 Monat | OBS M1 M2
Jahr 563.7 565.6 589.4 Jahr 111.0 85.0 86.7
Jan. 33.6 322 323 Jan. 342 169 17.2
Feb. 333 327 341 Feb. 28.7 17.6 18.8
Mirz 333 363 385 Mirz 28.4 20.0 21.8
April 36.8 403  42.0 April 29.6 227 24.1
Mai 42.8 451  46.1 Mai 33.0 26.1 26.5
Juni 484 483  49.0 Juni 35.1 27.8 28.0
Juli 48.8 50.0 51.2 Juli 33.3  28.3 28.7
Aug. 50.6  50.4  52.3 Aug. 33.7 282 288
Sept. 49.8  50.0 52.0 Sept. 325 279 28.6
Okt. 48.3 494 514 Okt. 32.0 276 28.2
Nov. 47.8 483  50.3 Nov. 314 272 279
Dez. 47.0 471 491 Dez. 309 26.8 275

Mittel (links) und Standardabweichung (rechts) des Jahres- und Monatsniederschlages in den Be-
obachtungen sowie den simulierten Daten.
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Tabelle B.3: Anzahl nasser Tage

Mittel Standardabweichung
Monat | OBS M1 M2 Monat | OBS M1 M2
Jahr 134.0 123.1 128.3 Jahr 19.8 11.6 125
Jan. 10.9 9.3 9.7 Jan. 4.3 33 36
Feb. 10.5 8.8 9.3 Feb. 4.3 33 36
Mirz 10.6 9.1 9.7 Mirz 4.3 33 37
April 10.9 9.6 10.0 April 4.4 34 37
Mai 11.5 101 104 Mai 4.3 3.6 3.7
Juni 11.8 104 106 Juni 4.3 3.6 3.7
Juli 11.7 105 108 Juli 4.1 3.6 3.7
Aug. 11.6 105 109 Aug. 4.1 36 3.6
Sept. 114 104 108 Sept. 4.2 35 36
Okt. 11.2 103 10.7 Okt. 4.2 35 36
Nov. 11.2 103 10.7 Nov. 4.2 35 37
Dez. 11.2 103 10.7 Dez. 4.2 35 37

Mittel (links) und Standardabweichung (rechts) der Anzahl nasser Tage im Jahr bzw. pro Monat
in den Beobachtungen sowie den simulierten Daten.

Tabelle B.4: Niederschlag an nassen Tagen

Mittel Standardabweichung
Monat | OBS M1 M2 Monat | OBS M1 M2
Jahr 39 46 46 Jahr 54 5.8 5.9
Jan. 3.1 35 33 Jan. 56 4.1 4.0
Feb. 3.3 40 4.0 Feb. 4.4 49 49
Mirz 3.1 45 45 Mirz 4.3 55 b5
April 4.0 4.8 438 April 53 6.1 6.1
Mai 4.8 52 52 Mai 6.9 6.6 6.6
Juni 56 54 54 Juni 7.1 6.7 6.8
Juli 46 5.3 bH4 Juli 59 6.7 6.6
Aug. 56 5.2 5.3 Aug. 6.7 6.6 6.5
Sept. 46 4.9 5.0 Sept. 52 6.1 6.4
Okt. 36 45 45 Okt. 4.8 56 56
Nov. 3.8 38 39 Nov. 5.1 4.8 48
Dez. 36 34 33 Dez. 5.0 4.1 4.0

Mittel (links) und Standardabweichung (rechts) der Niederschlagsmenge an nassen Tagen in den
Beobachtungen sowie den simulierten Daten.
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Tabelle B.5: Niederschlag an nassen Tagen - QQuantile

50% 5% 90% 95% 98% 99%

OBS 2.2 5.3 10.1 147 21.7 287

Jahr | M1 2.6 5.9 11.2 158 223 279
M2 2.5 5.9 113 16.0 227 28.1

0OBS 1.6 3.5 7.0 9.5 146 184

Jan. | M1 20 45 85 116 16.2 198
M2 1.9 44 81 11.0 15.7 187

0OBS 1.8 44 75 9.3 145 184

Feb. | M1 2.3 5.2 9.8 135 190 234
M2 2.2 5.1 9.9 136 187 23.2

OBS 1.8 4.1 7.1 9.7 122 159
Marz | M1 2.5 5.8 10.8 152 221 27.2
M2 2.5 5.8 11.1 155 219 26.0

OBS 2.2 5.1 9.2 154 225 280
April | M1 2.7 6.2 11.7 163 232 295
M2 27 6.1 119 165 234 29.0

OBS 2.6 6.4 10.7 147 256 37.2

Mai | M1 3.0 6.7 13.0 179 251 31.2
M2 2.9 6.8 129 183 26.0 31.5

0OBS 3.0 7.6 13.6 185 26.7 39.2

Juni | M1 3.0 7.0 131 185 258 329
M2 3.0 6.9 135 19.1 266 325

0OBS 2.6 5.6 105 16.6 258 323

Juli M1 3.0 6.8 13.1 18.6 258 32.1
M2 3.1 7.1 13.0 181 26.0 324

0OBS 3.3 7.8 133 166 21.8 28.1

Aug. | M1 2.9 6.8 12.8 176 252 31.7
M2 3.0 6.8 129 184 258 31.2

0OBS 2.6 6.0 115 146 21.2 232

Sept. | M1 2.8 6.4 121 16.7 23.6 282
M2 2.8 6.4 121 173 24.0 29.7

0OBS 1.8 4.0 8.2 146 20.1 232

Okt. | M1 2.6 5.9 11.0 154 21.7 263
M2 2.5 5.8 11.0 153 222 269

OBS 20 44 9.0 143 205 239

Nov. | M1 22 49 9.3 131 179 218
M2 2.2 5.1 95 135 189 23.0

0OBS 1.8 47 92 116 17.7 234

Dez. | M1 1.9 43 8.2 114 157 19.2
M2 1.9 43 8.1 11.3 158 198
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4 S-PLUS-Routinen

Simulation einer Markovkette 1. Ordnung

Es werden N Jahre mit Tage Tagen taglicher Niederschlagsmessungen einer Mar-
kovkette 1. Ordnung mit der S-PLUS-Routine sim.markov1.fun simuliert. Die Nie-
derschlagsmengen an nassen Tagen sind weibullverteilt. Die Vorgehensweise folgt
Kapitel 4.4. Je m Jahre werden in eine Datei geschrieben. Ist N = Km + R mit
R < m, so werden K Dateien mit den simulierten Daten von m Jahren und eine
Datei mit den simulierten Daten von R Jahren erzeugt. Input sind Vektoren der
Ubergangswahrscheinlichkeiten pww=my1(¢) und pwd=mgy(t), t = 1,..., Tage, sowie
die Parameter der Weibullverteilung, shape und scale. Letzterer muf} ein Vektor
der Lange Tage sein.

sim.markovl.menge.fun <-
function(ll, Tage = 365, pww , pwd , scale, shape, m = 100, pfad )

{

# generate n years with Tage days of a non-stationary two-state-markov-chain
# pww= P(W|W), pwd=P(W|D)

# weibull distributed rainfall depths with scale=scale (time-dependent) and
# shape=shape(constant)

if(length(pww) !'= Tage) {
cat("Falsche Spaltenanzahl! \n')
break

}

K<-0%%mn

R<- 0 %% m

# generate output file names
nummer <- seq(1:(K + 1))
datei <- paste("markl_'", nummer, ".txt'", sep = "")
datei <- paste(pfad, datei, sep = "'")

# compute start distribution on first day: delta =(P(D),P(W))
delta <- c(1 - pww[1], pwd[1]1)/(1 - pww[1] + pwd[1])
starttag <- ifelse(runif(1) < deltal2], 1, 0)
if (0 >=m) {

# generate files k=1, ... ,K

for(k in 1:K) {

# generate rainfall occurrences in years 1, .., K¥m

rain <- rep(0, times = m * Tage)

# special case: first day in first year

if(k == 1) {
rain[1] <- starttag

¥
else {
if(starttag == 1)
rain[1] <- ifelse(runif(1) <= pww[1], 1, 0)
else rain[1] <- ifelse(runif(1) <= pwd[1], 1, 0)
¥

# generate all following days i=2, 3,
for(i in 2:(m * Tage)) {
j <~ ifelse((i %% Tage) '= 0, i %% Tage, Tage)
if(rain[i - 1] == 1) {
if(runif(1) < pww[jl)
rain[i] <- 1
¥
if(rain[i - 1] == 0) {
if(runif(1) < pwd[jl)
rain[i] <- 1

}
# Ende i-Schleife
# save state on last day in year K*m
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starttag <- rain[m * Tagel
rain <- matrix(rain, ncol = Tage, byrow = T)
# generate rainfall depths
w <- apply(rain, 2, sum) # number of wet days
for(i in 1:Tage) {
rain[, i][rain[, i] == 1] <- round(rweibull(Ww[i],
shape=shape,scale=scale[i]),1)

¥
rain[rain < 0.2] <- 0 # rainfall threshold
write.table(rain,file=dateilk],sep ="",dimn=F,append = F)

cat("Schreibe Datei ", k, "\n")
} # end k-loop
} # end if (I>=m)
# generate last R years
if (R = 0) {
rain <- rep(0, times = R * Tage) # generate rainfall occurrences
if(starttag == 1) # first day
rain[1] <- ifelse(runif(1) <= pww[1], 1, 0)
else rain[1] <- ifelse(runif(1) <= pwd[1], 1, 0)
for(i in 2:(R * Tage)) { # following days
j <- ifelse({(i %% Tage) !'= 0, i %% Tage, Tage)
if(rain[i - 1] == 1) {
if(runif(1) < pww[jl)
rain[i] <- 1
}
if(rain[i - 1] == 0) {
if(runif(1) < pwd[jl)
rain[i] <- 1
}
}
rain <- matrix(rain, ncol = Tage, byrow = T)
# generate rainfall deoths on wet days

if (R == 1) {
Nw <- sum(rain == 1)
rain[rain == 1] <- round(rweibull (w,shape=shape,
scale=scale),1)
}
else {

w <- apply(rain, 2, sum)
for(i in 1:Tage) {
rain[, i]J[rain[, i] == 1] <- round(rweibull(Ww[il,
shape = shape, scale = scale[il), 0)

¥
¥
rain[rain < 0.2] <- 0
write.table(rain, file = dateil[K + 1], sep = " ", dimn = F, append = F)
¥
# Ende if(R>0)

}

Simulation einer Markovkette 2. Ordnung

192

Die Simulation von N Jahren téglicher Niederschlagsmessungen gemafl einer Mar-
kovkette 2. Ordnung erfolgt mit der S-PLUS-Routine sim.mark2.menge.fun. Die
Berechnung der Gleichgewichtswahrscheinlichkeiten der Markovkette 2. Ordnung ge-
schieht in der S-PLUS-Funktion markov2.eq.fun. Die Vorgehensweise folgt Kapitel

4.4.

Gleichgewichtswahrscheinlichkeiten

Die Gleichgewichtswahrscheinlichkeiten einer nichtstationdren Markovkette 2. Ord-
nung mit 2 Zustdnden fiir Tag ¢ = 1 werden unter der Annahme bestimmt, die
Ubergangswahrscheinlichkeiten von Tag ¢ = 365 zu Tag ¢ = 1 seien konstant. In-
put der Funktion markov2.eq.fun sind die Ubergangswahrscheinlichkeiten pwww =
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mi1(t), pwwd = mo11(t), pwdw = mi01(¢), pwdd = moo1(¢). Ausgegeben wird 67 =
(P(00)7 P(10)7 P(01)7 P(ll)) mlt P(”) = P(}/t = (Z,])) = P(Zt = i,Zt+1 = ])

markov2.eq.fun <- function(pwww , pwwd, pwdw, pwdd )
{
# Compute the equilibrium probabilities of a two-state second-order markov chain
# transition probabilities:
# pwww=P(W|WW), pwwd =P(W|WD), pwwd=P(W|WD), pwdw=P(W|DW), pwdd=P(W|D),
delta <- rep(0, times = 4) # equilibrium prob of Y=(Z_T, Z_1)
# transition matrix of Y
P <- matrix(c(1 - pwdd, O, pwdd, O, 1 - pwdw, O, pwdw, O, O, 1 - pwwd,
0, pwwd, O, 1 - pwww, O, pwww), nrow = 4, ncol = 4, byrow = T)
pl <- 1 - P[1, 1]
p2 <- pl - P[2, 2] - P[1, 11 * P[2, 2] + P[1, 2] = P[2, 1]
del2.3 <- P[3, 2] * pi + P[1, 2] * P[3, 1]
del2.4 <- P[4, 2] * pi + P[1, 2] * P[4, 1]
D3.zaehler <- (P[2, 3] * p1 + P[1, 3] * P[2, 1]) *
(P[4, 21 * pi + P[1, 2] * P[4, 11) +
P[4, 3] * pi * p2
D3.nenner <- p1 * p2 * (1 - P[3, 3]) - (P[2, 3] * p1 + P[1, 3] * P[2, 1]) *
(P[3, 21 * p1 + P[1, 21 * P[3, 11)
D3 <- D3.zaehler/D3.nenner
D2.3 <- P[3, 2] * p1 + P[1, 2] * P[3, 1]
D2.4 <- P[4, 2] = p1 + P[1, 2] = P[4, 1]
D1.2 <- P[2, 11/p1
D1.3 <- P[3, 11/p1
D1.4 <- P[4, 11/p1
D4 <- 1 + D3 % (1 + (D2.3 * (L + D1.2))/p2 + D1.3) +
(D2.4 * (1 + D1.2))/p2 + D1.4
deltal4] <- D4"-1
deltal[3] <- D3 #* deltal4]
deltal[2] <- (deltal[3] * D2.3 + delta[4] * D2.4)/p2
deltal1] <- sum((P[-1, 1] * deltal-1]1)/p1)
names(delta) <- c("PDD", "PWD", "PDW'", "PWW'")
prob.x <- c(deltal[1] + delta[2], deltal[3] + deltal[4])
# equilibrium prob of X P(X=0), P(X=1)
names (prob.x) <- NULL
names(delta) <- NULL
ergebnis <- 1list(PDD = deltal[1], PWD = delta[2], PDW = delta[3],
PWW = delta[4], PD = prob.x[1], PW = prob.x[2])
return(ergebnis)

Simulation des Ereignisprozesses und der Mengen

Es werden N Jahre mit einer Anzahl Tage an Tagen simuliert. Input sind die Vektoren
der Ubergangswahrscheinlichkeiten, aus denen auch die bendtigten Startwahrschein-
lichkeiten berechnet werden. Je m simulierte Jahre werden in eine Datei geschrieben.
Bet N = K -m+ R mit R < m miissen K + 1 Dateien angelegt werden, deren Da-
teinamen mark2;.txt mit £ =1,..., K + 1 sind. Zunédchst wird der Ereignisprozef}
in den Jahren k = 1,... K -m simuliert, dann die Niederschlagsmenge an den nassen
Tagen. Die Niederschlagsmengen an nassen Tagen sind weibullverteilt mit Formpa-
rameter shape und Skalenparameter scale, wobei scale ein Vektor der Lange Tage
sein muf}. Die Mengeneinheit der simulierten Daten ist [Imm)].

sim.mark2.menge.fun <-

function(ll = 1000, Tage = 365, pwww, pwwd, pwdw, pwdd, scale, shape, m = 100, pfad)
{

## generate N years with Tage days of a non-stationary two-state-second-order

## markov-chain

## pwww= P(W|WW), pwdw=P(W|DW) ,pwwd=P(W|WD),pwdd=P(W|DD),

## equilibrium prob’s: PDW=P(Y(t-1)=D,Y(t)=W)
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## depths on wet days: Weibull-distributed, shape=shape(constant),
## scale=scale(time dependent)
K <- 0 %/% m # K+1: number of files to generate
R<- 0 %% m # R: number of years in last file
# generate file names
nummer <- seq(1:(K + 1))
datei <- paste("mark2_'", nummer, ".txt', sep = "")
datei <- paste(pfad, datei, sep = "'")
rain <- rep(0, times = N * Tage) # vector of occurrences
# calculate start distribution
prob.eq <- markov2.eq.fun(pwww, pwwd, pwdw, pwdd)
# generate rainfall occurrences
# generate days 1 and 2 in first year
if (runif (1) <= prob.eq$PW) {
tagl <- 1
prob <- prob.eq$PWW/prob.eq$PW

}
else {

tagl <- 0

prob <- prob.eq$PDW/prob.eq$PD
}

tag2 <- ifelse(runif(1) <= prob, 1, 0)
for(k in 1:K) {
# generate files 1 to K
# special case: days 1 and 2
if(k == 1) { # first year
rain[1] <- tagl
rain[2] <- tag2
¥
else { # next years
if(tag2 == 1) {
# tag2: Tag 365; tagl: Tag 364 Vorjahr,
if(tagl == 1) rain[1] <- ifelse(runif(1) <= pwww[1], 1, 0)
else rain[1] <- ifelse(runif(1) <= pwwd[1], 1, 0)
if(rain[1] == 1)
rain[2] <- ifelse(runif(1) <= pwww[2], 1, 0)
else rain[2] <- ifelse(runif(1) <= pwdw[2], 1, O)

¥

else {
if(tagl == 1) rain[1] <- ifelse(runif(1) <= pwdw[1], 1, 0)
else rain[1] <- ifelse(runif(1) <= pwdd[1], 1, O)
if(rain[1] == 1) rain[2] <- ifelse(runif(1) <= pwwd[2], 1, 0)
else rain[2] <- ifelse(runif(1) <= pwdd[2], 1, O)

¥

¥
# generate all following days i=3,4,
for(i in 3:(m * Tage)) {
j <~ ifelse((i %% Tage) == 0, Tage, i %% Tage)
if(rain[i - 2] == 1) {
if(rain[i - 1] == 1)
rain[i] <- ifelse(runif(1) <= pwww[jl, 1, 0)
else rain[i] <- ifelse(runif(1) <= pwdw[jl, 1, 0)
¥
else { # rain[i-2]==
if(rain[i - 1] == 1) rain[i] <- ifelse(runif(1) <= pwwd[jl, 1, 0)
else rain[i] <- ifelse(runif(1) <= pwdd[jl, 1, O)

}
tagl <- rain[m * Tage - 1] # save states on days T-1, T for next year
tag2 <- rain[m * Tagel
rain <- matrix(rain, ncol = Tage, byrow = T)
# generate rainfall depths on wet days

w <- apply(rain, 2, sum) # number of wet days
for(i in 1:Tage) {
rain[, i][rain[, i] == 1] <- round(
rweibull(Tagew[i], shape = shape, scale = scale[i]), 1)
¥
rain[rain < 0.2] <- 0 # rainfall threshold used in observations
write.table(rain, file = dateil[k], sep = " ", dimn = F, append = F)

cat("Schreibe Datei ", k, "\n")
} # end of k-loop
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# generate last file
if (R = 0) {
rain <- rep(0, times = R * Tage)
# special case: days 1 and 2
if(tag2 == 1) {
if(tagl == 1)
rain[1] <- ifelse(runif(1) <= pwww[1], 1, 0)
else rain[1] <- ifelse(runif(1) <= pwwd[1], 1, 0)
if(rain[1] == 1)
rain[2] <- ifelse(runif(1) <= pwww[2], 1, 0)
else rain[2] <- ifelse(runif(1) <= pwdw[2], 1, 0)

¥
else {
if(tagl == 1) rain[1] <- ifelse(runif(1) <= pwdw[1], 1, 0)
else rain[1] <- ifelse(runif(1) <= pwdd[1], 1, 0)
if(rain[1] == 1) rain[2] <- ifelse(runif(1) <= pwwd[2], 1, 0)
else rain[2] <- ifelse(runif(1) <= pwdd[2], 1, 0)
¥

# generate following days i=3,4 ..
for(i in 3:(R * Tage)) {
j <~ ifelse((i %% Tage) == 0, Tage, i %% Tage)
if(rain[i - 2] == 1) {
if(rain[i - 1] == 1)
rain[i] <- ifelse(runif(1) <= pwww[jl, 1, 0)
else rain[i] <- ifelse(runif(1) <= pwdw[jl, 1, O)
¥
else { # rain[i-2]==
if(rain[i - 1] == 1)
rain[i] <- ifelse(runif(1) <= pwwd[j]l, 1, 0)
else rain[i] <- ifelse(runif(1) <= pwdd[jl, 1, 0)

}
rain <- matrix(rain, ncol = Tage, byrow = T)
# generate rainfall depths on wet days
Hw <- apply(rain, 2, sum) # number of wet days
if(R == 1) {
# special case: last file contains one line
Iw <- sum(rain)

rain[rain == 1] <- round(rweibull(Nw,shape=shape,scale=scale), 1)
¥
else {

for(i in 1:Tage) {

rain[, iJ[rain[, i] == 1] <- round(
rweibull (Ww[i],shape=shape,scale=scale[i]), 1)

¥

¥

rain[rain < 0.2] <- 0

write.table(rain, file = dateil[K + 1], sep = " ", dimn = F, append = F)

}t end if(R>0)
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Anhang C

Das Neyman—Scott—Modell

1 Modellanpassung

Die Anpassung des saisonalen Neyman-Scott-Modelles erfolgt mit der Methode der
kleinsten Quadrate fiir alle 30 Tage umfassenden Perioden eines Jahres, die im
Abstand von sechs Stunden beginnen. Die Modellanpassung geschieht mit dem
C-Programm zykfit, das nachfolgend beschrieben wird. Zunéachst wird der Pro-
grammablauf im Uberblick beschrieben, bevor die verwendeten Unterroutinen im
einzelnen beschrieben werden.

Minimiert wird die Summe S der Residuenquadrate,
m N 2
S = Z w; (1 — LZ) 5
=1

wobei f; = fi(A v, 5,1,&) Momente des aggregierten Niederschlagsprozesses, z.B.
Var(Yi(h))), ﬁ die entsprechenden, aus Beobachtungen geschétzten Werte dieser Ei-
genschaften und w; Gewichtungsfaktoren sind. Die f; sind Funktionen der Modell-
parameter ¢ := (A, v, 8,1, §), damit ist S = S(A, v, 3,1, ). Das Modell wird fiir jede
der 30 Tage umfassenden, im Abstand von sechs Stunden beginnenden Perioden P,
mit Start in Stunde ¢,¢ = 1,...,1460, angepafit. Die Summe der Residuenquadrate
in Periode ¢ ist damit:

(1.1) S, = éw (1 - ?"‘)2

it

Zur Modellanpassung werden nur einige Momente des aggregierten Niederschlags-
prozesses verwendet, deren Auswahl in Kapitel 5.3 beschrieben ist. Unterschiedliche
Sets an Momenten fithren zu unterschiedlichen Versionen von zykfit. Zur Uber-
priifung der Modellanpassung werden fiir jede Periode ¢ die Momente F; des Men-
genprozesses unter dem Modell berechnet,
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Froi= (1), 3(1), 3(3),3¢(6), 3e(12), 3¢(24),
pr(L,1), pe(3,1), £4(6,1), pe(12,1), pe(24, 1),
S (1), dwwa(3), dww(6), dww(12), dww(24),
Spp.(24), 4(24)}

Die damit berechnete Residuenquadratsumme sei S, die Gewichte sind w, = 10,
w; = 1 sonst.

Die Minimierung der Residuenquadratsumme 5; erfolgt fiir jede Periode ¢ numerisch
mit der Downhill-Simplex-Methode von Nelder und Mead, einem mehrdimensiona-
len Verfahren zur Minimierung von Funktionen f: IR* — IR, das die Zielfunktion
f nur fir @ € IR" auswertet und ohne Ableitungen auskommt. Das Verfahren ist
ausfithrlich in PRESS et al. [1992] beschrieben, deren Numerical Recipes die Mi-
nimierungsroutinen amoeba und amotry entnommen und leicht verdndert worden
sind. Als Startwerte werden (n + 1) Punkte E; € IR", die ein nichtentartetes Sim-
plex E := (Fy,..., E,41) bilden, bendtigt. Das Simplex E wird mittels Spiegelungen,
Streckungen und mehrdimensionaler Kontraktionen im I[R" bewegt, bis es sich um
einem Punkt mit minimaler Residuenquadratsumme zusammenzieht. Das Abbruchs-
kriterium ist die relative Differenz der Funktionswerte an den Simplexecken. Zurtick-
gegeben wird ein Simplex D = (Dy,..., Dg) mit S(Dy) < S(D;),7=2,...,6.

Wie in Kapitel 5.3 beschrieben, miissen die Modellparameter A\, 5,n,& > 0, v >
1,n > ( erfiillen. Um keine Restriktionen beachten zu miissen, wird in der Minimie-
rungsroutine amoeba mit transformierten Parametern gerechnet, und zwar mit

(1.2) N:=logh, 0:= log(v — 1), G:=logB, 6:=logd, €:=logé,

wobei & = n — . Damit gilt —oo < \,0,3,0,6 < co. Es erwies sich trotzdem als
sinnvoll, in amotry eine Straffunktion einzubauen, die bei zu kleinen Parameterwer-
ten eine grofle Zahl zum Wert der zugehorigen Residuenquadratsumme S addiert.
Diese Logarithmus-Transformation der Parameter betrifft nur die Schrittweite in
der Minimierungsroutine. Zur Berechnung der Momente unter dem Modell und der
Residuenquadratsummen S; und 5} werden die Parameter wieder auf die nichtloga-
rithmische Grolenskala zuriicktransformiert.

Das Hauptprogramm

Zur Anpassung des Modelles an die erste Periode P; wird ein Startsimplex £ =
(Eyy,...,FEi16) € IRP® aus einer Datei simplex.input eingelesen. Fiir nachfolgen-
de Perioden P,, t = 7,...,1460 werden die ausgegebenen Parameter (Zielparameter)
D, vorheriger Perioden s verwendet, so daf

(1-3) b, = (Dt—1,17 Di_gq..., Dt—6,1) .
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Als weitere Inputdaten werden die empirischen Momente M, fiir jede Periode t des
Niederschlagsprozesses aus einer Datei momente. input eingelesen. Sie werden in 5-
PLUS berechnet. Die Ausgabe der Zielparameter D;; und der Momente M, erfolgt
in zwei Dateien parameter.aus und momente.aus.

Minimierung von S;

Zur Minimierung von S; ist eine "Rahmenfunktion’ der eigentlichen Minimierungs-
routine notwendig, in der die Modellparameter logarithmiert, die Werte der Re-
siduenquadratsumme S(F;),: = 1,...,6, an den Simplexecken und folglich auch
die theoretischen Werte der Momente berechnet werden. Dazu dient die Routine
minimierung.

Berechnung der theoretischen Momente des Niederschlagsprozesses

Die Berechnung der zu einer Parameterkombination ¢ := (A, v, 3,1, &) gehorenden
Werte der Momente erfolgt in einer Unterroutine BerechneTheoretischeMomente,
die von minimierung aufgerufen wird. Das zur Berechnung der Wahrscheinlichkeiten
@(h) zu bestimmende Integral

/OOO(1 —pa())dt

vergl. Kapitel 5.1, (1.17), wird numerisch mit der Trapezregel unter Verwendung der
Routinen trapzd und qtrap bestimmt, die ebenfalls den Numerical Recipes (PRESS
et al. [1992]) entnommen sind.
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Lese und
Logarithmiere
Startsimplex F;

Perioden
0<t< 365

nein

Minimiere S;

minimierung

Riickgabe von Dy 1

Berechne Mt

Berechne S’t

Ausgabe von

M, Dy, Se

Perioden
0<t< 365

ja

nein

return

Anpassung eines NSRP-Modells fiir alle 30-Tage-
Perioden
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Routine zyklus

Nachfolgend geben wir den Quellcode der Anpassungsroutine zykfit, der im Dia-
gramm auf Seite 200 dargestellt ist.

Aufruf der Routine:

zykfit empmom.dat simplex.dat dateil.aus datei2.aus

wobei

simplex.dat: Input-Datei, das Startsimplex enthaltend,

dateil.aus: Ausgabedatei der angepafiten Modellparameter,

datei2.aus: Ausgabedatei der Second-Order-Momente unter der ’optimalen’ Para-
meterkombination.

#include <stdio.h>
#include <stdlib.h>
#include <math.h>
#tdefine NRANSI
#include "zyklus.h"

FILE *ausgabe_par; // Zeiger auf das Ausgabe-File der Parameter
FILE *ausgabe_mom; // Zeiger auf das Ausgabe-File der Momente
FILE *moment_dat; // Zeiger auf das File mit den emp. Momenten

// zeitintervalle f. probs

double ZeitProb[ANZ_INTERVALL]={1.0, 2.0, 3.0, 6.0, 12.0, 24.0, 48.0};
// zeitintervalle fuer varianzen

double ZeitVarianz[ANZ_VARIANZ]={1.0, 3.0, 6.0, 12.0, 24.0};

int main(int argc, char *argv[])

{

double Simplex[ANZ_PARAMETER+1][ANZ_PARAMETER]; // Startsimplex
double LogSimplex[ANZ_PARAMETER+1] [ANZ_PARAMETER]; // LogSimplex
double LSimplexKopie[ANZ_PARAMETER+1] [ANZ_PARAMETER]; // Kopie zur Uebergabe an minimierung

int i,j;
int status; // Status nach Dateioeffnen;
int periode; // Zaehlindex ueber die Perioden

momente schaetzer, *pschaetzer;
pschaetzer=§&schaetzer;

// Oeffne Ein-und Ausgabedateien, Einlesen des Startsimplex
status=0effneDateien(argc, argv,Simplex);
if(status==0){

// Logarithmiere Startsimplex: Simplex |--> LogSimplex
LogarithmiereSimplex(Simplex,LogSimplex) ;

fprintf(ausgabe_par,"lam \t mynu \t beta \t delta \t xi \t ResSumFit
\t ResSumEval \n'");
fflush(ausgabe_par) ;

periode=1;

while (!'feof (moment_dat)){
printf("Bearbeite Periode %d\n'", periode);
fflush(stdout) ;

// Einlesen einer Zeile emp. Momente
LeseEmpMom(moment_dat, pschaetzer);

// Erstelle Kopie des Log-Startsimplex
KopiereMatrix(LogSimplex, LSimplexKopie);
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// Minimierung mit gegebenem Log-Startsimplex und emp. Schaetzern
// Ausgabe der optimalen Parameter

fprintf(ausgabe_mom, "%d \t",periode);

fprintf(ausgabe_par, "%d \t",periode);

minimierung(LSimplexKopie, schaetzer);

// Neues Log-Startsimplex konstruieren
// Verwende die letzten Zielkombinationen als neues Log-Startsimplex
for (i=ANZ_PARAMETER ;i>0;i--)
for(j=0; j<ANZ_PARAMETER; j++)
LogSimplex[i][j1=LogSimplex[i-1][j];
for(j=0; j<ANZ_PARAMETER; j++)
LogSimplex[0][j1=LSimplexKopie[0][j];

periode++;
}// Ende while( !feof(emp_dat))

fclose(moment_dat);
fclose(ausgabe_mom) ;
fclose(ausgabe_par) ;

} // Ende if(status==0)

else{

printf("Bitte Richtige Anzahl von Argumenten eingeben\n'");
fflush(stdout) ;

¥
return O;
} // Ende von main

#undef NRANSI

202
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2 Simulation stiindlichen Niederschlages

Die S-PLUS-Funktion simuliere.NSRP.fun setzt die in Kapitel 6.1 beschriebene
Vorgehensweise zur Simulation von J Jahren stiindlicher Niederschlagsmessungen
mit dem saisonalen Neyman-Scott-Modell in einer S-PLUS-Routine um.

Die in Kapitel 5.6 beschriebene Translation und Interpolation der aus Periode ¢
geschitzten Modellparameter ;/A)t wird in der Simulationsroutine mit der Funktion
ShiftParameter.fun vorgenommen. Deshalb wird als Input eine Liste der Lénge 5
iibergeben, deren Komponente k die an Modellparameter k angepafite Fouriersum-
me enthalt (k = 1,2,3,4,5 entsprechend A\,v — 1 (1), 3,6,&). Jede Komponente ist
also eine Liste mit Komponenten Freq, das sind die Indizes j der angepafiten Fre-
quenzen w; und Coef, das sind die zu Frequenz w; gehérenden Koeflizienten in der
Form A; +1¢B; € @', wie sie von der 5-PLUS-Funktion fft zuriickgegeben werden.
Aus Speicherplatzgriinden wird die mit einem Cluster einhergehende Niederschlags-
menge den entsprechenden Stunden sofort zugeordnet; nach Erzeugung eines Jahres
wird die resultierende Datenmatrix als ASCII-Datei gespeichert. Die Simulation wird
als Schleife iiber die zu simulierenden Jahre durchgefithrt. Zunachst werden die Clu-
sterzentren mit dem Befehl rbinom simuliert. Anschlielend werden in einer Schleife
iiber die Stunden eines Jahres fiir jede Stunde, in der ein Clusterzentrum auftritt,
die Zellanzahl und die zugehérigen Zellen erzeugt (Abstand vom Zentrum, Dauer
und Intensitat der Zellen). Dazu werden die Clusterzentren in der Mitte einer Stun-
de angeordnet, dem erwarteten Auftrittszeitpunkt. Der mit dem Cluster verbundene
Niederschlag wird zu stiindlichem Niederschlag aggregiert, wobei der Niederschlag
einer Zelle anteilig auf die von der Zelle berithrten Stunden aufgeteilt wird. Nach
dem Ende eines jeden simulierten Jahres werden die bis dahin erzeugten Nieder-
schlagsmessungen in einer Datei gespeichert. Am Jahreswechsel wird angenommen,
dafB jeder im vorigen Jahr begonnene Cluster spatestens mit Ende des 30-ten Tages
des neuen Jahres inklusive aller zugehorigen Zellen abgeschlossen ist. Jedes simulier-
te Jahr wird in einer separaten Datei im Verzeichnis dir gespeichert. Der Dateiname
ist filenn.txt, wobei nn die Nummer des simulierten Jahres ist.

Als Besonderheit ist in S-PLUS zu beachten, daf} leere Schleifen zu Fehlermeldungen
fiihren und Schleifen riickwérts durchlaufen werden, wenn der Startindex kleiner als
der Endindex ist. Der exakte Algorithmus ist nachfolgend aufgefiihrt.

Simulationsalgorithmus

simuliere .NSRP.fun <-
function(par.list, Year = 1000, file = "sim_", dir = "d:\\temp\\")
{
# simulation of a seasonal Neyman-Scott model
# cluster centers: occurrence in period t is Bernoulli distributed
# par.list: list of length 5.
# component i contains the fourier approximation of parameter i,
# stored as a list with components Freq (frequencies) and
# Coef (coefficients as returned by fft)
# Year = number of years to be generated
# file = first characters of filenames
# dir = directory to store simulated dat in
hour.threshold <- 0.1 # threshold hourly rain
day.threshold <- 0.2 # threshold daily rain



ANHANG C. DAS NEYMAN-SCOTT-MODELL 204

file <- paste(dir, file, 1:Year, ".txt", sep = "") # construct file names

ModParameter <- ShiftParameter.fun(par.list) # shift + calculate all model parameters
lambda <- ModParameter[, 1]

mynu <- ModParameter[, 2]

beta <- ModParameter[, 3]

eta <- ModParameter[, 3] + ModParameter[, 4]

xi <- ModParameter[, 5]

Rain <- rep(0, times = 9480) # hourly rain depths, 24%395 hours
for(year in 1:Year) { # loop over years
cat("Year: ", year, "\n")
write.table(file = dateil[year], " ") # files start with an empty line
Z <- rbinom(8760, 1, lambda) # generate cluster centers
ZStart <- (1:8760)[Z == 1] # hours with cluster centers
for(cluster in ZStart) { # loop over cluster centers

# cluster: hour of cluster center occurrence
# generate cells
CSize <- rpois(1l, mynul[cluster]) + 1 # cluster size
CDistance <- rexp(CSize, beta[cluster]) # distance between cell and center
# starts of cells: place center in the middle of an hour
CStart <- cluster - 0.5 + CDistance
CStartHour <- ifelse(CStart '= round(CStart), ceiling(CStart),
CStart + 1) # hour of cell starts
CLength <- rexp(CSize, eta[CIndex]) # cell lengths

CIntens <- rexp(CSize, xi[CIndex]) # cell intensities

CEnd <- CStart + CLength # time of cell end

CEndHour <- ceiling(CEnd) # hour of end of cells

# aggregate precipitation

for(cell in 1:CSize) { # loop over cells of cluster

# case: start + end of cell in the same hour
if(CStartHour[cell] == CEndHour[cell]) {
Rain[CStartHour[cell]] <- Rain[CStartHour[cell]] +
CIntens[cell] # CLength[cell]
¥
# case: start + end of cell not in the same hour
if(CStartHour[cell] < CEndHour[cell]) {
# first hour of cell
# special case: ceiling(CStart)==CStart e.g. Start at 4:00h
Rain[CStartHour[cell]] <- ifelse(CStart[cell] '= CStartHour[
cell], Rain[CStartHour[cell]l] + CIntens[cell] * (ceiling(
CStart[cell]) - CStart[cell]), Rain[CStartHour[cell]] +
CIntens[celll])
# strictly middle hours of cell
if(CStartHour[cell] < (CEndHour[cell] - 1)) {
for(hour in (CStartHour[cell] + 1):(CEndHour[cell] - 1))
Rain[hour] <- Rain[hour] + CIntens[cell]
¥
# Last hour of cell
Rain[CEndHour[cell]] <- ifelse(CEndHour[cell] !'= CEnd[cell],
Rain[CEndHour[cell]] + CIntens[cell] * (CEnd[cell] - floor(
CEnd[cell])), Rain[CEndHour[cell]] + CIntens[celll])
} # end: if start + end not in the same hour
¥ # end of loop over cells, next cell
¥ # end of loop over clusters, next cluster
# round Rain and observe threshold
RainMatrix <- matrix(round(Rain[1:8760], 0), nrow=365, ncol=24, byrow=T)
RainMatrix[RainMatrix < hour.threshold] <- 0O # threshold hourly rain
Threshold <- apply(RainMatrix,1,sum) # threshold daily rain
Rain[Threshold < day.threshold, ] <- 0
write.table(cbind(1:365, RainMatrix), file = dateilyear], append=T, sep="\t")
dummy .vec <- Rain[8761:9480] # save overlapping rain at end of year
Rain <- rep(0, times = 9480)
Rain[1:720] <- dummy.vec
} # next year

Die Berechnung der Modellparameter und die anschliefende Translation werden, wie
in Kapitel 5.6 beschrieben, mit der Funktion ShiftParameter.fun vorgenommen.
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Berechnung der Parameterwerte aller Stunden

ShiftParameter.fun <- function(par.list)

{
#
#
#
#
#
#

par.list: list of length 5.
component i contains the fourier approximation of parameter i,
stored as a list with components Freq (frequencies) and
Coef (coefficients as returned by fft)
1) calculate parameters for all 24*365 hours of a year
2) shift matrix
timepoints <- seq(1,by=1/6, length=8760)
Fitted.Mat <- matrix(0, nrow=8760, ncol=5)
for(i in 1:5){

}

parameter <- par.list[[i]]

anz.par <- length(parameter$Koef) # number of frequencies used

# calculate parameter values by successively adding fitted frequencies
# loop over frequencies

Fitted <- Mod(parameter$Koef[1]) # mean R_O

for(k in 2:anz.par){

Fitted <- Fitted + Mod(parameter$Koef[k])*
cos(2*pi*timepoints*parameter$Freq[k]/1460 +
Arg(parameter$Koef[k]))

}
Fitted.Mat[,i] <- Fitted

# shift parameter matrix
Fitted.Mat <- rbind(Fitted.Mat[8389:8760,] ,Fitted.Mat[1:8388,])
Fitted.Nat
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3 Algorithmus zum Zihlen der Runliangen

In Kapitel 6.5 wird die bedingte Verteilung der trockenen und der nassen Runs bei
einer gegebenen Startstunde betrachtet. Zum Schétzen der dort definierten Wahr-
scheinlichkeiten P™)(7) und PP)(i) wird die Anzahl der nassen und der trockenen
Runs der Lange 7,0 = 1,...,168,1694, aus stiindlichen Niederschlagsbeobachtungen
mit einem einfachen Z&hlalgorithmus bestimmt. Die Wahrscheinlichkeiten werden
aus den Anzahlen in S-PLUS bestimmt.

Vorausgesetzt werden stiindliche Niederschlagsmessungen, die fiir jedes beobachtete
oder simulierte Jahr in einer eigenen Datei als Matrix mit 365 Zeilen und 25 Spalten
vorliegen, wobei die erste Spalte das Datum enthélt und Spalte ¢ die in Stunde ¢+ — 1
beobachtete Niederschlagsmenge. An das Programm werden der Name der Ausgabe-
datei sowie die Namen der zu bearbeitenden, Niederschlagsmessungen enthaltenden
Dateien iibergeben.

Schritt 1: Initialisierung der Variablen: zaehler = 0 (Laufindex, zahlt die Runléange),
hour, day, monat, jahr = 0 (Laufvariablen),
index (notiert den Zustand trocken oder naf}),
LimitStd (Endstunden der Monate 1,...,12 zum Zuordnen der Runs),
RunWet, RunDry =0 ((12,169)-Matrizen zum Speichern der Anzahl der be-
obachteten Runléngen),
Daten (Vektor der Lange 365, Daten; = Zustand an Tag ¢).
Mit der Anzahl der zu bearbeitenden Dateien ist die Anzahl der zu bearbei-
tenden Jahre Jahr festgelegt.
Offnen der Ausgabedatei.

Schritt 2: Schleife iiber die Jahre jahr =1,..., Jahr.

Schritt 3: Lese die Beobachtungen eines Jahres ein, wandele sie in einen 0-1—
Vektor um (entsprechend dem Zustand trocken /naf} der Stunde, speichere
sie in Daten.

Schritt 4: Setze index = Daten,.

Schritt 5: Lese bis zum ersten neuen Run:
Solange Datenyy,, = index: hour = hour + 1.
Abbruch in der Startstunde eines neuen Runs.

Schritt 5: Initialisiere monat = startmonat gemafl der Abbruchstunde hour, so
daBl Runs dem korrekten Monat zugeordnet werden.

Schritt 6: Schleife tiber die Monate: Solange monat < 12:
Schritt 7: Schleife iiber die Stunden: Solange hour < LimitStd,,ona:

Schritt 8: Setze zaehler = 0, index = Datenpyy, .
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Schritt 9: Lese bis zum Ende des Runs:
Solange Datenypy,, = index: hour = hour + 1, zaehler = zaehler 4 1.

Schritt 10: Bei Abbruch: Ordne die Runlédnge korrekt zu.
Beachte die Fallunterscheidungen:
a) trockener/nasser Run.

b) zaehler < 168, zaehler > 169.
Schritt 11: Nachster Run: Weiter bei Schritt 7.

Schritt 12: Ende der Schleife {iber die Stunden (Schritt 6).

monal = monat + 1.
Schritt 13: Erreichen des Dateiendes (Schritt 2).

Schritt 14: Ausgabe der Zahlmatrizen RunDry und RunW et.
Schlieflen der Ausgabedatei.

Programmende

Der zu diesem Algorithmus gehérende C-Quellcode ist nachfolgend gegeben:

/*
Berechnung der Runlaengen aus stuendlichem Regen fuer jeden Monat k=1,.. , 12
fuer nasse und trockene Runs.

Bearbeitet werden Dateien mit 25 Spalten (Datum + 24 Stunden)

und 365 Zeilen.

Die Runlaengen werden in Klassen von 1 bis KlassenMax =169 eingeteilt
(169=7%24+1 --> ein Run dauert echt laenger als eine Woche)

An das Programm wird uebergeben

1. NHame der Ausgabe-Datei

2. Namen der zu bearbeitenden Dateien
z.B. runs aus.txt ‘cat datei.lst®

Das Ergebnis wird in eine Ausgabe-Datei geschrieben. Es besteht aus 2 Matrizen
(trockene und nasse Runs) mit je 12 Zeilen (fuer jeden Monat eine).
Spalte i enthaelt die Anzahl der i-Runms.

Zaehlt nur Runs, die innerhalb eines Monats beginnen und zaehlt stets bis zum
Ende des Runs.

Indizes von Vektoren der Laenge L laufen von O bis L-1 (C-Konvention)

*/

#include <stdio.h>

#include <stdlib.h>

#include <math.h>

#define NRANSI

#tdefine KlassenMax 169 // 169=7*24+1 > 1 Woche

#define TagMax 24 // Anzahl Eintraege pro Tag: 24 Std

FILE *out_file; // Zeiger auf das Ausgabefile
FILE #in_file; // Zeiger auf das Eingabefile
int main(int argc, char *argv[])

{

// Monatsendstd
int LimitStd[12]1={744,1416,2160,2880,3624,4344,5088,5832,6552,7296,8016,8760} ;
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int jahr,monat,day,hour,i; // Laufvariable

int index; // Index 0-1 = trocken-nass

int zaehler; // Anzahl an Runs

int RunWet[12][KlassenMax]; // Matrix fuer nasse Runs
int RunDry[12][KlassenMax]; // Matrix fuer trockene Runs
double Beob[TagMax]; // Beob. fuer ein Tag

int Daten[365*TagMax]; // Beob. fuer ein Jahr

double Dummy;

char Monate[12][4]={"Jan","Feb","Mar","Apr","May","Jun","Jul","Aug","Sep",

"okt N “Tov" N llDeCII} ;

// Initialisierung
for (monat=0;monat<12;monat++){
for (hour=0;hour<KlassenMax ; hour++){
RunWet [monat] [hour]=(long)0;
RunDry[monat] [hour]=(long)0;

out_file=fopen(argv[i],"w"
printf("0effne %s\n",argv[1]);
fflush(stdout);

// Durchlaufe alle Dateien argv hat indizes O, .. argc-1
for(jahr=2; jahr<argc;jahr++){

in_file=fopen(argv[jahrl,"r"); // Oeffne Datei, argv[i]=ausgabe-datei

printf("0Oeffne %s \n",argv[jahr]);

fflush(stdout);

day=0;

while(!feof(in_file)){ // lese Datei zeilenweise ein

fscanf(in_file,"%1f " ,&Dummy); // 1. Eintrag = Datum ueberlesen
for(hour=0;hour<TagMax ;hour++){ // Stunden 1 - 24 lesen

fscanf(in_file,"%1f " ,&Beob[hour]);
// Beob in 0-1-Vektor umwandeln

Daten[day#*24+hour]= (Beob[hour] >(double)0.0) ? (int)1

¥

day++;
¥
fclose(in_file);

// Runs zaehlen fuer jeden Monat

hour=0; // Initialisierung. BeobVektor beginnt mit Index O

// 1. Monat: zaehlen bis zum 1. Wechsel + achte auf Monatswechsel

index=Daten[hour];
while(Daten[hour] == index)
hour++;

index=Daten[hour]; // index neu setzen, Jetzt: Beginn des 1. Runs.

(int)0 ;

// moeglicher Sonderfall: 1. Monat ist einheitlich (nur 1 oder nur 0)

// Monat zuordnen
if(hour <= LimitStd[0]) monat =0;
for(i=0; i< 10; i++)

if(hour > LimitStd[i] && hour <= LimitStd[i+1]) monat = i+1;

while(monat < 12){

while(hour<LimitStd[monat]){ // Achte auf korrekten Laufbereich

index=Daten[hour];
zaehler=0;
// Durchlaufe einen Run
while(Daten[hour] == index){
zaehler++;
hour++;
} // RunEnde
// Runlaenge zuordnen
if(zaehler<KlassenMax-(int)1){
// MatrixIndizierung beachten: Beginn bei O
if(index==1)
RunWet [monat] [zaehler-(int)1]++;
else

// wet run
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RunDry[monat] [zaehler-(int)1]++;// dry run

} // Ende if duration < 1 week
else { // run duration >= 1 week
if(index==1)
RunWet [monat] [KlassenMax-1]++;
else

// wet run

RunDry[monat] [KlassenMax-1]++;// dry run

} // Ende else duration > 1 week
} // RunZaehler zuordnen beendet, neuer Run

monat++; // hier: hour > LimitStd[monat]. also:

} // Ende while monat < 12, naechste Datei
} // Ende Schleife ueber die Jahre/Dateien

// Ausgabe

fprintf(out_file,"\nlNasse Runs\n\n");

for (monat=0;monat<12;monat++){
fprintf(out_file,"%s \t",Monate[monat]);
for (hour=0;hour<KlassenMax ;hour++)

fprintf(out_file,"%d \t",RunWet[monat] [hour]);

fprintf(out_file,"\n");

¥

fflush(out_file);

fprintf(out_file,"\n\ntrockene Runs\n\n");

for (monat=0;monat<12;monat++){
fprintf(out_file,"%s \t",Monate[monat]);
for (hour=0;hour<KlassenMax ;hour++)

fprintf(out_file,"%d \t",RunDry[monat] [hour]);

fprintf(out_file,"\n");

¥

fflush(out_file);

fclose(out_file);
printf("Schliesse %s\n",argv[1]);
return O;

} // Ende main

#undef NRANSI

neuer Monat
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