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EINLEITUNG 

1 Einleitung 
 

Die Vorhersage und Modellierung des Waldwachstums ist seit jeher durch wechselnde 
Ansprüche und Fragestellungen geprägt. Während die frühe Forschung im Bereich der 
Waldwachstumskunde zumeist das Ziel hatte, Planungsgrundlagen für die ökonomische 
Nachhaltigkeit der Holzerträge bereitzustellen, sind die Zielgrößen der Modellierung 
heute vielfältig. Abgesehen von der unterschiedlichen Motivation der Modellierung liegt 
jedoch allen quantitativen Untersuchungen die Idee zugrunde, aus bestehendem Wissen 
über einen Ausgangszustand und gegebenen Zusammenhängen eine Vorhersage für eine 
zukünftige Veränderung einer bestimmten Zielgröße abzuleiten. Grundsätzlich handelt 
es sich hierbei also um einen Lernprozess, in dem meist deduktiv auf Grundlage eines 
unterstellten Prinzips eine Vorhersage abgeleitet wird. Das zugrunde gelegte Prinzip 
bzw. der als Referenz verwendete Ursache-Wirkung- Zusammenhang wird hierbei durch 
eine bestimmte Modellformulierung vorgegeben, die entweder auf Grundlage von 
empirischen Daten abgeleitet wird (empirische Modelle), oder auf einem gesicherten 
Vorwissen über den Wirkungszusammenhang beruht (Prozessmodelle). Beide Ansätze 
haben dabei bestimmte Vor- und Nachteile.  

Im Bereich der Modellierung der Biomasse von Wäldern, die in den letzten Jahrzehnten 
besonders durch die zunehmende globale Klimaveränderung angetrieben wird, hat die 
empirische Forschung zu einer kaum übersehbaren Fülle von Regressionsmodellen 
geführt, die in unterschiedlichster Formulierung und mathematischer Form vorliegen 
(VALENTINE und MÄKELÄ, 2005). Sie beschreiben die oberirdische trockene Biomasse 
auf Einzelbaumebene in Abhängigkeit einfach zu erfassender Variablen wie dem Brust-
höhendurchmesser (BHD) oder der Baumhöhe. Die trockene Biomasse ermöglicht dann 
im weiteren Aussagen über den Kohlenstoffgehalt. 

Im Gegensatz dazu bauen Prozessmodelle auf biologisch, physikalisch oder hydraulisch 
plausiblen Zusammenhängen niedrigerer Hierarchiestufen auf und fassen diese zu einem 
Erklärungsansatz zusammen. Das Ziel das Zusammenspiel der einzelnen Einflussgrößen 
aufzuklären kann dabei zu einer hohen Komplexität solcher Modelle führen, was ihre 
Handhabbarkeit für praktische Anwendungen einschränkt. Da nur der explizit 
erklärbare Einfluss der verwendeten Messgrößen berücksichtigt wird, haben sich 
Prozessmodelle teilweise als zu unflexibel erwiesen, wenn es darum geht unterschied-
liche standörtliche Bedingungen oder Umweltfaktoren zu berücksichtigen (KRAMER et 
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al., 2002; LEHTONEN, 2005a). Andererseits besteht in der Vereinheitlichung der in 
empirischen Studien verwendeten Modellformulierung auf Grundlage der durch 
Prozessmodelle vorgegebenen biologisch plausiblen Wirkungszusammenhänge, eine 
Möglichkeit zur Generalisierung von Modellierungsansätzen. Bei der Formulierung 
solcher sog. Hybridmodelle (MÄKELÄ et al. 2000, MONSERUD, 2003) wie auch beim 
Vergleich von Prozessmodellen und empirischen Modellen sind jedoch die grund-
sätzlichen Unterschiede der Sichtweise beider Ansätze zu berücksichtigen. Einige 
generelle Aspekte, die sich aus der Verwendung empirischer Einzelbaumdaten ergeben, 
werden bisher jedoch kaum diskutiert.  

Eine andere Form des Lernens besteht in induktiven Ansätzen, die eventuelle Wir-
kungszusammenhänge ignorieren und Entscheidungen oder Prognosen fallbasiert auf 
Grundlage von vorhandenen Beispielen ableiten. Das Lernen aus Beobachtungen ist 
besonders im Bereich der künstlichen Intelligenz und Mustererkennungsverfahren weit 
verbreitet. Die in diesem Forschungsfeld erarbeiteten Grundlagen werden mittlerweile 
in vielen Bereichen angewendet. Beispielsweise stützt sich eine tägliche Vorhersage 
einer Regenwahrscheinlichkeit des Wetterdienstes darauf, wie oft es in einer vergleich-
baren bekannten Wettersituation in der Vergangenheit geregnet hat. Auch die 
Recherche im Internet mit Hilfe einer Suchmaschine oder die Vorhersage von Aktien-
kursen beruhen oftmals auf induktiven Methoden, nicht zuletzt, da die Modellierung 
und Vorhersage mit deduktiven Ansätzen zu komplex wäre. 

Obwohl die Vorhersage einer unbekannten Zielgröße für einzelne Waldbäume theore-
tisch eine prädestinierte Aufgabe für Mustererkennungsverfahren zu sein scheint, ist die 
Anwendung entsprechender Verfahren im Vergleich zu herkömmlichen Modellierungs-
ansätzen bisher wenig verbreitet. In Bezug auf die Schätzung der Biomasse einzelner 
Bäume ist bisher keine konkrete Verwendung instanzenbasierter Verfahren bekannt. 
Dies mag damit zusammenhängen, dass induktive Lernverfahren zwar keine Kenntnis 
über die zugrunde liegenden Wirkungszusammenhänge voraussetzen, für eine effiziente 
Anwendung jedoch eine relativ große Anzahl von bekannten Fallbeispielen erforderlich 
ist. Da destruktive Biomasseuntersuchungen mit einem enormen Zeit- und Kostenauf-
wand verbunden sind, ist die Anzahl untersuchter Bäume in einzelnen Studien 
typischerweise relativ gering. Die Zusammenstellung einer ausreichend großen Basis von 
Fallbeispielen aus verschiedenen Untersuchungen ist daher als Grundvoraussetzung zur 
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Implementierung der hier verwendeten k-Nearest Neighbour (k-NN) Methode anzuse-
hen. 

 

1.1 Hintergrund 

 

Die internationale Gemeinschaft hat auf die Herausforderung des globalen Klima-
wandels mit einer Reihe von Vereinbarungen reagiert. Die UN Klimarahmenkonvention 
(UNFCCC) wurde auf der UN Konferenz 1992 in Rio unterzeichnet und ist 1994 in 
Kraft getreten. Sie setzt Ziele und definiert grundlegende Mechanismen als Vorgaben 
für eine zukünftige globale Klimapolitik und fordert die Unterzeichnerstaaten zur 
Erarbeitung von Grundlagen zur Umsetzung der angestrebten Ziele im Rahmen von 
jährlichen Konferenzen auf (Conferences of the Parties; COPs) (ROSENBAUM et al., 
2004; WGBU, 1998). 

Das Produkt der dritten COP (COP-3) ist das Kyoto Protokoll (1997), das nach der 
Unterzeichnung Russlands am 16.02.2005 in Kraft getreten ist. Im Rahmen der 
Umsetzung der im Kyoto Protokoll definierten Mechanismen zur Reduzierung von 
Treibhausgasen, ist eine Quantifizierung von Kohlenstoffquellen und Senkeneffekten, 
die durch forstwirtschaftliches Handeln beeinflusst werden, notwendig. Hierzu ist eine 
verlässliche Abschätzung der Biomassevorräte in Waldökosystemen und deren Verän-
derungen notwendig, wobei die rechtlich bindenden Vorgaben explizit eine statistisch 
abgesicherte Fehlereinschätzung vorschreiben (BROWN, 1997; 2001; SCHÖNE und 
SCHULTE, 1999; JOOSTEN et al., 2004; ROSENBAUM et al., 2004). 

In Bezug auf die vorhandenen methodischen Grundlagen ergeben sich hierbei einige 
Probleme, die die Wirkungsweise dieses Politikprozesses hemmen. Zwar gibt es eine 
Vielzahl empirischer Biomassestudien in denen Biomassefunktionen abgeleitet wurden, 
die Zielsetzung solcher Untersuchungen war jedoch meist nicht die Quantifizierung von 
Kohlenstoffbilanzen auf regionaler oder gar nationaler Ebene. Beispielsweise umfasst 
der Puplikationszeitraum der in dieser Arbeit verwendeten Daten nahezu 90 Jahre. Die 
meisten Studien hatten dabei zumeist das Ziel, die außer dem Derbholz vorhandenen 
Biomassevorräte und Zuwächse von Wäldern abzuschätzen (Z.B. BURGER, 1925-1953; 
GRUNDNER und SCHWAPPACH, 1952; FIEDLER, 1986, MARKLUND, 1988; HAKKILA, 1989; 
AKÇA und MENCH, 1993; WIRTH et al., 2004).  
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Die ausschließliche Betrachtung des Waldes als Stammholzproduzenten änderte sich 
mit dem Bewusstsein, dass die gesamte organische Produktion von Wäldern zu 
berücksichtigen ist (MALENDE, 1997). Dabei haben die vermehrte Nachfrage nach 
Waldprodukten, die Suche nach erneuerbaren Rohstoffquellen sowie ein gesteigertes 
Interesse für ein intaktes Waldökosystem die Untersuchungen von Waldbiomasse 
vorangetrieben (WHITTAKER et al., 1974; MADWICK, 1976). Weitere Fragestellungen 
waren z.B. die Quantifizierung von Stoffflüssen in ökologischen Studien (z.B. HELLER 
und GÖTTSCHE, 1986; Rademacher, 2002) oder die Herleitung von Allokationsregeln im 
Wachstum von Einzelbäumen (z.B. BASKERVILLE, 1965; BARTELINK, 1998). Mit dem 
aufkommen neuartiger Waldschäden wurden weiterhin verschiedene Studien zur 
Standfestigkeit von Waldbäumen in Abhängigkeit der Biomasseverteilung durchgeführt 
(z.B. NIELSEN, 1990).  

Erst neuere Untersuchungen beschäftigen sich ausdrücklich mit der Biomasseschätzung 
zum Zweck der Kohlenstoffbudgetierung. Die Anzahl dieser meist auf bestimmte 
Baumarten bezogenen Untersuchungen ist weltweit gesehen kaum zu überblicken. Dem-
entsprechend finden sich zumindest für gut untersuchte und wirtschaftlich bedeutende 
Baumarten viele verschiedene, meist allometrische Biomassefunktionen. Die unüber-
sichtliche Vielfalt der vorhandenen Modelle führte dazu, dass zahlreiche Überblicks-
studien zur systematischen Sammlung von Biomassefunktionen durchgeführt wurden 
(z.B. ART und MARKS, 1971; YOUNG, 1976; CANELL, 1982; TRITTON und HORNBECK, 
1982; MONSERUD et al., 1995; TER MIKAELIAN und KORZUKHIN, 1997; EASMUS, 2000; 
GIFFORD, 2000; KEITH et al., 2000; GRIESON et al., 2000; SNOWDON, 2000; JENKINS et 
al., 2004; ZIANIS et al., 2005).  

Problematisch hierbei ist, dass die abgeleiteten Funktionen aufgrund der oftmals 
kleinen Datensätze, die aus destruktiven Untersuchungen aus eng begrenzten Unter-
suchungsgebieten stammen, in ihrem Geltungsbereich eingeschränkt sind und sich 
daher nur begrenzt zur Kohlenstoffbudgetierung für größere Gebiete verwenden lassen. 
Die Zielsetzung vieler Untersuchungen ist es daher allgemeingültige Modelle abzuleiten, 
die einen weiteren Geltungsbereich haben (beispielhaft seien genannt: MONSERUD et al., 
1995; EASMUS et al., 2000; KETTERINGS et al., 2001; ENQUIST, 2002; VAN NOORDWIJK 
und MULIA, 2002; WIRTH und SCHUMACHER, 2002; JENKINS, 2003; LEHTONEN et al., 
2003; WIRTH et al., 2003; ZIANIS und MENCUCCINI, 2003; CHAVE et al. 2005; ZIANIS et 
al., 2005). Dabei gibt es verschiedene Möglichkeiten zur Herleitung solcher Ansätze. 
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Eine Möglichkeit besteht darin, anhand von Meta-Analysen von vorhandenen spezifi-
schen Funktionen eine Gruppierung ähnlicher Baumarten herzuleiten. Bei solchen 
Analysen stellt sich jedoch das Problem der Streuung zwischen verschiedenen Unter-
suchungen, die im Folgenden einen direkten Vergleich der Ergebnisse erschwert. 
JENKINS et al. (2003) konnten bei einer Meta-Analyse von nord-amerikanischen 
Biomassefunktionen große Streuungen zwischen den Untersuchungen feststellen, die 
teilweise innerhalb einer Baumart größer waren als zwischen den Baumarten. Sie 
schlagen daher vor, die Ursprungsdaten zu sammeln und neu auszuwerten. 

Für die Abschätzung von Kohlenstoffbilanzen in Waldökosystemen auf regionaler oder 
nationaler Ebene wird aufgrund der Unsicherheit bezüglich bestehender Biomasse-
modelle normalerweise auf die Verwendung von Biomasse Expansionsfaktoren (BEFs) 
zurückgegriffen, obwohl die nötigen Datengrundlagen für eine Modellierung der Einzel-
baum Biomasse im Rahmen von Waldinventuren erhoben werden (CANELL, 1995; 
BARITZ und STRICH, 2000; WIRTH et al., 2004; VAN CAMP et al., 2004; FEHRMANN und 
KLEINN, 2005). Biomasse Expansionsfaktoren beschreiben das Verhältnis zwischen 
Derbholz- oder Stammvolumen und der Gesamtbiomasse eines Baumes. Sie stellen 
daher das Ergebnis zweier Schätzungen, nämlich einer Volumenschätzung und einer 
Schätzung der Biomasse dar, und können insofern als ein Derivat von Biomasse-
funktionen angesehen werden. 

Da sich das Verhältnis verschiedener Biomasse Kompartimente mit zunehmendem 
Alter verschiebt, sind BEFs auch innerhalb einer bestimmten Baumart nicht konstant, 
sondern stark vom Alter bzw. der Dimension der Bäume abhängig (siehe z.B. 
WHITTAKER et al., 1974; BARTELINK, 1998; LEHTONEN et al., 2004; WIRTH et al., 
2004). Die Unsicherheit dieses Schätzverfahrens wird als eines der größten Hemmnisse 
für die Anrechnung von Kohlenstoff-Senkeneffekten im Rahmen des Kyoto Protokolls 
angesehen (SCHÖNE und SCHULTE, 1999). Da der Kyoto Prozess als Reaktion auf die 
weltweite Klimaveränderung eine globale Anstrengung ist, gilt es zur Implementierung 
der verschiedenen Mechanismen nicht nur die Kohlenstoffbindung in den Teilen der 
Erde zu quantifizieren, in denen gesicherte Forschungsergebnisse und wissenschaftliche 
Grundlagen vorhanden sind. Während man es in unseren Breiten mit einer geringen 
Anzahl relativ gut untersuchter Baumarten zu tun hat, ergeben sich hierbei in 
tropischen Regionen viel größere Probleme. Die Ableitung baumartenspezifischer Bio-
massefunktionen scheint hier kaum umsetzbar zu sein. 
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1.2 Zielsetzung 

 

Ziel der vorliegenden Untersuchung ist es, alternative Methoden der Biomasseschätzung 
auf Einzelbaumebene zu untersuchen. Hierbei stehen zwei Gesichtspunkte im Vorder-
grund: Zum einen soll die bestehende Diskrepanz zwischen den Vorhersagen vorhan-
dener Prozessmodelle und empirisch abgeleiteten Biomassefunktionen untersucht 
werden. Hierbei soll die grundlegend unterschiedliche Sichtweise der verschiedenen 
Ansätze herausgestellt und Möglichkeiten der Integration aufgezeigt werden. Zum 
anderen soll die Eignung nicht-parametrischer bzw. instanzenbasierter Verfahren zur 
Biomasseschätzung am Beispiel der k-NN Methode evaluiert werden.  

Die gegebenen Ziele lassen sich in Form grundlegender Hypothesen bzw. Frage-
stellungen wie folgt formulieren: 

 

i. Die aus Prozessmodellen abgeleiteten Gesetzmäßigkeiten sind mit empirischen 
Datengrundlagen nur eingeschränkt nachzuweisen, da generelle Unterschiede in 
der Sichtweise beider Ansätze bisher weitgehend unberücksichtigt bleiben. 

ii. Um eine Generalisierung allometrischer Biomassefunktionen bzw. die Integration 
von Prozessmodellen und empirischer Datenanalyse zu ermöglichen, müssen die 
theoretischen Grundlagen allometrischer Beziehungen stärker berücksichtigt 
werden. 

iii. Neben parametrischen Modellierungsansätzen eignet sich auch die k-NN 
Methode als instanzenbasiertes Verfahren zur Vorhersage der Einzelbaumbio-
masse.  

 

Zur Überprüfung dieser grundlegenden Fragestellungen und im Besonderen zur effizien-
ten Umsetzung der k-NN Methode ist der Aufbau einer Biomassedatenbank für Einzel-
bäume zwingend erforderlich. Eine weitere Zielsetzung besteht daher in der Entwick-
lung einer geeigneten Datenbankstruktur, die in der Lage ist, die Voraussetzung eines 
instanzenbasierten Lernverfahrens zu erfüllen. Weiterhin ist die Sammlung von geeigne-
ten Datengrundlagen aus einzelnen Biomasseuntersuchungen sowie deren Vereinheit-
lichung zu einer umfassenden Datengrundlage ein Hauptaspekt dieser Arbeit. 
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Da die Umsetzung der k-NN Methode, im Gegensatz zur Anwendung eines Regressions-
modells, die Implementierung des nötigen Algorithmus in einer Softwareumgebung 
erfordert, ist die Entwicklung einer geeigneten Anwendung unerlässlich. Hierzu müssen 
verschiedene theoretische Grundlagen des Verfahrens erarbeitet werden und in Form 
konkreter Handlungsanweisungen bzw. einer funktionsfähigen Softwarearchitektur 
ausgedrückt werden.  

Die vorliegende Arbeit ist durch die Evaluierung der k-NN Methode als neuer Beitrag 
zur Biomasseforschung anzusehen. Weiterhin ergibt sich aus der Zielsetzung die 
Aspekte der Verwendung allometrischer Funktionen auf Einzelbaumebene zu hinter-
fragen, ein Gesichtspunkt der im Bereich der Biomassemodellierung bisher weitgehend 
undiskutiert bleibt. 
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METHODISCHE ANSÄTZE DER BIOMASSEMODELLIERUNG 

2 Methodische Ansätze der Biomassemodellierung  

2.1 Stand der Forschung 

Die Biomasse von Bäumen wird schon seit langem wissenschaftlich untersucht (z.B. 
KUNZE, 1873). Frühe systematische Stichprobenuntersuchungen zur Schätzung der 
oberirdischen Biomasse fanden bereits 1929 an Pinus strobus in der Schweiz statt und 
wurden später durch Untersuchungen weiterer Baumarten ergänzt (BURGER 1925-
1953). Biomasseuntersuchungen waren lange Zeit hauptsächlich für ökologische Frage-
stellungen, beispielsweise zur Modellierung von Nährstoffkreisläufen in Waldöko-
systemen, von Bedeutung. Im Gegensatz zur Schätzung des Holzvolumens, war die 
Schätzung der holzigen Biomasse von Bäumen in der Vergangenheit kein wirtschaftlich 
relevantes Thema, da ein Großteil des Nutzholzes traditionsgemäß in Volumen- und 
selten in Masseneinheiten gehandelt wird. Seit sich durch technischen Fortschritt und 
veränderte Holzverwendung neue Nutzungsmöglichkeiten ergeben, steigt jedoch das 
Interesse die Produktivität der Ressourcen auch in Masseneinheiten zu bewerten 
(KRAMER und AKÇA, 1995). Neben der notwendigen Bewertung von Kohlenstoff-
Senkeneffekten, ergeben sich solche Fragestellungen z.B. im Bereich des Energieholz-
sektors oder bei der Nutzung von Hackschnitzeln (GADOW et al., 2006).  

Die Verwendung von Wachstumsfunktionen im Rahmen der Biomasseschätzung weist 
dabei grundlegend verschiedene Motivationen auf. Einerseits ist die möglichst genaue 
Schätzung und statistische Beschreibung der Zielgröße erwünscht, andererseits ver-
suchen Wachstumsfunktionen eine biologische Erklärung auf Grundlage physiologischer 
Auf- und Abbauprozesse zu liefern (PRETZSCH, 2001). Dementsprechend finden sich in 
der Literatur grundlegend verschiedene Erklärungsansätze in Form von empirischen 
Modellen und Prozessmodellen.  

 

2.1.1 Empirische Ansätze der Biomassemodellierung 

 

Im Gegensatz zu Prozessmodellen, bei denen auf der Grundlage biologischer oder 
physikalischer Gesetzmäßigkeiten eine erklärbare Modellformulierung abgeleitet wird, 
wird in empirischen Studien eine Modellformulierung als Grundlage der Regressions-
analyse gewählt. In diesem Fall ist das Ziel der Untersuchung also nicht die Erklär-
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barkeit der biologischen Grundlagen oder Zusammenhänge, sondern vielmehr die 
Erklärung der beobachteten Varianz in der Datengrundlage. In der Literatur finden 
sich verschiedenste Modellformulierungen, wobei allometrische Funktionen deutlich 
überwiegen (PARRESOL, 1999). Die theoretischen Hintergründe und Eigenschaften 
allometrischer Funktionen werden wegen ihrer Bedeutung für die Biomassemodellierung 
nachfolgend ausführlicher behandelt. 

 

2.1.2 Allometrische Biomassefunktionen 

 

Allometrie ist als das Studium der mit Größenveränderungen einhergehenden Propor-
tionsänderungen der Teile eines Organismus, entweder angewendet auf das Wachstum 
von Individuen (ontogenetisch) oder zum Vergleich unterschiedlich großer verwandter 
Organismen (phylogenetisch), definiert. Für vergleichende Darstellungen von Wachs-
tumsvorgängen einzelner Teile eines Organismus bedient man sich häufig der 
ontogenetischen Allometrie (oder Wachstumsallometrie). Obwohl die dem Baum-
wachstum zugrunde liegenden physiologischen Auf- und Abbauprozesse sehr komplex 
sind, resultieren sie in oftmals sehr stabilen Wachstums und Zuwachskurven 
(PRETZSCH, 2001). Bis heute ist daher die klassische Allometrieformel, die auf SNELL 
(1892) zurückgeht, das meist verwendete Modell in empirischen Biomasseuntersuchun-
gen. Weitere frühe Anwendungen allometrischer Beziehungen finden sich bei SPENCER 
(1864) und THOMPSON (1917) (PRETZSCH und BIBER, 2005). 

Hierbei wird die relative Größenveränderung eines Teiles eines Organismus zur 
relativen Größenveränderung eines anderen Teils oder dem Gesamtorganismus in der 
Form δy/y = b*δx/x ausgedrückt (HUXLEY, 1924; 1932; BERTALANFFY, 1951; 
LABARBERA, 1989). Integriert man diesen Ausdruck, so erhält man die bekannte 
Grundgleichung der Allometrie: 

 

bxay ⋅=  (1) 
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Der Exponent b ist hierbei ein Maß für das Verhältnis zweier relativer Wachstums-
geschwindigkeiten (absolute Wachstumsgeschwindigkeit dividiert durch die Wachs-
tumsgröße zum selben Zeitpunkt) und wird auch als Allometriekonstante (oder Propor-
tionalitätskonstante) bezeichnet. Die zugrunde liegende Differentialgleichung lautet: 

 

x
x

*b
y
y δδ

=   bzw.  

y
y

x
x

b δ

δ

=  (2) 

 

Da b in der zugrunde gelegten Allometrieformel über den gesamten Geltungsbereich 
konstant ist, wird somit unterstellt, dass eine relative Durchmesserveränderung zu 
jedem Zeitpunkt eine gleiche relative Änderung der Biomasse bedingt. 

Ist b=1 spricht man von isometrischem, bei b<1 von negativ- und bei b>1 von positiv-
isometrischen Wachstum. Allerdings gilt diese Grenze nur bei Maßen gleicher 
Dimension (PRETZSCH, 2001). Durch die Multiplikation mit dem konstanten Faktor a 
(Integrationskonstante) werden alle Ordinatenwerte im Verhältnis 1/a gestaucht (für a 
< 1). Da gilt: 

 

⋅ += ⋅ = ⇒ = ⋅ +ln ln ln ln lnb b x ay a x e y b x a  (3) 

 

wird im doppelt logarithmierten Koordinatensystem aus der Potenzkurve eine Gerade 
mit der Steigung b (Tangens des Winkels). Umgekehrt ausgedrückt, liegt ein 
allometrisches Wachstumsgesetz nur dann vor, wenn die Wertepaare (ln (x)/ln (y)) 
einen linearen Zusammenhang aufweisen. Allometrie ist in diesem Sinne als Studium 
des Wachstums eines Teils eines Organismus im Verhältnis zum Wachstum des 
Gesamtorganismus zu verstehen. 

Dieser Zusammenhang kann auch verdeutlicht werden, indem man die Grundgleichung 
in Formel (1) transformiert: 
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δ
δ

= ⋅
y yb
x x

 (4) 

Hierbei wird die allometrische Beziehung als Ergebnis eines Verteilungsprozesses 
zwischen verschiedenen Organen eines Organismus interpretiert (PRETZSCH und BIBER, 
2005). 

Obwohl die lineare Beziehung in Formel (3) in mathematischer Hinsicht mit der Form 
(1) identisch ist, ergibt sich im Rahmen der Regressionsanalyse ein wesentlicher 
Unterschied. Durch die Logarithmierung wird eine Homogenisierung der Fehler-
varianzen erreicht und eine unverzerrte Einschätzung der Güte erlaubt, da Hetero-
skedastizität vermieden wird (FURNIVAL, 1961; BASKERVILLE, 1972; PARRESOL, 1999; 
JOOSTEN et al., 2004; ZIANIS UND MENCICCINI, 2004). Aus diesem Grund werden 
üblicherweise die logarithmisch transformierten Wertepaare der unabhängigen und 
abhängigen Variablen als Eingangsgrößen der Regressionsanalyse verwendet. Dies hat 
gleichzeitig die Vorteile, dass eine einfache lineare Regression mit der Methode der 
kleinsten Quadrate angewendet werden kann (SPRUGEL, 1983) und der Einfluss von 
Ausreißern abgeschwächt wird. 

Allerdings muss beachtet werden, dass sich bei der Rücktransformation der logarithmi-
schen Schätzwerte auf das metrische Skalenniveau eine systematische Abweichung 
(Unterschätzung) ergibt, da der Mittelwert der transformierten y-Werte, der in der 
Regressionsanalyse zur Anpassung einer Funktion genutzt wird, dem Median und nicht 
dem Mittelwert der Rücktransformierten metrischen Verteilung entspricht (NIKLAS, 
2004). Zur Bias-Korrektur bei der Rücktransformation von Schätzwerten aus logarith-
mischen Regressionen sind in der Literatur verschiedene Ansätze zu finden (siehe z.B. 
FINNEY, 1941; BASKERVILLE, 1972; BEAUCHAMP und OLSON, 1973; SPRUGEL, 1983). 
Eine Approximation des Korrekturfaktors kann dabei z.B. aus dem Standardfehler der 
Schätzung der Regression (SEE) berechnet werden: 

 

( )2/2
,xySexpCF =  (5) 

Für CF = Korrekturfaktor und 2
,xyS  = Standardfehler der Schätzung (SEE). 

Bemerkenswert in Bezug auf die verwendete Methode der Regression ist, dass es bei der 
Untersuchung von allometrischen Beziehungen innerhalb eines Organismus (ontogen-
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etische Allometrie) theoretisch keine unabhängigen Variablen gibt, da alle einbezogenen 
Größen durch bestimmte Verhältnisregeln in Beziehung zueinander stehen. Dies ist 
beispielsweise der Fall, wenn der BHD oder der BHD und die Baumhöhe als unab-
hängige Variable für die Schätzung der Biomasse verwendet werden und diese Größen 
durch allometrische Verhältnisregeln voneinander abhängig sind. Hierbei ist zu 
bedenken, dass nicht nur die Residuen in Richtung der y-Achse, sondern auch in jede 
andere Richtung zur Herleitung der Regressionskoeffizienten in Betracht gezogen 
werden müssen. Im Falle hoher Korrelationen führt diese Aufteilung des Fehlers jedoch 
nur zu geringen Abweichungen der geschätzten Koeffizienten (NIKLAS, 2004). 

 

2.1.3 Theoretische Ansätze 

 

Neben den oben beschriebenen empirischen Modellansätzen gibt es eine Reihe von 
Prozessmodellen, die die Beziehung zwischen Biomasse und messbaren Variablen auf 
der Grundlage biologischer, hydraulischer oder mechanischer Gesetzmäßigkeiten 
beschreiben. Einer der ersten grundlegenden und allgemeingültigen Ansätze zur 
Beschreibung der Baumarchitektur und der daraus folgenden Verteilungsmuster 
innerhalb von Baumindividuen ist die Pipe-Modell Theorie (SHINOZAKI, 1964; OOHATA 
und SHINOZAKI, 1979). Sie gibt einen Erklärungsansatz für die Verteilung der Biomasse 
innerhalb eines Individuums auf Grundlage von Annahmen über die hydraulische 
Architektur in Gefäßpflanzen. 

Bereits im Jahr 1510 bemerkte Leonardo da Vinci in seinen Überlegungen zur fraktalen 
Geometrie eines Baumes: “… all the branches of a tree at every stage of its height when 
put together are equal in thickness to the trunk …” (zitiert nach RICHTER, 1970). 
Obwohl dieser Zusammenhang in seinen Aufzeichnungen aus dem Blickwinkel des 
Malers beschrieben wird, findet er sich später als Grundidee der Pipe Modell Theorie 
wieder. Auf die hydraulische Baumarchitektur bezogen, beschreibt das Modell den 
Zusammenhang zwischen transpirierender Blattfläche und dem leitendem Gefäßgewebe, 
das zum Transport von Wasser und Nährstoffen von den Wurzeln bis zu den Blättern 
dient. Aufbauend auf dieser Grundannahme wurden später verschiedene Prozessmodelle 
auf Einzelbaum- und Bestandesebene entwickelt. Bestandesbezogene Modelle haben 
dabei die Zielsetzung eine Kohlenstoffbilanz unter Berücksichtigung von Zuwächsen 
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und Verlusten bzw. Aufbau- und Abbauprozessen zu beschreiben. Exemplarisch für 
diesen Ansatz sei hier die pipestem theory (VALENTINE, 1988; 1999; MACFARLANE et 
al., 2000) genannt. 

Ein sehr umfassender Ansatz zur Erklärung allgemeingültiger allometrischer Verhältnis-
regeln im Wachstum von einzelnen Pflanzen wurde später von WEST et al. (1997; 
1999), ENQUIST et al. (1999), BROWN und WEST (2000), ENQUIST (2002) (NIKLAS, 
1994; 2004) gegeben. Dieser hier nach ENQUIST (2002) im Folgenden als WBE Modell 
bezeichnete Ansatz beruht auf der Grundlage fraktaler Geometrie in Bäumen. Auf 
diesen Modellansatz soll im Weiteren näher eingegangen werden, da er im Rahmen von 
Versuchen zur Verallgemeinerung von Biomassefunktionen oft als Vergleich heran-
gezogen wird (siehe z.B. CHAVE et al., 2001; JENKINS, 2003; ZIANIS und MENCUCCINI, 
2004). 

Unter der Grundannahme, dass die Gesamtheit der Querschnittsflächen der leitenden 
Gefäßbahnen auf jeder Verzweigungsebene konstant ist (die Pipe Modell Annnahme), 
berücksichtigt das WBE Modell die Tatsache, dass nicht die gesamte Querschnitts-
fläche aus leitendem Gewebe besteht. Vielmehr wird hier ein Verhältnis zwischen 
leitender und nicht-leitender Querschnittsfläche in Abhängigkeit der jeweiligen Ver-
zweigungsebene unterstellt. Unter der Grundannahme, dass Bäume eine sich selbst 
wiederholende fraktale Struktur besitzen, in der sich bestimmte Verhältnisregeln auf 
verschiedenen Ebenen dieser Struktur wiederholen, wird angenommen, dass das Ver-
hältnis zwischen Leitgewebe und nicht leitendem Gewebe in einem allometrischen 
Verhältnis steht. Unter weiteren Annahmen über die Beziehungen zwischen 
Gefäßdurchmesser, Astdurchmesser und Astlänge innerhalb der fraktalen Struktur, gibt 
der Ansatz Erklärungen für die Verteilungsmuster und die resultierende Baumarchitek-
tur. 

Für die Beziehung zwischen Durchmesser (D) und Gesamtbiomasse (M) resultiert 
hieraus 38DM ∝ , was einer Allometriekonstante von 2,667 entspricht. Dieser Exponent 
wird dabei aus )3(2/3 +∝ aaMD  abgeleitet, wobei a = 1 ist, wenn das Verhältnis 
zwischen Astdurchmesser und Astlänge, oder unter der Annahme der fraktalen 
Struktur auch Baumhöhe und Durchmesser, mit dem erwarteten allometrischen 
Exponenten von 2/3 beschrieben werden kann (ENQUIST et al., 1998; WEST et al., 
1999a). 
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2.2 Gegenüberstellung von Prozessmodellen und empirischen 
Ansätzen 

 

Zwar sind die Divergenzen zwischen den theoretisch hergeleiteten und den in 
empirischen Studien geschätzten Exponenten in vielen Fällen nicht statistisch 
signifikant (ENQUIST, 2002; NIKLAS und ENQUIST, 2002), jedoch ist die Abweichung der 
Schätzungen zu empirisch beobachteten Parametern so hoch, dass theoretisch begrün-
dete Koeffizienten in der praktischen Anwendung bisher keine Verwendung finden. 

Während Prozessmodelle wie das WBE Modell feste Verhältnisregeln vorhersagen, 
führen empirische Untersuchungen in nahezu jedem Fall zu variierenden Exponenten 
des allometrischen Modells. Diese Variation wird dabei Unterschieden zwischen den 
Baumarten, dem Bestandesalter, der Standortsqualität, der Bestandesdichte oder den 
klimatischen Gegebenheiten zugeschrieben. Zudem wird die alleinige Verwendung des 
BHD als unabhängige Variable kritisiert, da angenommen wird, dass weitere Faktoren, 
wie z.B. die mechanische Belastung der Stammquerschnittsfläche durch Winddruck 
und Eigengewicht (WILSON und ARCHER, 1979; MITCHELL und MYERS, 1995; GAFFREY 
und SLOBODA, 2001) oder die Konkurrenz als Folge der Bestandesstruktur (PRETZSCH, 
2001), einen entscheidenden Einfluss auf die Biomasse eines Einzelbaumes bzw. die 
Allokation der gegebenen Ressourcen haben (siehe z.B. SPRUGEL, 2002; VANNINEN und 
MÄKELÄ, 2005). 

In einer Meta-Analyse von Biomassemodellen aus insgesamt 277 Studien finden ZIANIS 
und MENCUCCINCI (2004) signifikante Unterschiede zwischen dem theoretischen 
Exponent 2,667 und den empirisch geschätzten Koeffizienten, wobei der Mittelwert für 
b in ihrer Studie bei 2,37 liegt. Weiterhin stellen sie eine starke negative Korrelation 
zwischen den Koeffizienten a und b des allometrischen Regressionsmodells fest. Dieser 
negative Zusammenhang wird erwartet, da eine gleichzeitige Zunahme beider 
Koeffizienten zu einer extremen Zunahme der Biomasse mit steigendem Durchmesser 
führen würde, und so die mechanischen Restriktionen der Baumstabilität verletzt 
(NIKLAS, 1994). 

JENKINS et al. (2003) stellen in einer Meta Analyse nord amerikanischer Biomasse-
studien eine hohe Variabilität der empirischen Exponenten fest, die teilweise innerhalb 
einer Baumart höher als zwischen verschiedenen Baumarten ist. Hierbei bleibt jedoch 
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zu bedenken, dass solche Vergleichsanalysen oftmals dadurch eingeschränkt bleiben, 
das nicht auf die Ausgangsdaten zurückgegriffen werden kann, sondern lediglich die 
Regressionskoeffizienten veröffentlichter Studien einbezogen werden (MONTAGU et al., 
2004). Eine Möglichkeit die Diskrepanz zwischen empirischen Studien und Prozess-
modellen aufzulösen wird in der Verwendung von Hybridmodellen gesehen (HINRICHS, 
2006), welche die Verknüpfung biologisch begründbarer Kausalzusammenhänge mit 
empirischen Datengrundlagen ermöglichen (z.B. JOHNSEN et al., 2001; MÄKELÄ et al., 
2000; VALENTINE und MÄKELÄ, 2005; MONSERUD, 2003). 

Die unterschiedlichen Ergebnisse der verschiedenen Erklärungsansätze auf Grundlage 
von Prozessmodellen und empirischen Modellen kann dabei grundlegend zwei Ursachen 
haben: 

 

 Die verwendeten empirischen Daten sind nicht geeignet um theoretische Modell-
annahmen nachzuweisen, oder 

 Bäume haben bestimmte Eigenschaften, die in den theoretischen Ansätzen nicht 
ausreichend berücksichtigt werden. 

 

So kann beispielsweise die im WBE Modell unterstellte Höhenbeziehung ∝ 2 3H D  in 
realen Waldbeständen nur in den seltensten Fällen nachgewiesen werden. Empirische 
Untersuchungen führen hierbei zu mehr oder weniger großen Abweichungen mit einer 
großen Variabilität (ZUCCHINI et al., 2001; TEMESGEN und GADOW, 2004).  

Weiterhin ist zu berücksichtigen, dass die Motivation der Datenaufnahme in empi-
rischen Studien normalerweise darauf beschränkt ist Regressionsmodelle anzupassen, 
mit deren Hilfe die gesuchte Zielgröße geschätzt werden kann. Die Überprüfung 
theoretischer Annahmen, wie sie beispielsweise durch Prozessmodelle vorgegeben 
werden, ist selten eine Zielsetzung solcher Studien. So wird z.B. bei der Verwendung 
allometrischer Funktionen als Regressionsmodell in den meisten Fällen die biologische 
Implikation bzw. der von einer solchen Modellformulierung unterstellte Ursache-
Wirkung Zusammenhang selten berücksichtigt (NIKLAS, 2004). 

Ein grundlegender Unterschied zwischen Prozessmodellen und empirischen Unter-
suchungen ist darin zu sehen, dass theoretische Annahmen wie z.B. das WBE Modell 
einen Erklärungsansatz für Verhältnisregeln des ontogenetischen Wachstums (innerhalb 
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eines Individuums) liefern. Datengrundlagen aus empirischen Untersuchungen basieren 
jedoch auf destruktiven Stichproben. Da es nicht möglich ist, die Masse eines Baumes 
zu mehreren Zeitpunkten zu erfassen ohne sein Wachstum zu stören, stammen die 
Daten aus unechten Zeitreihen-Untersuchungen (sog. Chronosequenzen), in denen 
Bäume verschiedener Dimension zu einem Zeitpunkt untersucht werden (FITZHUGH, 
1976; GADOW, 2003). Hierbei wird also eine Wiederholungsmessung in der Zeit durch 
simultane Punkt-Messungen an verschiedenen Orten ersetzt. Diese Methode wird seit 
langem zur Modellierung des Waldwachstums verwendet (ASSMANN, 1953; KRAMER, 
1988; WENK et al., 1990; GADOW et al., 2006). Als Folge können die so gewonnenen 
Daten lediglich eine Aussage über die Haupteigenschaften einer mittleren Wachstums-
kurve, nicht aber über Verhältnisregeln innerhalb eines Einzelbaumes ermöglichen 
(GILLE, 1889). Da die Entwicklung des Einzelbaumes durch Zeitreihen-Untersuchungen 
nicht erfasst werden kann, werden solche Daten als ungeeignet für die Wuchsmodel-
lierung auf Einzelbaumebene angesehen. 

Da im Fall der Biomasseschätzung keine zerstörungsfreie Datenaufnahme möglich ist, 
kommt der Auswahl der Probebäume aus einem gegebenen Baumkollektiv eine erhöhte 
Bedeutung zu. Die Zielsetzung der meisten empirischen Untersuchungen ist es, einen 
möglichst weiten Durchmesserbereich abzudecken, um den Geltungsbereich der 
abgeleiteten Regressionsfunktion zu erweitern. Hierbei wird bei der Auswahl der Probe-
bäume die Variabilität der Höhen-Durchmesser Verhältnisse nicht in jedem Fall 
berücksichtigt. 
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Abbildung 2-1. Höhen-Durchmesser (h/d-) Verhältnisse von Fichten (n = 350) über 

dem BHD in einem zusammengefassten Biomassedatensatz. 
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Wie aus Abbildung 2-1, in der die h/d Verhältnisse von 350 Fichten eines zusammen-
gesetzten Datensatzes über dem BHD dargestellt sind deutlich wird, liegt vor allem im 
mittleren und unteren Durchmesserbereich eine hohe Streuung der Werte von 
verschiedenen Standorten vor. Eine ähnliche, wenn auch geringere Variabilität ist 
jedoch normalerweise auch in Einzeldatensätzen auf Bestandesebene zu beobachten. 

Da Biomasseuntersuchungen sehr zeit- und kostenintensiv sind, sind die resultierenden 
Datensätze einzelner Untersuchungen oft sehr klein. Weiterhin stammen die Daten 
meist aus kleinräumigen Untersuchungsflächen. Dies führt dazu, dass innerhalb solcher 
Datensätze eine hohe Korrelation zwischen den für die Biomasse entscheidenden 
Variablen festgestellt werden kann. Besonders deutlich wird dieser Effekt z.B. bei der 
Anpassung von Regressionsfunktionen auf der Grundlage von Einzeluntesuchungen. In 
den meisten Fällen kann hierbei der Erklärungsanteil des Modells durch die Integration 
der Baumhöhe in die Modellformulierung nur geringfügig verbessert werden (siehe z.B. 
MADGWICK und SATOO, 1975; WIANT et al., 1979; JENKINS et al., 2003), obwohl 
theoretische Überlegungen nahe legen, dass die Höhe eines Baumindividuums einen 
entscheidenden Einfluss auf seine Gesamtmasse hat bzw. durch die Integration der 
Höhe ein Ansatz zur Verallgemeinerung des Modells gefunden werden kann. Die 
bestehende multiple Kolinearität zwischen den Variablen erschwert hierbei die getrenn-
te Quantifizierung des Einflusses dieser Messgrößen. 

Im Rahmen der Regressionsanalyse führt die oftmals hohe Korrelation zwischen BHD 
und Baumhöhe in bestandesweisen und kleinräumigen Untersuchungen dazu, dass die 
Trennschärfe bzw. Diskriminanz durch die Einbeziehung der Höhe nicht signifikant 
erhöht werden kann. Eine Untersuchung des Einflusses dieser Variablen ist daher nur 
möglich, wenn Daten von verschiedenen Standorten zusammengefasst werden. Hierbei 
ist jedoch zu berücksichtigen, dass durch die Aggregation von Datensätzen aus 
verschiedenen Untersuchungen in der weiteren Analyse möglicherweise eine Streuung 
aufgrund unterschiedlicher methodischer Grundlagen zwischen einzelnen Studien 
entstehen kann, die nicht getrennt quantifizierbar ist (WIRTH et al., 2003). 
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2.2.1 Der BHD als Eingangsgröße allometrischer Funktionen 

 

Verwendet man das Allometriekonzept als theoretischen Erklärungsansatz für die 
Verteilungs- und Wachstumsverhältnisse der Baum- Biomasse, muss noch ein weiterer 
Aspekt der verfügbaren Datengrundlagen berücksichtigt werden, der in der 
vorhandenen Literatur bisher weitgehend undiskutiert bleibt. Wie unter 2.1.2 
beschrieben, stellt ein allometrisches Wachstumsgesetz das Verhältnis zweier relativer 
Wachstumsraten dar. In empirischen Biomasseuntersuchungen wird dieses Modell 
verwendet, um das Verhältnis der relativen Änderung des BHD zur relativen Änderung 
der Biomasse zu beschreiben. Problematisch in Bezug auf die biologische Implikation 
allometrischer Beziehungen ist hierbei, dass der BHD in einer festgelegten Höhe von 1,3 
m erfasst wird (PRETZSCH und BIBER, 2005). Da Bäume Objekte sind, die aufgrund des 
sekundären Dickenwachstums mit zunehmender Größe auch einer Formveränderung 
unterliegen, wird mit der Änderung des BHD also nicht nur die relative Änderung eines 
funktionalen Durchmessers, sondern gleichzeitig die relative Formveränderung in der 
festgelegten Messhöhe erfasst (siehe Abbildung 2-2). 

Anders ausgedrückt, führt die Messung des BHD in einer absoluten Höhe dazu, dass 
bei einem Vergleich unterschiedlich großer Bäume Durchmesser aus unterschiedlicher 
relativer Stammhöhe Verwendung finden. Die Eigenschaft der Variablen BHD ist in 
dieser Hinsicht jedoch nicht konform mit den theoretischen Grundlagen allometrischer 
Beziehungen (siehe hierzu auch Anhang I, Seite 132). 
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Abbildung 2-2. Lage des BHD  und eines Durchmessers in relativer Stammhöhe. Hier 
ist die Lage des Durchmessers in 10 % der Stammhöhe (D0,1) dargestellt (><) 
(Zeichnung W. Tambour). 

Die Verwendung des BHD als unabhängige Variable ist jedoch auch in Bezug auf die 
dargestellten theoretischen Ansätze (siehe 2.1.3) durchaus kritisch zu betrachten. 
Unterstellt man eine konstante Querschnittsfläche der leitenden Gefäßbahnen (oder 
Tracheiden) als Folge eines flüssigkeitsgefüllten Gefäßnetzes von den Wurzeln bis zu 
den Blättern, führt die Verwendung des BHD als erklärende Variable für die Biomasse 
zu unterschiedlichen Verhältnissen zwischen leitendem und nicht leitendem Gewebe in 
unterschiedlichen relativen Stammhöhen (Abbildung 2-3). Die Formulierung des WBE 
Modells berücksichtigt zwar eine Änderung dieses Verhältnisses zwischen verschiedenen 
Verzweigungsstufen, schließt aber eine Veränderung des Verhältnisses innerhalb einer 
Verzweigungsstufe explizit aus. 

Die Veränderung dieses Verhältnisses ist dabei eine Folge des sekundären Wachstums 
des Stammquerschnittes, die gleichzeitig auch von einer erhöhten mechanischen 
Belastung des Stammquerschnittes als Folge der Erhöhung der darüber liegenden 
Masse beeinflusst wird (BARTELINK, 1996; SLOBODA und GAFFREY, 1999; GAFFREY 
und SLOBODA, 2001). 
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Konstante 
Querschnitts-
fläche des 
Leitgewebes 

Stammform-
abhängige 
Querschnitts-
fläche des 
nicht leitenden 
Gewebes 

schematisch: 

 
Abbildung 2-3. Schematische Darstellung der Veränderung des Verhältnisses zwischen 

leitendem und nichtleitendem Gewebe auf Stammquerschnittsflächen in unter-
schiedlicher Höhe. 

Um den Effekt unterschiedlicher relativer Messhöhen an verschieden großen Bäumen zu 
kompensieren, besteht die Möglichkeit den gegebenen BHD mit Hilfe von Schaftform-
modellen auf einen Durchmesser in einheitlicher relativer Schafthöhe umzurechnen. Mit 
Hilfe der so transformierten Eingangsgröße kann dann die Auswirkung auf die ge-
schätzten Regressionskoeffizienten eines allometrischen Modells untersucht werden. Im 
Rahmen der vorliegenden Untersuchung soll hierfür auf einen zusammengestellten 
Fichtendatensatz zurückgegriffen werden (siehe 2.8). 

Ein von PAIN und BOYER (1996) entwickeltes Schaftformmodell (im weiteren als Pain-
Funktion bezeichnet) hat sich als geeignet erwiesen, um die Schaftformvariabilität von 
Fichten mit Hilfe der Einzelbaumvariablen BHD, Höhe und h/d-Wert zu beschreiben 
(SCHMIDT, 2001; GADOW, 2003). Da aufgrund der Anpassung der Schaftkurve mit den 
gegebenen Parametern des Modells, der Funktionswert der Pain-Funktion in 1,3 m 
Höhe nicht zwingend mit dem BHD übereinstimmt, schlägt Schmidt (2001) ein 
modifiziertes Modell vor, das diese Abweichung minimiert. Da hier der Effekt der 
Durchmessertransformation und seine Auswirkung in Bezug auf die Koeffizienten des 
allometrischen Modells nur beispielhaft dargestellt wird, soll hier auf die Original-
version der Pain-Funktion zurückgegriffen werden: 
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( ) ( ) ( )( )α β= − +31 lnrel rel relr h h h  (6) 

 
Wobei: 

( rel )hr  = Schaftradius in relativer Baumhöhe; 
α, β = dimensions- und formbeschreibende Parameter. 

 

Die dimensions- und formbeschreibenden Parameter des Modells werden dabei in 
Abhängigkeit der formbeeinflussenden Variablen BHD und Baumhöhe wie folgt 
geschätzt: 

 

( ) ( )
α

⎛ ⎞ ⎛ ⎞⎜ ⎟ ⎜ ⎟= + +
⎜ ⎟ ⎜

⎝ ⎠⎝ ⎠
10 1 2 2

1 1
ln

Da a a
H DH ⎟

 (7) 

und: 

 

( ) ( )
β

⎛ ⎞ ⎛ ⎞⎜ ⎟ ⎜ ⎟= + +
⎜ ⎟ ⎜ ⎟

⎝ ⎠⎝ ⎠
10 1 2 2

1 1
ln

Db b b
H DH

 (8) 

Wobei: 
α, β = dimensions- und formbeschreibende Parameter; 
H = Baumhöhe (m); 
D = BHD (cm); 
a , a , a , b , b , b0 1 2 0 1 2 = Parameter. 

 

Im Rahmen dieser Untersuchung wurde auf Parameter zurückgegriffen, die für 827 
Fichten aus dem Bereich Nordwest-Deutschland angepasst wurden (Schmidt, 2001). 
Zwar deckt somit der Parametrisierungsbereich des Modells nicht die breite 
geografische Herkunft der verwendeten Daten (siehe 2.8) ab, dies ist jedoch aufgrund 
der unterschiedlichen Datengrundlagen in diesem Fall auch von keinem anderen Modell 
zu erwarten. Die geschätzten Koeffizienten des verwendeten Modells sind in Tabelle 2-1 
aufgeführt. 
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Tabelle 2-1. Koeffizienten und jeweiliger Standardfehler der Schätzung zur Herleitung 
der dimensions- und formbeschreibenden Parameter α und β der Pain-Funktion. 

 

Koeffizient Wert Std. Fehler 
a0 -0,223 0,0615 
a1 1,595 0,0138 
a2 -3,155 0,0667 
b0 0,512 0,0333 
b1 -0,158 0,0075 
b2 -0,502 0,0362 

 

Wie am Beispiel in Abbildung 2-4 zu sehen ist, scheint der berechnete Durchmesser in 
10 % der Baumhöhe (D0,1) sehr viel weniger von der individuellen Form des 
Stammanlaufes beeinflusst als der BHD. Da somit ein Großteil der Formvariabilität, 
die auf einer festen Messhöhe erfasst würde, vermieden wird, scheint der Durchmesser 
in relativer Stammhöhe als Eingangsgröße allometrischer Funktionen theoretisch besser 
geeignet, da er eine relativ formunabhängige Beschreibung der Dimensionsvariabilität 
erlaubt. 
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Abbildung 2-4. Lage des BHD (gestrichelte Linie) und des D0,1 (Punkte) an generierte 

Schaftformprofilen von 5 Fichten. 

Dieser Argumentation folgend stellt somit erwartungsgemäß die Baumhöhe eine weitere 
wichtige Eingangsgröße zur Biomassemodellierung dar. 
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2.3 Die k-Nearest Neighbour Methode 

 

Die k-Nearest Neighbour (k-NN) Methode ist ein nicht-parametrisches, instanzen-
basiertes Klassifizierungsverfahren und eine der einfachsten und ältesten Methoden der 
Mustererkennung im Bereich des maschinellen Lernens (ALTMAN, 1992, KOTZ et al., 
1998). Sie wurde schon früh als ein Verfahren der nicht-parametrischen Diskriminanz-
analyse beschrieben (ATKESON et al., 1997). Frühe Beispiele für einen „lazy similarity 
learning algorithm“ finden sich z.B. bei FIX und HODGES (1951) oder COVER und HART 

(1967). Besonders mit der Weiterentwicklung und dem Fortschritt im Bereich der 
computergestützten Datenanalyse steigerte sich das Interesse an nicht-parametrischen 
Analysemethoden erheblich (FAN, 2000). 

Die Grundidee des Verfahrens besteht darin, ein unbekanntes Merkmal eines Objektes 
aufgrund dessen Ähnlichkeit zu bekannten Objekten zu schätzen. Forstliche Anwen-
dungen der k-NN Methode finden sich beispielsweise bei HAARA et al. (1997), 
MALTAMO und KANGAS (1998), NIGGEMEYER (1999), NIGGEMEYER und SCHMIDT 
(1999), TOMMOLA et al. (1999), HESSENMÖLLER (2001), MALINEN (2003a, 2003b), 
NIESCHULZE et al. (2005), wobei der methodische Ansatz hier im Wesentlichen zur 
Schätzung von Bestandesparametern oder als Alternative zu parametrischen Wachs-
tumsmodellen verwendet wird. SIRONEN et al. (2001, 2003) verwenden den nicht-
parametrischen Ansatz zur Ableitung von Wachstumsmodellen auf Einzelbaumebene. 
Weitere Ansätzen zur Schätzung von Einzelbaumvariablen finden sich außerdem bei 
HOLM et al. (1997) oder KORHONEN und KANGAS (1997). 

Einen Vergleich verschiedener nicht-parametrischer Ansätze zur Schätzung von 
Einzelbaumvariablen findet sich bei MALINEN et al. (2003). Hier wird unter anderem 
auch die k-NN Methode verwendet, um Rückschlüsse auf innere Holzeigenschaften und 
–Qualität abzuleiten. LEMM et al. (2005) verwenden die k-NN Methode zur Vorhersage 
von Produktivitäten in der Holzernte. Weiterhin gibt es seit langem weitreichende 
Anwendungen im Bereich der Klassifizierung von Rasterdaten aus digitalen Luftbildern 
oder Satellitenbildern bzw. in mehrphasigen Stichprobeninventuren wie z.B. der 
„Finnish multisource National Forest Inventory (MS-NFI)“ (z.B. KILKKI und 
PÄIVINEN, 1987; MOER, 1987; TOMPPO, 1991; MOER und STAGE, 1995; MOER und 
HERSHEY, 1999; ANTTILA, 2002; TEMESGEN, 2003; LEMAY und TEMESGEN, 2004) oder 
der US-Amerikanischen Nationalen Waldinventur (siehe z.B. McRoberts et al., 2002). 
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Hierbei wird die k-NN Methode genutzt, um eine Integration von Fernerkundungsdaten 
und Feldaufnahmen durch einen Vergleich der spektralen Signaturen von Fern-
erkundungssensoren und den terrestrischen Daten zu ermöglichen (HOLMSTRÖM et al., 
2001; MALINEN, 2003; STÜMER und KÖHL, 2005). 

 

2.3.1 Theoretischer Hintergrund der k-NN Methode 

 

Der Grundlegende Unterschied des k-NN Ansatzes zu anderen Lernverfahren besteht 
darin, dass a priori keine explizite Hypothese oder Beschreibung der Zielfunktion 
zugrunde gelegt wird, sondern jegliche Generalisierungsentscheidung nur zum Zeitpunkt 
einer konkreten Suchanfrage stattfindet (sog. lazy learning). Die k-NN Methode ist 
daher nicht, wie z.B. Regressionsansätze, auf eine explizite Modellbildung angewiesen.  
Die Funktionsweise des k-NN Algorithmus beruht darauf, zunächst alle empirischen 
Datengrundlagen zu speichern (sog. Trainingsdaten1). Ein unbekanntes Merkmal eines 
neuen Individuums (Instanz2) wird dann durch einen Vergleich mit den bekannten 
Trainingsinstanzen klassifiziert. 

Zur Schätzung einer unbekannten Instanz werden diejenigen in allen Merkmalen 
(Attribute, Variablen) bekannten Trainingsbeispiele herangezogen, die in Bezug auf die 
bekannten Merkmale des neuen Individuums den geringsten Abstand aufweisen. D.h. es 
werden aus den vorhandenen Trainingsdaten „ähnliche“ Merkmalsträger identifiziert 
und unter der Annahme, dass sie sich auch in Bezug auf das gesuchte Merkmal 
„ähneln“, zur Schätzung der Zielgröße verwendet. Die an allen Instanzen bekannten 

                                      

 

 

 

 

 

1 Synonyme Begriffe sind z.B. Lerndatenpunkte, Referenzdaten, Trainingsinstanzen, Trainingsbeispiele. 
2 Objekte oder Individuen einer bestimmten Grundform (hier Baum), deren Ausprägung durch 
beschreibende Variablen oder Attribute definiert sind, werden im Folgenden als Instanzen bezeichnet. 
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bzw. messbaren Attribute werden auch als Indikatorattribute bezeichnet. Die lediglich 
von den Trainingsinstanzen bekannten Zielgrößen bilden die Gruppe der sog. Design-
attribute (MOER und STAGE, 1995).  

Die Prognose erfolgt dann, indem die Merkmalswerte derjenigen k Trainingsbeispiele, 
die zu der zu prognostizierenden Eingangsraumposition am nächsten liegen, entweder 
im Sinne eines Mehrheitsentscheides oder einer gewichteten Mittelwertbildung 
ausgewertet werden (HAENDEL, 2003). Hierbei wird also ein funktionaler Zusammen-
hang zwischen den bekannten Merkmalen und der Zielgröße unterstellt jedoch nicht 
explizit in einem Modell formuliert. 

Im Gegensatz zu parametrischen Verfahren, bei denen zur Beschreibung eines Modells 
ein Vorwissen in Bezug auf die Zusammenhänge der wirkenden Faktoren bestehen muss 
(deduktives Lernen), beruht die k-NN Methode auf einem induktiven Lernansatz. 
Induktive Lernmethoden benötigen wenig Vorkenntnis über eventuelle Zusammen-
hänge, dafür jedoch eine relativ hohe Anzahl an Trainingsbeispielen.  

Anders als bei einer Regressionsanalyse, die eine Funktionsangleichung über den 
gesamten Wertebereich zum Ziel hat, ist das Ergebnis des k-NN Algorithmus eine 
lokale Approximation, die über die k- nächsten (ähnlichsten) Nachbarn abgeleitet wird 
und sich somit bei jeder neuen Berechnung ändert (MITCHELL, 1997). Hierdurch ergibt 
sich im Fall von sehr komplexen Zusammenhängen der Vorteil, dass sich die 
Zielfunktion durch eine Auswahl weniger komplexer lokaler Approximationen 
beschreiben lässt. Im Folgenden soll näher auf die Eigenschaften und Grundlagen der k-
NN Methode eingegangen werden. Hierzu gehört vor allem die Quantifizierung der 
Ähnlichkeit von Instanzen aufgrund ihrer Merkmale. 

 

2.4 Quantifizierung von Ähnlichkeiten 

 

Um die Ähnlichkeit bzw. Unähnlichkeit von Instanzen auf der Grundlage metrischer 
Variablen quantifizieren zu können, müssen sie als Punkte im euklidischen Raum ( ) 
darstellbar sein. Auf diese Weise kann ihre Distanz zueinander als Maß ihrer 
Unähnlichkeit berechnet werden und durch eine einfache Transformation in ein 
Ähnlichkeitsmaß (Proximitätsmaß) überführt werden. Aus dem Bereich der 
multivariaten Analysemethoden wie z.B. der Diskriminanz- oder Clusteranalyse sind 

nℜ
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verschiedene Distanzmaße bekannt, die sich zur Verwendung im Rahmen der k-NN 
Methode eignen. Ein oft verwendetes Distanzmaß ist die Euklidische Distanz: 

 

( ) ( ) ( ) ( )
=

= − = − −∑
2

1
,

R T
i j ir jr i j i j

r
d x x x x x x x x

 
(9) 

 
mit: 
d(x ,x ) i j = Distanz zwischen den Instanzen xi und xj (hier euklidische); 
x , x  ir jr = Wert der r-ten Variable bei Instanz i, j; (r = 1,2,…,R) bzw. 

,i jx x  = Ein geordneter Vektor der diskreten Variablen. 

 

Durch eine Gewichtung der einzelnen Variablendifferenzen, auf die später näher 
eingegangen wird, erhält man die sog. diagonal gewichtete euklidische Distanz mit: 

 

( ) ( )( ) ( ) ( )
=

= − = −∑ −
2

1
,

R

w i j r ir jr i j i j
r

d x x w x x x x x x
T TM M

 
(10) 

 

Wobei hier wr ein Gewichtungsfaktor für die r-te Variable ist. M ist eine 
Diagonalmatrix in der Mrr = wr. 

In der praktischen Anwendung wird oft die Verallgemeinerung dieser Distanz, die sog. 
Minkowski-Metrik oder L-Norm verwendet, die sich im Fall ungewichteter Distanzen 
wie folgt berechnet (BACKHAUS et al., 2005): 

 

( )
=

⎡ ⎤= −⎢ ⎥⎣ ⎦
∑

1

1
,

R cc
i j ir jr

r
d x x x x

 
(11) 

 
mit: 
d(x ,x ) i j = Distanz der Instanzen i und j; 
x , x  ir jr = Wert der Variablen r bei Instanz i, j (r = 1,2,…,R); 
c ≥1 = Minkowski-Konstante. 
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Dabei ergibt sich für eine Minkowski-Konstante von c =1 die sog. City-Block-Metrik 
(auch Manhattan- oder Taxifahrer-Metrik), die der Summe der Varieblendifferenzen 
entspricht. Hierbei werden alle Differenzwerte unabhängig von ihrer Größe gleich 
gewichtet. Für c =2 ergibt sich die euklidische Distanz (L2-Norm), bei der größere 
Differenzen ein stärkeres Gewicht erhalten als kleine (Abbildung 2-5). 

 

i 

j 

r1

r2 
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xi2 i
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Abbildung 2-5. Euklidische Distanz (links) und City-Block-Distanz (rechts) zwischen 

zwei Punkten i und j im zweidimensionalen Raum. 

Im Rahmen der k-NN Methode wird im Allgemeinen die euklidische Distanz verwendet. 
In der Literatur finden sich jedoch auch zahlreiche Beispiele zur Verwendung des 
einfachen Differenzbetrages als Distanzmaß oder vergleichende Gegenüberstellungen 
beider Maße (z.B. SIRONEN, 2003; HESSENMÖLLER, 2002). Die Wahl der City-Block-
Metrik kann in den Fällen sinnvoll sein, in denen mit zufällig überhöhten 
Merkmalsdifferenzen (Ausreißern) gerechnet werden muss. Bemerkenswert ist 
weiterhin, dass der Unterschied zwischen euklidischer- und Manhattan Distanz mit 
zunehmender Anzahl von Dimensionen größer wird. Während die Wahl des Parameters 
c bei Verwendung von nur zwei Dimensionen noch einen relativ geringen Einfluss hat, 
erhöht sich die Auswirkung bei Verwendung von mehreren Variablen. 

Es ist nicht ungewöhnlich, dass die beschreibenden Variablen, deren Distanzen zu 
einem Gesamtabstand summiert werden, untereinander korreliert sind (HOLMSTRÖM, 
2001). In diesem Fall erhöht sich der Einfluss dieser korrelierten Variablen in der 
Abstandsberechnung im Vergleich zu unkorrelierten. Sind beispielsweise zwei Variablen 
vollkommen korreliert, führt dies in der Distanzberechnung zu einer doppelten 
Bewertung ihres Einflusses auf den Gesamtabstand zwischen zwei Instanzen. Ein 
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Distanzmaß, das die Kovarianz zwischen Variablen berücksichtigt und korrelierten 
Variablen aufgrund ihres geringen Trennungscharakters ein kleineres Gewicht in der 
Abstandsberechnung zuordnet, ist die Mahalanobis Distanz (BORTZ, 2004), auf die 
unter 2.4.1 weiter eingegangen werden soll. Hierbei sind jedoch einheitliche Mittelwerte 
der Variablen eine Voraussetzung (BACKHAUS, 2005). Abbildung 2-6 gibt einen 
Überblick über ausgewählte Distanzmaße. 

 

Proximitätsmaße 

Bei Nominal-Skalen Bei metrischen-Skalen 

L1-Norm 
(„Manhattan-

Distanz“) 

L2-Norm
(Euklidische 

Distanz) 
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Koeffizient Tanimoto-

Koeffizient 

RR- 
Koeffizient 

M-
Koeffizient 

Kulczynski-
Koeffizient 

Dice-
Koeffizient 

Minkowski-
Metrik 

 
Abbildung 2-6. Überblick über ausgewählte Proximitätsmaße für nominal und metrisch 

skalierte Daten (nach BACKHAUS et al., 2005). 

Neben den Distanzmaßen für metrische Variablen gibt es eine Reihe von Proximitäts-
maßen für nominal skalierte Merkmale, auf die hier jedoch nicht weiter eingegangen 
werden soll. 

 

2.4.1 Mahalanobis Distanz 

 

Da im vorliegenden Fall ein Distanzmaß zur Berechnung des Abstandes zwischen 
Baumindividuen verwendet werden soll, wird hierbei teilweise auf Einzelbaumvariablen 
zurückgegriffen. Da diese Variablen naturgemäß oftmals eine hohe Korrelation 
untereinander aufweisen, kann dies wie bereits unter 2.4 angemerkt, zu einer 
Verzerrung der Gewichtung führen. Mit der Mahalanobis Distanz (Mahalanobis, 1963) 
erhält man ein generalisiertes euklidisches Distanzmaß, das die korrelative Beziehung 
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zwischen den Merkmalen berücksichtigt (Bortz, 2005). Dieses Distanzmaß wird auch im 
speziellen Fall des als MSN (Most similar neighbour) Methode bezeichneten Ansatzes 
von MOER und STAGE (1995) verwendet. Weitere Anwendungen dieses Distanzmaßes 
finden sich z.B. in ANTTILA (2002), HOLMSTRÖM et al. (2001), MUINONEN et al. (2001), 
MALTAMO et al. (2003), TEMESGEN (2003) und NIESCHULZE et al. (2005). 

Dieses Distanzmaß entspricht einer voll gewichteten euklidischen Distanz, in der M 
nicht länger eine Diagonalmatrix der Gewichte darstellt, sondern durch eine kanonische 
Korrelation hergeleitet wird. Die Gewichtungsmatrix K-1 ist in diesem Fall die Inverse 
der Kovarianzmatrix der verwendeten Variablen und kann auch nicht-diagonale 
Elemente enthalten. Die Mahalanobis Distanz wird dementsprechend auch als voll 
gewichtete Distanz bezeichnet (ATKESON et al., 1996). 

 

( ) ( ) ( )−= − −2 ,M i j i j i jd x x x x x x
T 1K  (12) 

 

Wobei xi und xj die m-dimensionalen Spaltenvektoren der verwendeten Variablen 
zweier Instanzen sind und K-1 die Inverse der symmetrischen Kovarianzmatrix darstellt 
(und T für transponiert steht). Die Mahalanobis Distanz ist für solche Anwendungen 
geeignet, bei denen starke Merkmalskorrelationen auftreten, diese Korrelationen selbst 
aber keine inhaltliche Bedeutung für die Proximität haben. Sie nimmt zu, wenn die 
Korrelation bzw. die empirische Kovarianz zwischen den Variablen abnimmt. In 
speziellen Fällen entspricht die Mahalanobis Distanz der einfachen quadrierten 
Euklidischen Distanz. Werden z.B. die metrischen Merkmalsvariablen durch eine z-
Transformation normiert (siehe hierzu auch 2.5.1), so bildet die Kovarianzmatrix unter 
der Annahme gleicher Streuungen die Einheitsmatrix E. Dies entspricht wiederum einer 
einheitlichen diagonalen Gewichtung aller einbezogenen Variablen. Weiterhin sind 
beide Distanzmaße identisch, wenn keinerlei Korrelationen zwischen den Variablen 
vorliegen. 
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2.4.2 Der Q-Korrelationskoeffizient 

 

Die bisher beschriebenen Distanzmaße sind in der Lage, die Unähnlichkeit von 
Instanzen in Abhängigkeit der normierten Niveauunterschiede der Variablen zu quanti-
fizieren. Zu berücksichtigen bleibt jedoch, dass eine Mustererkennung in Bezug auf die 
Profilverläufe der Variablen nur eingeschränkt möglich ist. Der Q-Korrelations-
koeffizient (bzw. Pearson Korrelationskoeffizient) ist im Gegensatz zu den dargestellten 
Distanzmaßen ein Proximitätsmaß, das die Ähnlichkeit zwischen Objekten bzw. 
Instanzen ausschließlich aufgrund des Verlaufs der Variablenprofile beschreibt. 

 

( ) ( )
( ) ( )

=

= =

− −
=

− ⋅ −
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, 22

1 1
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i j R R
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(13) 

 

wobei: 
rij = Q-Korrelationkoeffizient; 
x , x  ir jr = Wert der Variablen r bei Objekt i, j (r = 1,2,…,R); 

ji xx ,  = Mittelwert aller Variablen bei Instanz i oder j. 

 

Zur Verdeutlichung des Unterschiedes bzw. der Interpretation des Q-Korrelations-
koeffizienten im Vergleich zu den dargestellten Distanzmaßen, ist in Abbildung 2-7 der 
Profilverlauf von 4 hypothetischen Variablen an 3 verschiedenen Instanzen dargestellt. 
Die Distanzen bzw. der Q-Korrelationskoeffizient werden hier relativ zu einer Abfrage-
instanz berechnet. 
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Abbildung 2-7. Unterschiedliche Profilverläufe von 4 Variablen (Var 1 – Var 4) bei ver-

schiedenen Instanzen. Die Abfrageinstanz ist mit gestrichelter Linie dargestellt. 

Würde man die Ähnlichkeit der oben dargestellten Instanzen zur gegebenen Eingangs-
raumposition bzw. Abfrageinstanz unter der Annahme der Gleichgewichtung der 
Variablen auf Grundlage der Minkowski Metrik quantifizieren, so hätten die Instanzen 
1 und 2 den gleichen Abstand und würden somit in der Reihenfolge der k nächsten 
Nachbarn den gleichen Rang belegen. Offensichtlich unterscheiden sie sich jedoch 
erheblich in Bezug auf den Profilverlauf der berücksichtigten Variablen. Da die 
euklidische Distanz durch die Quadrierung der Variablendifferenzen zwar in der Lage 
ist, Abweichungen von Differenzbeträgen einzelner Variablen aufzudecken, hierbei 
jedoch die Richtung der Abweichung nicht berücksichtigt wird, können unterschiedliche 
Profilverläufe der Variablen kaum nachgewiesen werden. In Bezug auf das dargestellte 
Beispiel würde eine unterschiedliche Gewichtung der Variablen zwar zu verschiedenen 
Abständen der Instanzen 1 und 2 führen, ob jedoch die resultierende Reihenfolge in 
diesem Fall der implizierten Beziehung zwischen Suchvariablen und der zu schätzenden 
Zielgröße gerecht wird, bleibt fraglich. Tabelle 2-2 zeigt die für das gegebene Beispiel 
berechneten Distanzen und Q-Korrelationskoeffizienten. 
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Tabelle 2-2. Gegenüberstellung der euklidischen Distanz und des Q-Korrelations-
koeffizienten in Bezug auf eine Abfrageinstanz für 3 hypothetische Trainings-
instanzen mit unterschiedlichem Profilverlauf der berücksichtigten Variablen. 

Instanz Ungewichtete euklidische Distanz Q-Korrelationskoeffizient 
Instanz 1 0,132 0,917 
Instanz 2 0,132 0,132 
Instanz 3 0,200 1,000 

 

Da die Abfrageinstanz und Instanz 3 ein kongruentes Variablenprofil aufweisen, werden 
sie auf Grundlage des Q-Korrelationskoeffizienten als „am ähnlichsten“ bewertet, 
obwohl die ungewichtete euklidische Distanz hier am größten ist.  

Die Aussagekraft dieses Proximitätsmaßes bei der abstandsgemäßen Sortierung von 
Instanzen ist also stark von einer eventuellen Kovarianz der verwendeten Variablen 
abhängig. Um den Einfluss unterschiedlicher Variablenprofile auf die Schätzung der 
Zielgröße zu überprüfen, kann die Beziehung der Residuen der Schätzung aus einer 
Kreuzvalidierung in Abhängigkeit des jeweiligen Q-Korrelationskoeffizienten untersucht 
werden. Falls sich die Streuung der Residuen in bemerkenswertem Umfang durch 
Unterschiede in den Variablenprofilen erklären lässt, könnte der Q-Korrelations-
koeffizient z.B. als zusätzlicher Gewichtungsfaktor in die Abstandsberechnung einbe-
zogen werden. 
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2.5 Der k-NN Algorithmus 

 

Eine Instanz x wird als Vektor im n-dimensionalen Vektorraum abgebildet, wobei die 
Anzahl der Dimensionen (Achsen) durch die Anzahl der betrachteten Attribute einer 
Instanz vorgegeben ist: 

( ) ( ) ( )< >1 2, ,........ na x a x a x  (14)

wobei hier ar(x) eine Bezeichnung für das r-te Attribut der Instanz x ist.  

Im Fall einer konkreten Suchanfrage werden die Distanzen zu allen bekannten 
Instanzen in der Trainingsdatenbank berechnet und durch Invertierung der Distanz die 
k-nächsten Nachbarn identifiziert. Der k-NN Ansatz eignet sich dabei gleichermaßen 
zur Klassifizierung von diskreten und stetigen Zielfunktionen, wobei im Fall diskreter 
Variablen eine Zuordnung der Zielgröße nach der maximalen Häufigkeit eines Merkmals 
innerhalb der k-nächsten Nachbarn erfolgt, und im stetigen Fall ein (gewichteter) 
Mittelwert aus den k-nächsten Nachbarn gebildet wird (HESSENMÖLLER, 2001). 

Im Fall einer diskreten Zielfunktion der Form Vf n →ℜ: , in der V eine endliche Liste 
der Funktionswerte ist, gibt der k-NN Algorithmus also den häufigsten Wert der k 
Nachbarn zurück: 

 

 mit ( )
⎩
⎨
⎧

≠
=

=
ba
ba

b,aδ
0
1

 (15) ( ) ( )( )δ
∈ =

← ∑
1

arg max ,
k

q i
v V i

f x v f x

 

Wobei: 
x  q = zu klassifizierende Instanz; 
xi = k nächste Nachbarn der Trainingsinstanzen; 
V = endliche Liste von Funktionswerten {v1, ...vs}. 

Zur lokalen Approximation einer stetigen Zielfunktion  wird stattdessen der 
Mittelwert aus den Werten der 

ℜ→ℜnf :
k nächsten Nachbarn der Trainingsinstanzen berechnet: 
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( ) ( )=← ∑ 1

k
ii

q

f x
f x

k
 (16) 

 

Im Fall der Suche nach nur einem nächsten Nachbarn (k =1) ergibt sich im zwei-
dimensionalen Fall für jeden Punkt p eine endliche Menge von Punkten, die p als 
nächsten Nachbarn haben. Die Polygonflächen die die Menge dieser Punkte bilden 
werden als Voronoi Regionen und ihre Darstellung (Abbildung 2-8) als Voronoi 
Diagramm3 bezeichnet. 

 

 
Abbildung 2-8. Voronoi Diagramm der L2-Norm (Euklidische Norm) mit Voronoi 

Regionen für jede Instanz. 

Wie aus Formel (9) deutlich wird, berechnet sich die euklidische Distanz zwischen zwei 
Instanzen aus der Summe der Einzelabstände ihrer Attribute zueinander. Hierbei 

                                      

 

 

 

 

 

3 eine verbreitete Bezeichnung ist auch Diriclet- Region oder Mosaik bzw. Thiessen Polygon. 
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werden diese Einzelabstände ungewichtet und ohne Beachtung ihres jeweiligen 
Einflusses auf die Zielgröße verwendet und zu einem Gesamtabstand zwischen den 
Instanzen aufsummiert. Diese Vorgehensweise kann bei Betrachtung aller Attribute 
dazu führen, dass es aufgrund des Einflusses von Variablen, die für die Schätzung der 
Zielgröße weitgehend unbedeutend sind, zu Fehlklassifikationen kommt. 

Sind beispielsweise aus einem Satz von 20 beschreibenden Attributen einer Instanz nur 
wenige für die Ausprägung der Zielgröße relevant, so führen die zusätzlich in die 
Berechnung einbezogenen Variablen zu einer Verzerrung des Abstands. Um den 
Einfluss relativ unbedeutender Variablen auf den Gesamtabstand zwischen den 
Instanzen abzuschwächen, bzw. den Einfluss bedeutender Variablen zu verstärken, 
müssen die Einzelabstände der betrachteten Attribute gewichtet werden (MITCHELL, 
1997; TOMMOLA et al., 1999; HESSENMÖLLER, 2002). 

 

( )
=

⎡ ⎤
= −⎢ ⎥
⎣ ⎦
∑

1

1
( , )

cR c

w i j r ir jr
r

d x x w x x  (17) 

 

wobei: 
d  w = gewichteter Gesamtabstand zwischen Instanzen; 
w  r = Gewichtungsfaktor für den Abstand der r-ten Variablen; 
x , x  ir jr = Wert der r-ten Variablen der Instanz i, j (r = 1,2,…,R);
c = Minkowski Konstante. 

 

Weiterhin ist zu beachten, dass die verwendeten Variablen sehr unterschiedliche 
Wertebereiche aufweisen können und daher durch ihre unterschiedliche Skalierung 
einen unausgeglichenen Einfluss auf die Abstandsberechnung haben können. Da die 
Gewichte, die für einzelne Variablen in der Abstandsberechnung verwendet werden, in 
ihrer Summe 1 ergeben (vgl. 2.5.2), können sie die Verzerrung der Distanzen nicht 
ausgleichen. Üblicherweise geht man daher von vereinheitlichten Maßstäben aus, bei 
denen durch eine Normierung des Merkmalraums aller beteiligten Variablen der 
Skaleneinfluss eliminiert wird. 
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2.5.1 Normierung des Merkmalraums 

 

Da angestrebt wird, dass alle betrachteten Merkmale gleichermaßen in den resultieren-
den Gesamtabstand eingehen, ist eine vorherige Normierung des Merkmalraums der 
Variablen notwendig (ALTMAN, 1992; BACKHAUS et al., 2005; HAENDEL, 2003), um den 
Skaleneinfluss zu eliminieren.  

Zur Normierung der Daten bieten sich verschiedene Verfahren an. Um z.B. die Abwei-
chung zweier Variablen vom jeweiligen Mittelwert vergleichbar zu machen, müssen sie 
zunächst an der Unterschiedlichkeit aller Ausprägungen dieses Merkmals innerhalb der 
Trainingsdaten relativiert werden. Hierzu kann eine z-Transformation oder Standardi-
sierung vorgenommen werden. 

 

σ
−′ = ir ir

ir
ir

x xx  (18) 

 

Eine andere Möglichkeit besteht darin, den Wertebereich der Variablen auf das 
Intervall [0, 1] zu normieren, was der Berechnung von Prozenträngen gleichkommt. Bei 
dieser Vorgehensweise können jedoch Ausreißer einen starken Einfluss auf die Skalier-
ung haben.  

HESSENMÖLLER (2001) bzw. HESSENMÖLLER UND ELSENHANS (2002) führen eine 
Normierung mit der Standardabweichung der Variablen durch, wobei hierbei zwar die 
Breite der Verteilung, nicht aber ihre absolute Lage (wie in Formel (17) durch den 
Mittelwert gegeben) normiert wird. Da durch die Normierung letztendlich eine Ver-
gleichbarkeit der Variablendifferenzen hergestellt werden soll, können statt der Aus-
gangsdaten auch die, auf der Grundlage der Ausgangsdaten berechneten, Distanzwerte 
der einzelnen Variablen auf ein einheitliches Intervall normiert werden. In der darge-
stellten Distanzfunktion treten die Abstände der berücksichtigten Variablen explizit 
auf, so dass hier eine Integration der Normierung in die Abstandsfunktion möglich ist: 
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r r

x x
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Hierbei ist δr ein Normierungsfaktor, der einfach an die Spannweite der jeweiligen 
Variablen in den Trainingsdaten gekoppelt werden kann. Setzt man δr = xr max-xr min 

liegen die Abstände der einzelnen Variablen im Intervall [0,1]. Da eine Normierung nur 
aufgrund der in der Datenbank enthaltenen Trainingsinstanzen vorgenommen wird, 
kann die Distanz zu einer unbekannten Instanz dieses Intervall jedoch verlassen. Dies 
ist davon abhängig, inwieweit die Trainingsdaten den gesamten möglichen Merkmal-
raum der betreffenden Variablen abdecken. 

HEANDEL (2003) schlägt zur Abmilderung des Einflusses von Ausreißern eine Kopplung 
von δr an die Standardabweichung oder ein Vielfaches davon vor. Bei Verwendung der 
vierfachen Standardabweichung (δr = 4σr) liegen so die Abstände je nach Grad ihrer 
Normalverteiltheit meistens im gewünschten Intervall [0, 1]. 

 

2.5.2 Gewichtung der Variablendifferenzen 

 

Im einfachen k-NN Ansatz werden die Verschiedenartigkeiten in den einzelnen Dimen-
sionen in einer „naiven“ Weise mit einer gleichen Gewichtung für alle Variablen zu 
einem Gesamtabstand zwischen zwei Instanzen summiert (bzw. die Gewichtung ist 
hierbei für alle Merkmale wr =1). Dieser Ansatz ist deswegen unrealistisch, weil auf 
diese Weise auch irrelevante Merkmale die Abstandsberechnung beeinflussen. Dieses 
Problem wird auch als „Fluch der Dimensionalität“ bezeichnet (BELLMANN, 1961). Es 
gibt eine Vielzahl von verschiedenen Ansätzen um realistische Gewichtungsfaktoren für 
die einzelnen Merkmale in den k-NN Ansatz zu integrieren. Die Gewichtung der 
Variablenabstände ist dabei klar von der Normierung der Variablen zu trennen. 
Während die Normierung die Vergleichbarkeit der Differenzwerte verschiedener 
Variablen gewährleisten soll, ist die Gewichtung Ausdruck der Relevanz bzw. Irrelevanz 
einer Variablen für die gesuchte Zielgröße. 
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Obgleich die k-NN Methode generell ein nicht-parametrischer Ansatz im Hinblick auf 
die Suche nach den k nächsten Nachbarn ist, gilt dies nicht gleichermaßen für die 
Distanzfunktion, die für die einzelnen Variablen gebildet wird. Die Gewichtung der 
Variablendifferenzen sowie alle weiteren Parameter der Abstandsmetrik werden global 
definiert und somit deterministisch festgelegt. Die Gewichtung der Einzelabstände 
kommt dabei einer Skalierung aller Achsen im n-dimensionalen Raum gleich, wobei die 
Achsen entsprechend ihres Einflusses auf die gesuchte Zielgröße gestreckt oder ge-
staucht werden. Variablen, die keinen nachweislichen Einfluss auf die Zielgröße haben, 
können auf diese Weise auch ganz eliminiert und somit von der Abstandsberechnung 
ausgeschlossen werden (AHA, 1998; WETTSCHERECK, 1995). 

Die Bestimmung der Gewichtungsfaktoren für die einzelnen Variablenabstände kann 
einen großen Einfluss auf die Erkennung der k nächsten Nachbarn haben, und ist somit 
entscheidend für die Qualität der Schätzung der Zielgröße. Zur Bestimmung geeigneter 
Gewichtungsfaktoren bieten sich verschiedene Möglichkeiten. Die Gewichtung der 
Abstände einzelner Variablen in der Distanzfunktion kann durch einen iterativen 
Prozess mit Hilfe einer Kreuzvalidierung hergeleitet werden. Hierbei wird für jede 
Instanz der Trainingsdaten eine Schätzung der Zielgröße aus den N-1 verbleibenden 
Instanzen abgeleitet. Durch die Modifikation der beeinflussenden Gewichte in der 
Schätzung kann eine Annäherung an ein optimales Gewichtungsverhältnis erzielt 
werden. Bedenkt man hierbei allerdings die Vielzahl der möglichen Gewichtungs-
verhältnisse bei einer steigenden Anzahl von berücksichtigten Variablen, erfordert 
dieses Vorgehen ohne Vorkenntnisse über deren Einfluss einen enormen Rechen-
aufwand, der allenfalls durch iterative Optimierungsalgorithmen wie z.B. dem 
Simulated Annealing oder Genetic Algorithm verringert werden kann (siehe z.B. 
TOMPPO und HALME, 2004). 

Eine weitere Alternative zur Herleitung einer Distanzfunktion ist die Verwendung eines 
Regressionsmodells zur Bestimmung des Distanzmaßes (NIGGEMEYER, 1999; 
HOLMSTRÖM et al., 2001). Hierbei wird ein geeignetes Regressionsmodell angepasst und 
die geschätzten Regressionskoeffizienten, die letztendlich das Verhältnis des Einflusses 
der Variablen auf die Zielgröße widerspiegeln, zur Herleitung der Gewichtungsfaktoren 
für die k-NN Suche verwendet. Da alle Einzelgewichte in ihrer Summe 1 ergeben sollen, 
ist das individuelle Gewicht einer Variablen r: 
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β
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w  
(20) 

 

Mit: 
wr = Gewicht der Variablen r; 
β r = Regressionskoeffizient der Variablen r; 
n = Anzahl der berücksichtigten Variablen. 

 

TOMPPO et al. (1999) schlagen eine Gewichtung der Variablen nach ihren Korrelations-
koeffizienten in Bezug auf die Zielgröße vor. Bei diesem Vorgehen ist jedoch zu 
bedenken, dass auf diese Weise nur Gewichtungen für Variablen bestimmt werden 
können, die einen linearen Bezug zur gesuchten Zielgröße haben. Im Fall der Beziehung 
zwischen Einzelbaumvariablen wie z.B. dem BHD der Baumhöhe oder dem Alter und 
der Baum-Biomasse als Zielgröße muss davon ausgegangen werden, dass es sich um 
nicht-lineare Beziehungen handelt. In diesem Fall handelt es sich oft um allometrische 
Beziehungen, die jedoch wie in Kapitel 2.1.2 beschrieben, durch eine logarithmische 
Transformation linearisiert werden können. 

 

2.5.3 Distance weighted k-Nearest Neighbour 

 

Eine Modifikation des k-NN Algorithmus besteht darin, die k Trainingsbeispiele, die zur 
Klassifizierung herangezogen werden, nach ihrem berechneten Gesamtabstand so zu 
gewichten, dass diejenigen mit dem geringsten Abstand das höchste Gewicht erhalten. 
Da der Einfluss von Trainingsbeispielen mit zunehmendem Abstand sinkt, können bei 
dieser Vorgehensweise theoretisch alle Trainingsdaten in die Schätzung der Zielgröße 
einbezogen werden. Im Gegensatz zur ausschließlichen Verwendung der k nächsten 
Nachbarn ergibt sich in diesem Fall statt einer lokalen Approximation ein globaler 
Ansatz, der auch als Shepards Methode (SHEPARD, 1968) bezeichnet wird (MITCHELL, 
1997). In welchem Umfang der Abstand der Trainingsbeispiele Einfluss auf die 
Schätzung hat wird durch eine Kernel-Funktion festgelegt, die bestimmt, in welcher 
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Proportion der Einfluss der Nachbarn mit zunehmendem Abstand sinkt. Die Gewicht-
ung der gefundenen k nächsten Nachbarn bei der Schätzung der Zielgröße ist dabei klar 
von der Gewichtung der Variablen in der Abstandsberechnung zu unterscheiden. 

Eine Gewichtung, die mit zunehmender Distanz proportional abnimmt, erhält man 
durch Verwendung des einfachen Kehrwertes der berechneten Distanz: 
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k k

i q k

d
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d

 (21) 

 

Wobei: 
wk = Gewicht des Nachbarn k; 
dq,i = Berechneter Abstand zwischen Abfrageinstanz xq und Nachbar xk. 

 

SIRONEN et al. (2003) und in ähnlicher Weise MALTAMO und KANGAS (1998) schlagen 
eine Gewichtungsfunktion vor, in der ein Gewichtungsparameter bestimmt, wie stark 
der Einfluss eines Referenzbaumes mit zunehmendem Abstand abnimmt: 
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Wobei: 
wk = Gewicht des Nachbarn k; 
dq,i = Berechneter Abstand zwischen Abfrageinstanz xq und Nachbar xk; 
t = Gewichtungsparameter. 
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Zu beachten ist hierbei, dass bei einem Abstand dq,i = 0 ein zum Abfragepunkt gleicher 
Nachbar das Gewicht 1 erhält und alle weiteren Trainingsinstanzen nicht mehr 
berücksichtigt werden. Insofern ist die k-NN Methode in diesem Fall als ein exaktes 
Interpolationsverfahren zu bezeichnen. 

Abbildung 2-9 zeigt die Auswirkung des Gewichtungsparameters t auf die Form der 
Kernelfunktion. 
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Abbildung 2-9. Einfluss des Gewichtungsparameters t auf die Form der Kernelfunktion. 
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Durch die Einbeziehung dieser Gewichtung in den Schätzer (vgl. (15)) für die Zielgröße 
ergibt sich somit: 
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 (23) 

Im Fall des so berechneten gewichteten Mittelwertes entspricht dieser Schätzer dem 
Nadaraya-Watson-Estimator (NADARAYA, 1964; WATSON, 1964; ATKESON et al., 1996; 
HAENDEL, 2003). 

Das in Abbildung 2-10 dargestellte Beispiel einer Kreuzvalidierung innerhalb eines 
Fichtendatensatzes zeigt die Verteilung der oberirdischen Gesamtbiomasse mit 
zunehmendem Abstand zu einer bestimmten Suchanfrage. 
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Abbildung 2-10. Normierter Gesamtabstand aller Trainingsinstanzen im Fall einer 

konkreten Suchanfrage in einem Fichtendatensatz, dargestellt über der ober-
irdischen Gesamtbiomasse (agb).  
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2.5.4 Fehlereinschätzung und Gütemaße 

 

Eine Einschätzung der Prognosefehler ist im Rahmen der k-NN Methode für zwei 
Gesichtspunkte notwendig. Zum einen dienen Gütemaße als Kriterium für die Adjustie-
rung der Parameter der Distanz- und Gewichtungsfunktion innerhalb der vorhandenen 
Trainingsdaten. Hierbei wird eine Minimierung des jeweiligen Gütemaßes durch eine 
Anpassung oder Veränderung der Parameter angestrebt. Zum anderen ist der Vergleich 
der Prognosen aus der k-NN Schätzung mit denen herkömmlicher Verfahren nur durch 
vergleichbare Einschätzungen der Prognosegüte möglich. 

Da das Ergebnis der k-NN Methode immer eine Punktschätzung und nicht wie bei 
einem parametrischen Verfahren eine über den gesamten Wertebereich definierte 
Funktion ist, ist die Einschätzung der erwarteten Güte einer Schätzung erschwert. Im 
Gegensatz zu einem Regressionsmodell, für das ein Vertrauensintervall über die 
gesamte Spannbreite der Zielgröße geschätzt werden kann, ist die Sicherheit der 
Schätzung bei der k-NN Methode in nahezu jedem Punkt des Wertebereiches unter-
schiedlich. Zur Bestimmung des erwarteten Fehlers einer Schätzung wird bei nicht-
parametrischen Verfahren im Allgemeinen die Standardabweichung der Schätzung 
(RMSE = root mean square error) zwischen geschätzten und beobachteten Werten der 
Zielgröße innerhalb der Trainingsdaten herangezogen. 

 

( )
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−
= =
∑
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1
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i i
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x x
RMSE MSE

N  
(24) 

 

Wobei: 
N  = Anzahl der Beobachtungen; 
xi  = beobachteter Wert für die Instanz i; 

ix   = geschätzter Wert für die Instanz i. 

 

Die Abfrageinstanz ist in diesem Fall eine Trainingsinstanz, deren Wert für die Ziel-
größe bekannt ist. Mit Hilfe einer Kreuzvalidierung wird auf diese Weise für jede 
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Instanz in der Datenbank eine Schätzung für die Zielgröße auf der Grundlage der 
verbleibenden N-1 Instanzen abgeleitet und den beobachteten Werten gegenüber-
gestellt. Üblicherweise wird der RMSE% als relative Abweichung vom Mittelwert der 
geschätzten Zielgröße verwendet (siehe z.B. MALINEN et al., 2003; SIRONEN et al., 
2003). 

 

 

= ⋅% 100
i

RMSERMSE
x  

(25) 

 

Der RMSE wird hauptsächlich aufgrund der quadratischen Fehlergewichtung, der 
einfachen Interpretation und der hohen Bekanntheit dieses Gütemaßes verwendet. Er 
liefert die Information, inwieweit die geschätzten Werte im Durchschnitt von den 
Beobachtungen abweichen, ohne dass sich negative und positive Abweichungen aus-
gleichen. Größere Abweichungen werden hierbei stärker gewichtet als kleine (WEBER, 
1998). 

Ein Nachteil bei der Verwendung des RMSE ist darin zu sehen, dass das Ausgangs-
niveau der Daten unberücksichtigt bleibt. D.h., Abweichungen werden nur aufgrund 
ihrer absoluten Größe, jedoch nicht in Bezug auf die Höhe der Zielgröße bewertet. 
Besonders im vorliegenden Fall, bei dem Schätzungen auf Einzelbaumebene abgeleitet 
werden, würde das dazu führen, dass ein bestimmter Fehlerbetrag bei kleinen oder 
besonders großen Bäumen gleich gewichtet werden würde. Ein Gütemaß das die 
Prognosefehler in Abhängigkeit des Ausgangsniveaus beschreibt, ist der mittlere 
absolute prozentuale Fehler (Mean Absolute Percentage Error = MAPE) bzw. die 
Wurzel des mittleren quadratischen prozentualen Fehlers (Root Mean Square 
Percentage Error = RMSP). 

 

=
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1
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N

i i

n i
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(26) 
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(27) 

 

Der RMSE sowie auch der mittlere quadratische Fehler (MSE) lassen sich in einen 
systematischen und unsystematischen Fehleranteil zerlegen, wodurch eine weitere 
Untersuchung der Fehlerstruktur ermöglicht wird. 

Der systematische Fehleranteil (Bias-Anteil) hat hierbei eine hohe Sensitivität gegen-
über Niveau-Fehlerprognosen. Weicht der Bias von Null ab, so weist dies auf eine 
systematische Über- bzw. Unterschätzung der beobachteten Werte durch die Prognosen 
hin. 

 

Bias-Anteil des MSE: 
( )−

=

2

i ix x
Bias

MSE
; für MSE (RMSE2) ≠ 0 (28) 

 

Weicht der Varianz-Anteil des RMSE von Null ab, so wird zwar die Streuung der 
Beobachtungswerte um ihren Mittelwert durch die Prognosen erfasst, das Ausmaß 
dieser Erfassung ist jedoch zu stark oder zu schwach (systematische Abweichungs-
Fehlprognosen). 

 

Varianz-Anteil des MSE: 
( )−

=

2

i ix xS S
Var

MSE
; für MSE (RMSE2) ≠ 0 (29) 

 

wobei S die Streuung der beobachteten bzw. geschätzten Werte ist. 

Prognosen, die weder systematische Niveaufehler noch Abweichungsfehler aufweisen, 
können sich von den beobachteten Werten nur noch unsystematisch unterscheiden. 
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Solche Abweichungsfehler können durch den Kovarianz-Anteil des Fehlers aufgedeckt 
werden. 

 

Kovarianz-Anteil: 
( )⋅ − ⋅ ⋅

=
2 1

i ix xR S S
Kov

MSE
; für MSE (RMSE2) ≠ 0 (30) 

 

Bias-, Varianz- und Kovarianz-Anteil sind in diesem Fall auf ein Intervall zwischen 0 
und 1 beschränkt. Je kleiner der Bias- bzw. Varianz-Anteil und je weiter der Kovar-
ianz-Anteil bei Eins liegt, desto besser ist die Prognose. WEBER (1998) schlägt daher 
zur Aufdeckung verschiedener Fehler einen Gütemaßmix vor. 

 

2.5.5 Optimale Größe der Nachbarschaft (Bandbreite) 

 

Nicht-parametrische instanzenbasierte Schätzverfahren sind typischerweise mit einem 
sog. Bias-Varianz-Dilemma behaftet. Ein methodischer Nachteil solcher Verfahren 
besteht darin, dass die Zielgröße nicht durch eine Extrapolation über die Trainings-
daten heraus hergeleitet werden kann. Befinden sich die Werte einzelner Variablen 
einer unbekannten Instanz am Rand der Werteverteilung der Trainingsdaten oder 
liegen sie sogar außerhalb, kommt es zu einer systematischen Über- bzw. Unter-
schätzung.  

Die Bestimmung der optimalen Anzahl k nächster Nachbarn, die bei einer Schätzung 
der Zielgröße berücksichtigt werden, wird normalerweise mit Hilfe des, auf Grundlage 
verschieden großer Nachbarschaften berechneten, Fehlers einer Kreuzvalidierung inner-
halb der Trainingsdaten ermittelt und danach für alle Schätzungen festgelegt. In vielen 
Fällen ist mit ansteigendem k zunächst ein Abfallen, bei weiterer Erhöhung von k aber 
ein Ansteigen des RMSE zu beobachten. In vielen Veröffentlichungen ist daher ein 
typisches lokales Minimum im Verlauf des RMSE über der steigenden Anzahl von 
Nachbarn zu finden (siehe z.B. MCROBERTS et al., 2002; MALINEN et al., 2003; 
MALINEN, 2003; MALINEN und MALTAMO, 2003; STÜMER und KÖHL, 2005; LEMM et al., 
2005). 
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Das Ansteigen des Fehlers bei steigender Anzahl von Nachbarn ist hierbei hauptsäch-
lich eine Folge des ansteigenden Bias und somit des beschriebenen Randeffektes (siehe 
auch LAWRENCE et al., 1996 oder LOADER, 1999, S.7). Besonders die großen absoluten 
Fehlerwerte die mit steigender Anzahl berücksichtigter Nachbarn im Bereich der 
Extreme des Wertebereiches der wichtigsten Variablen entstehen, verursachen ein 
Ansteigen des RMSE % im Falle einer Kreuzvalidierung. 
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Abbildung 2-11. Aus einer Kreuzvalidierung innerhalb eines Fichtendatensatzes 

abgeleitete Biomasseschätzungen über k = 3 (Plus) bzw. 15 (Dreieck) Nachbarn 
und beobachtete Werte über dem BHD (Kreis). 

Wie aus dem in Abbildung 2-11 dargestellten Beispiel deutlich wird, werden zur 
Schätzung der größten Bäume (hier bezogen auf eine Schätzung mit Hilfe des BHD und 
der Baumhöhe) überdurchschnittlich mehr kleinere Nachbarn herangezogen, was für die 
größten Individuen zu einer Unterschätzung bzw. für die kleinsten Individuen zu einer 
Überschätzung ihrer Biomasse führt. 

Das eigentliche Problem bei der Determinierung der Größe der Nachbarschaft ist darin 
zu sehen, dass ein bestimmter Wert für k gesucht wird, der dann für jede Punkt-
schätzung verwendet werden soll. Hierdurch steigt im speziellen Fall von Vergleichen 
zwischen Baumindividuen mit steigender Anzahl von Nachbarn besonders der Fehler 
für die Schätzung der größten Individuen. Während hier eine geringe Anzahl von 
Nachbarn den Fehler minimieren würde, kann bei einer ausgeglichenen Verteilung der 
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Nachbarn auf eine höhere Anzahl zurückgegriffen werden. Die Forderung die 
berücksichtigten Nachbarn nur aus einer „symmetrischen“ Nachbarschaft zu wählen, in 
der sich k/2 größere Nachbarn sowie kleinere Nachbarn befinden, findet sich z.B. auch 
bei KOTZ et al. (1998, S.472). 

Die Frage nach einer optimalen Größe der Nachbarschaft, die auch als Bandbreite 
bezeichnet wird, ist daher abhängig von der Lage der Trainingsdaten im n-dimensiona-
len Merkmalraum. Die Entscheidung über eine feste Größe der Nachbarschaft ist 
hierbei ein typisches Bias–Varianz-Dilemma, das in vielen Fällen nicht zufrieden 
stellend gelöst werden kann. Durch die Erhöhung der Anzahl der berücksichtigten 
Nachbarn steigt zwar die Reliabilität der lokalen Approximation, gleichzeitig steigt 
jedoch der Bias der Schätzung (ALTMAN, 1990; MCROBERTS, 2002; KATILA, 2004; 
FINLEY et al., 2006). Eine Verringerung von k führt andererseits zu einer erhöhten 
Varianz der Schätzung, da hierdurch der ausgleichende Effekt der Mittelwertsbildung 
innerhalb der Nachbarschaft kleiner wird. Dementsprechend besteht hierbei die Gefahr 
des Overfittings. 

Grundlegend lassen sich verschiedene Ansätze zur Eingrenzung der Nachbarschaft 
unterscheiden. Um die verschiedenen Herangehensweisen zu verdeutlichen, kann ein 
Glättungs- oder Bandbreitenparameter (h) verwendet werden, der über die Spannweite 
der Trainingsdaten aus denen eine Schätzung abgeleitet wird, bestimmt. Die Wahl 
dieses Parameters kann auf verschiedene Weise erfolgen (ATKESON et al., 1996; 
MALINEN, 2003): 

 

 Feste Bandbreite: Der Parameter h ist hierbei ein konstanter Wert (Kernel 
Methode). Die nächsten Nachbarn werden nur bis zu einer festgelegten Distanz 
berücksichtigt. Die Größe der Nachbarschaft (k) ist in diesem Fall von der 
Anzahl der Trainingsbeispiele in der Nähe des Abfragepunktes abhängig. 

 Nearest Neighbour Bandbreite: Der Parameter h wird als Distanz zum k-ten 
Nachbarn definiert (k-NN Methode) und ist damit von der Verteilung der 
Trainingsdaten um den Abfragepunkt abhängig. Die Größe der Nachbarschaft 
ist hierbei durch k festgelegt. 
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Beide Varianten können dabei entweder global für alle Schätzungen definiert, oder 
lokal (bzw. adaptiv) für jeden Abfragepunkt bestimmt werden. Eine Möglichkeit zur 
Optimierung von k ist dabei die Verwendung von iterativen Optimierungsalgorithmen 
die z.B. durch die globale oder lokale Veränderung von k den RMSE einer (Leave-One-
Out-) Kreuzvalidierung minimieren. 

Die Wahl einer festen Bandbreite kann dabei zu einer Erhöhung der Varianz in 
Bereichen mit einer geringen Anzahl von Trainingsdaten führen. Im Extremfall finden 
sich überhaupt keine Nachbarn innerhalb der vorgegebenen Distanz und eine Schätzung 
ist nicht möglich (CLEVELAND und LOADER, 1994; ATKESON et al., 1997). Dieses 
Problem kann allerdings durch eine Normierung der berechneten Distanzen auf ein 
festes Intervall (z.B. [0,1]) umgangen werden. Bestimmt man eine maximale 
(normierte) Distanz bis zu der Nachbarn berücksichtigt werden sollen, kann es auf 
diese Weise nicht dazu kommen, dass sich keine Trainingsdaten in diesem Bereich 
befinden (siehe z.B. Abbildung 2-10). In der Literatur finden sich zahlreiche Ansätze 
zur lokal adaptiven Wahl der Bandbreite (siehe z.B. CLEVELAND und LOADER, 1994; 
WETTSCHERECK und DIETTERICH, 1994; ATKESON et al., 1997; MCROBERTS et al., 
2002 oder MALINEN, 2003). 

Neben der Größe der Nachbarschaft hat jedoch auch die Integration einer Kernel-
funktion, die zu einer Gewichtung innerhalb der gefundenen Nachbarn verwendet wird, 
einen entscheidenden Einfluss auf das beschriebene Bias-Varianz-Dilemma (siehe 2.5.3). 
Durch die Wahl des Gewichtungsparameters t kann der Einfluss von Nachbarn bei 
einer festgelegten Bandbreite entsprechend ihrer Distanz abgeschwächt werden. Hierbei 
entstehen daher Wechselwirkungen, die sich im speziellen Fällen gegenseitig aufheben 
können. Liegt zum Beispiel keine Beschränkung der Bandbreite vor, so dass alle 
vorhandenen Nachbarn (k=N) einbezogen werden, führt die Wahl eines hohen Gewicht-
ungsparameters dazu, dass trotzdem nur eine gewisse Anzahl nächster Nachbarn einen 
entscheidenden Einfluss auf die Klassifizierung haben. Im Extremfall t → ∞ wird hier 
nur der nächste Nachbar für eine Schätzung herangezogen. 

Im Rahmen dieser Untersuchung soll überprüft werden, ob sich aus der Verteilung der 
berechneten Distanzen zwischen einem Abfragepunkt und allen Trainingsinstanzen ein 
Anhaltspunkt für eine individuelle Bestimmung von k für jede einzelne Abfrage ableiten 
lässt. Ansätze in diese Richtung finden sich z.B. mit der sog. Locally Adaptable 
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Neighbourhood (LAN) MSN Methode bei MALINEN (2003) oder in MCROBERTS et al. 
(2002). 

Ziel dieser Untersuchung soll es sein, k variabel zu halten und je nach Lage des 
Abfragepunktes im Verhältnis zur Lage aller Trainingsdaten im n-dimensionalen 
Merkmalraum anzupassen.  

 

2.6 Umsetzung der k-NN Methode 

 

Im Gegensatz zu einem Regressionsmodell, das auf einfache Weise auf unabhängige 
Variablen eines Datensatzes angewendet werden kann, bedarf die Umsetzung instanzen-
basierter Verfahren einer Softwareanwendung bzw. der Implementierung des Algorith-
mus. Im Rahmen der zugrunde liegenden Studie wurde in Kooperation mit der Firma 
Argus Forstplanung (Staupendahl, 2006) das Softwaremodul kNN-Biomass entwickelt, 
das in weiten Teilen eine Umsetzung der oben beschriebenen theoretischen Grundlagen 
darstellt. 

Da die technische Umsetzung des k-NN Algorithmus zwar nicht Inhalt dieser Arbeit ist, 
andererseits aber die zugrunde gelegte Anwendung teilweise zur Generierung der im 
folgenden dargestellten Ergebnisse verwendet wurde, soll hier nur kurz auf dieses 
Softwaremodul eingegangen werden. Abbildung 2-12 zeigt einen Ausschnitt der 
grafischen Benutzeroberfläche. 
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Abbildung 2-12. Benutzeroberfläche des Softwaremoduls kNN-Biomass (STAUPENDAHL, 

2006). 

 

Nach Anbindung einer geeigneten Trainingsdatenbank (siehe 2.7) im beschriebenen 
Format, können die Baumart bzw. Baumartengruppe sowie die zu schätzende Zielgröße 
ausgewählt werden. Weiterhin können hier die zur Distanzberechnung berücksichtigten 
Variablen übernommen werden, wobei diese entweder aus den in der Datenbank 
vorhandenen Einzelbaumvariablen oder vorhandenen Meta-Daten der Untersuchungs-
bestände bzw. aus zusätzlichen baumartenspezifischen Variablen, wie z.B. einer 
mittleren Holzdichte der betreffenden Art, gewählt werden können. 

Neben den Gewichtungsfaktoren der einzelnen Dimensionen können hier alle weiteren 
notwendigen Parametereinstellungen zur Adjustierung der implementierten Distanz-
metrik sowie die Distanzgewichtung vorgenommen werden. Um eine angepasste Wahl 
der Bandbreite (Größe der berücksichtigten Nachbarschaft) zu ermöglichen, wurde ein 
Zusatzmodul zur Berechnung ausgewählter Fehlermaße aus einer Kreuzvalidierung des 
selektierten Trainingsdatensatzes mit wechselnder Anzahl von Nachbarn implementiert 
(siehe Abbildung 2-13). 
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Abbildung 2-13. Modul zur Berechnung von Fehlermaßen aus Kreuzvalidierungen des 

Trainingsdatensatzes mit unterschiedlicher Größe der berücksichtigten Nachbar-
schaft. 

Hierdurch ist eine Approximation angepasster Gewichtungsfaktoren sowie aller 
weiteren Einstellungen durch eine iterative Minimierung der Fehlermaße möglich. 

Alle Parametereinstellungen können anschließend in baumarten- bzw. baumarten-
gruppen -spezifischen Parameterdateien abgelegt werden, so dass eine Neukalibrierung 
der Parameter nur im Fall bemerkenswerter Änderungen der Datengrundlage not-
wendig sind. Um eine Schätzung der unbekannten Zielgröße neuer Instanzen durchzu-
führen, können entweder die verwendeten Variablen manuell eingegeben, oder eine 
komplette Baumliste mit den nötigen Werten eingelesen werden. Neben den für eine 
Schätzung benötigten Einstellungen ermöglicht eine Datenbankschnittstelle den Zugriff 
auf die zugrunde gelegte Datenbank. Hierbei kann sowohl auf die vorhandenen Einzel-
baumdaten sowie die dazugehörigen Meta Informationen zugegriffen werden. Des 
Weiteren können die dem jeweiligen Datensatz zugehörigen Publikationen, soweit 
digital vorhanden, eingesehen werden. 
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2.7 Datenbankstruktur 

 

Wie bereits erläutert ist die Effektivität der k-NN Methode in hohem Maße von der 
zugrunde gelegten Datenbank abhängig. Neben der Anzahl der Trainingsbeispiele ist 
besonders der Umfang an relevanten Informationen für jede Instanz ausschlaggebend 
für die Qualität der Schätzung.  

Ziel der Entwicklung einer Datenbankstruktur zur Ablage von Trainingsdaten ist es 
Einzelbaumdaten mit möglichst vielen Informationen logisch zu verknüpfen um nach 
verschiedenen Fragestellungen jeweils die passenden Bäume finden zu können. Hierfür 
wurden verschiedene Tabellen zur Speicherung von Einzelbaum-, Bestandes- und 
weiterer Meta- Informationen angelegt. Die hier verwendete Datenbank wurde in MS 
Access umgesetzt. Tabelle 2-3 gibt einen Überblick über die einzelnen Datenbank-
tabellen. 

 

Tabelle 2-3. Übersicht der einzelnen Datenbanktabellen. 

Datenbanktabelle Inhalt 
COUNTRIES Länderliste mit Abkürzungen 
PROJECTS Aufführung der Literaturquellen und Datenherkunft 
SITES Beschreibung der Bestände aus denen die Daten stammen 
SOILTEXTURE Klassifizierung der Bodenart 
SOILTYPES Liste von 181 Bodentypen (FAO Klassifizierung) 
SPECIES Auflistungen der Spezies zu denen Daten vorliegen 
TREES Tabelle zur Speicherung der Einzelbauminformationen 

 

In der Tabelle TREES können die direkt am Baum gemessenen Variablen wie Höhe, 
BHD und die Biomasse der einzelnen Baumkompartimente eingetragen werden. Diese 
Tabelle ist einmal mit der Tabelle SPECIES über eine n:1 Beziehung verknüpft um 
jeden Baum einer Art zuzuordnen. Weiterhin besteht eine Verknüpfung mit der Tabelle 
SITES (n:1) um jedem Baum einem Bestand zuzuordnen. 
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Tabelle 2-4. Struktur der Tabelle TREES zur Ablage von Einzelbauminformationen. 

Feldbezeichnung Inhalt Verknüpfungen 
SITE_NO Eindeutige Bestandesnummer n:1 mit Tab. SITES 
TREE_NO Nummer des Baumes  
TREE_SPEC Botanischer Name der Art n:1 mit Tab. SPECIES
TREE_AGE Einzelbaumalter  
TREE_DBH BHD [cm]  
TREE_HEIGHT Baumhöhe [m]  
TREE_CROWNLNG Kronenlänge [m]  
TREE_BARKTHIK Rindenstärke [mm]  
BM_STEM Stamm-Biomasse [Kg]  
BM_BRANCH Ast-Biomasse [Kg]  
BM_DRYBRANCH Totholz-Biomasse [Kg]  
BM_LEAVES Blatt-Biomasse [Kg]  
BM_ROOT Wurzel-Biomasse [Kg]  
BM_BARK Rinden-Biomasse [Kg]  
BM_THICKWOOD Derbholz-Biomasse [Kg]  
TREE_COMMENT Kommentar  

 

Die Tabelle SITES ist mit vier weiteren Tabellen (COUNTRIES, PROJECTS, 
SOILTEXTURE, SOILTYPES) jeweils durch eine n:1 Beziehung verknüpft. So wird 
für jeden Bestand das Land in dem er sich befindet, das Projekt in welchem die Daten 
aufgenommen wurden, sowie die dortige Bodenart und der Bodentyp angegeben. 

 

 
Abbildung 2-14. Datenbankstruktur. 
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2.8 Datengrundlagen 

 

Die im Rahmen dieser Studie verwendeten Datengrundlagen entstammen zum Teil der 
verfügbaren Literatur. Einige Teildatensätze wurden bisher nicht veröffentlicht, werden 
hier jedoch nicht separat ausgewertet, sondern zu einer umfassenden Datenbasis 
zusammengefasst. Die Sammlung von Biomassedaten aus destruktiven empirischen 
Studien ist dadurch beschränkt, dass sich die Originaldaten einzelner Studien selten in 
veröffentlichten Publikationen finden lassen. Hierzu muss in den meisten Fällen auf die 
graue Literatur oder unveröffentlichte Projektberichte zurückgegriffen werden. Für eine 
Vielzahl von Studien lassen sich zwar die abgeleiteten Regressionsmodelle finden, die 
zugrunde gelegten Ausgangsdaten sind jedoch meist nicht mehr vorhanden. Oftmals ist 
daher die Kontaktaufnahme zu den Autoren einzelner Studien notwendig, wobei dies 
vor allem bei älteren Untersuchungen nur selten aussichtsreich ist (WIRTH et al., 2004).  

Hinzu kommt, dass aufgrund des enormen Kosten- und Zeitaufwands der für empiri-
sche Biomassestudien typisch ist, die gewonnenen Daten nur selten bereitwillig zur 
Verfügung gestellt werden. Die hier verwendeten Datengrundlagen bestehen daher 
teilweise aus Datensätzen, die lediglich im Rahmen dieser Studie verwendet werden 
dürfen. Unter diesem Gesichtspunkt sei z.B. die Bereitstellung umfangreicher Daten-
sätze von Fichten durch Dr. C. Wirth (siehe WIRTH et al., 2004) sowie Daten von 
Fichten und Kiefern aus der finnischen nationalen Waldinventur durch das Finnish 
Forest Research Institute (METLA) besonders hervorzuheben. Diese Daten wurden im 
Zeitraum von 1988 bis 1990 im Rahmen des national tree research project (VAPU) auf 
Stichprobenpunkten der Nationalen Finnischen Waldinventur (NFI 8) erhoben 
(Korhonen und Maltamo, 1990). 

Weitere Datensätze von Kiefer, Eiche, Lärche und Buche konnten durch die For-
schungsanstalt für Waldökologie und Forstwirtschaft in Kooperation mit dem Lehr-
stuhl für Waldwachstumskunde der TU München zur Verfügung gestellt werden 
(GROTE et al., 2003). Ein großer Buchendatensatz wurde durch JOOSTEN und SCHULTE 
(2003) beigesteuert. Weiterhin wurden umfagreiche Biomassedaten aus Nord-Amerika 
von TER-MIKAELIAN (TER-MIKAELIAN und KORZUKHIN, 1997) bereitgestellt, auf die 
jedoch nur in einer Teilauswertung eingegangen werden soll. Einen Überblick der 
verwendeten Datensätze der am häufigsten vertretenen Baumarten zeigt Tabelle 2-5. 
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Tabelle 2-5. Anzahl der Probebäume und Untersuchungsbestände einzelner Studien und 
Datenquellen der hier verwendeten Baumarten. 

Baumart Land n Bestände Quelle 
Fichte Deutschland 38 7 MUND et al., 2002 
 Deutschland 18  HELLER und GÖTTSCHE, 1986 
 Tschechische 

Republik 
40 3 VYSKOT, 1981 

 Deutschland 5  DROSTE ZU HÜLSHOFF, 1969 
 Deutschland 44 3 SHARMA, 1992 
 Belgien 6  DUVIGNEAUD et al., 1970 
 Deutschland 22 2 POEPPEL, 1989 
 Tschechische 

Republik 
17 3 CERNY, 1990 

 Deutschland 36 6 RADEMACHER, 2004 
 Deutschland 28  AKÇA und MENCH, 1993 
 Schweden 32  JOHANSSON, 1999 
 Österreich 24  NEUMANN und JANDL, 2005 
 Deutschland 3  HESSE, 1990 
 Deutschland 20 2 DIETRICH, 1968 
 Deutschland 9 5 RAISCH, 1983 
 Deutschland 17 2 POEPPEL, 1989 
 Finnland 203  VAPU 
 Deutschland 6  GROTE, 2002 
 Deutschland 19  LWF, 2002 (DIETRICH) 
Buche Deutschland 59 6 FAWF 
 Deutschland 116 4 JOOSTEN und SCHULTE, 2003 
 Deutschland 19  PELLINEN, 1986 
 Tschechische 

Republik 
20 3 CIENCIALA et al., 2004 

 Spanien 7  SANTA REGINA und TARAZONA, 2001
Lärche Deutschland 10  FAWF 
Kiefer Belgien 8  XIAO und CEULEMANS, 2004 
 Belgien 9  XIAO et al., 2003 
 Deutschland 30 2 LWF 
 Finnland 18  VANNINEN et al., 1996 
 Finnland 205  VAPU 
Eiche Deutschland 13  FAWF 
 Deutschland 15  GROTE et al., 2003 
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Da die Anzahl und Aufteilung in einzelne Kompartimente bei verschiedenen Unter-
suchungen oft nicht einheitlich  ist bzw. die Biomasse in unterschiedlichem Grad 
differenziert vorliegt, sind die Datengrundlagen zunächst auf einen gleichen Satz von 
Attributen vereinheitlicht worden. Hierbei werden höhere Differenzierungsgrade, wie 
z.B. getrennt aufgenommene Nadeljahrgänge bei Fichten oder eine Unterteilung der 
Astbiomasse in einzelne Astdurchmesserklassen, zu der jeweils kleinstmöglichen Unter-
teilung auf Ebene aller Datensätze zusammengefasst. Die Einteilung der Biomasse 
erfolgt daher in den Kompartimenten Wurzeln, Stamm, Äste, Blätter oder Nadeln. Des 
Weiteren wird eine eventuell getrennt aufgenommene Rindenbiomasse bzw. die 
Aufteilung in Äste und Totäste erhalten. Da für viele Buchendatensätze eine Unter-
teilung in Derbholzbiomasse und weitere Kompartimente vorliegt, wird speziell für 
Laubbaumarten dieses zusätzliche Kompartiment eingeführt. 

Im Rahmen der Auswertung werden hier generell nur Einzelbaumdatensätze verwendet, 
in denen sich die kompartimentweise geschätzten Biomassewerte mindestens zu einer 
oberirdischen holzigen Gesamtbiomasse (above ground woody biomass = agwb) 
aggregieren lassen. D.h. der Vektor der bekannten Designattribute (siehe 2.3.1) ist so 
auf eine Mindestlänge festgelegt, dass alle oberirdischen holzigen Kompartimente (also 
Stammbiomasse, Ast- und Totast-Biomasse sowie Rindenbiomasse) enthalten sind. 
Eine je nach Baumart geringeren Umfang haben die Datensätze, in denen sich die 
einzelnen Kompartimente zur oberirdischen Gesamtbiomasse (aboveground biomass = 
agb) zusammenfassen lassen. Hierfür sind neben den holzigen Kompartimenten auch 
Informationen  über die Blatt- bzw. Nadelbiomasse nötig, die speziell für die verwende-
ten Buchen dieses Datensatzes nur in einigen Fällen vorhanden sind. Aufgrund der 
besonderen Schwierigkeiten, die mit der Beprobung von Wurzelsystemen größerer 
Bäume verbunden sind, ist der Anteil der Datensätze für die eine Gesamtbiomasse 
(total biomass = tbm) aggregiert werden kann am geringsten (FEHRMANN et al., 2003). 
Tabelle 2-6 gibt einen Überblick der zum jetzigen Stand der Datenbank vorhandenen 
Baumanzahlen in den einzelnen Aggregationsstufen. 
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Tabelle 2-6. Überblick der Baumanzahlen in den einzelnen Aggregationsstufen agwb 
(aboveground woody biomass), agb (aboveground biomass) und tbm (Gesamtbio-
masse). 

Anzahl in Aggregationsstufe 
Baumart 

agwb agb tbm 
Abies balsamea 30 30   
Acer rubrum 53 53   
Acer saccharum 55 55   
Betula alleghaniensis 49 49   
Betula papyrifera 37 37   
Fagus grandifolia 14 14   
Fagus sylvatica 221 26 8 
Larix decidua 10    
Picea abies 578 578 83 
Picea glauca 24 24   
Picea mariana 24 24   
Picea rubens 37 37   
Pinus sylvestris 270 270 26 
Populus grandidentata 30 30   
Populus Tremuloides 46 46   
Quercus petrea 28    
Summe 1499 1266 117 

 

Ausführliche Literaturstudien zeigen, dass sich für einzelne Kompartimente weitaus 
größere Datensätze zusammentragen lassen. Alleine die sehr umfangreichen Untersu-
chungen von Burger (1925 – 1953) enthalten mehr als 600 Datensätze von Kiefern, 
Douglasien, Tannen, Eichen, Buchen und Fichten, die jedoch zumeist nur Nadel- oder 
Blattbiomasse und Astbiomassen enthalten. Des Weiteren finden sich zahlreiche öko-
logische Studien in denen ebenso lediglich Nadel- und Blattkompartimente untersucht 
wurden. 

Da zu einer aussagekräftigen Evaluierung der k-NN Methode möglichst große Daten-
sätze verwendet werden sollen, wird im Rahmen der Auswertung zumeist auf Fichten, 
Buchen oder Kiefern Bezug genommen. Abbildung 2-15 zeigt die Durchmesser-
verteilungen für diese größten Teildatensätze. 
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Abbildung 2-15. Durchmesserverteil-
ungen der Fichten, Buchen und 
Kiefern Teildatensätze. 

 

 

Einen Überblick der Durchmesserbereiche aller Baumarten ist in Abbildung 9-2 
(Anhang II, Seite 138) dargestellt. 

 

2.8.1 Zur Verwendung empirischer Biomassedaten 

 

Da Biomassedaten aus destruktiven Untersuchungen typischerweise Schätzungen sind, 
die durch Hochrechnung aus Stichproben von verschiedenen Kompartimenten der 
betreffenden Bäume gewonnen werden, können Unterschiede in der Methodik zwischen 
verschiedenen Untersuchungen bei der Zusammenstellung einzelner Datensätze zu 
einem unbekannten Fehler in der Regressionsanalyse eines kombinierten Datensatzes 
führen. Zur Hochrechnung der Stichproben, die aus einzelnen Kompartimenten eines 
Baumes entnommen werden, haben sich gemischt lineare Modelle als besonders 
geeignet erwiesen (MCCULLOCH und SEARLE, 2000; MUUKKONEN and LEHTONEN, 2004; 
LEHTONEN, 2005b). 

59 



 

METHODISCHE ANSÄTZE DER BIOMASSEMODELLIERUNG 

Daher ist zu bedenken, dass die in der Literatur als „beobachtete“ Biomasse darge-
stellten Einzelbaumwerte durch ihre Herleitung bereits mit einem Fehler unbekannter 
Größe behaftet sind. Der Standardfehler der Schätzung auf Ebene der einzelnen Bäume, 
die in einer Untersuchung herangezogen wurden, wird in der gegebenen Literatur in 
keinem der vorliegenden Fälle aufgeführt. Aus diesem Grund wird die Einzelbaumbio-
masse wie sie in der jeweiligen Untersuchung angegeben ist im folgenden Ergebnisteil 
als beobachtete („wahre“) Biomasse interpretiert. Bei dieser Vorgehenswiese muss 
jedoch beachtet werden, dass die Residuen des jeweiligen Regressionsmodells bzw. der 
sich ergebende Standardfehler der Schätzung implizit auch diesen „Einzelbaumfehler“ 
enthalten. Bemerkenswert in Bezug auf die im Kyoto Protokoll verbindlich vorge-
schriebene Fehlerberechnung für Kohlenstoffbilanzen ist, dass dieser Fehler der vor-
handenen Datengrundlagen bisher weitgehend unberücksichtigt bleibt. 
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3 Ergebnisse 
 

Die im Folgenden dargestellten Ergebnisse beziehen sich auf die formulierte Zielsetzung 
und die sich daraus ergebenen Fragestellungen. Hierbei soll zunächst auf die im 
Methodenteil beschriebenen Unterschiede zwischen Prozessmodellen und empirischer 
Datenanalyse sowie die Auswirkung einer Veränderung der Datengrundlage in Hinblick 
auf den als Eingangsgröße für allometrische Modelle verwendeten BHD eingegangen 
werden. Anschließend folgen beispielhaft verschiedene Auswertungen der mit Hilfe des 
k-NN Ansatzes generierten Prognosen. 

Wie oben dargestellt, diente als Grundlage der Auswertungen eine Datenbank in 
Verbindung mit einer Softwareanwendung (kNN Biomass). Weitere Auswertungen 
wurden mit Hilfe von S-Plus 4.5, R und MS Excel durchgeführt. Die bereits 
dargestellten Schwierigkeiten in Bezug auf die Aquisition geeigneter Datengrundlagen 
führen dazu, dass eine Biomassedatenbank auf Einzelbaumebene niemals „fertig“ sein 
kann. Sie wird ständig um neue Datensätze ergänzt und ist somit immer im Wachstum 
begriffen. Ein Hauptvorteil instanzenbasierter Verfahren ist daher darin zu sehen, die 
Veränderungen der Datengrundlage in Echtzeit zu berücksichtigen. Gleichzeitig ergibt 
sich hieraus aber das Problem, dass Ergebnisse, die zu einem früheren Zeitpunkt 
generiert wurden, mit einer erweiterten Datengrundlage nicht mehr nachvollzogen 
werden können. Unter anderem aus diesem Grund werden zur Untersuchung der 
einzelnen Fragestellungen jeweils Teildatensätze verwendet, die sich jedoch in ihrem 
Umfang unterscheiden.  

 

3.1 Sensitivität der Allometriekoeffizienten 

 

Eine grundlegende Fragestellung in Bezug auf die Generalisierung von Biomassefunk-
tionen ist, ob die im Bereich der Prozessmodelle abgeleiteten übergreifenden Annahmen 
mit empirischen Datengrundlagen nachgewiesen werden können, bzw. eine Integration 
beider Ansätze möglich ist.  

Die Autokorrelation zwischen den Parametern der Grundgleichung der Allometrie 
wurde bereits in verschiedenen Zusammenhängen nachgewiesen. Hierbei wurden 
vielfach die Parameter veröffentlichter Biomassefunktionen gegenüber gestellt und die 
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vorhandenen Zusammenhänge untersucht (z.B. ZIANIS und MENCUCCINI, 2004). Solche 
Meta-Analysen zeigen eine hohe negative Korrelation zwischen den Allometrie-
koeffizienten a und b, die Unterschiede zwischen Laub- und Nadelbäumen erkennen 
lassen. Um diesen Zusammenhang anhand der vorliegenden Datengrundlagen nachzu-
weisen, wurde auf Datensätze von insgesamt 310 Fichten aus 12 verschiedenen 
destruktiven Untersuchungen zurückgegriffen. Die zugrunde gelegten Daten entstam-
men dabei zum Teil einer Literaturstudie von Wirth et al. (2004) sowie der im Rahmen 
dieser Studie durchgeführten Literaturrecherche bzw. Datensammlung. 

Die Originaldaten der einzelnen Untersuchungen wurden soweit möglich in kleinere 
Teildatensätze aufgeteilt, um möglichst viele einzelne Schätzungen für die Regressions-
koeffizienten des allometrischen Modells zu erhalten. Grundlage für die Aufteilung der 
Daten waren dabei die einzelnen Untersuchungsbestände. Auf Grundlage der Teildaten-
sätze wurde dann eine einfache lineare Regression mit den logarithmisch transformier-
ten Durchmesser- und Biomassewerten durchgeführt.  

In der folgenden Zusammenstellung der Ergebnisse werden nur solche Datensätze 
berücksichtigt, die nach der beschriebenen Aufteilung eine Mindestgröße von n = 5 
Bäumen nicht unterschreiten und zu einem R2 größer 0,9 führen. Zwar ist dieser Stich-
probenumfang als Grundlage einer Regressionsanalyse als relativ gering anzusehen, dies 
wird hier jedoch zugunsten einer möglichst hohen Anzahl an Parameterschätzungen 
toleriert. Tabelle 3-1 zeigt die geschätzten Regressionskoeffizienten für die  insgesamt 
30 Teildatensätze und den gesamten Zusammengefassten Datensatz. 
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Tabelle 3-1. Empirische Regressionskoeffizienten des einfachen allometrischen Modells 
(agb=a BHDb) für die einzelnen Teildatensätze sowie für den Gesamtdatensatz 
mit Standardfehler der Residuen (RSE) und Korrekturfaktor KF (KF wurde nach 
Sprugel (1983) als KF= exp(SEE2/2) berechnet). 

Datenherkunft Land n a b RSE KF1 R2

5 0,094 2,355 0,090 1,004 0,99 
5 0,032 2,859 0,118 1,007 0,97 
6 0,026 2,769 0,149 1,011 0,99 
7 0,234 2,102 0,105 1,006 0,97 
5 0,091 2,423 0,106 1,006 0,98 
5 0,199 2,295 0,050 1,001 0,99 

Mund et al. (2002) Deutschland 

5 0,074 2,522 0,054 1,001 0,99 
Heller u. Göttsche (1986) Deutschland 18 0,040 2,706 0,165 1,014 0,99 

15 0,088 2,569 0,118 1,007 0,99 
10 0,122 2,446 0,116 1,007 0,98 

Vyskot (1981) Tschechische 
Republik 

15 0,176 2,340 0,203 1,021 0,95 
Droste zu Hülshoff (1969) Deutschland 5 0,495 2,011 0,199 1,020 0,94 

14 0,187 2,242 0,153 1,012 0,94 
15 0,146 2,320 0,124 1,008 0,97 

Sharma (1992) Deutschland 

15 0,195 2,210 0,083 1,003 0,98 
Duvigneaud et al. (1970) Belgien 6 0,062 2,557 0,164 1,014 0,95 

13 0,181 2,269 0,121 1,007 0,98 Poeppel (1989) Deutschland 
9 0,718 1,866 0,108 1,006 0,97 
5 0,180 2,327 0,179 1,016 0,93 
5 0,453 2,030 0,091 1,004 0,98 

Cerny (1990) Tschechische 
Republik 

7 0,362 2,091 0,087 1,004 0,99 
6 0,091 2,382 0,215 1,023 0,90 
6 0,118 2,369 0,128 1,008 0,99 
6 0,051 2,565 0,076 1,003 0,99 
6 0,018 2,852 0,113 1,006 0,96 
6 0,031 2,718 0,076 1,003 0,99 

Rademacher (2004) Deutschland 

6 0,056 2,545 0,089 1,004 0,99 
Akca u. Mench (1993) Deutschland 28 0,113 2,391 0,138 1,010 0,97 
Johansson (1999) Sweden 32 0,239 2,087 0,192 1,019 0,96 
Neumann u. Jandl (2005) Deutschland 24 0,121 2,368 0,168 1,014 0,99 
Gesamtdatensatz  310 0,1095 2,402 0,224 1,025 0,97 

 

Die geschätzten Werte für die Allometriekonstante b bewegen sich zwischen den 
Extremen 1,86 und 2,86; Der Mittelwert ist 2,38. Etwa 69 % der b-Werte fallen in das 
Konfidenzintervall zwischen 2,135 und 2,637. Damit sind die geschätzten Koeffizienten 
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im Mittel deutlich kleiner als der von WEST, BROWN und ENQUIST (WEST et al. 1999) 
theoretisch hergeleitete Exponent von 2,667.  

Die hier abgeleiteten Ergebnisse decken sich gut mit einer Studie von ZIANIS und 
MENCUCCINI (2004), die im Rahmen einer Meta-Analyse von 277 Biomassemodellen, 
ohne auf die Ursprungsdaten zurückzugreifen, ähnliche Werte berichten. Auch die hohe 
negative Korrelation zwischen den Koeffizienten a und b kann anhand der vor-
liegenden Datengrundlage nachgewiesen werden. Der sich hier ergebende Zusammen-
hang ist wie in Abbildung 3-1 dargestellt relativ straff. Die angepasste Exponential-
funktion (hier durch logarithmische Skalierung der Ordinate in linearisierter Form 
dargestellt) hat mit einem R2 von 0,95 einen hohen Erklärungsanteil. 
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Abbildung 3-1. Autokorrelation der Regressionskoeffizienten a und b eines allometri-

schen Regressionsmodells (agwb = a*BHDb) bei der Auswertung getrennter Teil-
mengen (Kreise) und des gesamten Fichtendatensatzes (Dreieck). 

Um einen Vergleich der empirisch ermittelten Koeffizienten mit den theoretisch herge-
leiteten Exponenten von WEST et al. (1999) zu ermöglichen, soll die Analyse im 
Folgenden nach der unter 2.2.1 beschriebenen Modifikation des BHD wiederholt 
werden. 

 

64 



 

ERGEBNISSE 

3.1.1 Modifikation des BHD 

 

Wie beschrieben, kann die Verwendung des BHD als Eingangsgröße für allometrische 
Funktionen kritisch betrachtet werden. Die festgelegte Messhöhe widerspricht dem 
Grundprinzip der Allometrie, die das Verhältnis relativer Messgrößen zueinander 
beschreibt. Durch die individuell unterschiedliche relative Messhöhe des BHD bei 
unterschiedlich hohen Bäumen, wird auf diese Weise nicht nur eine relative Durch-
messerveränderung, sondern ebenso der Effekt einer Formveränderung im Bereich des 
Stammanlaufs erfasst. Um diesen Effekt abzumildern und die Veränderung der 
Parameter des allometrischen Modells bei Verwendung eines Durchmessers in relativer 
Baumhöhe zu untersuchen, wurde für den ausgewählten Fichtendatensatz der BHD mit 
Hilfe der Pain-Funktion (siehe 2.2.1) auf einen Durchmesser in 10% der Baumhöhe 
umgerechnet. Die daraus resultierenden Unterschiede der Eingangsgröße der Regression 
reichen dabei von nur einigen Millimetern für kleinere Bäume bis hin zu mehr als 13 
cm für besonders große Individuen. Für diesen modifizierten Durchmesser wurden 
wiederum die Regressionskoeffizienten für ein lineares Modell mit den logarithmisch 
transformierten Eingangsgrößen ln D0,1 und ln agb geschätzt. 
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Abbildung 3-2. Beziehung zwischen dem BHD und dem mit Hilfe der Pain-Funktion 
berechneten Durchmesser in relativer (10%) Stammhöhe D0,1 (links) und Durch-
messerverteilung für den BHD und D0,1. 
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Abbildung 3-2 zeigt die nur leicht unterproportional verlaufende Zunahme des D0,1 mit 
steigendem BHD. Für alle Bäume mit einer Höhe von mehr als 13 m ist der D0,1 
kleiner als der BHD. Umgekehrt übersteigt der Durchmesser in relativer Höhe den 
BHD bei kleineren Bäumen, da sich der Referenzpunkt in Richtung Stammfuß 
verschiebt. Das Histogramm zeigt die Auswirkung dieser Änderungen auf die 
Durchmesserverteilung des Gesamtdatensatzes. Die auf Grundlage dieser modifizierten 
Eingangsgröße geschätzten Regressionskoeffizienten sind in Tabelle 3-2 
zusammengefasst. 
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Tabelle 3-2. Geschätzte Regressionskoeffizienten für das allometrische Modell basierend 
auf dem Durchmesser in 10 % der Stammhöhe (D0,1) für die einzelnen Teil-
datensätze sowie für den Gesamtdatensatz, Standardfehler der Residuen und 
Korrekturfaktor (KF wurde nach Sprugel (1983) als KF= exp(SEE2/2) 
berechnet). 

Datenherkunft n aD0.1 bD0.1 RSE KF R2

5 0,044 2,700 0,145 1,011 0,99 
5 0,031 2,881 0,081 1,003 0,99 
6 0,009 3,261 0,118 1,007 0,99 
7 0,105 2,399 0,097 1,005 0,97 
5 0,037 2,748 0,107 1,006 0,98 
5 0,118 2,506 0,049 1,001 0,99 

Mund et al. (2002) 

5 0,027 2,879 0,047 1,001 0,99 
Heller und Göttsche (1986) 18 0,031 2,837 0,157 1,012 0,99 

15 0,049 2,819 0,129 1,008 0,99 
10 0,087 2,594 0,125 1,008 0,97 

Vyskot (1981) 

15 0,132 2,472 0,219 1,024 0,94 
Droste zu Hülshoff (1969) 5 0,355 2,159 0,195 1,019 0,95 

14 0,128 2,398 0,159 1,013 0,93 
15 0,107 2,446 0,131 1,009 0,96 

Sharma (1992) 

15 0,129 2,374 0,083 1,003 0,98 
Duvigneaud et al. (1970) 6 0,030 2,828 0,158 1,013 0,96 

13 0,103 2,487 0,119 1,007 0,98 Poeppel (1989) 
9 0,440 2,055 0,106 1,006 0,97 
5 0,109 2,528 0,193 1,019 0,91 
5 0,288 2,213 0,092 1,004 0,98 

Cerny (1990) 

7 0,216 2,295 0,089 1,004 0,98 
6 0,033 2,752 0,176 1,016 0,93 
6 0,060 2,630 0,131 1,009 0,99 
6 0,027 2,836 0,090 1,004 0,99 
6 0,007 3,213 0,114 1,007 0,96 
6 0,011 3,093 0,067 1,002 0,99 

Rademacher (2004) 

6 0,041 2,726 0,033 1,001 0,99 
Akca und Mench (1993) 28 0,048 2,734 0,117 1,007 0,98 
Johansson (1999) 32 0,282 2,099 0,185 1,017 0,96 
Neumann und Jandl (2005) 24 0,042 2,787 0,168 1,014 0,99 
Gesamtdatensatz 310 0,064 2,63 0,214 1,023 0,98 

 

Abbildung 3-3 zeigt den negativen Zusammenhang zwischen a0,1 und b0,1. Da die 
Beziehung zwischen BHD und D0,1 in diesem Fall einen nahezu linearen Verlauf zeigt 
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(siehe Abbildung 3-2), unterscheiden sich die Exponenten der angepassten Funktion 
zwischen a und b bzw. a0,1 und b0,1 nur geringfügig. 
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Abbildung 3-3 Autokorrelation der Regressionskoeffizienten aD0.1 und bD0.1 eines 

allometrischen Regressionsmodells bei der Auswertung getrennter Teilmengen 
(Kreis) und des gesamten Fichtendatensatzes (Dreieck) auf Grundlage des Durch-
messers in relativer Stammhöhe (D0,1). 

 

Abbildung 3-4 zeigt die Häufigkeitsverteilung der Allometriekoeffizienten b und b0,1. 
Die Verteilung ist aufgrund der Durchmessertransformation deutlich nach rechts ver-
schoben. 
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Abbildung 3-4. Relative Häufigkeit der Allometriekoeffizienten b und b0,1 für die aus-

gewählten Datensätze. 
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Wie aus Tabelle 3-2 deutlich wird, erhöht sich das Bestimmtheitsmaß der einzelnen 
Regressionen nach der Durchmessertransformation nicht in jedem Fall, ist aber im 
Mittel mit 0,972 höher als bei der Verwendung des BHD als Eingangsgröße. Weiterhin 
ist für die einzelnen Datensätze eine bessere strukturelle Anpassung des Modells festzu-
stellen. 

Diese Verbesserung ist auch für die Modellanpassung auf Grundlage des Gesamtdaten-
satzes zu beobachten. Wie in Abbildung 3-5 dargestellt, scheint die strukturelle An-
passung des allometrischen Modells mit dem D0,1 als unabhängiger Variablen besonders 
im Bereich großer Durchmesser gegenüber dem Modell mit dem BHD als Eingangsgröße 
verbessert zu sein. 
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Abbildung 3-5. Oberirdische Gesamtbiomasse (agb) über dem BHD (links) und dem 
relativen Durchmesser in 10% der Stammhöhe D0,1 (rechts). 

Der geschätzte Exponent b0,1 ist mit 2,63 zwar immer noch geringer als der theoretisch 
hergeleitete, dies wird allerdings auch erwartet, da Bäume im Laufe der Zeit durch das 
Absterben von Ästen an Masse verlieren (Enquist, 2002). Abbildung 3-6 zeigt die sich 
aus der Verwendung des D0,1 ergebende Verschiebung der beiden Regressionskoeffizien-
ten.  
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Abbildung 3-6. Beziehung der Koeffizienten b zu b0,1 (links) und a zu a0,1 (rechts). 

 

KETTERINGS et al. (2001) schlagen vor, den Parameter b der allometrischen Biomasse-
funktion aus dem Allometriekoeffizienten der Höhenbeziehung (b’) zu schätzen. Ein 
ähnlicher Ansatz zur Berücksichtigung der Höhe als weiterer Einflussgröße ergibt sich 
implizit auch aus dem vorgestellten Prozessmodell von WEST, BROWN und ENQUIST 
(ENQUIST, 2002). Auch ZIANIS und MENCUCCINI (2004) können in ihrer Meta- Analyse 
einen solchen Zusammenhang mit relativ hoher Sicherheit ableiten. Die Untersuchung 
dieses Zusammenhangs in dem hier verwendeten Teildatensatz kann diese Korrelation 
jedoch kaum nachweisen. Hierbei muss jedoch berücksichtigt bleiben, dass sich die 
erweiterte Potenzfunktion als Grundgleichung der Allometrie in den meisten Fällen als 
relativ ungeeignet zur Modellierung der Baumhöhe in Abhängigkeit des BHD erweist. 
Das Modell ist zwar für kleinere Durchmesserbereiche geeignet die Entwicklung der 
Baumhöhe adäquat abzubilden, für größere Durchmesserbereiche werden allerdings 
typischerweise eher logarithmische Funktionen verwendet. Abbildung 3-7 zeigt die 
Beziehung dieser Koeffizienten für die 24 ausgeschiedenen Einzeldatensätze dieser 
Teiluntersuchung. 

 

70 



 

ERGEBNISSE 

b = 0,5084x*b'+ 2,0973
R 2  = 0,1476

1,5

2

2,5

3

3,5

0,0 0,2 0,4 0,7 0,9 1,1
b'

b

 
Abbildung 3-7. Beziehung zwischen dem Skalierungskoeffizienten b der allometrischen 

Biomassefunktion agb = a*BHDb und dem Allometriekoeffizienten der Höhen-
funktion b’ (h = k*BHDb’) für die 24 untersuchten Einzeldatensätze. 

Da davon auszugehen ist, dass sich die Variabilität der Regressionskoeffizienten zum 
Teil durch Unterschiede in der Baumhöhe erklären lässt, soll dieser Einfluss im Folgen-
den am Beispiel eines größeren Datensatzes näher untersucht werden.  

 

3.2 Ableitung von Referenzmodellen 

 

Um eine objektive Einschätzung der Effizienz der k-NN Methode im Vergleich zu 
parametrischen Verfahren zu ermöglichen, soll im Folgenden näher auf die hierfür 
nötige Modellbildung eingegangen werden. Hierbei wurde exemplarisch auf einen Teil-
datensatz von Fichten zurückgegriffen, da für diese Baumart besonders viele Einzel-
datensätze vorhanden sind (n=578). Im Weiteren werden außerdem für die vorliegende 
Datengrundlage geeignete Regressionsmodelle für Kiefer und Buche dargestellt, die zur 
Überprüfung des k-NN Ansatzes für diese Baumarten verwendet werden. 

Die Scatterplots in Abbildung 3-8 geben einen Überblick des Zusammenhangs zwischen 
der oberirdischen Gesamtbiomasse (agb) und den unabhängigen Variablen BHD und 
Baumhöhe in metrischer und logarithmischer Skalierung. 
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Abbildung 3-8. Dreidimensionale Scatterplots der oberirdischen Gesamtbiomasse (agb) 
in Abhängigkeit des BHD und der Baumhöhe (links), bzw. der jeweils logarith-
misch transformierten Variablen (rechts). Zusätzlich sind die jeweiligen Projektio-
nen der Daten auf die zweidimensionalen Ebenen dargestellt. 

Um eine möglichst objektive Auswahl geeigneter Modellformulierungen zu treffen, 
wurden unterschiedliche Modellvarianten zugrunde gelegt und mit Hilfe verschiedener 
Gütemaße verglichen. Um eine Gleichverteilung der Fehlervarianzen zu gewährleisten, 
wurde hierzu wie unter 2.1.2 beschrieben auf die logarithmisch transformierten unab-
hängigen und abhängigen Variablen zurückgegriffen.  

Eine andere Möglichkeit der bestehenden Heteroskedastizität der Datengrundlage zu 
begegnen besteht darin, die Proportionalität der Residuen zur verwendeten Zielgröße 
durch eine gewichtete Regression zu eliminieren und so eine tendenzfreie Schätzung der 
Regressionskoeffizienten zu ermöglichen (PARRESOL, 2001). Der Vorteil dieser Vor-
gehensweise wird darin gesehen, dass hierbei die nötige Bias-Korrektur bei der Rück-
transformierung der Werte auf das originäre Skalenmaß entfällt (siehe z.B. LAMBERT et 
al., 2005).  

Die verwendeten Kandidatenmodelle unterscheiden sich in der Anzahl der unabhängi-
gen Variablen sowie in der Komplexität der Modellformulierung. Neben dem BHD als 
unabhängiger Variablen mit dem höchsten Erklärungsanteil, wurde die Baumhöhe als 
zweite Variable verwendet. Der Argumentation in 2.2 folgend, wird die Höhe besonders 
im Fall von zusammengesetzten Datensätzen, in denen standortsabhängige Unterschie-
de in der Durchmesser-Höhenbeziehung vorliegen, als wichtig angesehen. 
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Wie aus Abbildung 3-8 deutlich wird, ist die Interpretation der Regressionskoeffizienten 
durch die vorliegende multiple Kolinearität der logarithmisch transformierten Variablen 
erschwert. Um einen Eindruck über den vorliegenden Ursache-Wirkung Zusammenhang 
zwischen dem Durchmesser- bzw. Höhenzuwachs und der Biomasse zu erhalten, kann 
man jeweils eine der Variablen fixieren bzw. in möglichst kleine Klassen einteilen, um 
die partielle Auswirkung der jeweils anderen Variablen zu untersuchen. Die Scatter-
plots in Abbildung 3-9 zeigen die Entwicklung der Biomasse über dem BHD für 9 
separate Höhenklassen. Da sich die Wertebereiche des BHDs aufgrund der vorliegenden 
Durchmesser - Höhenverteilung in den gebildeten Höhenklassen überlagern würden, 
sind die Klassen hier jeweils einzeln dargestellt. 

10 20 30 40 50 60 70 80

10 20 30 40 50 60 70 80 10 20 30 40 50 60 70 80
BHD [cm]

0

1000

2000

3000

0

1000

2000

3000

0

1000

2000

3000

ag
b 

[K
g]

2.5 to 6.5 6.5 to 10.5 10.5 to 14.5

14.5 to 18.5 18.5 to 22.4 22.4 to 26.4

26.4 to 30.4 30.4 to 34.4 34.4 to 38.4

Abbildung 3-9. Scatterplots der oberirdischen Gesamtbiomasse (agb) über dem BHD 
für 9 separate Höhenklassen. 

Bemerkenswert erscheint, dass sich innerhalb der so gebildeten Klassen ein nahezu 
linearer Trend zwischen dem BHD und der oberirdischen Gesamtbiomasse abzeichnet. 
Eine Ausnahme bildet die größte Höhenklasse (34,4 – 38,4 m). Da sie aufgrund der vor-
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liegenden Höhenverteilung einen relativ großen Durchmesserbereich abdeckt, ist hier 
die typische überproportionale Zunahme der Biomasse mit steigendem BHD besser zu 
erkennen. Auch für alle anderen Klassen liefert zwar die erweiterte Potenzfunktion eine 
bessere Anpassung, die einzelnen Allometriekoeffizienten b sind jedoch nach der partiel-
len Elimination des Einflusses der Baumhöhe erwartungsgemäß weitaus kleiner als für 
die unklassierten Daten. 

Entgegen einer in der Literatur häufig dargestellten, auf einfachen geometrischen Über-
legungen basierenden Meinung, die Biomasse sowie das Volumen müssten sich tendenz-
iell proportional zur Stammgrundfläche bzw. zu (BHD2*H) entwickeln (siehe z.B. 
ÈERNY, 1990; KETTERINGS et al., 2001; XIAO et al., 2003; ALBERTI et al., 2005; CHAVE 
et al., 2005), wird anhand der vorliegenden Datengrundlage deutlich, dass sich die 
Masse in den einzelnen Höhenklassen unterproportional zur Stammquerschnittsfläche 
entwickelt. Von einer Fixierung des wechselseitigen Einflusses dieser Variablen durch 
die Verwendung der Kombination D2*H als unabhängige Variable soll daher im 
Rahmen der folgenden Regressionsanalyse abgesehen werden. 

Ein ähnliches Bild ergibt sich, wenn man die Beziehung zwischen Baumhöhe und 
Biomasse in einzelnen Durchmesserbereichen untersucht (Abbildung 3-10). Die Breite 
der Durchmesserklassen ist in dieser Darstellung nicht einheitlich, sondern mit dem Ziel 
möglichst gleiche Anzahlen an Bäumen pro Klasse zu berücksichtigen, verschieden 
gewählt.  
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Abbildung 3-10. Separate Scatterplots der oberirdischen Gesamtbiomasse (agb) über 
der Baumhöhe nach Einteilung des Gesamtdatensatzes in 9 ungleich breite 
Durchmesserklassen mit jeweils gleicher Anzahl Bäume. 

Während sich hier für den Gesamtdatensatz ein funktionaler Zusammenhang zwischen 
Baumhöhe und Biomasse nur mit einem, im Vergleich zum BHD, relativ geringen 
Bestimmtheitsmaß (R2 = 0,86) nachweisen lässt, ergeben sich für ungleiche Durch-
messerklassen gleicher Baumanzahl sehr straffe lineare Beziehungen. Lediglich in der 
größten Durchmesserklasse (35,4 – 73,8 cm) scheint die Baumhöhe alleine die 
Variabilität der Biomassewerte nur ungenügend erklären zu können. Ähnlich wie bei 
der vorangegangenen Betrachtung muss hierbei berücksichtigt werden, dass diese 
Durchmesserklasse aufgrund der vorliegenden Durchmesser-Höhenverteilung einen 
besonders großen Höhenbereich abdeckt. Es ist daher zu erwarten, dass sich bei einer 
weiteren Einteilung dieser Klasse ebenfalls straffere lineare Trends ergeben könnten. 

In der empirischen Datenanalyse führt die Beziehung zwischen den logarithmisch 
transformierten Werten zur Wahl eines Modells erster Ordnung, dass in der Lage ist, 
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die unterschiedlichen Steigungen der linearen Beziehungen zwischen BHD, Höhe und 
Biomasse abzubilden (MENDENHALL und SINCICH, 1993; WILHELMSEN und 
VESTJORDET, 1974). Die hohe Korrelation zwischen BHD und Höhe kann aber auch die 
Verwendung des Schlankheitsgrades bzw. h-d- Verhältnisses als Regressorvariable 
rechtfertigen. Die resultierenden Modellformulierungen sind in Tabelle 3-3 aufgeführt 

Ein weiterer Aspekt der vorliegenden Datengrundlage ist, dass sie aus verschiedenen 
Einzeldatensätzen zusammengesetzt ist. Diese Daten einzelner Studien bestehen oftmals 
aus Probebäumen, die in separaten Probeplots oder Beständen aufgenommen wurden. 
Dies gilt insbesondere für die Daten der Finnischen Nationalen Waldinventur, die für 
eine Teiluntersuchung zur Verfügung gestellt wurden. FEHRMANN et al. (2006) 
verwendeten zur Modellierung dieser Daten ein gemischt lineares Regressionsmodell4 
(MCCULLOCH und SEARLE, 2000; LAPPI et al., 2006). Aufgrund des Aufnahme-
verfahrens, bei dem mehrere Bäume pro NFI-Probeplot aufgenommen wurden, die 
einzelnen Plots aber gleichzeitig so weiträumig verteilt sind, dass eine geringe 
Kovarianz zwischen den Daten zu erwarten ist, können die Probebäume aus einzelnen 
Plots als eine Art Subpopulation angesehen werden. Es wird also erwartet, dass die 
verwendeten Variablen innerhalb der Plots höher korreliert sind als in der Gesamt-
population (LAPPI et al., 2006). Die generelle Ausdrucksform bei den gegebenen 
unabhängigen Variablen BHD und Höhe ist dann: 

 

ln ln ln ln lnki k ki ki kiagb a BHD hα β χ ε= + + + +   

 
wobei agbki, BHDki, hki, h/dki und εki  die oberirdische Gesamtbiomasse, der BHD, die 
Baumhöhe sowie der Schlankheitsgrad und das Residuum von Baum i auf Plot k ist. 

                                      

 

 

 

 

 

4 Synonyme sind „mixed linear model“ oder „mixed effect model“. 
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Vorhersagen für den zusätzlichen Effekt ln ak werden hierbei für jeden Plot einzeln 
geschätzt (mit einem Erwartungswert von 0), so dass gewissermaßen einzelne plot-
spezifische Biomassemodelle abgeleitet werden. Solche Modelle können also ebenso wie 
eine gewichtete Regression nur dann sinnvoll verwendet werden, wenn geeignete 
Datengrundlagen ausgewertet werden sollen. In der Praxis sind regionalisierte Daten 
nur selten vorhanden. Trotzdem werden die beschriebenen Modelle hier sozusagen als 
bestmögliche Referenz verwendet, um die Effizienz der k-NN Methode zu evaluieren. 
Die Zusammenstellung aller verwendeten Referenzmodelle ist in Tabelle 3-3 aufgeführt. 

 

Tabelle 3-3. Verschiedene Modellformulierungen unterschiedlicher Komplexität, die im 
Folgenden als Referenz zu den durchgeführten k-NN Schätzungen verwendet 
werden. 

Modell Regressionsform Beschreibung 

1 ln ln lni i iagb BHDα iβ ε= + +  Einfaches lineares Modell

2 ln ln ln lni i i iagb BHD hα iβ χ ε= + + +  Einfaches lineares Modell

3 ln ln lni i i
i

hagb BHD
BHD

α iβ χ ε⎡ ⎤= + + +⎢ ⎥⎣ ⎦
 Einfaches lineares Modell

4 ln ln ln ln lnki k ki ki kiagb a BHD hα β χ ε= + + + +  Gemischt lineares Modell

5 ln ln ln lnki k ki ki
ki

hagb a d
BHD

α β χ ε⎡ ⎤= + + + +⎢ ⎥⎣ ⎦
 Gemischt lineares Modell

 

Das Modell 1 entspricht auf dem metrischen Skalenniveau dem einfachen allome-
trischen Ansatz agb = a BHDb (Modell 2 respektive agb = a *BHDb hc). 

Eine Anwendung ausgewählter Modellformulierungen auf den gesamten Datenbestand 
findet sich in Anhang VI ab Seite 148. 

 

3.3 Verfahrensvergleich und Evaluation 

 

Wie bereits dargestellt, wird der Vergleich der k-NN Methode mit den gegebenen 
Regressionsmodellen anhand verschiedener Teildatensätze durchgeführt. Hierzu wurden 
die zugrunde gelegten Datensätze jeweils zufällig aufgeteilt, so dass ein Datensatz (im 
Folgenden jeweils als modelling bezeichnet) einerseits zur Schätzung der Regressions-
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koeffizienten der aufgeführten Modelle und andererseits zur Parametrisierung der 
Distanz- bzw. Gewichtungsfunktion des k-NN Algorithmus verwendet wird. Der ver-
bleibende, nicht an der Modellbildung beteiligte Datensatz (im Folgenden als test 
bezeichnet) wird zur Evaluierung der Schätzergebnisse mit Hilfe der beschriebenen 
Gütemaße herangezogen. Da einige Datensätze nur als Grundlage für bestimmte Ver-
öffentlichungen (z.B. FEHRMANN et al., 2005; FEHRMANN et al., 2006) zur Verfügung 
gestellt wurden, werden im Folgenden einige separate Auswertungen dargestellt.  

 

3.3.1 Teilauswertung I 

 

Diese Teilauswertung bezieht sich auf die vom Finnish Forest Research Institute 
(METLA) bereitgestellten Fichten und Kieferndaten. Die vorhandenen Datensätze 
wurden jeweils zufallsbasiert in ein modelling- Subset (n=143 für Fichte und n=145 für 
Kiefer) und ein test- Subset (jeweils n=60) unterteilt. Abbildung 3-11 zeigt die 
Durchmesser-verteilungen in den einzelnen Datensätzen. 
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Abbildung 3-11. Histogramme der Durchmesserklassen der zufällig ausgeschiedenen 

test- Datensätze (jeweils n=60) und der zur Modellierung und k-NN Schätzung 
verbleibenden modelling- Daten für Fichte (n=143) und Kiefer (n=145). 

Die zu schätzende Zielgröße ist in diesem Fall die oberirdische Gesamtbiomasse (agb). 
Die geschätzten Regressionskoeffizienten für die einfachen linearen Modelle sowie die 
gemischt linearen Modelle mit dem jeweiligen Standardfehler sind in Tabelle 3-4 
aufgeführt. 
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Tabelle 3-4. geschätzte Regressionskoeffizienten des einfachen linearen Modells (Modell 
2 für Kiefer, Modell 3 für Fichte) sowie eines gemischt linearen Modells (Modell 4 
und 5) für die zufällig ausgeschiedenen modelling- Datensätze für Kiefer (n=145) 
und Fichte (n=143).  

Baumart Koeffizient Schätzung Std. Fehler t-Wert p-Wert 
Einfache lineare Modelle:    

α -2,355 0,048 -48,88 <0,0001 
β 2,202 0,041 53,30 <0,0001 

Kiefer 

χ 0,272 0,042 6,39 <0,0001 
α -1,973 0,064 -16,61 <0,0001 
β 2,345 0,024 94,40 <0,0001 

Fichte 

χ 0,055 0,079 0,46 0,4830 
Gemischt lineare Modelle    
Kiefer α -2,36 0,054 -43,47 <0,0001 
 β 2,19 0,042 52,00 <0,0001 
 χ 0,29 0,045 6,36 <0,0001 
Fichte α -2,13 0,139 -15,33 <0,0001 
 β 2,36 0,030 78,05 <0,0001 
 χ 0,111 0,093 1,19 0,2358 

 

Eine detaillierte Übersicht der Regressionsanalyse für die einfachen linearen Modelle 
findet sich in Anhang III auf Seite 140. Die gemischt linearen Modelle wurden aus 
FEHRMANN et al. (2006) übernommen und wurden im Rahmen dieser Zusammenarbeit 
von A. LEHTONEN parametrisiert. 

Zur Parametrisierung des k-NN Algorithmus bzw. der Variablengewichtung wurden mit 
Hilfe von 50 Iterationen ein angepasstes Gewichtungsverhältnis der Variablen be-
stimmt. Die besten Ergebnisse wurden hierbei mit der euklidischen Distanzmetrik 
(Minkowski Konstante c = 2) erzielt. Für die Gewichtungsfaktoren der Variablen BHD 
(wbhd) und Baumhöhe (wh) wurden gute Ergebnisse mit wbhd=0,8 und wh =0,2 für 
Fichte und wbhd=0,75 und wh =0,25 für Kiefer erzielt. Der Gewichtungsparameter t 
wurde hierbei für Fichte = 0 und für Kiefer = 1 gesetzt. 

Zur angepassten Wahl der Größe der Nachbarschaft wurden mit dem unter 2.6 
beschriebenen Modul zur multiplen Kreuzvalidierung verschiedene Bandbreiten aus-
getestet. Abbildung 3-12 zeigt den Verlauf des RMSE % und des Bias für unter-
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schiedlich große Nachbarschaften (k) im Fall der zugrunde gelegten modelling- Daten-
sätze. 
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Abbildung 3-12. Entwicklung des RMSE %  und des Bias bei unterschiedlicher Größe 

der Nachbarschaft (k) für die gegebenen modelling- Datensätze beider Baumarten. 
Berechnungsgrundlage für jedes k ist eine komplette Kreuzvalidierung der jewei-
ligen Trainingsdaten.  

Der typische Fehlerverlauf ist durch ein Absinken am Anfang, das Durchlaufen eines 
lokalen Minimums und einem mit größer werdender Nachbarschaft steigendem Fehler, 
der zum größten Teil durch einen zunehmenden Bias verursacht wird, gekennzeichnet. 
Im Fall des vorliegenden Teildatensatzes kann eine Fehlerminimierung durch die 
Verwendung von nur 2 Nachbarn bei Fichte (RMSE % = 21) und 4 Nachbarn bei 
Kiefer (RMSE % = 16,5) erreicht werden. Eine minimale Verringerung des Fehlers 
konnte für Fichten durch die Wahl der Kernel-Methode (siehe 2.5.5) erzielt werden. 
Hierzu wurde der maximale normierte Abstand bis zu dem Nachbarn berücksichtigt 
wurden, auf 0,05 gesetzt (siehe Abbildung 3-13 links). Die resultierende Anzahl der 
berücksichtigten Nachbarn ist in Abbildung 3-13 (rechts) über dem BHD, der in diesem 
Fall die am höchsten gewichtete Variable ist, dargestellt. 
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Abbildung 3-13. Berücksichtigte Nachbarn für einen bestimmten Abfragepunkt (links) 
und resultierende unterschiedliche Größe der berücksichtigten Nachbarschaft (k) 
über dem BHD durch die Verwendung einer festen Bandbreite (Kernel-Distanz = 
0,05) für den zugrunde gelegten Fichtendatensatz. 

Hierbei ist deutlich zu erkennen, dass die Größe der berücksichtigten Nachbarschaft 
einen ähnlichen Verlauf wie die Durchmesserverteilung des Datensatzes zeigt. D.h., 
dass in den Bereichen der Durchmesserverteilung, in denen viele Datenpunkte vorhan-
den sind, mehr Nachbarn zur Schätzung verwendet werden, wobei in Bereichen mit 
geringer Anzahl von Trainingsinstanzen die berücksichtigte Nachbarschaft kleiner ist. 

Ob die auf Basis der euklidischen Distanzmetrik berechneten Abstände hierbei auch 
Ähnlichkeiten im Profilverlauf der beiden verwendeten Variablen erfassen, wurde durch 
eine zusätzliche Berechnung des Q-Korrelationskoeffizienten überprüft (siehe Anhang 
III). Da die hier verwendeten Variablen BHD und Höhe typischerweise eine hohe 
Kovarianz aufweisen, ist in diesem Fall davon auszugehen.  

Die parametrisierten Regressionsmodelle sowie die k-NN Schätzung wurden anschließ-
end auf die jeweiligen test- Datensätze (jeweils n=60) beider Baumarten angewendet. 
Die Beziehung zwischen beobachteter und geschätzter Biomasse für beide Verfahren ist 
in Abbildung 3-14 dargestellt.  
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Abbildung 3-14. Beziehung zwischen beobachteter und geschätzter oberirdischer Ge-
samtbiomasse (agb) mit dem zugrunde gelegten Regressionsmodell (einfaches 
lineares Modell) sowie dem k-NN Ansatz für die test- Datensätze (n=60) von 
Fiche (links) und Kiefer (rechts). 

Augenscheinlich sind die Unterschiede der Schätzungen im vorliegenden Fall sehr 
gering. Die Residuen beider Schätzungen sind gleichmäßig verteilt und weisen für 
keines der Verfahren bemerkenswerte Ausreißer auf. Dass die k-NN Schätzung hier in 
der Lage ist auch die Extremwerte der Verteilung angemessen abzubilden, lässt darauf 
schließen, dass die zufällig ausgeschiedenen Trainingsdaten (modelling- Subsets) einen 
weiteren Durchmesser- und Höhenbereich abdecken als die test- Daten. Um die 
Fehlerstruktur beider Voraussagen genauer zu untersuchen, wurde ein Gütemaß-mix 
(siehe 2.5.4) berechnet. Die einzelnen Fehlermaße sind in Tabelle 3-5 aufgeführt. 

 

Tabelle 3-5. Gütemaße der Regressions- sowie des k-NN Ansatzes auf Grundlage der 
jeweiligen test- Datensätze (n=60) für Kiefer. 

Modellierungsansatz RMSE RMSE
% 

MAPE ME 

Kiefer:     
ln ln ln lni iagb BHD hα i iβ χ ε= + + +  20,68 15,79  9,67 -2,562
ln ln ln ln lnki k ki ki kiagb a BHD hα β χ ε= + + + +  19,76 15,00  9,21 -1,718
k-NN 19,41 14,54 12,61  0,009
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Tabelle 3-6. Gütemaße der Regressions- sowie des k-NN Ansatzes auf Grundlage der 
jeweiligen test- Datensätze (n=60) für Fichte. 

Modellierungsansatz RMSE RMSE
% 

MAPE ME 

Fichte:     

ln ln lni i
i

hagb BHD
BHD

α iβ χ ε⎡ ⎤= + + +⎢ ⎥⎣ ⎦
 22,39 19,19 13,61 -0,938

ln ln ln lnki k ki ki
ki

hagb a BHD
BHD

α β χ ε⎡ ⎤= + + + +⎢ ⎥⎣ ⎦
20,31 17,36 13,73 -0,398

k-NN 19,19 16,42 13,98 -0,493

 

Während der RMSE sowie der mittlere Fehler (ME) der k-NN Schätzungen für beide 
Baumarten  geringer ist als für das einfache lineare Modell, zeigt der mittlere absolute 
prozentuale Fehler (MAPE) einen leichten Anstieg gegenüber der Regressionsfunktion. 
D.h., die mit dem Ausgangsniveau der Daten gewichteten Fehler sind für die k-NN 
Schätzung im mittel höher als für das verwendete Regressionsmodell. Abbildung 3-15 
zeigt die beobachteten und geschätzten Werte über dem BHD. Aus Darstellungs-
gründen ist hierbei eine unterschiedliche Skalierung der oberirdischen Gesamtbiomasse 
(agb) für jeweils zwei Hälften des Durchmesserbereiches gewählt. 

 

83 



 

ERGEBNISSE 

 

 Kiefer 

ag
b 

[K
g]

 

0

50

100

150

200

0 5 10 15 20
100

200

300

400

500

600

20 25 30 35 40

observed
Regression
k-NN

 
 Fichte 

ag
b 

[K
g]

 

0

50

100

150

200

0 5 10 15 20
100

200

300

400

500

600

20 25 30 35 40

 BHD [cm] 

Abbildung 3-15. Beobachtete und geschätzte oberirdische Gesamtbiomasse (agb) beider 
Modellierungsansätze (einfaches lineares Regressionsmodell und k-NN Schätzung) 
über dem BHD. Aus Darstellungsgründen ist die Skalierung der Biomassewerte 
für kleine und große Durchmesser unterschiedlich gewählt. 

Aus den in Abbildung 3-15 unten dargestellten Schätzwerten wird unter Anderem die 
Auswirkung der Verwendung einer mit Hilfe der Kernel-Distanz festgelegten Bandbreite 
deutlich. Während die Verwendung einer relativ großen Nachbarschaft im mittleren 
Durchmesserbereich aufgrund des ausgleichenden Effektes der Mittelwertsbildung zu 
einer starken Glättung führt, sind im oberen Bereich der Durchmesserskala aufgrund 
einer geringeren Anzahl berücksichtigter Nachbarn größere Sprünge in den Schätz-
werten zu beobachten. Hierdurch wird die Varianz der Datengrundlage in Abhängigkeit 
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der Verteilung der Trainingsdaten in unterschiedlichem Maß berücksichtigt. Abbildung 
3-16 zeigt den Verlauf der verschiedenen Schätzungen der Fichten über dem BHD. 
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Abbildung 3-16. Verlauf der Regressionsfunktion (gestrichelt) und der k-NN Schätzung-

en (durchgezogene Linie) über dem BHD am Beispiel der n=60 Testdatensätze 
für Fichte (hier schematisch als kontinuierlicher Verlauf dargestellt). 

Hierbei ist deutlich zu erkennen, dass die k-NN Schätzungen, da sie lokale Approximat-
ionen darstellen und nicht an den vordefinierten Verlauf einer Modellannahme 
gebunden sind, eine höhere Varianz aufweisen als die aus dem Regressionsansatz 
abgeleiteten Vorhersagen. Eine zusätzliche Untersuchung für einzelne Kompartimente, 
die typischerweise eine sehr viel höhere Varianz aufweisen würde als die Gesamtmasse 
eines Baumes, findet sich im Anhang (Seite 143). 

 

3.3.2 Teilauswertung II 

 

Neben Daten von Kiefern und Fichten enthält die hier aufgebaute Datenbank einen 
umfangreichen Buchendatensatz (n= 221). Die Daten stammen, ähnlich wie die der 
zuvor ausgewerteten Fichten, von verschiedenen Versuchsflächen, die hauptsächlich 
verschiedene Standorte in Deutschland abdecken (PELLINEN, 1986; GROTE et al., 2003; 
JOOSTEN et al., 2004). Ein kleinerer Teil der Daten stammt aus der Tschechischen 
Republik sowie aus Spanien (SANTA REGINA und TARAZONA, 2001; CIENCIALA et al., 
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2004). Da für die vorliegenden Daten nur in einigen Fällen die Blattbiomasse bekannt 
ist, wird in dieser Auswertung lediglich die oberirdische holzige Biomasse (agwb) 
betrachtet. Wie in der ersten Teilauswertung werden zur besseren Vergleichbarkeit mit 
den verwendeten Referenzmodellen zunächst lediglich der BHD und die Baumhöhe als 
unabhängige Variablen für die Regression bzw. als Designattribute für die Suche nach 
den nächsten Nachbarn verwendet. Der Datensatz wurde hierzu zufallsbasiert in zwei 
Unterdatensätze aufgeteilt. Der zur Modellierung und Anpassung des k-NN 
Algorithmus verwendete (modelling -) Datensatz umfasst 161 Bäume. Der Umfang des 
zur Evaluation der Schätzergebnisse verwendete Referenzdatensatz (test) enthält 60 
Bäume, die somit von der Regressionsanalyse sowie den Trainingsdaten ausgeschlossen 
wurden. Abbildung 3-17 zeigt das Ergebnis der zufälligen Aufteilung des Datensatzes. 
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Abbildung 3-17. Histogramm der Durchmesserklassen der verwendeten Buchendaten 

(n=221) und deren Aufteilung auf den zur Modellierung verwendeten modelling-
Datensatz (n=161) bzw. test-Datensatz (n=60). 

Hierbei ist deutlich zu erkennen, dass der test-Datensatz in diesem Fall auch Extrem-
werte der Durchmesserverteilung enthält. Wie bereits unter 2.5.5 dargelegt, stellt das 
besonders für die k-NN Schätzung ein Problem dar, da zur Schätzung der Zielgröße der 
durchmesserstärksten Bäume nur kleinere Trainingsinstanzen zur Verfügung stehen 
und somit keine Extrapolation der Daten möglich ist. Die iterative Herleitung einer 
geeigneten Parametereinstellung für die Distanz- sowie Gewichtungsfunktion führt auf 
Grundlage des vorliegenden Datensatzes zu den folgenden Einstellungen: Es wurde eine 
euklidische Distanzmetrik (c=2) gewählt, wobei die Gewichtung zwischen den 
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Variablen BHD und Höhe mit wbhd=0,7 und wh =0,3 festgelegt wurde. Wie aus 
Abbildung 3-18 deutlich wird, kann das Ergebnis der kompletten Kreuzvalidierung des 
Datensatzes durch die Wahl eines höheren Gewichtungsparameters (t) verbessert 
werden (siehe hierzu 2.5.3). Hierdurch wird der Einfluss der zu jedem Abfragepunkt 
gefundenen Nachbarn mit zunehmender Distanz abgeschwächt. Diese Vorgehensweise 
stellte sich besonders im Fall unsymmetrischer Nachbarschaften als vorteilhaft heraus. 
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Abbildung 3-18. Entwicklung des RMSE %  und des Bias % bei unterschiedlicher 

Größe der Nachbarschaft (k) und unterschiedlichem Gewichtungsparameter (t=0; 
t=2) für den gegebenen modelling- Datensatz.  

Für eine festgelegte Anzahl von Nachbarn ergibt die Fehleranalyse innerhalb der 
Trainingsdaten in diesem Fall ein lokales Minimum bei k = 5, wobei der Gewichtungs-
parameter t = 2 gesetzt wurde. Der berechnete RMSE% liegt hier bei 18,26 mit einem 
relativen Bias von -1,73 % (im Folgenden wird diese Schätzung mit k-NN 1 be-
zeichnet). Da davon auszugehen ist, dass die vorliegende Verteilung der Durch-
messerklassen im test-Datensatz besonders für die größten Bäume einen hohen Fehler 
bewirken wird, wurde zusätzlich eine feste Kernel-Distanz, bzw. eine adaptive Größe 
der Nachbarschaft überprüft (im Folgenden als k-NN 2 bezeichnet). Hierzu wurden 
Trainingsinstanzen bis zu einer normierten Distanz von 0,05 berücksichtigt. Die resul-
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tierende Anzahl der verwendeten Nachbarn über dem BHD ist in Abbildung 3-19 
dargestellt. 
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Abbildung 3-19. Unterschiedliche Größe der berücksichtigten Nachbarschaft (k) durch 

Verwendung einer festen Bandbreite (Kernel-Distanz = 0,05) über dem BHD. 

Der RMSE% kann durch die Verwendung der festen Bandbreite geringfügig auf 18 % 
gesenkt werden. Als Referenzmodelle wird in diesem Fall das einfache lineare Modell 
mit der Eingangsgröße BHD bzw. BHD und Baumhöhe verwendet (Modell 1 und 2 in 
3.2) verwendet. Das einfache allometrische Modell mit lediglich dem BHD als unab-
hängiger Variablen stellt zwar keine wirkliche Referenz dar, da im k-NN Ansatz die 
Baumhöhe als zusätzliche Eingangsgröße verwendet wird, es soll hier aber der Voll-
ständigkeit halber trotzdem dargestellt werden. Die geschätzten Regressionskoeffizien-
ten für beide Modellformulierungen mit den jeweiligen Standardfehlern sind in Tabelle 
3-7 aufgeführt. 

 

Tabelle 3-7. Geschätzte Regressionskoeffizienten und deren Standardfehler für die als 
Referenz verwendeten Modellformulierungen (Modell 1 und 2 in 3.2). 

Modell Koeffizient Schätzung Std. Fehler t-Wert 
α -2,261 0,071 -31,67 1 
β 2,508 0,023 107,84 
α -3,137 0,137 -22,76 
β 2,105 0,060 34,96 

2 

χ 0,704 0,099 7,12 
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Das Bestimmtheitsmaß beider Regressionsfunktionen ist mit R2=0,986 für das Modell 1 
und R2=0,989 für das Modell 2  sehr hoch. Die für alle vier Schätzungen berechneten 
Fehlermaße sind in Tabelle 3-8 aufgeführt. 

 

Tabelle 3-8. Auf Grundlage des test-Datensatzes (n=60) berechnete Fehlermaße für die 
zwei verwendeten Regressionsmodelle und die k-NN Schätzungen. 

Fehlermaß Modell 1 Modell 2 k-NN 1 k-NN 2 
ME 0,02 52,21 79,32 72,82 
MAPE 16,34 14,28 199,51 141,41 
RMSE 144,81 162,90 257,89 241,40 
MSE 20971 26536 66508 58276 
Bias-Anteil 0,000 0,103 0,095 0,091 
Var-Anteil 0,003 0,439 0,397 0,365 
Kov-Anteil 0,997 0,458 0,508 0,544 
Korrelation 0,991 0,994 0,982 0,984 
RMSP 28,03 19,03 1333,18 903,51 
RMSE% 19,46 23,54 38,78 35,95 

 

Aus obiger Tabelle wird zunächst deutlich, dass die für das Modell 2 zugrunde gelegte 
Modellformulierung zwar in Bezug auf einige Fehlermaße eine Verbesserung gegenüber 
dem Modell 1 aufweist, andere Gütemaße jedoch schlechtere Ergebnisse aufweisen. So 
weist das Modell 1 trotz der alleinigen Einbeziehung des BHDs  einen geringeren 
mittleren Fehler und RMSE% auf. Weiterhin deutet der hohe Kovarianz-Anteil des 
Fehlers darauf hin, dass das Modell 1 besser in der Lage ist, die gegebene Daten-
grundlage abzubilden.  

In Bezug auf die beiden k-NN Schätzungen ist festzustellen, dass ausnahmslos alle 
berechneten Fehlermaße auf eine schlechtere Prognosegüte als die der Regressions-
modelle hinweisen, wobei der k-NN Ansatz mit fester Bandbreite (Kernel-Methode) 
geringfügig bessere Ergebnisse liefert als bei einer festen Nachbarschaft von k = 5. 
Besonders die hohen Werte des RMSP sowie des MAPE, die am Ausgangsniveau der 
Daten relativiert sind, deuten auf hohe relative Prognosefehler hin. Um die Ursache 
dieser Abweichung genauer zu untersuchen, wurden in Abbildung 3-20 die „beobachte-
te“ oberirdische holzige Biomasse sowie die Prognosen der k-NN (k-NN 1) Schätzung 
über dem BHD aufgetragen. 
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Abbildung 3-20. Beobachtete oberirdische holzige Biomasse (agwb), Regressionsfunktion 

(Modell 1) und k-NN Prognosen über dem BHD der Bäume des test-Datensatzes. 

Hierbei ist deutlich zu erkennen, dass besonders die Biomasse der beiden größten 
Bäume des test-Datensatzes massiv unterschätzt wird, da ihre Dimensionen die aller 
Trainingsinstanzen übersteigt. Die hierdurch bedingten sehr hohen absoluten Fehler-
beträge von über 1100 Kg fallen bei der Berechnung der verwendeten Gütemaße 
besonders stark ins Gewicht. Um diesen Fehler zu eliminieren und eine Überprüfung 
der generellen Prognosegüte der k-NN Methode zu ermöglichen, wurden die beiden 
größten Bäume des test-Datensatzes entnommen und nochmals die wichtigsten Fehler-
maße berechnet. In diesem Fall wurde somit der Prognosehorizont auf die in den 
Trainingsdaten vorhandenen Wertebereiche begrenzt.  

 

Tabelle 3-9. Ausgewählte Fehlermaße für die abgeleiteten Regressionsmodelle sowie die 
k-NN Schätzungen auf Grundlage eines reduzierten Datensatzes. 

Fehlermaß Modell 1 Modell 2 k-NN 1 k-NN 2 
ME 7,95 31,27 37,50 34,69 
RMSE 128,65 114,74 117,19 121,02 
RMSE% 20,60 19,65 20,29 20,85 
MAPE 16,14 13,81 198,57 140,55 

 

Trotz einer Verbesserung der Prognosegüte im Vergleich zum kompletten Datensatz 
weisen die k-NN Schätzungen in diesem Fall nach wie vor einen höheren absoluten 
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RMSE sowie MAPE auf. Der berechnete RMSE% liegt für die feste Nachbarschaft 
(k=5) jedoch nur unwesentlich über dem des Regressionsmodells. 

 

3.4 Zur Einbeziehung weiterer Variablen 

 

Die oben dargestellten Beispiele dienen vor allem dazu, die generelle Funktionsweise 
und Prognosegüte der k-NN Methode im direkten Vergleich zu Regressionsmodellen zu 
untersuchen. Hierbei wurden die zur Determinierung der nächsten Nachbarn verwen-
deten Variablen  auf den BHD und die Baumhöhe begrenzt. Wie bereits im Methoden-
teil beschrieben, zeichnet sich die k-NN Methode als typisches Mustererkennungs-
verfahren gerade dadurch aus, dass weitere beschreibende Variablen und Attribute 
ohne genaue Kenntnis über ihre Wirkungsweise in Bezug auf die gesuchte Zielgröße 
einbezogen werden können. Hierbei können auch gleichzeitig kategoriale und metrisch 
skalierte Variablen verwendet werden. Während die messbaren Einzelbauminformatio-
nen, wie z.B. der BHD und die Baumhöhe, metrische Variablen sind, können aus 
vorhandenen Meta-Informationen weitere oftmals auch ordinal skalierte Daten abge-
leitet werden. Dies könnten z.B. die mittlere Holzdichte einer Baumart, formbe-
schreibende Parameter oder taxonomische Daten wie z.B. die Gattung oder Familie der 
betreffenden Baumart sein. 

Neben den verfügbaren Informationen auf Einzelbaumebene stehen weiterhin Bestan-
desinformationen zur Verfügung. Für die meisten in dieser Arbeit zusammengetragenen 
Einzelbaumdaten sind Informationen über die geografische Lage der Untersuchungs-
fläche (geografische Koordinaten) sowie Daten über die Höhe üNN, die jährliche 
Niederschlagsmenge sowie eine Klassifikation der Böden vorhanden. 

 

3.4.1 Teilauswertung III 

 

Um die Möglichkeit der Einbeziehung weiterer Variablen zu überprüfen, soll für diese 
Teilauswertung auf einen größeren Datenbestand zurückgegriffen werden. Der verwen-
dete Datensatz enthält alle verfügbaren Einzelbaumdaten der europäischen Koniferen 
(Fichten, Kiefern und Lärchen) und umfasst 858 Einzelbäume. Mit Hilfe einer 
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kompletten Kreuzvalidierung dieses Datensatzes soll vor allem überprüft werden, 
inwieweit die k-NN Methode in der Lage ist, Schätzungen auch über verschiedene 
Baumarten abzuleiten. Als zusätzliche Variable wird hierzu die mittlere Holzdichte der 
betreffenden Baumart herangezogen, die als Diskriminanzvariable einen gewissen 
Trennungscharakter zwischen den Baumarten aufweist. Hierbei ist zu bedenken, dass 
die hier verwendeten Kennzahlen keine einzelbaumspezifischen Daten darstellen. Die 
mittlere Holzdichte in einem Baumindividuum ist stark von der Jahrringbreite, also 
somit den herrschenden Wuchsbedingungen in Bezug auf Klima, Boden und der 
gegebenen Konkurrenzsituation abhängig (NIEMZ, 1993). Die hier verwendeten 
Holzdichten sind daher nur bedingt geeignet, um als unabhängige Variable im Rahmen 
einer Regressionsanalyse verwendet zu werden. Hinzu kommt, dass die mittlere Dichte 
eines einzelnen Baumes stark von den in der Zeit wechselnden Anteilen der einzelnen 
Biomassekompartimente abhängig ist. Da solche Daten nicht für alle Baumarten 
vorhanden sind, wird hier auf Dichtekennzahlen aus dem Bereich der Materialkunde 
zurückgegriffen (SACHSSE, 1984). Neben der mittleren Holzdichte für eine bestimmte 
Baumart könnte zusätzlich auch der Elastizitätsmodul als weiteres Attribut verwendet 
werden. Der Elastizitätsmodul (E) als Materialkennwert aus der Werkstoffanalyse ist 
der Kehrwert der Dehnungszahl. Er entspricht der Zugkraft die nötig ist, um einen 
Stab mit definiertem Querschnitt elastisch in seiner Länge zu verdoppeln (ausgedrückt 
in Newton/mm2). 

Da die maximale Höhe und Verteilung der Biomasse eines Baumes zum Teil von der 
Stabilität des Stammes beeinflusst wird, kann diese Kennzahl eventuell als weitere 
Suchvariable verwendet werden. Die verwendeten Kennzahlen sind in Tabelle 3-10 
aufgeführt. 

 

Tabelle 3-10. Mittlere Holzdichte und Elastizitätsmodul der verwendeten Baumarten. 

Baumart Darrdichte [g/cm3] E-Modul [N/mm2] 
Fichte 0,43 107873 
Kiefer 0,49 117000 
Lärche 0,55 135331 

 

Für die gegebenen Eingangsgrößen wurden, auf Grundlage von 20 Iterationen der 
kompletten Kreuzvalidierung, angepasste Gewichtungsverhältnisse hergeleitet. Wie 
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schon unter 2.5.2 dargelegt, führt die Erhöhung der Anzahl der berücksichtigten 
Variablen zu einer enorm großen Anzahl möglicher Kombinationen an Gewichtungs-
faktoren für die einzelnen Dimensionen. Zur Bestimmung einer optimalen Kombination 
der Variablengewichtung sowie der Parameter der Distanzgewichtungsfunktion ist 
daher die Verwendung eines Optimierungsalgorithmus angebracht. Andererseits hat 
sich im Rahmen dieser Analyse herausgestellt, dass marginale Veränderungen der 
Gewichtungsfaktoren nur einen relativ geringen Einfluss auf das Fehlerkriterium RMSE 
haben. Vielmehr geht es darum, die Bedeutung der verwendeten Variablen auf die zu 
schätzende Zielgröße untereinander zu relativieren. Dies kann bereits nach einer relativ 
geringen Anzahl von Iterationen erreicht werden. Abbildung 3-21 zeigt den Verlauf des 
Fehlerkriteriums RMSE% sowie des Bias über der unterschiedlichen Größe der 
berücksichtigten Nachbarschaft. Die Zielgröße dieser Untersuchung ist die oberirdische 
holzige Biomasse (agwb). 

Die Gewichtungsfaktoren für die berücksichtigten Variablen BHD (wbhd), Höhe (wh) 
und Holzdichte (wd) sind dabei wie folgt gewählt: wbhd=0,7; wh=0,2 und wd=0,1. Die 
Minkowski Konstante ist auf 2 festgelegt (euklidische Distanzmetrik). In diesem 
Beispiel wurde keine Distanzgewichtung durchgeführt, bzw. der Gewichtungsparameter 
t=0 gesetzt. Für die so gewählten Parametereinstellungen liegt der geringste RMSE der 
Kreuzvalidierung mit 26,7% bei einer Anzahl von 4 Nachbarn.  
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Abbildung 3-21. Entwicklung des RMSE% sowie des BIAS% über einer unterschied-

lichen Anzahl berücksichtigter Nachbarn (k) für alle europäischen Nadelbäume 
des Datenbestandes (n=858). 
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Ähnlich wie in der Teilauswertung III wurde als Alternative zu einer festgelegten 
Anzahl von Nachbarn eine feste Bandbreite überprüft. Hierbei konnte durch die Wahl 
einer Kernel-Distanz von 0,03 der RMSE% weiter auf 26% gesenkt werden.  

Anders als beispielsweise in Teilauswertung I, in der verschiedene Prognoseansätze für 
die Baumarten Fichte und Kiefer angepasst wurden, wird in diesem Fall ein generali-
sierter Ansatz, der für alle beteiligten Baumarten gilt, abgeleitet. Abbildung 3-22 zeigt 
die „beobachtete“ und geschätzte Biomasse über dem BHD getrennt nach den 
Baumarten Fichte, Kiefer und Lärche. Weiterhin sind für jede Baumart die Anzahlen 
der verwendeten Nachbarn über dem BHD dargestellt. 
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Lärche (n=10): 
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Abbildung 3-22. Anzahl berücksichtigter Nachbarn (k) (links) und beobachtete bzw. 
geschätzte oberirdische holzige Biomasse (agwb) über dem BHD (rechts). 

Wie aus der Einzelbetrachtung der verschiedenen Baumarten deutlich wird, scheint der 
generalisierte Ansatz in diesem Fall relativ gut in der Lage zu sein, die Beobachtungs-
werte abzubilden. Lediglich bei den verwendeten Fichtendaten ist, ähnlich wie in der 
ersten Teilauswertung, eine beträchtliche Unterschätzung des größten Baumes zu 
beobachten, da dieser auch in diesem artübergreifenden Datensatz das Extrem der 
Durchmesserverteilung darstellt. Bei Kiefern und Lärchen bleibt dieser Effekt in diesem 
Fall aus, da größere Bäume anderer Baumarten zur Schätzung herangezogen werden 
können. So wird z.B. die Biomasse der größten Lärche aufgrund von 5 Nachbarn 
geschätzt, die alle Kiefern sind, da sich diese Baumarten in Bezug auf ihre Holzdichte 
ähnlicher sind als Lärchen und Fichten. Eine detailliertere Darstellung der Durch-
messerbereiche der verwendeten Baumarten findet sich in Abbildung 9-2 auf Seite 138.  

Neben der Holzdichte kann als weitere Variable auch das Alter der Bäume in die 
Schätzung einbezogen werden. Hierbei reduziert sich jedoch die Anzahl der berück-
sichtigten Trainingsdaten im vorhandenen Datensatz auf 327 Bäume, da nur für diese 
das Einzelbaumalter bekannt ist. Eine Minimierung des RMSE% führt hierbei zu einer 
angepassten Anzahl von 8 Nachbarn (siehe auch den Anhang  auf Seite 146).  
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3.4.2 Teilauswertung IV 

 

Für diese Teilauswertung wurde ein Beispieldatensatz verwendet, der in KETTERINGS et 
al. (2001) veröffentlicht ist (siehe Anhang, Seite 147). Die Datengrundlage stammt aus 
einer destruktiven Untersuchung, die in einem Sekundärwald auf Sumatra (Sepunggur) 
durchgeführt wurde. Hierbei wurden insgesamt 29 Bäume verschiedener Arten 
untersucht. Da nur für 25 dieser Bäume die Baumart bzw. die Holzdichte bekannt ist, 
wurden hier nur diese verwendet. Aus den gegebenen Kompartimenten wurde die 
oberirdische holzige Biomasse berechnet und der BHD, die Baumhöhe sowie die 
berichteten Holzdichten der betreffenden Arten als Eingangsgröße für eine k-NN 
Schätzung verwendet. 

Das Ziel dieser Teiluntersuchung besteht darin zu evaluieren, inwieweit der verwendete 
Ansatz in der Lage ist, mit Hilfe der vorhandenen Datengrundlagen europäischer und 
nord-amerikanischer Einzelbäume, gänzlich andere und in sofern „unbekannte“ Bäume 
in Bezug auf ihre Biomasse einzuschätzen. Im Vergleich zu den vorhergehenden Aus-
wertungen hat diese Auswertung einen eher experimentellen Charakter. KETTERINGS et 
al. (2001) schlagen als angepasstes Regressionsmodell ein einfaches allometrisches 
Modell auf Grundlage des BHD vor. Da im vorliegenden Fall 4 Bäume aufgrund 
fehlender Information über die Holzdichte eliminiert wurden und die Zielgröße in 
diesem Fall lediglich die holzige oberirdische Biomasse ist, wurden die Parameter des 
Modells hierzu neu geschätzt. Das resultierende Modell ist 0,0459*BHD^2,6692 mit 
einem R2 von 0,96. 

Die Kreuzvalidierung aller in der Datengrundlage vorhandenen Laubbäume (n=463) 
führt nach ca. 20 Iterationen zu folgenden Gewichtungsverhältnissen: wbhd=0,6, wh=0,3, 
wd=0,1. In diesem Fall lieferte eine L1-Norm (Manhattan Distanz, c=1) bessere 
Ergebnisse als eine euklidische Distanzmetrik. Der Gewichtungsparameter t wurde auf 
0 gesetzt und Nachbarn wurden bis zu einer Kernel-Distanz von 0,05 berücksichtigt. 
Die Ergebnisse der k-NN Schätzung und des verwendeten Regressionsmodells sind in 
Abbildung 3-23 über dem BHD dargestellt. 
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Abbildung 3-23. Ergebnisse der k-NN Schätzung sowie des verwendeten Regressions-

modells und beobachtete oberirdische holzige Biomasse für den gegebenen 
Datensatz. 

Der aus der Gegenüberstellung der beobachteten und geschätzten Werte berechnete 
relative RMSE liegt im Fall des Regressionsmodells bei 38,3%, wobei der mittlere 
Fehler -22,43 ist. Der RMSE% der k-NN Schätzung liegt mit 49,29% zwar etwas höher, 
jedoch beträgt hier der mittlere Fehler lediglich 8,32. Dies ist darauf zurückzuführen, 
dass zwar einzelne Bäume einen hohen Fehlerbetrag aufweisen, die geschätzten Daten-
punkte im Mittel die Varianz der Biomasse jedoch angemessen beschreiben. Da Bio-
masseschätzungen zumeist auf eine Flächeneinheit bezogen werden, um Aussagen für 
räumlich abgegrenzte Behandlungseinheiten oder sonstige Flächen abzuleiten, ist 
hierbei eventuell der mittlere Fehler der Schätzung höher zu bewerten als die Fehl-
einschätzung auf Einzelbaumebene.  
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4 Diskussion 
 

Die im ersten Teil erarbeiteten Ergebnisse der vorliegenden Arbeit haben gezeigt, dass 
bestehende empirische, meist allometrische Biomassemodelle in Hinblick auf ihre 
Herleitung und Anwendung durchaus kritisch zu betrachten sind. Sie lassen sich 
aufgrund der unterschiedlichen Definition der Eingangsgrößen sowie der Tatsache, dass 
empirische Modelle aufgrund destruktiver Zeitreihenuntersuchungen an unterschied-
lichen Organismen durchgeführt werden müssen, nur bedingt mit Vorhersagen von 
Prozessmodellen vergleichen. Die Überprüfung der Sensitivität der Allometriekoeffizien-
ten an dem unter 3.1 ausgewerteten zusammengefassten Datensatz von Fichten hat 
gezeigt, dass sich ein Großteil der Varianz der oberirdischen Biomasse durch die 
Variablen BHD und Höhe erklären lässt. Bedenkt man, dass die hier zusammen-
getragenen Einzeldatensätze über einen Zeitraum von mehr als 35 Jahren auf sehr 
unterschiedlichen Standorten in Europa unter Verwendung verschiedener Aufnahme-
verfahren erhoben wurden, scheint eine Generalisierung von Biomassefunktionen 
durchaus möglich zu sein. 

 

4.1.1 Sensitivität der Allometriekoeffizienten 

 

Einige Autoren (z.B. ZIANIS und MENCUCCINI, 2004; KETTERINGS et al., 2001) sehen in 
der bekannten Autokorrelation der Koeffizienten des allometrischen Modells einen 
Ansatzpunkt zur Verallgemeinerung von Biomassefunktionen. Die vorliegende Unter-
suchung hat gezeigt, dass sich nach Aufteilung der Datenbasis die starke Korrelation 
zwischen den Parametern a und b auch in der vorhandenen Datengrundlage nachweisen 
lässt. Die Aufteilung der einzelnen Datensätze in möglichst kleine Subsets wurde in 
diesem Fall auf Grundlage der einzelnen Untersuchungsflächen durchgeführt. D.h., die 
Datengrundlagen einzelner Studien, die typischerweise aus mehreren Beständen 
stammen, wurden nach den Bestandesnummern aufgeteilt, um möglichst viele (und 
möglichst unabhängige) Schätzungen der Regressionskoeffizienten des zugrunde 
gelegten einfachen allometrischen Modells durchführen zu können. Als Folge dieser 
Aufteilung, sind die Einzeldatensätze sehr klein. Bei der Unterteilung wurden Einzel-
datensätze bis zu einer Mindestgröße von n=5 ausgewählt. Verwendet man diese 
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kleinen Datensätze als Grundlage für eine Regressionsanalyse, ist eine relativ hohe 
Streuung der geschätzten Regressionskoeffizienten daher schon aus diesem Grund zu 
erwarten. Ebenso ist eine Autokorrelation der Parameter zu erwarten, wenn man die 
Bedeutung dieser Koeffizienten in einer empirischen Datenanalyse bedenkt. 

Die Autokorrelation zwischen den Parametern würde es im Rahmen einer 
Regressionsanalyse nahe legen, einen der Koeffizienten aus der Modellformulierung zu 
eliminieren. Gleichzeitig lässt der straffe Zusammenhang darauf schließen, dass trotz 
der unterschiedlichen Datengrundlagen, zumindest im vorliegenden Fall, der sich auf 
eine Baumart beschränkt, Zusammenhänge gefunden werden können, die eventuell zur 
Verallgemeinerung von Biomassefunktionen genutzt werden können.  

Wie bereits unter 2.1.2 dargestellt, wird die Grundgleichung der Allometrie bevorzugt 
verwendet, da sie eine biologische Erklärung der Wirkungszusammenhänge ermöglicht. 
In verschiedenen empirischen Studien an unterschiedlichen Objekten konnte die hohe 
Korrelation zwischen den Allometriekoeffizienten a und b festgestellt werden. Dieser 
Autokorrelation wird allerdings gemeinhin keine biologische Implikation zugesprochen. 
Vielmehr geht man davon aus, dass dieser Zusammenhang aus dem allometrischen 
Modell bzw. der vorliegenden Datengrundlage selbst entsteht und somit eine Eigenart 
der erweiterten Potenzfunktion ist, die die allometrische Grundgleichung beschreibt.  

Da die Regressionskoeffizienten ln(a) und b im vorliegenden Fall Schätzungen für die 
Parameter einer Gradengleichung sind, wäre ein funktionaler Zusammenhang dieser 
Parameter nur dadurch zu erklären, dass sich alle Regressionsgeraden der Form 
ln(agb)=b*ln(D)+ln(a) in genau einem Punkt schneiden. Nur so ist es möglich, aus der 
Steigung der Geraden (b) auf den Achsenabschnitt (ln(a)) zu schließen und umgekehrt. 
Dieser Zusammenhang würde unter der Annahme, die auf Ebene der Teildatensätze 
abgeleiteten Regressionen seien in der Lage die Beziehung zwischen Durchmesser und 
Biomasse vollkommen zu beschreiben, zu der Aussage führen, dass es einen Durch-
messer geben muss, an dem alle untersuchten Bäume theoretisch die gleiche Biomasse 
hätten. Dieser fiktive Schnittpunkt der Regressionsgeraden muss sich dabei nicht 
notwendigerweise im Wertebereich der jeweiligen Datengrundlage befinden, sondern 
ergibt sich für einige Fälle eventuell nur durch Extrapolation. 

Die Implikation dieser Aussage alleine scheint daher keine biologische Begründung zu 
ermöglichen, da neben dem BHD weitere Einflussgrößen, wie z.B. die Baumhöhe, zu 
einer Ausdifferenzierung der Biomasse zwischen verschiedenen Teildatensätzen führen. 
Der vorzufindende Zusammenhang zwischen den Parametern ist daher eher auf die 
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hohe Korrelation zwischen der Zielgröße und der unabhängigen Variablen im 
Gesamtdatensatz und der daraus resultierenden relativ schmale Punktwolke zurückzu-
führen, die dazu führt, dass alle angepassten Regressionsgeraden einen relativ engen 
Wertebereich durchlaufen.  

Dass die beobachtete Variabilität der Allometriekoeffizienten in diesem Fall jedoch nur 
ein Zufallseffekt darstellt, scheint relativ unwahrscheinlich. Es muss eher vermutet 
werden, dass der vorzufindende Zusammenhang auf ein bestehendes Gleichgewicht 
zwischen der aktuellen Masse und dem Massenzuwachs hindeutet. In den vorliegenden 
Datengrundlagen konnte kein hinreichender Erklärungsansatz für die Varianz der 
Parameter gefunden werden. Die Regression zwischen der Allometriekonstanten b der 
Biomassefunktion und dem Exponenten b’ der Durchmesser-Höhen Beziehung wies im 
Fall der vorliegenden Teildatensätze einen relativ schwachen Zusammenhang auf.  

Bemerkenswert erscheint die Auswirkung der Umrechnung des BHDs zu einem 
Durchmesser in relativer Stammhöhe. Basierend auf der Überlegung, dass diese Mess-
größe, da es sich um einen funktionalen Durchmesser handelt, besser mit dem theoreti-
schen Konzept allometrischer Beziehungen im Einklang steht, wurden alle Regressions-
analysen mit dieser modifizierten Eingangsgröße wiederholt. Aufgrund dieser Umrech-
nung des BHDs, entsteht wie in Abbildung 3-2 auf Seite 65 zu sehen ist, eine völlig 
veränderte Durchmesserverteilung. Bei Bäumen, die eine Höhe von weniger als 13 m 
aufweisen, führt diese Umrechnung zu einer Verringerung des Durchmessers, wohinge-
gen der Durchmesser größerer Bäume entsprechend erhöht wird.  

Hierbei zeigt sich, dass die für den Gesamtdatensatz geschätzte Allometriekonstante 
näher an der Vorhersage der beschriebenen Prozessmodelle liegt. Die geringe Abweich-
ung des Koeffizienten b0,1 (2,63) zum Erwartungswert (2,667) lässt sich hierbei 
eventuell dadurch erklären, dass Bäume in ihrer Entwicklung Totäste verlieren und so 
eine etwas geringere Masse aufweisen als theoretisch angenommen. Inwieweit die 
Veränderung der geschätzten Koeffizienten lediglich ein Zufallseffekt ist, oder auch auf 
Grundlage anderer Datensätzen nachvollzogen werden kann, konnte im Rahmen dieser 
Arbeit nicht überprüft werden. Zu bedenken bleibt, dass durch die Umrechnung der 
Durch-messer mit Hilfe der Pain-Funktion in diesem Fall ein Fehler entsteht, der in 
den folgenden Analysen nicht mehr quantifiziert werden kann. Die nahezu lineare 
Beziehung zwischen BHD und D0,1 ist in diesem Fall darauf zurückzuführen, dass diese 
beiden Größen in den meisten Fällen relativ nahe beieinander liegen. Für Bäume im 
mittleren Durchmesserbereich befinden sie sich oberhalb des Wurzelanlaufes und somit 
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in einem relativ gleichmäßig konisch verlaufenden Stammabschnitt, der eventuell auch 
durch die vereinfachte geometrische Form eines Kegelstumpfes abgebildet werden kann. 
Ob die Verwendung einer spezifischen Schaftformfunktion angebracht ist, kann daher 
in Frage gestellt werden. Eventuell kann die Umrechnung des BHD zum relativen 
Durchmesser in 10% der Stammhöhe auch mit dieser vereinfachten Annahme (siehe 
hierzu auch den Exkurs in Anhang I) mit ausreichender Genauigkeit erzielt werden. 

Die aus der Umrechnung des BHDs zum D0,1 resultierenden Differenzen der Eingangs-
größe für die durchgeführten Regressionsanalysen lagen in einem Bereich von nur 
einigen Millimetern bei kleineren Bäumen bis hin zu mehr als 13 cm für Bäume aus 
dem oberen Bereich des Durchmesserspektrums. Diese Unterschiede sind daher 
keinesfalls als geringfügig oder unbedeutend in Bezug auf die Konformität der unab-
hängigen Variable Durchmesser mit den Grundlagen allometrischer Beziehungen 
anzusehen. Allometrische Modelle  werden zur Modellierung von Wachstumsprozessen 
nicht nur in der Waldwachstumskunde verwendet. Als Begründung für Wahl dieser 
Modellformulierung wird die lineare Beziehung der logarithmisch transformierten 
Wertepaare herangezogen. Hierbei ist zu bedenken, dass der ausgleichende Effekt der 
logarithmischen Transformation dazu führt, dass eine eventuelle Abweichung von der 
Linearität in empirischen Datengrundlagen nur schwer nachzuweisen ist (siehe hierzu 
auch Anhang I). Im Zweifelsfall wird erst durch die Rücktransformation der Werte auf 
ein metrisches Skalenniveau deutlich, dass das verwendete Modell nur unzureichend in 
der Lage ist, den bestehenden Zusammenhang adäquat abzubilden. Die theoretischen 
Überlegungen die im Rahmen dieser Auswertung angestellt wurden, führen in ihrer 
Konsequenz zu der provokanten Folgerung, dass keine allometrischen Beziehungen 
zwischen dem BHD und irgendeiner anderen Einzelbaumvariablen bestehen können, da 
der BHD als nicht-funktionale Messgröße eine ungeeignete Eingangsgröße darstellt. 

Die in diesem Beispiel erzielte Verbesserung der strukturellen Anpassung des einfachen 
allometrischen Modells ist in Bezug auf Einzelbäume zwar nicht gravierend (der 
Erklärungsanteil der Gesamtstreuung konnte von 97% auf 98% erhöht werden), es 
bleibt jedoch zu bedenken, dass die einzelbaumbasierten Schätzungen im Rahmen der 
Kohlenstoffbudgetierung auf große Flächen hochgerechnet werden. Auch eine ver-
gleichsweise geringe Verbesserung der Modellanpassung kann aufgrund der Fehler-
fortschreibung für die Sicherheit der Biomasseschätzung auf einer Gesamtfläche oder 
Behandlungseinheit große Auswirkung haben. 
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4.2 Zur Anwendung der k-NN Methode 

 

Die verschiedenen Teilauswertungen, die zur Evaluation des k-NN Anstzes durchge-
führt wurden zeigen zunächst, dass die Umsetzung der Methode in der dargestellten 
Form funktionsfähig ist. Die entwickelte Datenbankstruktur der aufgebauten Einzel-
baumdatenbank sowie die Umsetzung des hierauf zugreifenden k-NN Moduls sind 
geeignet, um Biomasseschätzungen für Einzelbäume bzw. deren Biomassekomparti-
mente durchzuführen. 

Am Beispiel der Teilauswertung I, in der jeweils ein Fichten- und Kieferndatensatz mit 
Hilfe des k-NN Algorithmus und den abgeleiteten Referenzmodellen durchgeführt 
wurde, ist erkennbar, dass die Schätzungen der k-NN Methode in Bezug auf fast alle 
verwendeten Gütemaße bessere Ergebnisse liefert als die abgeleiteten Regressions-
ansätze. Obgleich die auf Grundlage der zufällig ausgeschiedenen modelling- Datensätze 
angepassten Regressionsfunktionen mit einem R2 von 0,986 für Fichte und 0,99 für 
Kiefer (siehe Anhang III) einen beachtlich hohen Erklärungsanteil haben, sind die 
Fehler der Schätzungen für die jeweiligen test- Datensätze auf Basis der k-NN Methode 
geringer. Die Aufteilung des Datensatzes wurde durchgeführt, um eine Überprüfung 
beider Ansätze anhand einer an der Modellbildung nicht beteiligten Datengrundlage zu 
ermöglichen. Dies währe für die k-NN Methode auch anhand einer (Leave-One-Out-) 
Kreuzvalidierung des gesamten Datensatzes möglich gewesen, da ja in diesem Fall 
anders als bei der Regressionsanalyse keine Modellanpassung stattfindet, sondern für 
jeden einzelnen Baum eine Schätzung über die N-1 verbleibenden Bäume des Datenbe-
standes abgeleitet wird. Um jedoch eine Vergleichsanalyse auf Grundlage der gleichen 
Datenbasis durchführen zu können, wurde hier mit denselben Datensätzen gearbeitet. 

Die berechneten Fehlermaße RMSE (bzw. RMSE%) sowie der mittlere Fehler deuten 
darauf hin, dass die k-NN Schätzungen in diesem Fall sogar bessere Ergebnisse 
lieferten, als die angepassten gemischt-linearen Modelle, die einen zusätzlichen 
zufälligen Effekt beinhalten. Die zusätzliche Zufallskomponente dieses Modells wurde 
für die vorliegenden Daten auf Grundlage ihrer Herkunft aus einzelnen Aufnahme-
punkten der Nationalen Waldinventur geschätzt. Hierbei wird der Interzept der 
Funktion für jeden Plot einzeln adjustiert. Zur Schätzung eines bestimmten Baumes 
des test- Datensatzes werden auf diese Weise die vorhandenen Daten aus diesem Plot 
stärker berücksichtigt, indem der Interzept des Modells für jeden Plot einzeln geschätzt 
wird. Die einzelnen Aufnahmeplots werden hierbei als eine Subpopulation angesehen, in 
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der aufgrund der räumlichen Nähe der Bäume eine höhere Korrelation der Variablen 
unterstellt wird als im Gesamtdatensatz. Solche Regressionsansätze sind natürlich nur 
dann sinnvoll, wenn ein eindeutiger räumlicher Bezug in der Datengrundlage vorliegt. 

Die vergleichende Teiluntersuchung II hat gezeigt, dass die k-NN Methode jedoch nicht 
in jedem Fall Vorteile gegenüber Regressionsansätzen hat. Die zufällige Unterteilung 
der vorhandenen Datengrundlage in einen von der Modellierung ausgeschlossenen test-
Datensatz führte in diesem Beispiel dazu, dass diese Datengrundlage Extremwerte 
enthält, die den Wertebereich der verbleibenden Trainingsdaten überschreiten. Solche 
Situationen sind realitätsnah, da die Spannweite der vorhandenen Datengrundlage, die 
zur Modellierung herangezogen werden kann, oftmals eingeschränkt ist. Während dies 
im Fall einer Regressionsfunktion durch die vorhandene Extrapolationsfähigkeit nur 
eingeschränkt problematisch ist, führt die Anwendung der k-NN Methode  aufgrund der 
instanzenbasierten Schätzung zu massiven Fehleinschätzungen im Bereich der Extreme 
der Werteverteilung. Dementsprechend weisen alle berechneten Gütemaße im Fall des 
verwendeten Buchen-Datensatzes auf eine geringere Prognosegüte des k-NN Algorith-
mus hin.  

Auf diesen methodischen Nachteil des Verfahrens kann auf unterschiedliche Weise 
eingegangen werden. Eine Möglichkeit besteht darin, den Wertebereich der zu schätz-
enden Bäume so einzugrenzen, dass er die Spannweite der vorhandenen Designattribute 
der Trainingsdaten nicht überschreitet. Normalerweise sollte diese Prämisse ebenso für 
die Anwendung eines Regressionsmodells gewährleistet sein, da eine statistisch abge-
sicherte Fehlerwahrscheinlichkeit nur innerhalb der Spannweite der Datengrundlage 
angegeben werden kann. Im vorliegenden Beispiel wurden die Bäume, die größer als alle 
Trainingsinstanzen waren (dies waren hier zwei Bäume), aus dem test-Datensatz 
eliminiert und anschließend die wichtigsten Fehlermaße der Schätzung nochmals 
berechnet. Hierdurch konnten der RMSE, der RMSE% sowie der MAPE unter das 
Fehlerniveau eines einfachen linearen Modells auf Grundlage des BHD abgesenkt 
werden. Nach wie vor waren sie aber etwas höher als für ein Regressionsmodell das auf 
dem BHD und der Baumhöhe basiert. Besonders der relativ hohe MAPE zeigte, dass 
die k-NN Schätzungen in diesem Fall im Mittel höhere absolute prozentuale Abwei-
chungen in Bezug auf das Ausgangsniveau der Daten aufweisen. Dass diese Fehler im 
Fall der k-NN Schätzungen bei über 100% liegen, zeigt, dass hier vor allem kleine 
Bäume, bei denen bereits betragsmäßig geringe Abweichungen zu einem hohen 
absoluten prozentualen Fehler führen, relativ schlecht eingeschätzt wurden. 
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Im Rahmen der Teilauswertungen III und VI wurden weitere Variablen als Design-
attribute in die k-NN Schätzung einbezogen. Hierzu wurde zunächst auf Meta- 
Informationen über die mittlere Holzdichte der Baumarten zurückgegriffen. Die 
Holzdichte ist ein diskret verteiltes Merkmal, das in der Abstandsberechnung einen 
gewissen Trennungscharakter zwischen den einzelnen Baumarten aufweist. Die 
Gewichtungsverhältnisse der einzelnen Variablen, die durch einen iterativen Prozess zur 
Minimierung des RMSE% in der Teilauswertung III hergeleitet wurden, zeigen, dass die 
Holzdichte im Vergleich zum BHD und der Baumhöhe relativ gering gewichtet wird 
(wd=0,1). Der RMSE% wurde in dieser Auswertung mit Hilfe einer kompletten 
Kreuzvalidierung der 858 vorhandenen Einzelbäume berechnet. Durch die Wahl einer 
adaptiven Nachbarschaft unter Verwendung der Kernel-Methode konnte der RMSE% 
auf 26 gesenkt werden. Wie auch die Gegenüberstellung der „beobachteten“ und 
geschätzten Werte zeigt, ist die baumartübergreifende Prognose des k-NN Algorithmus 
hier als sehr gut anzusehen.  

In einer weiteren Auswertung (Teilauswertung IV) wurde auf einen Datensatz von 
tropischen Bäumen (KETTERINGS et al., 2001) zurückgegriffen, um zu überprüfen, 
inwieweit die verwendeten Variablen hinreichend sind, um generalisierte Biomasse-
schätzungen auf Basis einer völlig unterschiedlichen Datengrundlage abzuleiten. Hierbei 
wurden Laubbäume aus europäischen und nord-amerikanischen Untersuchungsgebieten 
als Trainingsdaten verwendet, um die Biomasse der Einzelbäume einer Studie zu 
schätzen, die in Indonesien durchgeführt wurde. Der für diesen Datensatz berechnete 
RMSE% der k-NN Schätzung liegt hierbei zwar leicht über dem Fehler, der für ein 
angepasstes Regressionsmodell berechnet wurde, der mittlere Fehler ist hierbei jedoch 
geringer. Hierbei muss bedacht werden, dass in diesem Fall aufgrund des geringen 
Umfangs der Datengrundlage der Datensatz nicht aufgeteilt wurde. D.h., die 
Regressionsanalyse wurde hier nicht wie in Teilauswertung I an einem unabhängigen 
Datensatz durchgeführt. Gleichzeitig waren die Testdaten jedoch nicht Bestandteil der 
Trainingsdatenbank auf die der k-NN Algorithmus zugreift. Aus diesem Grund sind die 
vergleichsweise guten Prognosen der k-NN Methode in diesem Fall hervorzuheben. 
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4.2.1 Zur Bestimmung der Größe der Nachbarschaft 

 

Die Bestimmung der Größe der berücksichtigten Nachbarschaft ist ein zentraler Aspekt 
der k-NN Anwendung. Wie im Methodenteil dargelegt, wird die Entscheidung darüber 
wie viele Nachbarn für eine Schätzung herangezogen werden sollen von verschiedenen 
Gesichtspunkten geleitet. Zur Einschätzung der Güte einer Prognose wurden im 
Rahmen der Auswertung zumeist Gütemaße verwendet, die den Prognosefehler auf 
Ebene der Einzelbaumschätzungen entweder quadratisch oder einfach quantifizieren 
und hierbei teilweise das Ausgangsniveau der Daten berücksichtigen. Diese Gütemaße 
müssen, wie beispielsweise in Teilauswertung IV gezeigt wurde, nicht notwendigerweise 
zur gleichen Aussage führen. Welches Gütekriterium zur Optimierung des k-NN 
Algorithmus (und ebenso zur Bewertung eines Regressionsmodells) verwendet wird, ist 
daher stark von der Zielsetzung der Prognose abhängig. In den vorliegenden Auswer-
tungen ging es zunächst darum, die Einzelbaummasse möglichst korrekt abzubilden. Im 
Rahmen der Biomassebestimmung ganzer Bestände oder Behandlungseinheiten bzw. 
zur Ermittlung der Kohlenstoffsenkeneffekte auf regionaler Ebene, ist eventuell der 
mittlere Fehler einer Schätzung sehr viel wichtiger als die Fehlprognosen für einzelne 
Bäume. Hierbei hat die k-NN Methode den Vorteil, dass die Schätzungen den 
Wertebereich der Trainingsdaten nicht verlassen können. Die fehlende Extrapolations-
fähigkeit des Verfahrens kann in diesem Fall also auch einen Vorteil darstellen. 

Die hier in einigen Teilauswertungen verwendete Modifikation des einfachen k-NN 
Ansatzes durch die Verwendung der adaptiven Nachbarschaft hat gezeigt, dass das 
typische Bias- Varianz- Dilemma zwar nicht zufriedenstellend gelöst werden kann, die 
negativen Effekte jedoch verringert werden konnten. Voraussetzung hierfür ist, dass die 
im konkreten Fall einer Suchanfrage berechneten Distanzen zu allen Trainingsdaten auf 
ein festgelegtes Intervall normiert werden. Durch die Festlegung einer maximalen 
normierten Distanz, bis zu welcher Trainingsdaten für die Schätzung berücksichtigt 
werden, kann die Größe der Nachbarschaft in Abhängigkeit der Verteilung der 
Trainingsdaten adaptiv bestimmt werden. Hierdurch werden extrem unsymmetrische 
Nachbarschaften am Rand der Werteverteilung vermieden. 

Wird die Bandbreite der Nachbarschaft durch eine feste Anzahl von Nachbarn vorgege-
ben, so kann des weiteren anhand der Gewichtung der Nachbarn mit ihrem Abstand 
der Nachteil einer zu großen Nachbarschaft abgemildert werden. 
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4.3 Räumliche Komponenten 

 

Im Rahmen der hier dargestellten Ergebnisse wurden Einzelbaumvariablen sowie 
Bestandes- und Meta-Informationen über die verschiedenen Baumarten verwendet. 
Zusätzlich zu diesen Informationen können auch räumliche Informationen in den k-NN 
Ansatz integriert werden. Hierzu können auf einfache Weise die Koordinaten der 
Untersuchungsgebiete als zusätzliche Indikatorattribute verwendet werden. So können 
räumlich nähere Trainingsinstanzen bei der Schätzung der Zielgröße stärker gewichtet 
werden, um auf diese Weise eventuell vorhandene naturräumliche Gegebenheiten bzw. 
Umweltfaktoren, die durch die berücksichtigten Variablen noch nicht beschrieben 
werden, einzubeziehen. Leider sind diese Informationen in der vorhandenen Daten-
grundlage nur für relativ wenige Datensätze bekannt, so dass eine solche Auswertung 
nicht durchgeführt werden konnte. 

Theoretisch kann jedoch angenommen werden, dass z.B. die geografische Breite einen 
entscheidenden Einfluss auf das Wuchsverhalten der Bäume und auch ihre Biomasse 
bei einer gegebenen Dimension hat, da schlechtere klimatische Bedingungen bzw. eine 
kürzere Wachstumsperiode tendenziell zur Ausbildung engerer Jahresringe und somit 
einer höheren mittleren Holzdichte führen. Auch der klimatische Einflussauf auf die 
Entwicklung einer spezifischen Wuchsform bzw. Allokation der Biomasse auf die einzel-
nen Baumkompartimente ist sicherlich nicht unerheblich.  

Würde man die räumliche Information in den k-NN Ansatz einbeziehen, könnten auch 
lokal unterschiedliche Biomasseschätzungen abgeleitet werden. Durch die Integration 
eines Geo-Informtions Systems, das durch eine geeignete Schnittstelle ohne weiteres an 
die bestehende Datenbank angebunden werden kann, würden dann eine räumlich 
explizite Analyse ermöglicht werden. 

 

4.3.1 Generelle Bewertung des Verfahrens 

 

Als eine Methode des induktiven Lernens setzt der k-NN Ansatz nur eingeschränkte 
Kenntnisse über die genauen Zusammenhänge zwischen den Einflussgrößen, ihren 
Wechselwirkungen und der Zielvariablen voraus. Die Biomasse eines Baumes kann von 
sehr vielen Einflussfaktoren bestimmt sein, die gleichzeitig vielen Wechselwirkungen 
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unterworfen sind. Zwar lassen sich für Daten aus Einzeluntersuchungen oft Modelle mit 
einem sehr hohen Erklärungsanteil finden, vergleicht man aber Bäume aus verschiede-
nen Untersuchungen, die unterschiedlichen Umweltbedingungen unterliegen, kann die 
Ableitung eines allgemeinen Modells aufgrund der Vielzahl an Einflussgrößen sehr 
kompliziert werden. Die k-NN Methode als Verfahren des maschinellen Lernens bietet 
hier eine Alternative, die nach dem Grundsatz „die einfachste Lösung ist oft die Beste“ 
die genaue Wirkungsweise der Einflussgrößen zunächst weitgehend ignoriert und alleine 
durch die Suche nach ähnlichen Merkmalsträgern eine Schätzung der Zielgröße erlaubt. 
Die k-NN Methode hat dabei eine Reihe von Vorteilen gegenüber parametrischen 
Verfahren (HESSENMÖLLER, 2001; WAGACHA, 2003): 

 

 Der k-NN Algorithmus ist in der Lage sehr komplexe Zielfunktionen durch 
weniger komplexe Approximationen zu modellieren,  

 der Algorithmus ist einfach zu implementieren und umzusetzen, 

 es ist eine Lernmethode, die keinerlei Training oder Optimierung benötigt, 

 der k-NN Algorithmus ist relativ unempfindlich gegenüber streuenden 
Trainingsdaten, da durch die Verwendung eines gewichteten Mittelwertes der 
Einfluss von Ausreißern in den Daten abgeschwächt wird, 

 im Gegensatz zu anderen Verfahren ist es problemlos möglich, zu jeder Zeit neue 
Daten in Echtzeit in die Schätzung einzubeziehen, 

 der Informationsgehalt der Trainingsdaten geht nicht verloren, wie z.B. bei der 
Ableitung einer Regressionsfunktion, sondern ist langfristig verfügbar, 

 im Gegensatz zu einer globalen Funktion, die über einen großen Wertebereich 
abgeleitet wird, können lokale Schätzungen durchgeführt werden. 

 

Gleichzeitig haben instanzenbasierte Lernverfahren jedoch generell auch einige 
Nachteile gegenüber regressionsanalytischen Methoden: 

 

 Da jegliche Generalisierungsentscheidung auf den Zeitpunkt einer konkreten 
Suchanfrage verschoben wird, kann der Rechenaufwand für jede Klassifizierung 
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sehr hoch sein (in Abhängigkeit der Größe des Trainingsdatensatzes und der 
verwendeten Anzahl von Variablen), 

 da generell alle bekannten Variablen unabhängig von ihrem tatsächlichen 
Einfluss auf die Zielgröße für eine Klassifizierung herangezogen werden können, 
kann es durch die Verwendung von irrelevanten Merkmalen zu Fehleinschätzun-
gen kommen. Dieser Nachteil kann durch die alleinige Verwendung nachweislich 
relevanter Instanzen oder eine, dem Einfluss der Variablen entsprechenden 
Gewichtung der Einzelabstände, kompensiert werden (HESSENMÖLLER, 2001), 

 die Allgmeingültigkeit der Prognosen wird durch den Umfang und die Vertei-
lung der Beobachtungswerte bestimmt. Die empirischen Beobachtungen sind 
letztendlich entscheidend für die Schätzgenauigkeit (GADOW, 2003), 

 aufgrund der nötigen Datenbank und einer angebundenen Anwendung, in der 
der k-NN Algorithmus umgesetzt wird, ist die Methode nicht so leicht zu ver-
wenden wie ein abgeleitetes Regressionsmodell, welches leicht aus der Literatur 
entnommen werden kann, 

 der nötige Umfang der Datengrundlage ist sehr viel höher als bei regressions-
analytischen Ansätzen, 

 eine Extrapolation über den bekannten Wertebereich der Trainingsbeispiele 
hinaus ist nicht möglich, 

 die Bestimmung der optimalen Größe der Nachbarschaft kann bei festem k 
aufgrund des dargestellten Bias-Varianz-Dilemmas immer nur ein Kompromiss 
sein. Die adaptive Anpassung der Größe der Nachbarschaft könnte dieses 
Problem lösen, ist jedoch sehr rechenaufwendig. 

 

Bei der Verwendung instanzenbasierter Verfahren sind die dargestellten Argumente 
abzuwägen. Da im Fall von Biomasseschätzungen auf Einzelbaumebene aufgrund des 
relativ geringen Datenumfangs der Rechenaufwand begrenzt bleibt, werden die 
negativen Argumente hier abgeschwächt.  
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5 Schlussfolgerung 
 

Das Ziel der vorliegenden Arbeit war es, alternative Ansätze zur Schätzung der 
Biomasse einzelner Bäume zu entwickeln und mit gegebenen Verfahren zu vergleichen. 
Die Ausrichtung der Arbeit wurde dabei auf zwei zentrale Fragestellungen aufgebaut, 
die sich aus den gegebenen Problemen bzw. der vorhandenen Unsicherheit bezüglich 
der vorhandenen Methoden ergeben. Eine Hauptmotivation der Untersuchung bestand 
darin, die grundlegenden Unterschiede zwischen empirischen Biomassemodellen und 
vorhandenen Prozessmodellen näher zu betrachten, um im Folgenden Ansätze zur 
Generalisierung von Biomassemodellen ableiten zu können. Im Rahmen der vermehrten 
Forschung auf dem Gebiet der Biomassemodellierung werden im Zuge der Umsetzung 
des Kyoto Protokolls vielerorts destruktive Biomasseuntersuchungen durchgeführt, um 
die rechtlich bindenden Vorgaben zur Quantifizierung von Kohlenstoff Senkeneffekten 
bzw. von Netto Emission zu erfüllen. Die Auswertung dieser Datensätze wird in 
ähnlicher Weise wie die bereits vorhandenen Forschungsergebnisse der letzten 
Jahrzehnte zu einer Vielzahl unterschiedlicher Biomassemodelle führen, die aufgrund 
der räumlich begrenzten Datenbasis lediglich für lokale, im besten Fall aber für 
regionale Schätzungen verwendet werden können. Hinzu kommt, dass die unterschie-
dliche mathematische Formulierung der verwendeten Regressionsmodelle den direkten 
Vergleich der Ergebnisse oder gar eine Generalisierung der Ansätze erschwert. Die 
Frage die sich hieraus ergibt ist, ob es sinnvoll ist beispielsweise 10 verschiedene Bio-
massemodelle für Fichten in unterschiedlichen Regionen Deutschlands abzuleiten, oder 
ob eine Generalisierung der Modellierungsansätze auf der Grundlage von Annahmen 
aus Prozessmodellen zielführender ist. Berücksichtigt man die dargestellten Unter-
schiede in der Sichtweise dieser verschiedenen Modellierungsansätze, könnte durch eine 
Kombination in Form von Hybridmodellen ein Ansatz für eine Verallgemeinerung 
gefunden werden. 

Bisher stützen sich die für die Kohlenstoffbudgetierung auf nationaler Ebene verwen-
deten Biomassemodelle auf relativ kleine Datensätze. Oftmals wird eine überregionale 
Kohlenstoffbilanz auf Grundlage von weniger als 50 Testbäumen einer betreffenden 
Baumart erstellt, da keine allgemeingültigeren Berechnungsgrundlagen zur Verfügung 
stehen. Für manche Baumarten sind nicht einmal in den gut untersuchten europäischen 
Waldökosystemen, mit ihrer relativ überschaubaren Artenzahl, angepasste Berech-
nungsgrundlagen vorhanden. Bedenkt man, dass in einer nationalen Kohlenstoffbilanz 
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die Emissionen verschiedener Sektoren, die sich über den Verbrauch fossiler Brennstoffe 
relativ genau quantifizieren lassen, den Senkeneffekten gegenübergestellt werden, so 
führt die gegebene Unsicherheit bezüglich der Biomassemodellierung in Waldöko-
systemen dazu, dass die vorhandenen Berechnungsgrundlagen der steigenden wirt-
schaftlichen Bedeutung der Kohlenstoffbindung nicht Rechnung tragen können. 

Eine Erweiterung der vorhandenen Datenbasis durch eine Zusammenfassung der 
Ergebnisse einzelner Studien, könnte in diesem Fall helfen, bessere und gleichzeitig 
allgemeingültigere Aussagen zu treffen. Der Hauptvorteil hierbei besteht neben der 
Verwendung größerer Datensätze, darin, dass weitere Einflussgrößen sinnvoll in die 
Modellformulierung integriert werden können. Da die als unabhängigen Variablen 
geeigneten Messwerte in räumlich abgegrenzten Untersuchungsgebieten untereinander 
korreliert sind, ist ihre Verwendung oft nur in zusammengesetzten Datensätzen 
sinnvoll. 

Als Alternative zu gegebenen Modellierungsansätzen wurden in dieser Arbeit 
verschiedene Modifikationen der k-NN Methode als Beispiel für ein instanzenbasiertes 
Verfahren verwendet. Die Motivation hierfür bestand darin, ein generalisiertes 
Schätzverfahren zu entwickeln, dass im Gegensatz zu empirischen- und Prozess-
modellen keinerlei modellhafte Annahmen benötigt.  

Zu Beginn dieser Untersuchung stellte sich die provokative Frage: Könnte man 
Biomassedaten von verschiedenen Baumarten aus europäischen Wäldern verwenden, 
um Aussagen über relativ unbekannte Baumarten in anderen Teilen der Welt 
abzuleiten, wenn sich diese in ihren Haupteigenschaften sehr ähnlich sind? Bäume 
werden in diesem Ansatz als Instanzen verschiedener Ausprägung aufgefasst, die sich 
z.B. evolutionsbedingt in ihrem Grundmuster gleichen. Ein Mustererkennungs-
verfahren, welches gleichzeitig Einzelbaumdaten sowie auch verfügbare Meta-Informa-
tionen nutzt um Ähnlichkeiten in der vorhandenen Wissensbasis zu quantifizieren, 
scheint unter dieser Grundannahme geeignet zu sein, um die Gesamtheit der vorhande-
nen Informationen über die gesuchte Zielgröße in einer empirischen Datengrundlage so 
zu „sortieren“, dass eine Schätzung über die ähnlichsten Merkmalsträger möglich ist.  
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6 Zusammenfassung 
 

Die vorliegende Arbeit beschäftigt sich mit der Biomasseschätzung auf Einzelbaum-
ebene. Berechnungsmöglichkeiten für die trockene Biomasse von Bäumen sind vor 
allem im Rahmen der Umsetzung des Kyoto Protokolls zur Einschätzung der Kohlen-
stoffbindung in Waldökosystemen von Interesse. Das Problem bei der Anwendung 
vorhandener Biomassefunktionen besteht hauptsächlich darin, dass die empirische 
Forschung der letzten Jahrzehnte, zumindest für gut untersuchte Baumarten, eine 
kaum überschaubare Fülle von Schätzfunktionen unterschiedlichster mathematischer 
Formulierung hervorgebracht hat. Diese Modelle stützen sich, aufgrund des destruk-
tiven Charakters der Datenaufnahme in Biomasseuntersuchungen, oftmals auf relativ 
kleine Datensätze aus lokal begrenzten Untersuchungsgebieten. Für die Erstellung von 
regionalen oder nationalen Kohlenstoffbilanzen werden allerdings generellere Modelle 
mit einem größeren Geltungsbereich benötigt.  

Die Untersuchung befasst sich im Wesentlichen mit zwei Gesichtspunkten, die eine 
Generalisierung von Biomassefunktionen ermöglichen könnten. Zum einen kann die 
Integration von empirischer Forschung und Prozessmodellen zu einer Vereinheitlichung 
der abgeleiteten Modellformulierungen in Biomasseuntersuchungen in Form von 
Hybridmodellen genutzt werden. Zum anderen können auf Grundlage einer erweiterten 
Datengrundlage, die durch eine Zusammenstellung der vorhandenen Datensätze aus 
einzelnen Biomassestudien erstellt werden kann, auch instanzenbasierte Verfahren zur 
Biomasseschätzung verwendet werden. 

Im Rahmen dieser Arbeit wird zunächst überprüft, welche grundlegenden Unterschiede 
beim Vergleich zwischen Vorhersagen aus Prozessmodellen und empirischen Biomasse-
funktionen zu beachten sind. Hierbei führt die unterschiedliche Motivation der Ansätze 
bisher dazu, dass Vorhersagen aus Prozessmodellen in der praktischen Anwendung 
keine Rolle spielen, da sie sich anhand empirischer Forschungsergebnisse nicht aus-
reichend bestätigen lassen. Als eine mögliche Hauptursache für diese Diskrepanz konnte 
die Verwendung des BHDs, der im Prinzip keine funktionale Messgröße von Bäumen 
darstellt, in allometrischen Biomassefunktionen identifiziert werden. Während Prozess-
modelle Verhältnisregeln für relative Wachstumsraten innerhalb eines Organismus 
vorhersagen, stützt sich die empirische Forschung auf die Verwendung absoluter 
Messgrößen als unabhängige Variablen. Am Beispiel eines zusammengesetzten Fichten-
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datensatzes konnte, durch die Umrechnung des BHDs zu einem Durchmesser in 
relativer Stammhöhe, eine Annäherung der Vorhersagen aus empirischen Regressions-
modellen und den theoretischen Verhältnisregeln eines Prozessmodells erzielt werden.  

Als weiterer Erklärungsansatz für die Unterschiede beider Ansätze wird vermutet, dass 
destruktive Biomasseuntersuchungen im Gegensatz zu Prozessmodellen, nur einge-
schränkte Aussagen über das ontogenetische Wachstum einzelner Bäume ermöglichen, 
da sie nur in Zeitreihenuntersuchungen (sog. Chronosequenzen) gewonnen werden 
können. Vielmehr muss bedacht werden, dass bei der Untersuchung von Bäumen unter-
schiedlicher Dimension zu einem bestimmten Zeitpunkt, implizit auch Effekte der 
jeweiligen Bestandesgeschichte erfasst werden, was wiederum dazu führt, dass ihre 
Anwendung auf regionaler Ebene kritisch zu betrachten ist. 

Das Hauptziel dieser Arbeit liegt in der Überprüfung der Anwendbarkeit eines instan-
zenbasierten Prognoseverfahrens auf Einzelbaumebene. Hierbei wurde die k-Nearest-
Neighbour (k-NN) Methode, ein nicht-parametrisches Klassifizierungsverfahren, zur 
Biomasseschätzung verwendet. Im Gegensatz zu Prozessmodellen sowie empirischer 
Datenanalyse, setzt dieses Verfahren nur eingeschränkte Kenntnisse über die bestehen-
den Wirkungszusammenhänge der einzelnen Einflussgrößen voraus und erfordert daher 
keine explizite Modellbildung.  

Für die Umsetzung wurde eine angepasste Einzelbaumdatenbank aufgebaut, die die 
Trainingsbeispiele für den k-NN Algorithmus enthält. Mit Hilfe von unterschiedlichen 
Distanzmaßen aus der multivariaten Statistik, wird aus dieser Datenbasis eine gewisse 
Anzahl ähnlicher Merkmalsträger identifiziert, die unter der Annahme, dass sie sich 
auch in Bezug auf das gesuchte Merkmal ähneln, zur Schätzung der Zielgröße 
herangezogen werden. Hierzu werden die Merkmalswerte dieser k Trainingsbeispiele 
durch eine gewichtete oder ungewichtete Mittelwertbildung zur lokalen Approximation 
der Zielgröße verwendet. Eine Anpassung der zur Schätzung verwendeten Größe der 
berücksichtigten Nachbarschaft sowie der Distanzfunktion, wird jeweils durch die 
Minimierung ausgewählter Fehlermaße mit hilfe eines iterativen Prozesses bzw. einer 
multiplen Kreuzvalidierung der Trainingsdaten erzielt. 

In verschiedenen Teilauswertungen, die sich auf unterschiedlich große Datensätze 
beziehen, wurde die Prognosegüte der k-NN Schätzungen durch den Vergleich 
verschiedener Fehlermaße mit denen von Regressionsmodellen verglichen, die jeweils 
auf Grundlage der gleichen Datenbasis angepasst wurden. Hierbei konnte für einzelne 
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Teiluntersuchungen eine Reduktion verschiedener Prognosefehler durch die Verwen-
dung der k-NN Methode nachgewiesen werden.  

Weiterhin konnte das für instanzenbasierte Verfahren typische Bias-Varianz-Dilemma, 
das hauptsächlich durch die mangelnde Extrapolationsfähigkeit des Ansatzes entsteht, 
dadurch abgemildert werden, dass wahlweise auch eine adaptive Größe der Nachbar-
schaft zur Schätzung verwendet wird. Hierbei wird die Bandbreite, der zur Schätzung 
verwendeten Trainingsinstanzen, nicht durch eine betsimmte Anzahl (k) festgelegt, 
sondern Nachbarn werden bis zu einer bestimmten normierten Distanz berücksichtigt. 
Hierdurch werden in Abhängigkeit der Verteilung der Trainingsinstanzen in Bereichen 
hoher Dichte mehr Nachbarn zur Schätzung verwendet als in Bereichen mit geringer 
Anzahl von Trainingsbeispielen. 
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8 Anhang I, Exkurs 
 

Als einfaches Beispiel zur Veranschaulichung der Diskrepanz zwischen einem Prozess-
modell und empirischer Datenanalyse mit einer für diesen Vergleich ungeeigneten 
Messgröße soll hier eine vereinfachte Modellannahme am Beispiel der geometrischen 
Form eines Kegels dargestellt werden.  

Angenommen die Höhe eines Kegels sei durch eine allometrische Beziehung der Form 

bDkH ′=  bzw.: kDbH lnlnln +⋅′=  (31) 

gegeben, (für D in Zentimeter und H in Meter). 

Das Volumen eines Kegels ist gegeben mit: 

hDVcone
2

12
π=  (32) 

Hieraus ergibt sich als funktionaler Zusammenhang zwischen Durchmesser und 
Volumen: 

b
cone DkV ′+= 2

12
π  (33) 

Nimmt man weiter an, dass die Raumdichte des beschriebenen Körpers ρw  gleichmäß-
ig verteilt sei, so führt dies zu: 

b
cone DwkM ′+= 2

12
ρπ  (34) 

Soll Mcone bei den gegebenen Eingangsgrößen in Kg ausgedrückt werden, muss das 
Ergebnis um den Faktor 0,1 korrigiert werden. In Form der Grundgleichung der 
Allometrie ausgedrückt ergibt sich somit: 

[ ] b
cone DaKgM = , wobei   1,0

12
⋅= wka ρπ  und  b= 2+b’ (35) 

Durch Logarithmierung linearisiert ergibt sich die Geradengleichung 

aDbM lnlnln +⋅= , (36) 
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wobei die Allometriekonstante b das Verhältnis zweier relativer Wachstumsraten als 
δM/M = b*δD/D beschreibt und ln a der jeweilige Achsenabschnitt ist. Durch die 
Multiplikation mit dem konstanten Faktor a (Integrationskonstante) werden in 
Funktion (34) alle Ordinatenwerte im Verhältnis 1/a gestaucht (für a < 1). Die Grund-
gleichung der Allometrie beschreibt insofern das Verhältnis des Wachstums einer 
funktionalen Messgröße zum Wachstum einer anderen funktionalen Messgröße. 

Wichtig sei anzumerken, dass diese Zusammenhänge ausschließlich für den Durchmes-
ser der Grundfläche eines Kegels (D0) gelten! Würde man an Kegeln unterschiedlicher 
Größe einen Durchmesser der Querschnittsflächen in einer absoluten Höhe als unab-
hängige Variable verwenden, so würde man die obigen Annahmen nicht bestätigt 
finden, da dieser Durchmesser keine funktionale Messgröße des Kegels ist. Man würde 
mit diesem Durchmesser nicht die Grundflächenänderung alleine, sondern auch die 
Formveränderung des Körpers in einer absoluten Höhe erfassen. Hierzu sei ein 
konkretes Beispiel mit folgenden Eingangsgrößen gegeben: k = 1,9; b’= 2/3 und ρw = 
0,48 g/m3. Hieraus folgt für die Integrationskonstante a der Funktion (35): 

02388,01,048,09,112/ =⋅⋅⋅= πa ,  

sowie für die Allometriekonstante b: 

6667,23/22 =+=b .  

Abbildung 8-1 stellt diesen Zusammenhang grafisch dar: 

M = 0,0239*D2,6667
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Abbildung 8-1. Funktionaler Zusammen-
hang zwischen Durchmesser und 
Masse eines Kegels bei einer gege-
benen allometrischen Höhenfunktion.

 

Berechnet man für verschieden große Kegel den Durchmesser der Querschnittsflächen 
in einer absoluten Messhöhe (1,3 m) mit: 
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( )
H

HDD m
3,1

03,1
−⋅=  (37) 

und verwendet diesen Bezugsdurchmesser als unabhängige Variable, so erhält man als 
Schätzung für die Koeffizienten einer einfachen linearen Regressionsgeraden auf 
Grundlage der logarithmisch transformierten Wertepaare b = 2,4817 und ln a = -
2,8861 bzw. a = 0,0558 (siehe Abbildung 8-2) 
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Abbildung 8-2. Lineare Regression zwischen den logarithmisch transformierten 
Wertepaaren eines Durchmessers in absoluter Höhe (D1,3m) und Masse (links) 
und Darstellung auf dem metrischen Skalenniveau (rechts). 

Aus obiger Abbildung wird deutlich, dass die resultierende Abweichung von der 
Linearität bei Verwendung eines Durchmessers in absoluter Messhöhe aufgrund des 
homogenisierenden Effektes der logarithmischen Transformation der Werte in einer 
empirischen Datenanalyse kaum festzustellen ist. Während in Abbildung 8-2 eine 
generierte Punktwolke dargestellt ist, würde in einer empirischen Datengrundlage die 
vorhandene Streuung der Werte diesen Nachweis zusätzlich erschweren. Der hohe 
Erklärungsanteil des Regressionsmodells von über 99 % würde daher ohne Kenntnis 
über den genauen Funktionalen Zusammenhang kaum Anlass geben die Modellformu-
lierung in Frage zu stellen. 

Der Vorteil der logarithmischen Transformation ist in diesem Fall dadurch gegeben, 
dass eine eventuelle Heteroskedastizität der Datengrundlage eliminiert wird und 
gleichzeitig eine einfache lineare Regression verwendet werden kann. Allerdings entsteht 
durch die Rücktransformation der Werte auf das metrische Skalenniveau ein systema-
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tischer Fehler, der die Berechnung eines Korrekturfaktors für die Integrationskonstante 
a notwendig macht. Abgesehen davon ist jedoch offensichtlich, dass die Schätzung für 
die Allometriekonstante b wie erwartet nicht mit dem theoretisch hergeleiteten Skalier-
ungsfaktor übereinstimmt, da die verwendete unabhängige Variable nicht konform mit 
den zugrunde gelegten Modellannahmen ist. 

Verwendet man anstelle des Durchmessers in absoluter Messhöhe jedoch eine relative 
Messhöhe (z.B. D01 in 10 % der Gesamthöhe), so wäre dieser Durchmesser wiederum 
eine funktionale Messgröße und würde somit nicht gegen die Interpretation der 
Grundgleichung der Allometrie verstoßen. Gleichzeitig würde jedoch die Annahme (34) 
verletzt werden, so dass zwar die erwartete Allometriekonstante b nachgewiesen werden 
kann, die Integrationskonstante a jedoch nicht wie oben beschrieben nachvollziehbar ist 
(siehe Abbildung 8-3). 
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Abbildung 8-3. Allometrische Beziehung 
zwischen dem Durchmesser in relati-
ver Höhe (hier 10 % der Höhe) D01 
und der Masse. 

 

Um den Aspekt der Autokorrelation der Parameter b und a darstellen zu können, sei 
eine folgende erweiterte Annahme zu Formel (30) getroffen: Aufgrund mechanischer 
bzw. physikalischer Zwänge sei die Höhenzunahme des Kegels durch eine Grenz-
beziehung limitiert, so dass b’ und ln k in einer linearen Beziehung zueinander stehen: 

nbmk +′=ln  (38) 

Die Implikation dieses Zusammenhangs ist evident wenn man unterstellt, dass der 
Höhenzuwachs eines Kegels durch die absolute Höhe bei einem gegebenen Durchmesser 
limitiert ist. Dieses wiederum kann als angepasste Allokation des Volumenzuwachses 
unter der Einschränkung einer Erhaltung der Stabilität des Körpers mit zunehmender 
Masse verstanden werden. Hieraus folgt nach (34) dass ebenso b und ln a einen 
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funktionalen linearen Zusammenhang aufweisen. Abbildung 8-4 zeigt den Zusammen-
hang zwischen den Parametern der Höhenfunktion und der Massenfunktion bei einer 
unterstellten linearen Beziehung zwischen ln k und b’. 
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Abbildung 8-4. Beziehung zwischen den 
Parametern der Höhen- und Massen-
funktion bei einer unterstellten 
linearen Abhängigkeit zwischen ln k 
und b’. 

 

Der Zusammenhang zwischen der Allometriekonstante b und der Integrationskonstante 
a lässt sich dementsprechend mit Hilfe einer Exponentialfunktion beschreiben, wobei 
der Exponent hierbei der unterstellten Gradensteigung m in (38) entspricht. Abbildung 
8-5 zeigt die Beziehung der Parameter in metrischer Skalierung (links), sowie die 
resultierenden Massenfunktionen (rechts). 
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Abbildung 8-5. Negativ-exponentieller Zusammenhang zwischen den Parametern a und 
b der allometrischen Massenfunktion (links) und resultierende Beziehung zwischen 
Durchmesser (D0) und Masse bei verschieden gewählten Parametern b’ der 
Höhenfunktion.
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9 Anhang II, Datengrundlagen 
 

BHD Höhe 
Baumart N 

Min Max Mittel Min Max Mittel 
Abies Balsamea 30 2,5 28,3 14,99  2,9 17,0 10,22
Acer Rubrum 53 1,3 42,1 18,40  3,0 24,6 15,49
Acer Saccharum 55 1,2 55,2 19,36  2,3 26,5 15,68
Betula Alleghaniensis 49 1,6 72,0 20,68  2,8 26,0 15,03
Betula Papyrifera 37 1,1 34,1 15,21  2,7 20,1 12,68
Fagus Grandifolia 14 8,5 43,0 24,76  9,8 23,4 19,20
Fagus Sylvatica 221 0,8 70,2 25,33  1,9 39,1 20,75
Larix Decidua 10 19,5 48,3 32,02  20,4 25,9 23,89
Picea Abies 578 2,3 73,8 20,67  2,5 38,4 17,16
Picea Glauca 24 1,5 29,5 14,88  1,9 21,2 13,04
Picea Mariana 24 2,2 30,2 15,28  2,1 17,5 11,17
Picea Rubens 37 1,2 31,3 15,18  1,6 19,5 11,94
Pinus Sylvestris 270 4,6 58,0 18,56  3,2 32,0 13,68
Populus Grandidentata 23 7,8 33,8 19,30  9,7 19,4 13,95
Populus Tremuloides 46 0,8 36,0 13,84  2,0 20,4 10,72
Quercus Petraea 28 9,8 77,1 35,79  11,0 33,6 24,74

Abbildung 9-1. Übersicht der vorhandenen Einzelbaumdaten, mit Durchmesser- und 
Höhenbereich für verschiedene Baumarten. 
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Abbildung 9-2. Box-Plots (Spannweite, 25- und 75 % Quartil, Median) der Durch-

messerbereiche der vorhandenen Datengrundlagen getrennt nach den einzelnen 
Baumarten. 
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Abbildung 9-3. Oberirdische holzige Biomasse (agwb) über dem BHD getrennt nach 

Nadel- und Laubbäumen (n= 973; n= 528). 
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10 Anhang III 
 

Für die unter 3.3.1 durchgeführten Teilauswertungen von Fichten und Kieferndaten 
sollen im Folgenden noch einige zusätzliche Datenanalysen sowie die Ergebnisse der 
Regressionsanalyse zur Ableitung der verwendeten Referenzmodelle dargestellt werden. 
Die hier aufgeführten Analysen beziehen sich zum einen auf die im Methodenteil 
dargestellten grundsätzlichen Möglichkeiten eine Ähnlichkeit zwischen Instanzen zu 
quantifizieren und zum andere auf eine zusätzliche beispielhafte Teilauswertung, in der 
anstelle einer oberirdischen Gesamtmasse ein einzelnes Biomassekompartiment unter-
sucht wurde. 
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10.1 Ableitung der Referenzmodelle 

 

Tabelle 10-1. Geschätzte Regressionskoeffizienten für ein einfaches lineares Modell mit 
dem BHD und Baumhöhe als unabhängige Variablen für auf Grundlage der 
zufällig ausgeschiedenen modelling-Daten für Fichte (n=142). Die Zielgröße ist 
hier die oberirdische Gesamtbiomasse (agb). 

Modell Koeffizient Schätzung Std. 
Fehler 

t-Wert

α -1,973 0,046 -16,61ln ln lni i i
i

hagb BHD
BHD

α iβ χ ε⎡ ⎤= + + +⎢ ⎥⎣ ⎦
 

β 2,345 0,024 94,40
 χ 0,055 0,079 0,46 

Standardfehler der Residuen: 0,157 bei 140 Freiheitsgraden, 
Multiples R2: 0,986, 
F-Statistik: 5106 bei 2; p-Wert=0 
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Abbildung 10-1. Beobachtete und geschätzte Biomasse (links) und Residuenplot der 
Regression (rechts). 
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Tabelle 10-2. Geschätzte Regressionskoeffizienten für ein einfaches lineares Modell mit 
dem BHD und Baumhöhe als unabhängige Variablen für auf Grundlage der 
zufällig ausgeschiedenen modelling-Daten für Kiefer (n=145). Die Zielgröße ist 
hier die oberirdische Gesamtbiomasse (agb). 

Modell Koeffizient Schätzung Std. 
Fehler 

t-Wert

α -2,355 0,048 -48,88ln ln ln lni i i iagb BHD hα iβ χ ε= + + +  
β 2,202 0,041 53,30

 χ 0,272 0,042 6,39 
Standardfehler der Residuen: 0,1187 bei 142 Freiheitsgraden, 
Multiples R2: 0,9923, 
F-Statistik: 9197 bei 2; p-Wert=0 
 
 

Fitted : log(dbh) + log(h)

lo
g(

W
ab

)

2 3 4 5 6

2
3

4
5

6

Fitted : log(dbh) + log(h)

R
es

id
ua

ls

2 3 4 5 6

-0
.4

-0
.2

0.
0

0.
2

0.
4

138

71

63

Abbildung 10-2. Beobachtete und geschätzte Biomasse (links) und Residuenplot der 
Regression (rechts). 

 

 

10.2 Distanz und Korrelation 

 

Im Methodenteil (2.4.2) wurde bereits darauf hingewiesen, dass eine einfache 
euklidische Distanzmetrik zwar in der Lage ist, aus der Summe der Variablen-
differenzen zweier Instanzen einen Gesamtabstand zu berechnen, die Richtung der 
einzelnen Abstände dabei jedoch unberücksichtigt bleibt. Hierdurch kann es im 
Zweifelsfall dazu kommen, dass Instanzen mit einem komplementären Variablenprofil 
bei gleichen Einzeldifferenzen der Variablen ein gleicher Abstand zugeordnet wird. Eine 
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Möglichkeit die Kovarianzstruktur der Datengrundlage zu berücksichtige wurde bereits 
in Form der Mahalanobis Distanz vorgestellt. Diese entspricht jedoch nur in einem 
normierten und standardisierten Diskriminanzraum der euklidischen Distanz. Im der 
hier verwendeten Umsetzung der k-NN Methode wurde auf eine Normierung und 
Standardisierung der einzelnen Variablen vor der Distanzberechnung verzichtet. 
Stattdessen wurden die berechneten Variablenabstände mit einem Vielfachen der 
Standardabweichung der betreffenden Variablen relativiert.  

Ob durch dieses Vorgehen eine Verzerrung innerhalb des Diskriminanzraumes entsteht, 
oder anders ausgedrückt, ob die so berechneten Abstände konform zum Variablenprofil 
der Instanzen sind, kann überprüft werden, indem man die Distanzen dem Q-
Korrelationskoeffizienten gegenüberstellt. Hierzu wurde beispielhaft der modelling-
Datensatz der Fichten verwendet (n=142). Ausgehend von dem Abfragepunkt 0;0 
(BHD =0 und Höhe =0) wurden die Distanzen zu allen Trainingsdaten mit der 
gegebenen Parametereinstellung berechnet. Gleichzeitig wurde der Q-Korrelations-
koeffizient ausgehend vom Ähnlichsten Nachbarn für alle Instanzen berechnet. Die 
Gegenüberstellung dieser Werte ist in Abbildung 10-3 dargestellt. 
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Abbildung 10-3. Beziehung zwischen berechneter (euklidischer-) Distanz und dem Q-

Korrelationskoeffizienten der einzelnen Instanzen. 

Hierbei ist deutlich zu erkennen, dass der Q-Korrelationskoeffizient für kleine Distanzen 
nahe bei 1 liegt, was auf ein ähnliches Variablenprofil der Instanzen hindeutet. Mit 
zunehmendem Abstand verringert sich die Korrelation und kehrt sich für größere 
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Distanzen um (-1), was auf ein komplementäres Variablenprofil hindeutet. In diesem 
Fall, in dem lediglich zwei Variablen betrachtet werden, scheint die euklidische Distanz 
also in der Lage zu sein, auch in Bezug auf das Variablenprofil eine Mustererkennung 
zu ermöglichen, wenn Nachbarn bis zu einem bestimmten Abstand bzw. eine 
angepasste Anzahl von Nachbarn verwendet wird.  

 

10.3 Auswertung einzelner Kompartimente 

 

In den im Ergebnisteil dargestellten Teilauswertungen der verschiedenen Datengrund-
lagen beziehen sich auf aggregierte Biomassen von Einzelbäumen in denen die 
Einzelmassen der verschiedenen Kompartimente entweder zu einer oberirdischen 
holzigen Biomasse (agwb) oder zur oberirdischen Gesamtbiomasse (agb) aufsummiert 
wurden. Diese zusammengefasste Gesamtmasse entwickelt sich typischerweise sehr viel 
stabiler als z.B. die Masse einzelner Kompartimente, da die Allokation der Masse auf 
verschiedene Organe unberücksichtigt bleibt. Unter der Grundannahme, dass Baum-
individuen aufgrund der auf ihre Masse einwirkenden physikalischen Kräfte ein 
kritisches Verhältnis zwischen Masse und Dimension nicht überschreiten können, ist 
ihre Gesamtmasse stärker limitiert als die Verteilung dieser Masse auf einzelne 
Kompartimente. 

In dieser zusätzlichen Auswertung soll der unter 3.3.1 beschriebene Fichten- und 
Kieferndatensatz aus der Nationalen Finnischen Waldinventur in Hinblick auf einzelne 
Kompartimente genauer untersucht werden. Hierzu wird beispielhaft auf die Nadel-
biomasse eingegangen, da diese eine besonders große Streuung aufweist und sich daher 
mit herkömmlichen Regressionsmodellen relativ schwierig abbilden lässt. Abbildung 
10-4 zeigt die Biomassewerte des Kieferndatensatzes der einzelnen Kompartimente über 
dem BHD. 
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Abbildung 10-4. Biomassewerte der einzelnen Kompartimente Stamm, Äste, Rinde, und 

Nadeln über dem BHD für den unter 3.3.1 beschriebenen Kiefern test-Datensatz 
(n=60). 

Eine Auswertung der Nadelbiomasse der 60 test-Bäume mit der k-NN Anwendung führt 
unter Berücksichtigung der Variablen BHD (wbhd=0,5) und Baumhöhe (wh=0,5) für 
den Kiefern zu den in Abbildung 10-5 dargestellten Ergebnissen. 
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Abbildung 10-5. Beobachtete und geschätzte Nadelbiomasse (links) der test-Bäume des 
Kieferndatensatzes (n=60) über dem BHD und Verhältnis zwischen Schätzungen 
und Beobachtungen (rechts). 

Der erwartete RMSE% aus der Kreuzvalidierung des zufällig ausgeschiedenen 
Trainingsdatensatzes (n=145) beträgt bei Verwendung von 8 Nachbarn 45,43% (für 
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c=2 und t=0). Tatsächlich wurde für den test-Datensatz ein RMSE% von 32,48% mit 
einem mittleren Fehler von 0,56 berechnet. 

Die hohe Variabilität der Nadelbiomasse über dem BHD lässt erwarten, dass ein 
einfaches allometrisches Modell auf Grundlage des BHDs kaum in der Lage währe die 
Varianz dieser Datengrundlage adäquat abzubilden bzw. zu erklären. Die Verwendung 
der k-NN Methode hat hierbei zwei grundlegende Vorteile. Zum einen ist die Varianz 
der Schätzung höher und somit realitätsnäher, da in diesem Fall kein funktionaler 
Verlauf unterstellt wird, und zum anderen können die Schätzungen den Wertebereich 
der Trainingsdaten nicht verlassen, da der k-NN Algorithmus nicht in der Lage ist 
Extrapolationen über die vorhandenen Trainingsdatenpunkte hinaus zu produzieren. 
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11 Anhang IV 
 

Dargestellt ist der Verlauf des RMSE% und des relativen Bias für den unter 3.4.1 
verwendeten Datensatz (Teilauswertung III). Hierbei wurde zusätzlich zum BHD, der 
Baumhöhe und der Holzdichte auch das Alter der Einzelbäume berücksichtigt. Der 
Umfang der Trainingsdaten reduziert sich dadurch auf 327 Bäume, da nur für diese 
Individuen das Alter bekannt ist. Der RMSE% liegt bei einer Anzahl von 8 Nachbarn 
bei 23,6%. 
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Abbildung 11-1. Verlauf des RMSE% und des relativen Bias über der Anzahl 

berücksichtigter Nachbarn bei Verwendung des BHD (wbhd=0,5), der Höhe 
(wh=0,2), der Holzdichte (wd=0,1) und des Baumalters (wa=0,2) für alle 
europäischen Koniferen (n=327). 
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12 Anhang V 
Tabelle 12-1. Auflistung der in Teilauswertung VI verwendeten Bäume aus Ketterings 

et al. (2001). 

 

Lokaler Name Genus BHD H agwl agb 
Buluh Ginetroshesia spp. 7,6 12,3 8,6 13,3 
Kubung Mastixia spp. 8,0 10,5 16,5 18,7 
Kayu kacang Strombosia spp. 9,2 10,1 21,6 24,1 
Balik angin Mollotus spp. 9,6 8,5 23,5 26,3 
Mahang Macaranga spp. 9,9 7,2 14,3 15,9 
Nilao unknown 10,5 11,0 30,7 34,4 
Kelat Eugenia spp. 11,5 14,0 43,6 48,5 
Mahang Macaranga spp. 12,1 14,6 52,0 56,0 
Balik angin Mollotus spp. 12,4 10,5 19,6 25,4 
Meranti Shorea spp. 12,4 12,5 24,0 27,2 
Mahang Macaranga spp. 15,3 14,3 82,0 90,4 
Patang buah Baccaurea spp. 15,6 8,6 47,6 56,9 
Balik angin Mollotus spp. 16,9 11,8 92,4 97,3 
Mahang Macaranga spp. 18,8 11,0 138,6 147,1 
Mahang Macaranga spp. 27,1 22,9 303,5 337,7 
Buluh Ginetroshesia spp. 28,3 11,4 178,5 197,4 
Buluh Ginetroshesia spp. 30,6 20,2 465,3 491,3 
Medang Dactylocladus spp. 32,5 20,6 413,0 435,3 
Kedungdung Pentaspadon spp. 32,8 25,4 619,2 662,4 
Kubung Mastixia spp. 33,9 20,2 577,0 608,4 
Medang Dactylocladus spp. 35,7 32,4 417,7 446,8 
Medang Dactylocladus spp. 36,6 28,2 822,5 867,6 
Medang Dactylocladus spp. 37,7 23,6 1132,0 1224,9 
Medang Dactylocladus spp. 39,8 26,1 924,5 965,5 
Maribungan Parinari spp. 48,1 24,0 1670,5 1800,7 
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13 Anhang VI 
 

In den folgenden Tabellen sind die Regressionsanalysen für verschiedene Modell-
formulierungen unterschiedlicher Komplexität für alle Nadel- bzw. Laubbäume aufge-
führt. Die linearen Regressionen wurden mit Hilfe der Methode der kleinsten Quadrate 
(Funktion lm in R bzw. S-Plus) berechnet. 

 

13.1 Nadelbäume 
Tabelle 13-1. Geschätzte Regressionskoeffizienten für ein einfaches lineares Modell mit 

dem BHD als unabhängiger Variablen für alle vorhandenen Nadelbäume (n=963). 
Die Zielgröße ist hier die oberirdische Gesamtbiomasse (agb). 

Modell Koeffizient Schätzung Std. 
Fehler 

t-Wert 

ln ln lni i iagb BHDα iβ ε= + +  α -2,4144 0,041 -58,68 
 β 2,4642 0,014 171,11 

Standardfehler der Residuen: 0,2804 bei 961 Freiheitsgraden, 
Multiples R2: 0,9682, 
F-Statistik: 29280 bei 1; p-Wert=0 
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Abbildung 13-1. Beobachtete und geschätzte Biomasse (links) und Residuenplot der 
Regression (rechts). 
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Tabelle 13-2. Geschätzte Regressionskoeffizienten für ein einfaches lineares Modell mit 
dem BHD und der Baumhöhe als unabhängige Variablen für alle vorhandenen 
Nadelbäume (n=963). Die Zielgröße ist hier die oberirdische Gesamtbiomasse 
(agb). 

Modell Koeffizient Schätzung Std. 
Fehler 

t-Wert 

ln ln ln lni i i iagb BHD hα iβ χ ε= + + +  α -2,5040 0,041 -60,76 
 β 2,1704 0,038 56,98 
 χ 0,3492 0,042 8,28 

Standardfehler der Residuen: 0,2711 bei 960 Freiheitsgraden, 
Multiples R2: 0,9703, 
F-Statistik: 15710 bei 2; p-Wert=0 
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Abbildung 13-2. Beobachtete und geschätzte Biomasse (links) und Residuenplot der 
Regression (rechts). 
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Tabelle 13-3. Geschätzte Regressionskoeffizienten für ein einfaches lineares Modell mit 
dem BHD, der Baumhöhe und der Holzdichte (wd) als unabhängige Variablen für 
alle vorhandenen Nadelbäume (n=963). Die Zielgröße ist hier die oberirdische 
Gesamtbiomasse (agb). 

Modell Koeffizient Schätzung Std. 
Fehler 

t-Wert

ln ln ln lni i iagb BHD h wdα iβ χ δ ε= + + + +  α -2,8966 0,153 -18,87
 β 2,1449 0,039 54,76
 χ 0,3805 0,043 8,72 
 δ 0,8580 0,323 2,65 

Standardfehler der Residuen: 0,2702 bei 959 Freiheitsgraden, 
Multiples R2: 0,9706, 
F-Statistik: 10540 bei 3; p-Wert=0 
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Abbildung 13-3. Beobachtete und geschätzte Biomasse (links) und Residuenplot der 
Regression (rechts). 
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13.2 Laubbäume 

 

Tabelle 13-4. Geschätzte Regressionskoeffizienten für ein einfaches lineares Modell mit 
dem BHD als unabhängiger Variablen für alle vorhandenen Laubbäume (n=528). 
Die Zielgröße ist hier die oberirdische holzige Biomasse (agwb). 

Modell Koeffizient Schätzung Std. 
Fehler 

t-Wert 

ln ln lni i iagwb BHDα iβ ε= + +  α -2,3170 0,045 -50,77 
 β 2,5008 0,015 161,11 

Standardfehler der Residuen: 0,2985 bei 526 Freiheitsgraden, 
Multiples R2: 0,9801, 
F-Statistik: 25960 bei 1; p-Wert=0 
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Abbildung 13-4. Beobachtete und geschätzte Biomasse (links) und Residuenplot der 
Regression (rechts). 
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Tabelle 13-5. Geschätzte Regressionskoeffizienten für ein einfaches lineares Modell mit 
dem BHD und Baumhöhe als unabhängige Variablen für alle vorhandenen 
Laubbäume (n=528). Die Zielgröße ist hier die oberirdische holzige Biomasse 
(agwb). 

Modell Koeffizient Schätzung Std. 
Fehler 

t-Wert 

ln ln ln lni i i iagb BHD hα iβ χ ε= + + +  α -3,1257 0,075 -41,62 
 β 2,0476 0,038 53,68 
 χ 0,7589 0,059 12,71 

Standardfehler der Residuen: 0,2612 bei 525 Freiheitsgraden, 
Multiples R2: 0,9848, 
F-Statistik: 17030 bei 2; p-Wert=0 
 
 

Fitted : log.dbh + log.h

lo
g.

ag
b

-2 0 2 4 6 8

-2
0

2
4

6
8

Fitted : log.dbh + log.h

R
es

id
ua

ls

-2 0 2 4 6 8

-0
.5

0.
0

0.
5

1.
0

294

17 279

Abbildung 13-5. Beobachtete und geschätzte Biomasse (links) und Residuenplot der 
Regression (rechts). 
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Tabelle 13-6. Geschätzte Regressionskoeffizienten für ein einfaches lineares Modell mit 
dem BHD, Baumhöhe und Holzdichte (wd) als unabhängige Variablen für alle 
vorhandenen Laubbäume (n=528). Die Zielgröße ist hier die oberirdische holzige 
Biomasse (agwb). 

Modell Koeffizient Schätzung Std. 
Fehler 

t-Wert

ln ln ln lni i iagb BHD h wdα iβ χ δ ε= + + + +  α -3,4863 0,081 -42,77
 β 2,1881 0,039 55,89
 χ 0,4844 0,064 7,55 
 δ 1,1697 0,1341 8,72 

Standardfehler der Residuen: 0,2444 bei 524 Freiheitsgraden, 
Multiples R2: 0,9867, 
F-Statistik: 13000 bei 3; p-Wert=0 
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Abbildung 13-6. Beobachtete und geschätzte Biomasse (links) und Residuenplot der 
Regression (rechts). 
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