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1. Einführung 

1.1. Maschinelles Lernen in diversen Anwendungsbereichen 

Die Methoden des maschinellen Lernens erweisen sich nicht nur in der Bioinformatik als sehr 

effektiv, sondern werden vor allem aufgrund ihrer Universalität in verschiedensten Bereichen 

angewendet. Im Falle des überwachten Lernens haben alle Ansätze eines gemeinsam: Es wird 

versucht, anhand von Daten bestimmte, generalisierbare Verteilungseigenschaften zu lernen 

(Training), um somit auch auf ungesehenen Daten zuverlässige Vorhersagen treffen zu können. 

Bekannte Verfahren sind Support Vector Maschinen und neuronale Netze, deren Training durch 

die Lösung eines Optimierungsproblems mit speziellen Algorithmen erfolgt.  

Support Vector Maschinen zeichnen sich dabei vor allem durch ihre Effizienz und eine gewisse 

Resistenz gegenüber mangelhafter Generalisierungsfähigkeit (Overfitting) aus. 

Neuronale Netze erlauben das Design komplexer Modelle (Netze), die durch ein 

Standardverfahren wie dem Gradientenabstieg oder der Delta-Lernregel trainiert werden können. 

Die Leistung des Anwenders liegt hier also stärker in der Konzeption als in der Entwicklung 

eines Lernalgorithmus. 

Die Anwendung der Methoden setzt häufig kein exaktes Wissen der Lernalgorithmen oder der 

Lerntheorie voraus, da lediglich die Eingabedaten vom Anwender in aufbereiteter Form zu 

übergeben sind, um diese anschließend verarbeiten zu können. 

Ein weiteres Modell im Bereich des maschinellen Lernens ist das Konzept-Lernen (hier PAC-

Lernen). In diesem Modell kann die Optimalität eines Lernalgorithmus auf ein einheitliches 

Induktionsprinzip zurückgeführt werden. Die Anwendung dieses Modells setzt zum einen die 

Konzeption des Lernziels (Konzeptklasse) voraus, sowie die Entwicklung eines für das Lernziel 

angemessenen Lernalgorithmus.  

 

1.2. Das Problem Insolvenzerkennung 

In diversen Situationen ist es für ein Unternehmen der Wirtschaft sinnvoll, einen Kredit in 

Anspruch zu nehmen, wenn etwa eine größere Investition bevorsteht oder es darum geht, eine 

finanzielle Krise zu überstehen. Für einen potentiellen Kreditgeber ist dies mit einem Risiko 

verbunden, da der Kreditnehmer unter Umständen nicht in der Lage ist, den Kredit in vollem 

Umfang zurückzuzahlen.  

______________________________________________________________________________ 
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Der Kreditgeber versucht dabei durch gezielte Analysen der Bonität des Kreditnehmers das 

Risiko zu minimieren oder zumindest kalkulierbar zu machen, denn der schlimmste Fall wäre 

eine Insolvenz des Schuldners, die zum Verlust des Kredits führt.  

In diesem Zusammenhang durchlaufen Unternehmen im Regelfall mehrere Phasen, bis als letzte 

Konsequenz das Insolvenzverfahren eingeleitet wird (siehe [NW04]). 

 

 

Strategische Krise

Rentabilitäts- und Ertragskrise 

Liquiditätskrise 

Insolvenz 

Abbildung 1: Phasen einer Unternehmenskrise 
 

Der Kreditgeber versucht daher, ein gefährdetes Unternehmen frühzeitig zu erkennen, um eine 

Kreditanfrage rechtzeitig ablehnen zu können. Diese Aufgabe wird normalerweise von 

Wirtschaftsexperten übernommen, die über entsprechende Erfahrung und Branchenkenntnisse 

verfügen. Es werden zum einen Managementbefragungen durchgeführt, aber auch Insiderwissen 

über die in Rede stehende Branche genutzt, um so eine möglichst exakte Einschätzung 

vornehmen zu können. 

Obwohl laut einer Studie des Verbandes der Vereine Creditreform e.V. (siehe [CR07]) die 

Anzahl der Unternehmensinsolvenzen im Jahr 2007 um 10,4% auf 27.490 Fälle zurückgegangen 

sind, hat sich die Rückgangsquote zum Vorjahr wieder leicht verringert (im Jahr 2006: 30.680 

Unternehmensinsolvenzen bei einer Rückgangsquote von 16,7%).  

Erste Schätzungen der Schadensvolumina durch Unternehmensinsolvenzen werden von der 

Creditreform für das Jahr 2007 auf 29,2 Milliarden Euro geschätzt.  

______________________________________________________________________________ 
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Aufgrund der aktuellen Finanzmarktturbulenzen ist es besonders für größere Unternehmen 

schwieriger geworden, Kredite zu erhalten, da Kreditgeber verschärft die Bonität von 

Unternehmen beurteilen. Dementsprechend existiert unverändert eine Nachfrage nach 

zuverlässigen Methoden zur frühzeitigen Erkennung von Unternehmensinsolvenzen. 

 

1.3. Das Problem der Hotspot-Identifikation 

Proteine steuern oder katalysieren biochemische Prozesse in Organismen und sind daher seit 

vielen Jahren Forschungsgegenstand in der Biologie. Das Studium dieser Moleküle erlaubt ein 

besseres Verständnis biochemischer Prozesse. In vielen Fällen bestehen Proteine aus 

verschiedenen Untereinheiten, die erst nach korrekter Zusammensetzung eine bestimmte 

Funktion übernehmen können. Da die Experimente zur Bestimmung von Interaktionspartnern im 

Labor sehr aufwändig sind, existiert ein großer Bedarf an automatisierten Verfahren, die 

potentielle Interaktionspartner bestimmen können. Wie Bindestellen (Interfaces) genau gefunden 

werden, und wodurch die Stabilität der Bindung zustande kommt, ist noch nicht hinreichend 

geklärt. 

Eine verbreitete Theorie ist die Hotspot-Theorie, die die Stabilität der Interfaces auf einzelne 

Aminosäuren in den Interfaces zurückführt. Durch Erkennung dieser Stellen wäre somit eine 

brauchbare Ausgangslage für den Einsatz von Dockingalgorithmen gefunden, die in der Lage 

sind, ein Interface von einer Startposition heraus genauer zu charakterisieren. 

 

1.4. Ziel dieser Arbeit 

Diese Arbeit soll die Anwendbarkeit von Methoden des maschinellen Lernens in verschiedenen 

Bereichen demonstrieren. Dabei liegt der Schwerpunkt auf dem Modell des PAC-Lernens mit 

Rauschen auf der Klassifikation. Letztlich soll eine Aussage darüber getroffen werden können, 

wie gut sich diese Methoden für die Anwendung in der Praxis eignen. Es sollen dazu auch das 

zugrunde liegende Modell und die nötigen Lernalgorithmen analysiert werden. Die entwickelte 

Methode wird auf das Problem der Insolvenzerkennung sowie der Hotspot-Identifikation 

angewandt und mit anderen Verfahren verglichen. Um eine wissenschaftliche Anwendung in der 

Praxis zu ermöglichen, sowie Nachvollziehbarkeit der Ergebnisse und eine Weiterentwicklung zu 

gewährleisten wird weiterhin ein Java-Tool entwickelt, das eine grafischen Oberfläche und einige 

Zusatzfunktionen bietet, die vor Allem im Zusammenhang mit der Insolvenzvorhersage 

gebraucht werden. Das Programm umfasst nicht nur das in dieser Arbeit vorgestellte Verfahren, 

sondern auch einige der bekanntesten Konkurrenzverfahren. 
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2. Bisherige Ansätze zur Insolvenzerkennung 
In der Vergangenheit sind bereits zahlreiche Verfahren angewendet worden, um zukünftig 

insolvente Unternehmen zu erkennen. Der folgende Abschnitt soll einige bewährte Verfahren 

kurz vorstellen. 

 

2.1. Grundlagen 

Grundlage für die Anwendung der folgenden Verfahren ist eine gelabelte Lernstichprobe, anhand 

der ein Klassifikator ermittelt wird, um ungesehene Beispiele beurteilen zu können. Diese sei wie 

folgt definiert: 

 
( ) ( ) ( )( )mm yxyxyxmU ,,...,,,,:],1[ 2211

vvv=  { }1,1 −+∈iy ,  mi ,...,1=
 

Im Falle des PAC-Lernens (siehe Kapitel 3) wird diese noch allgemeiner definiert. Zur 

Einführung wird lediglich davon ausgegangen, dass Daten in Form von m Vektoren mit jeweils n 

Komponenten (Merkmalen bzw. Kennzahlen) vorliegen.  

 

2.2. Neuronale Netze 

2.2.1. Einführung 

Neuronale Netze orientieren sich an der Grundidee eines vernetzten Systems von Neuronen, 

ähnlich dem menschlichen Gehirn. Heutzutage wird häufig von „Brain inspired neuronal 

networks“ gesprochen, da das ursprüngliche Ziel, ein menschliches Gehirn nachzubilden, zu 

hoch gegriffen war. Selbst bis zum heutigen Tage kann die Hirnforschung noch nicht ergründen, 

wie ein Bewusstsein entsteht oder Lernprozesse genau funktionieren. Daher sind neuronale Netze 

im Wesentlichen mathematische Hilfsmittel.  

Einer der Nachteile neuronaler Netze ist, dass die gewonnen Ergebnisse nur schwer 

interpretierbar sind, da komplexe Wechselwirkungen der Merkmale untereinander für die 

Klassifikation verantwortlich sind und eine hohe Anzahl von Variablen gelernt werden. Folglich 

ist auch die Vorgehensweise stark verschleiert und auch eine exakte Reproduktion von 

neuronalen Netzen anhand von Beschreibungen nur schwer möglich. 

 

______________________________________________________________________________ 
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2.2.2. Das Perzeptron und lineare Klassifikation 

Die Grundlage für ein neuronales Netz bildet das Perzeptron: 

 

 

1x

2x

nx

1

M

2w

nw

1w

M

b

1
0

Abbildung 2: Perzeptron 

 

Das Perzeptron entspricht einem Neuron im neuronalen Netz. Die Komponenten des 

Eingabevektors  werden mit den Gewichten  jeweils multipliziert und 

aufsummiert. Es existiert zusätzlich eine Konstante b die ebenfalls addiert wird. Diese 

Vorgehensweise kann auch als lineare Diskriminanzfunktion geschrieben werden: 

nxx ,...,1 nww ,...,1

 

∑
=

+=+⋅=
n

i
ii xwbbxwxf

1

)( rrr  

 

Das Ergebnis der linearen Diskriminanzfunktion wird anschließend an eine Aktivierungsfunktion 

übergeben, die das Ergebnis der Diskriminanzfunktion in einen booleschen Wert transformiert: 

. Es ergibt sich damit die Diskriminanzfunktion: { }0,1: →Rg

 

))(()( xfgxc rr
=  

 

Es ist nicht üblich nur lineare Aktivierungsfunktionen zu verwenden, auch nicht-lineare 

Funktionen können dabei eingesetzt werden: 

 

te
tg −+
=

1
1)(    tt

tt

ee
eettg −

−

+
−

== )tanh()(  

 

______________________________________________________________________________ 



2. Bisherige Ansätze zur Insolvenzerkennung                                                                            11 

Die Bestimmung der Gewichte kann durch die Perzeptron-Lernregel erfolgen, die an dieser Stelle 

jedoch nicht beschrieben werden soll. Interessierte seien auf die Bachelor Arbeit von Nico 

Pfeifer und mir (siehe [NPTB2004]) verwiesen. 

 

2.2.3. Neuronale Netze durch mehrere Perzeptrons 

Ein neuronales Netz entsteht, wenn mehrere Perzeptrons (Neuronen) miteinander vernetzt 

werden. Dazu ist es üblich, eine innere Schicht von p Neuronen einzuführen, die mit den 

Komponenten des Eingabevektors verbunden werden. Es entsteht folgendes Netz: 
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Abbildung 3: Neuronales Netz mit einer verdeckten Schicht 

 

Das abgebildete neuronale Netz entspricht der folgenden Diskriminanzfunktion: 
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Es ist möglich, auf diese Weise mehrere verdeckte Schichten einzuführen. 
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2.2.4. Funktionsapproximation mit neuronalen Netzen 

Neuronale Netze mit einer verdeckten Schicht sind in der Lage, eine hinreichend glatte Funktion 

beliebig genau zu approximieren, sofern die Anzahl der Neuronen in der verdeckten Schicht groß 

genug ist. Das kann im Fall  veranschaulicht werden. Liegt als Aktivierungsfunktion die 

Sigmoid-Funktion vor, so ergibt sich mit einer verdeckten Schicht von zwei Neuronen die 

folgende Funktion: 

1=n
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+⋅⋅+=
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1
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j
jjj bxwgvaxf

( ) ( )222111 bxwgvbxwgva +⋅⋅++⋅⋅+=  

 

Es werden also dabei zwei Aktivierungsfunktionen eines transformierten Eingabewertes 

summiert. Dies entspricht anschaulich der folgenden, rot dargestellten Überlagerung: 

 

 
Abbildung 4: Schematische Peak Bildung durch Überlagerung 
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Mit ausreichend vielen lokalisierten Peaks lässt sich eine Zielfunktion h(x) beliebig genau 

approximieren: 

 

 

)(xh

Abbildung 5: Schematische Funktionsapproximation mit Peaks 

 

Aus diesem Grunde ist es zwingend erforderlich, dass die Neuronen der verdeckten Schicht, also 

der Parameter p, beschränkt wird. Andernfalls ist keine Generalisierung möglich, da für jedes 

Trainingsbeispiel ein eigener Peak erzeugt wird und so lediglich die Stichprobe auswendig 

gelernt wird. 

 

2.2.5. Lernverfahren: Gradientenabstieg 

Die Gewichtsvektoren in neuronalen Netzen müssen über ein Lernverfahren bestimmt werden. 

Der Ansatz dazu ist die Minimierung des Fehlerterms, der gegeben ist durch: 
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Eine häufig angewandte Variante ist der Gradientenabstieg. Dazu werden alle partiellen 

Ableitungen von E bezogen auf die Parameter mit der Kettenregel gebildet. Man erhält dann: 
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Durch ein iteratives Verfahren, das die Parameter in negativer Richtung des Gradienten abtastet, 

kann der Fehlerterm minimiert werden. Die Gefahr besteht jedoch, dass lediglich ein lokales und 

kein globales Minimum gefunden wird, da der Startpunkt an dem der „Abstieg beginnt“ von der 

Initialisierung der Parameter abhängt. 

 

2.3. Nearest-Neighbor-Verfahren 

Das Nearest-Neighbor-Verfahren gehört zu den instanzbasierten Verfahren. Der Klassifikator 

kann dabei auf die komplette Lernstichprobe zugreifen und liefert bei der Klassifikation eines 

ungesehenen Beispiels das Label des nächstgelegenen Trainingsbeispiels zurück. Dazu wird 

zunächst eine Metrik definiert: 

 

RRRd mm ⎯→⎯×:  

 

Häufig wird die euklidische Distanz angewendet: 
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Der Nearest-Neighbor-Klassifikator ist  dann gegeben durch 

 

)()( xind
NB yxf r

r
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mit 

 

)},({minarg)(
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i
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xxdxind rrr

=
=  

 

Das Verfahren lässt sich mühelos auf k-Nearest-Neighbor erweitern, bei dem nicht nur der 

nächste Nachbar, sondern die k nächsten Nachbarn ausgewertet werden und das überwiegende 

Label zurückgegeben wird. 
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2.4. Multivariate Diskriminanzanalyse 

Bei der multivariaten Diskriminanzanalyse (siehe [MMT71]) wird eine annährende 

Normalverteilung der vorliegenden Daten angenommen. Zunächst werden die Erwartungswerte 

für jede Komponente geschätzt: 
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sowie die Varianzen bzw. Kovarianzen: 
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Die geschätzten Erwartungswerte werden in einen Vektor geschrieben: 

 

⎟⎟
⎟
⎟
⎟

⎠

⎞

⎜⎜
⎜
⎜
⎜

⎝

⎛

=

nμ

μ
μ

μ
M

v 2

1

 

 

Für jede vorliegende Klasse wird ein separater Erwartungswertvektor geschätzt: 
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Im Falle der Insolvenzerkennung ist zunächst c = 2. Anders wäre es bei Ratingsystemen, die 

jedoch nicht Gegenstand dieser Arbeit sind. 

Ein ungesehenes Datum xv  wird nun jener Klasse zugeordnet, deren Verteilung xv  mit der 

höchsten Wahrscheinlichkeit erzeugt hat. Dies geschieht im Regelfall durch die Überprüfung, 

welchem Erwartungswert xv  am nächsten liegt. Auch hier ist ein Distanzmaß erforderlich, und es 

bietet sich zunächst die euklidische Distanz an.  
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Es gilt also allgemein: 
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Im Falle hoher Varianzen kann es jedoch zu starken Überlappungen der Verteilungen kommen, 

so dass ein anderes Distanzmaß bevorzugt wird, nämlich die Mahalanobis-Distanz.  

Dazu werden die geschätzten Varianzen und Kovarianzen zunächst in eine Matrix geschrieben: 
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Diese so genannte Kovarianzmatrix ist stets symmetrisch und positivdefinit. Die 

Diagonalelemente entsprechen den einfachen Varianzen der einzelnen Merkmale, die restlichen 

Elemente den Kovarianzen. 

Die Mahalanobis-Distanz ist dann gegeben durch: 
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Anschaulich wird jedes Merkmal zusätzlich mit den entsprechenden Varianzen und Kovarianzen 

normiert. 

Die Wahl der Diskriminanzfunktion ist jedoch nicht verbindlich. Es gibt andere 

Diskriminanzfunktionen, wie zum Beispiel eine gewichtete Summation der einzelnen Merkmale: 
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Die Gewichte werden dann üblicherweise mit der Methode der kleinsten Quadrate bestimmt. 

Es wird zusätzlich im Zweiklassenfall eine globalen Schwelle R∈τ  eingeführt, so dass: 
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2.5. Kendall-Verfahren 

Das Kendall-Verfahren [KEN95] ist ein Verfahren zur Insolvenzerkennung, das eine Art 

Rangfolge von Kennzahlen ermittelt, die für eine Insolvenz entscheidend sind. Dazu wird für 

jedes gegebene Merkmal (Kennzahl) ein Intervall bestimmt, so dass alle Werte der 

Lernstichprobe oberhalb des Intervalls das Label -1 bzw. unterhalb das Label +1 tragen. Die 

Schwellen werden also so gewählt, dass eine fehlerfreie Klassifikation für einige Beispiele der 

Lernstichprobe möglich ist. Die verbleibenden Beispiele innerhalb des Intervalls (dem 

„Graubereich“) werden in einer weiteren Iteration für alle übrigen Merkmale demselben 

Verfahren unterzogen. Der folgende Algorithmus leistet das Gewünschte: 

 

Algorithmus 1 (Kendall-Training) 

Eingabe: ( ) ( ) ( )( )mm yxyxyxmU ,,...,,,,:],1[ 2211
vvv=  

Ausgabe: Eine Folge von Intervallen und Merkmalsindizes als Klassifikator 
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Für i = 1,2,…,n führe aus: 
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Return ( ) ( ) ( )( )n
right
n

left
n

rightleftrightleft jjj ,,,...,,,,,, 222111 ττττττ  

 

Die Laufzeit des Algorithmus ist . Allerdings lässt sich das Verfahren in der Praxis 

optimieren, da ein Abbruch der Hauptschleife erfolgen kann, sobald alle noch zur Verfügung 

stehenden Merkmale lediglich zur Graubereichsklassifikation führen. 

)( 22nmO

Um ein ungesehenes Beispiel mit dem Kendall-Verfahren zu klassifizieren, wird die Liste der 

Merkmale durchlaufen und das Label der ersten Schwellenkombination vergeben, die es nicht in 

den Graubereich einordnet.  
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Der folgende Algorithmus leistet das Gewünschte: 

 

Algorithmus 2 (Kendall-Klassifikation) 

Eingabe: ( ) ( ) ( )( )n
right
n

left
n

rightleftrightleft jjj ,,,...,,,,,,: 222111 ττττττ=Τ  und ein Beispiel xv  

Ausgabe: Ein Label { }1,1 +−∈y  für xv  

 

Für i = 1,2,…,n führe aus: 

    Falls  so führe aus: right
iji

x τ>

        Return -1 

 

    Falls  so führe aus: left
iji

x τ<

        Return +1 

 

Return 0  // Nicht klassifizierbar 

 

Es kann Fälle geben, in denen das Kendallverfahren keine Klassifikation liefert. Dies ist 

allerdings nicht zwingend ein Nachteil, da im Falle der Insolvenzvorhersage eine falsch-negative 

Vorhersage kritischer sein kann, als keine Aussage zu treffen. Es besteht jedoch die Gefahr, dass 

diese Aussage zu häufig vorkommt. 

Ein weiterer Nachteil des Kendall-Verfahrens ist die Ausreißeranfälligkeit. Es ist möglich, dass 

die gewählten Intervallschwellen nur extreme Ausreißer ausgrenzen, daher keinerlei 

Generalisierungseffekt liefern und damit nahezu jedes andere Beispiel in den Graubereich fällt. 

Außerdem wird die Bewertung eines neuen Beispiels faktisch an einem einzigen Merkmal 

vorgenommen (Rangefolge), da das erste Merkmal der Liste zur Klassifikation gewählt wird, das 

das Beispiel nicht dem Graubereich zuordnet. Daher sind Wechselwirkungen zwischen 

Merkmalen in diesem Verfahren nicht erfasst. 

 

2.6. Support Vector Maschinen mit Kernen 

Support-Vektor-Maschinen (SVMs) sind effektive Maschinen zur Klassifikation, die sich zum 

einen durch hohe Effizienz auszeichnen und aufgrund der Verwendung von Kern-Funktionen 

weniger anfällig für Overfitting-Probleme sind. Aufgrund dieser Eigenschaften sind sie im 

Regelfall neuronalen Netzen überlegen. An dieser Stelle soll nur das grobe Prinzip von SVMs 
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beschrieben werden, Interessierte seien auf die Bachelorarbeit von Nico Pfeifer und mir (siehe 

[NPTB2004]) bzw. auf eine Arbeit von Schölkopf (siehe [SS02]) verwiesen. 

Bei SVMs wird der Ansatz linearer Trennungen von Daten verfolgt, da lineare Funktionen leicht 

zu handhaben sind. Das Problem liegt jedoch klar auf der Hand, da die Flexibilität von linearen 

Funktionen meist nicht ausreichend ist, um eine angemessene Datentrennung zu erzielen. Daher 

wird eine Anreicherung des Eingaberaums durch Redundanz vorgenommen, was häufig mit einer 

Dimensionserhöhung verbunden ist. Dies wird formal als Abbildung vom Eingaberaum in den so 

genannten Merkmalsraum aufgefasst, in dem wiederum versucht wird die Daten linear zu 

trennen: 

 

 
Abbildung 6: Schematische Abbildung in den Merkmalsraum 

 

Die primale Form ist dabei wie folgt gegeben: 
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Dies entspricht einer linearen Funktion im Merkmalsraum. Der Eingabevektor xv  wird in den 

Merkmalsraum abgebildet und ein entsprechend höher dimensionaler Gewichtsvektor wv  ist zu 

lernen, sowie eine Verschiebung in Y-Richtung b. Mit: 

 

∑
=

Φ⋅=
m

i
iiF xw

1
)(rr α  

Eingaberaum 
Φ

Merkmalsraum 

+

−

−
−

−

−

−

)(−Φ

+ +

+
+

+

+

+

−

−

−

−

)(+Φ

)(−Φ

)(+Φ
)(+Φ

)(+Φ

)(+Φ

)(−Φ

)(

)( )(Φ − Φ −
)(−Φ

)(Φ +
)(Φ −

)(−Φ

)(−Φ
)(−Φ + Φ

______________________________________________________________________________ 



2. Bisherige Ansätze zur Insolvenzerkennung                                                                            20 

folgt schließlich die duale Form: 
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Dies kann so interpretiert werden, dass der gesuchte Gewichtsvektor eine Linearkombination aus 

gewichteten Trainingsbeispielen ist. In diesem Fall müssen die iα  für mi ,...,1=  bestimmt 

werden. Der Vorteil der SVM liegt darin, dass bei einer linearen Trennung nur die Vektoren der 

Trainingsstichprobe relevant sind, die der gesuchten Ebene am nächsten liegen. Alle anderen 

Vektoren tragen nichts zur Lage der Ebene bei, daher werden diese relevanten Vektoren auch als 

Supportvektoren bezeichnet. Im Rahmen der SVM bedeutet dies, dass viele der iα  gleich null 

gesetzt werden können und somit eine höhere Effizienz gewährleistet ist.  

Das noch zu lösende Problem ist jedoch, dass der Merkmalsraum häufig hochdimensional ist, 

was wiederum zu schlechter Laufzeit führen kann, sowie die Entstehung von Overfitting 

Problemen begünstigt. Aus diesem Grunde wird das Skalarprodukt der Vektoren im 

Merkmalsraum der dualen Form durch eine Kernfunktion ersetzt, die die Abbildung in den 

Merkmalsraum implizit ausführt. Es folgt schließlich: 
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Die einzige Möglichkeit in den Prozess des Lernens einer SVM einzugreifen, stellt somit die 

Kernfunktion dar. Es existieren allerdings viele, leistungsfähige Standardkerne, die in den 

meisten Fällen eine ausreichend gute Trennung der Daten ermöglichen. Folglich macht es Sinn, 

diese Kernfunktionen zuerst zu verwenden, bevor sich die Entwicklung eigener Kerne lohnt. 

 

2.7. Regressionsanalysen: Logit- und Probit-Modell 

2.7.1. Einführung 

Ein gegenwärtig häufig gebrauchtes Modell ist das so genannte Logit- bzw. Probit-Modell auf 

Basis der linearen Regression (siehe [D06]). Der Ansatz ist relativ ähnlich zu einer multivariaten 
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Diskriminanzanalyse, daher wird dieses Verfahren lediglich vorgestellt und nicht auf reale Daten 

angewendet. 

 

2.7.2. Maximum-Likelihood-Verfahren zur Parameterschätzung 

Das Maximum-Likelihood-Verfahren (siehe [PW98]) kann zur Parameterschätzung verwendet 

werden, sofern die Dichte bzw. Wahrscheinlichkeitsfunktion einer kontinuierlichen 

Zufallsvariablen X  von einem festen Parameter Rq∈  abhängt. Dieser Parameter soll so 

geschätzt werden, dass die in einer Stichprobe beobachteten Werte für das Label { }1,1 +−∈Y  in 

Abhängigkeit von X  mit maximaler Wahrscheinlichkeit auftreten.  

Im Falle von zwei Klassen kann von einem m-fachen Bernoulli-Experiment ausgegangen werden 

und entsprechend wird die Wahrscheinlichkeit dafür, das Label +1 in Abhängigkeit von X zu 

beobachten, wie folgt definiert: 

 

qYP =+= )1(  

 

Werden in einer Stichprobe der Länge m genau  Beispiele mit dem Label  beobachtet, 

so ist nach der Binomialverteilung die Wahrscheinlichkeit dieses Ereignisses gegeben durch: 

+∈ Nk 1+
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Durch Maximierung dieser Wahrscheinlichkeit, wird so eine bestmögliche Schätzung des 

Parameters q erzielt. Um das Maximum zu finden, ist der obige Term nach q zu differenzieren. 

Durch die Bestimmung der Nullstellen der ersten Ableitung kann dieses Problem gelöst, und der 

Parameter q bestimmt werden. Allgemein ist die Maximum-Likelihood-Funktion gegeben durch: 
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Wobei  eine Dichte- bzw. Wahrscheinlichkeitsfunktion darstellt. Das Verfahren kann analog 

für die Schätzung von mehreren Parametern erweitert werden. 

ixF
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2.7.3. Logit-Modell 

Bei der linearen Regression kann nicht sichergestellt werden, dass die Ausgabe einer binären 

Klassifikation entspricht. Eine einfache Skalierung führt dabei zu einer Verringerung der 

Klassifikationsleistung. Aus diesem Grund wird das Logit-Modell eingeführt. 

Der Ansatz beruht auf Wahrscheinlichkeitsquotienten, den sogenannten Odds: 
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Es ist leicht nachvollziehbar, dass die Odds lediglich Werte zwischen ∞+  und 0 annehmen 

können. Durch Einführung von Gewichten  sei: nww ,...,0
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Die Logistische Regressionsfunktion wird dann definiert als: 
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______________________________________________________________________________ 

Durch Logarithmierung des Terms folgt: 
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Entsprechend kann zur Schätzung der Gewichte  für die Variablen  für  das 

Maximum-Likelihood-Verfahren angewendet werden. 

nww ,...,0 iz mi ,...,1=

 

2.7.4. Probit-Modell 

Im Probit-Modell werden, im Gegensatz zum Logit-Modell, die Wahrscheinlichkeiten anhand 

der Standardnormalverteilung geschätzt: 
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Das Vorgehen ist dann analog zum Logit-Modell. 
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3. Theoretische Hintergründe des PAC-Lernens 
In diesem Kapitel soll das Modell des PAC-Lernens (siehe [Val98]) vorgestellt und an einem 

einfachen Beispiel angewendet werden. Das Akronym „PAC“ steht dabei für „Probably 

Approximately Correct“. Weiterhin werden Formalien zur Analyse eingeführt, und die 

grundlegenden Prinzipien beschrieben. 

  

3.1. Einführung der Formalien 

3.1.1. Lernuniversum 

Seien  und  der Eingaberaum, bzw. der binäre Ausgaberaum. Dann ist das 

Produkt  das Lernuniversum. Die Menge 

nR⊂ℵ

ℵ=ℑ

{ 1,1 +−⊂Λ }
Λ× Λ  repräsentiert die möglichen Labels im 

Falle der binären Klassifikation (Diskrimination). Das Zufallselement X induziert auf ℵ  eine 

Verteilung , die zugesicherte Eigenschaften haben kann. Es gilt im Weiteren die Schreibweise 

 für jede messbare Menge B. 

XP

() XP= )B∈(BPX

 

3.1.2. Konzeptklasse und Hypothesenklasse 

Die  Konzeptklasse C wird als Menge von Funktionen Λ→ℵ:f  aufgefasst und stellt 

anschaulich die Menge von „Lernzielen“ dar. Ein festes Zielkonzept Cg∈  liefert dann zu einem 

Vektor des Eingaberaums ein Label aus der Menge Λ . 

Die Hypothesenklasse H ist häufig gleich der Konzeptklasse. Sie stellt die Menge von 

Funktionen dar, aus der eine möglichst zum Zielkonzept passende ausgewählt werden soll. Diese 

Auswahl übernimmt ein für die Konzeptklasse C entwickelter Lernalgorithmus. 

 

3.1.3. Lernstichprobe 

Einem Lernalgorithmus A wird eine Lernstichprobe vorgesetzt, die einer beliebigen Verteilung 

 folgt: XP

 

( ) ( ) ( )( )mm YXYXYXmU ,,...,,,,:],1[ 2211=  
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Anhand dieser Lernstichprobe soll eine Hypothese Hf ∈  berechnet werden, die das gesuchte 

Zielkonzept möglichst gut approximiert. Entscheidend dabei ist, dass die Elemente der 

Lernstichprobe unabhängig und identisch verteilt sind. 

Im Falle des PAC-Lernens existiert das zuvor beschriebene Zielkonzept g, das nach den 

Modellannahmen die Labels anhand des jeweiligen Datenvektors erzeugt hat. Es gilt also 

. Dies ist der entscheidende Punkt des PAC-Lernens, denn das 

Zielkonzept sichert zu, dass eine Hypothese existiert, die eine vollständig korrekte Klassifikation 

der Trainingsdaten erzielt. Die Lernstichprobe hängt also in diesem Modell auch von dem 

Zielkonzept g ab: 

{ miXgY ii ,...,2,1)( ∈∀= }

 

( ) ( ) ( )( ))(,,...,)(,,)(,:],1[ 2211 mm
g XgXXgXXgXmU =  

 

3.1.4. Fehlerschranke und Unsicherheit 

Zur Bewertung einer Hypothese f die von einem Lernalgorithmus A ausgegeben wird, ist die  

Fehlerfunktion für jede Verteilung  auf XP ℵ  wie folgt definiert: 

 

))()((:)( XfXgPferr ≠=  

 

Der Fehler einer Hypothese f ist also die Wahrscheinlichkeit dafür, dass eine zufällige Eingabe 

durch f falsch klassifiziert wird. Dies entspricht somit der Abweichung vom zu lernenden 

Zielkonzept g. 

Zunächst erscheint es logisch, dass bei wachsender Stichprobenlänge m der Fehler einer von A 

berechneten Hypothese f gegen null konvergiert. Es wäre also möglich, für jede Fehlerschranke 

)1,0(∈ε  eine Stichprobenlänge )(00 εmm =

0

 so anzugeben, dass, wenn die Länge der gegebenen 

Stichprobe größer oder gleich  ist, der Fehler kleiner oder gleich m ε  ist.  

Diese Forderung ist jedoch nicht zu erfüllen, da auch die Zusammensetzung der Stichprobe 

zufällig ist. Im schlimmsten Fall ist anhand unrepräsentativer Daten gelernt worden, und der 

tatsächliche Fehler auf ungesehenen Daten ist dadurch hoch. Aus diesem Grund wird eine zweite 

Schranke, die so genannte Unsicherheit )1,0(∈δ  eingeführt. Dies ist äquivalent zu: 

 

δε ≤≥ ))(( ferrP  
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Es ist also die Wahrscheinlichkeit dafür, dass der Lernalgorithmus A bei beliebiger Verteilung 

 des Zufallselementes X auf ℵ  und beliebigem Zielkonzept g, angesetzt auf eine 

Lernstichprobe  mit  eine Hypothese f berechnet, deren Fehler größer oder 

gleich 

XP

],1[ mU g
0mm ≥

)1,0(∈ε  nach oben durch )1,0(∈δ  beschränkt.  

 

3.2. Eigenschaften von PAC-Lernalgorithmen 

In diesem Kapitel werden notwendige Eigenschaften für PAC-Lernalgorithmen vorgestellt (siehe 

[Fis99]). 

 

3.2.1. Konsistenz 

Ein Lernalgorithmus der Konzeptklasse C durch die Hypothesenklasse H heißt konsistent, wenn 

es für jede Fehlerschranke 0>ε , jede Unsicherheit 0>δ  und jeden Dimensionsparameter 

 eine minimale Lernstichprobenlänge +∈Nn ),0 nm ,(mA δε=  gibt, so dass für jede Verteilung 

 auf dem Eingaberaum ℵ , jedes Zielkonzept XP Cg∈  und jedes  gilt: Angesetzt auf 

eine Lernstichprobe U  zum Zielkonzept g der Länge m gibt der Lernalgorithmus A eine 

Hypothese  aus, so dass gilt: 

0mm ≥

]m,1[g

])m,1[(UA g

 

δε ≤≥ )])),1[((( mUAerrP g  

 

Die Funktion ),,( nmA δε  heißt Lernstichprobenkomplexität. 

 

3.2.2. Effizienz 

Ein konsistenter Lernalgorithmus A von C durch H heißt effizient, wenn  

für die Lernstichprobenkomplexität 

 

)1(
)1()1( 11),,( O

OO

A nnm ⋅⎥⎥
⎤

⎢⎢
⎡⋅⎥⎥

⎤
⎢⎢
⎡=

δε
δε  

 

gilt, und der Lernalgorithmus polynomiell in der Eingabe, also der Größe der Lernstichprobe, 

arbeitet. 
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3.2.3. Widerspruchsfreiheit 

Ein Lernalgorithmus A heißt widerspruchsfrei, wenn A auf jeder Lernstichprobe eine Hypothese f 

berechnet, die jedes Beispiel der Lernstichprobe korrekt klassifiziert. 

 

3.3. PAC-Lernen am Beispiel 

Zum besseren Verständnis sollen die Definitionen aus Kapitel 3.1. und 3.2.  an einem einfachen 

Beispiel angewendet werden. Es wird dazu ein Lernalgorithmus vorgestellt, der ein 

achsenparalleles Viereck lernt (siehe [Fis99]). 

 

3.3.1. Problemstellung und Algorithmus 

Als Konzeptklasse C liegen alle achsenparallelen Vierecke der reellen Ebene vor. Anhand eines 

Zufallselementes X aus  soll ein Lernalgorithmus A eine möglichst gute Approximation 

eines Zielkonzepts  liefern. Die Hypothesenklasse ist in diesem Fall gleich der 

Konzeptklasse, also C = H. Der folgende Algorithmus leistet das Gewünschte. 

2R⊂ℵ

Cg∈

 

Algorithmus 3 (SER) 

Eingabe: ( )( ) ( )( )( ))(,,,...,)(,,:],1[ 21112111 mmmm
g XgXXXXgXXXmU ===  

Ausgabe: Ein achsenparalleles Viereck  als Hypothese ]),1[( mUAF g=

 

{ 1)(,...,2,1|min 1min }=∧=← ii XgmiXV   // Kleinste X-Koordinate 

{ 1)(,...,2,1|max 1max }=∧=← ii XgmiXV   // Größte X-Koordinate 

{ 1)(,...,2,1|min 2min }=∧=← ii XgmiXW   // Kleinste Y-Koordinate 

{ 1)(,...,2,1|max 2max }=∧=← ii XgmiXW   // Größte Y-Koordinate 

 

Return [ ]    // 4 Eckpunkte des Vierecks [ maxminmaxmin ,, WWVV × ]

 

Der Algorithmus SER berechnet also ein achsenparalleles Viereck, das alle positiven Beispiele 

umfasst. Das Zielkonzept g sichert dabei zu, dass ein solches existiert und damit kein negatives 

Beispiel innerhalb des Vierecks liegen kann (Dies ist ausgeschlossen, da die Konzeptklasse nur 

aus achsenparallelen Vierecken besteht). Der Lernalgorithmus kann also aufgrund dieser 
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Bedingung die Verarbeitung von negativen Beispielen komplett ignorieren und ist außerdem ein 

widerspruchsfreier Hypothesenfinder. Es gilt demgemäß { }miXgXF ii ,...,2,1)()( ∈∀= . 

 

3.3.2. Beweis: Konsistenz von SER 

Behauptung: 

Für jede Fehlerschranke 0>ε , jede Unsicherheit 0>δ , jede Verteilung  auf dem 

Eingaberaum ℵ  und jedes achsenparallele Rechteck  gilt: Ist die Stichprobenlänge 

XP

g

⎥
⎥

⎤
⎟
⎠
⎞

⎢
⎢

⎡
⎜
⎝
⎛⋅≥
δε
4ln4m , so gilt: 

 

δε ≤≥ )])),1[((( mUSERerrP g  

 

Beweis: 

Sei die Dichte der Verteilung  stetig. XP

Sei weiterhin ],[],[ tbrlg ×=  das zu lernende Zielkonzept, dann sind die Randrechtecke gegeben 

durch 

 

],[],[ *
1 tbrlg ×=     ] ,[],[ *

3 tbrlg ×=,[],[ *
2 tbrlg ×= ] ,[],[ *

4 tbrlg ×= ]

 

mit 

( )
⎭
⎬
⎫

⎩
⎨
⎧ ≥×=

4
],[],[|inf* εtbxlPxr X   ( )

⎭
⎬
⎫

⎩
⎨
⎧ ≥×=

4
],[],[|inf* εybrlPyt X  

( )
⎭
⎬
⎫

⎩
⎨
⎧ ≥×=

4
],[],[|sup* εtbrxPxl X   ( )

⎭
⎬
⎫

⎩
⎨
⎧ ≥×=

4
],[],[|sup* εtyrlPyb X  

 

Da das von SER als Hypothese bestimmte Rechteck alle positiven Beispiele der Lernstichprobe 

umfasst, liegt es stets innerhalb des Zielrechtecks g (Zielkonzept).  
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Der Bereich zwischen der Hypothese und dem Zielkonzept entspricht dem Fehlerbereich: 

 

 

g

]),1[( mUSER g −
+

+
+

+

++

+
+

−
−

−

−

− − −
−

−
−

−

1g

),( bl

),( tl ),( tr

),( br
2g

3g

4g

Abbildung 7: Fehlerbereich (grau) der Ausgabe des Algorithmus SER zum Zielkonzept g 

 

Aufgrund der stetigen Dichte der Verteilung  folgt: XP

 

4
)()()()( 4321

ε
==== gPgPgPgP XXXX  

 

Für die Fehlermenge gilt dann: 

 

U
4

1

*

=

⊆
i

igG  

 

und somit: 

 

ε≤)( *GPX  

 

Die Frage ist nun, wie lang eine Stichprobe sein muss, damit dieses Ereignis mit 

Wahrscheinlichkeit δ−1  auftritt. Dazu kann das komplementäre Ereignis nach oben abgeschätzt 

werden: Wie groß muss m gewählt werden, damit die Wahrscheinlichkeit dafür, dass mindestens 

eines der vier Randvierecke durch kein positives Beispiel der Lernstichprobe getroffen wird, 

kleiner als δ  ist? 
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Die Wahrscheinlichkeit für ein Element der Lernstichprobe ein festes Randviereck nicht zu 

treffen, ist nach oben durch ⎟
⎠
⎞

⎜
⎝
⎛−

4
1 ε  per Definition beschränkt. Somit ist die Wahrscheinlichkeit, 

dass dies für alle Beispiele der Lernstichprobe gilt gegeben durch: 
m

⎟⎟
⎠

⎞
⎜⎜
⎝

⎛
⎟
⎠
⎞

⎜
⎝
⎛−

4
1 ε , da die Beispiele 

der Lernstichprobe unabhängig sind. Bezieht man alle vier Randrechtecke ein, so ist die gesuchte 

Wahrscheinlichkeit nach oben durch 
m

⎟⎟
⎠

⎞
⎜⎜
⎝

⎛
⎟
⎠
⎞

⎜
⎝
⎛−⋅

4
14 ε beschränkt. Da  folgt 

schließlich: 

01 ≠∀+> xxex

 

44
4

14
εε ⋅−

⋅<⎟⎟
⎠

⎞
⎜⎜
⎝

⎛
⎟
⎠
⎞

⎜
⎝
⎛−⋅

m
m

e  

 

Nun kann diese Wahrscheinlichkeit durch δ  beschränkt, und die Ungleichung nach m aufgelöst 

werden: 

 

δ
ε

≤⋅
⋅−
44

m
e  

  414
ε

δ
⋅

≤⋅
m

e  

  
4

4ln ε
δ

⋅≤⎟
⎠
⎞

⎜
⎝
⎛ m  

  m≤⎟
⎠
⎞

⎜
⎝
⎛⋅
δε
4ln4   

 

q.e.d. 

Da die Stichprobenlänge durch ein Polynom in ⎥⎥
⎤

⎢⎢
⎡
δ
1 , ⎥⎥

⎤
⎢⎢
⎡
ε
1  und n  gegeben ist, und der 

Algorithmus SER in  arbeitet, folgt daraus auch die Effizienz von SER. )(mO
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3.4. Pattern Klassen 

3.4.1. Einführung 

In diesem Kapitel sollen Patternklassen (siehe [Kol01]) vorgestellt werden. Ähnlich wie bei dem 

PAC-Lernen, dient das bekannte Lernuniversum ℑ  als Grundlage, jedoch wird der Ansatz hier 

stärker verallgemeinert. Zum einen gilt R⊂Λ .  

 Ziel ist es, ein Pattern π  aus einer Patternklasse ( )],[, baAbb ℑ⊂Ρ   mit  zu 

bestimmen, so dass die Datenquelle 

ba <≤0

),( YXU =  möglichst gut approximiert wird. Patterns 

werden also als Abbildungen der Datenquelle auf ein kompaktes Intervall aufgefasst.  

In diesem Fall werden nur Patternklassen betrachtet, die aus einer Hypothesenklasse H und einer 

Verlustfunktion l gebildet werden können, also: 

 

( ) { }HfxfyllH ∈=Ρ=Ρ |))(,(,  

 

Dabei ist: 

 

{ }0: ∪→Λ×Λ +Rl  

 

Es sollen für l die folgenden Eigenschaften erfüllt sein: 

 

0),( =yyl   Λ∈∀y  

0)',( ≥yyl    Λ∈∀ ', yy  

),'()',( yylyyl =  Λ∈∀ ', yy  

 

Gebräuchliche Verlustfunktionen sind: 

 

• Die quadratische Verlustfunktion 2  2121 )(),( yyyylquad −=

• Die 0/1-Verlustfunktion  
⎩
⎨
⎧ ≠

=
sonst

yyfalls
yyl

0
1

),( 21
21

1/0

 

Die höchste Passgenauigkeit für ein Pattern Ρ∈π  ist gegeben, wenn 

 

1)0)(( ==UP π  
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gilt. Es ist leicht nachzuvollziehen, dass ein exaktes Pattern bei gestörten Daten nicht existieren 

kann. 

Das Risiko eines Patterns ist dessen Generalisierungsfehler 

 

)(:)( UErisk ππ =  

bzw. 

))((:)( YXfPfrisk ≠=  

 

bei fester 0/1-Fehlerfunktion. Das Risiko einer Patternklasse Ρ  ist die größte untere Schranke des 

Generalisierungsfehlers: 

 

)(inf:)( π
π

riskrisk
Ρ∈

=Ρ  

 

Beispiel: Pattern-Klasse des PAC-Lernens 

Sei: 

 

•  { } 11,1),( +−+⊂Λ×ℵ=ℑ∈= nYXU

• )(Xg  für ein Cg ∈  Y =

• ),( 1/0lH  über die Hypothesenklasse H und 0/1-Verlustfunktion Ρ

 

Ein exaktes Pattern Ρ∈π  für die Datenquelle U wäre dann gegeben durch . In 

diesem Fall ist auch das Risiko gleich dem Fehler, also 

))(,(1/0 xgyl

)()( ferrfrisk = . 

 

Beispiel:  Pattern-Klasse des PAC-Lernens mit Rauschen auf der Klassifikation 

Sei 

• { } { }1,11,1),( −+×−+⊂Λ×ℵ=ℑ∈= nYXU  

• BXg  für ein Cg ∈  Y ⋅= )(

• { }1,1 −+  eine unabhängig verteilte Zufallsvariable mit ∈B 2
1)1( 0 <≤=−= ηηBP  
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Dann gilt: 

 

( ) ( ) η==Ρ ))(,(,( 1/01/0 xgylrisklHrisk  

 

Demnach ist )()( ferrfrisk ≠ . Das Zielkonzept selbst hat also einen Fehler von null, aber ein 

Risiko von η . Im Falle des PAC-Lernens mit Rauschen auf der Klassifikation wird das 

Zielkonzept g mit Hilfe der Fehlerfunktion err approximiert. Dazu muss auch das Rauschen 

herausgerechnet werden. Das Ziel ist schärfer als bei der Patternanalyse, bei der es lediglich 

darum geht, die vorliegenden Daten zu approximieren. Wie in diesem Fall vorgegangen werden 

muss, wird in Kapitel 3.8 diskutiert. 

 

3.4.2. Patternanalyse-Algorithmen 

Ähnlich wie in dem Kapitel des PAC-Lernens vorgestellt, liegt eine unabhängige und identisch 

verteilte Stichprobe vor: 

 

( ) ( ) ( )( ))(,,...,)(,,)(,:],1[ 2211 mm XgXXgXXgXmU =  

 

Ein Lernalgorithmus A durch eine Patternklasse Ρ  ist dann wie folgt spezifiziert: 

 

Eingabe:  Eine Lernstichprobe  der Länge m ],1[ mU

Ausgabe:  Ein zufälliges Pattern ]),1[( mUAA =Π . Ist die Verlustfunktion l fest gewählt, so 

wird lediglich eine zufällige Hypothese HFA ∈  ausgegeben 

 

Die Algorithmen sollen außerdem einige Zusatzqualifikationen aufweisen. Zum einen soll bei 

der Eingabe unterschiedlicher Lernstichproben derselben Datenquelle ein ähnliches Pattern 

ausgegeben werden. Vor allem aber soll das ausgegebene Pattern die Datenquelle beschreiben 

und demnach auch ungesehene Beispiele mit hoher Zuverlässigkeit vorhersagen können 

(statistische Stabilität). Außerdem sind reale Daten häufig Störungen unterworfen, die den 

Algorithmus nicht über alle Maßen negativ beeinflussen dürfen. Weiterhin ist gefordert, dass der 

Algorithmus effizient, also polynomiell in Abhängigkeit von der Länge der Lernstichprobe m, 

arbeitet. 
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3.4.3. Konsistenz 

Ein Lernalgorithmus A durch Ρ  heißt konsistent, wenn es für jede Fehlerschranke 0>ε , jede 

Unsicherheit 0>δ  eine minimale Lernstichprobenlänge ),(0 δεAmm =  gibt, so dass für jede 

Verteilung  auf dem Eingaberaum XP ℵ , jedes Zielkonzept Cg∈  und jedes  gilt: 

Angesetzt auf eine Lernstichprobe  zum Zielkonzept g der Länge m gibt der 

Algorithmus A eine Hypothese  aus, so dass gilt: 

0mm ≥

]mU

])U g

,1[g

,1[ m(A

 

δε ≤≥ )])),1[((( mUAerrP g  

 

Die Funktion ),( δεAm  heißt Lernstichprobenkomplexität. 

 

3.5. Rademacher-Komplexität 

Der folgende Abschnitt ist aus verschiedenen Quellen (siehe [BM01], [BM02] und [Kol01]) 

entnommen. 

Sei  eine Folge von unabhängigen und gleichverteilten Zufallsvariablen, den 

so genannten Rademachervariablen, über 

( mRRmR ,...,],1[ 1= )

{ }1,1 +− . Es gilt dabei für mji ≤<≤1 : 

 

( ) 0=iRE   ( ) 1=iRVar    12 =iR ( ) 0=ji RRE   

 

Die Rademacher-Stichprobenfunktion bildet dann den Zufallsvektor ( )],1[],,1[ mRmU  auf eine 

Zufallsvariable ab: 

 

( ) ⎟
⎠

⎞
⎜
⎝

⎛
⋅= ∑

=Ρ∈

Ρ
m

i
iim RU

m
mRmUrsf

1
)(sup2],1[],,1[ π

π
 

 

Es wird also ein Pattern der Patternklasse Ρ  so gewählt, dass die Summe über die Fehlerwerte 

dieses Patterns, multipliziert mit der jeweiligen Rademacher-Variablen maximal werden. Das 

Pattern muss also stets so gewählt werden, dass )( iUπ  einen kleinen bzw. großen Wert 

annimmt, falls  bzw.  ist, um den Term zu maximieren. Ist demnach der Wert der 

Rademacherstichprobenfunktion hoch, so ist dies ein Zeichen für die Erfassung reinen Zufalls, 

denn die durch das Pattern produzierten Fehlerwerte hängen nur wenig bis gar nicht von den 

1−=iR 1+=iR
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vorliegenden Beispielen der Lernstichprobe ab; die Anpassung an die Rademachervariablen ist 

hingegen hoch. Es ist intuitiv klar, dass bei steigender Stichprobenlänge m die Wahl eines 

Patterns, das besagte Eigenschaften besitzt, schwieriger wird. Entsprechend wird die 

Rademacher-Komplexität kleiner. Steht hingegen eine größere Auswahl von Patterns zur 

Verfügung, so ist eine bessere Anpassung an die Rademacher-Variablen möglich. 

Die empirische Rademacher-Komplexität ist gegeben durch: 

 

( ) ⎟⎟
⎠

⎞
⎜⎜
⎝

⎛
⎟
⎠

⎞
⎜
⎝

⎛
⋅=Ρ ∑

=Ρ∈

m

i
iim RuE

m
murc

1
)(sup2],1[| π

π
 

 

Es wird also der Erwartungswert der Rademacher-Stichprobenfunktion gebildet. 

Die Rademacher-Komplexität ist dann der Erwartungswert der empirischen Rademacher-

Komplexität: 

 

( ) ( ) ( )∫ Ρ=Ρ ],1[],1[| ],1[ mudPmurcrc mUmm  

 

Die Rademacher-Komplexität erlaubt eine Aussage über das Potential einer Pattern-Klasse Ρ  in 

den vorliegenden Daten reinen Zufall zu erfassen. Demnach führt eine Vergrößerung der 

Patternklasse auch stets zu einer Vergrößerung der empirischen Rademacher-Komplexität sowie 

der Rademacher-Komplexität selbst. 

Im Falle endlicher Patternklassen kann gezeigt werden, dass die Rademacher-Komplexität wie 

folgt beschränkt ist:  

 

Ρ⋅≤Ρ ln2
2

]),1[|(
m

cmUrcm  bzw. Ρ⋅≤Ρ ln2
2

)(
m

crcm  

 

Mit . abc −=

 

3.6. Empirische Risiko-Minimierung 

Im Folgenden wird das Grundprinzip erläutert, anhand dessen ein Lernalgorithmus A durch Ρ  zu 

entwerfen ist.  
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Dazu wird der Begriff des empirischen Risikos eingeführt, das anhand der Lernstichprobe 

bestimmt wird: 

 

∑
=

=
m

i
iemp U

m
mUrisk

1
)(1:]),1[|( ππ  

 

mit 

 

( ))(),...,(),(]),1[( 21 mUUUmU ππππ = . 

 

Weiterhin ist: 

 

)(]),1[|( ππ riskmUriskE emp = . 

 

Mit Hilfe der Schranke von McDiarmid (siehe [McD89]) kann die fast sichere Konvergenz des 

empirischen Risikos gegen das Risiko gezeigt werden. Das empirische Risiko der Patternklasse 

 zur Instanz  der Lernstichprobe  ist dann gegeben durch: Ρ ],1[ mu ],1[ mU

 

]),1[|(inf]),1[,( muriskmurisk empemp π
π Ρ∈

=Ρ  

 

Es gilt weiterhin für das Risiko einer Patternklasse: 

 

( ) )(]),1[|( Ρ≤Ρ riskmUriskE emp  

 

Das Induktionsprinzip der empirischen Risiko-Minimierung besagt dann, dass auf jeder Instanz  

u[1,m] der Lernstichprobe U[1,m] ein Pattern, dessen empirisches Risiko für diese Instanz eine 

Approximation des empirischen Risikos ]),1[|( muriskemp Ρ  der gesamten Patternklasse Ρ  mit 

einer vom Fehler ε  abhängigen Güte ist. 

Ein Lerner hat lediglich eine Lernstichprobe zur Verfügung. Aus diesem Grund besteht eine 

große Chance, dass das Verhalten auf der Lernstichprobe besser ist als im Mittel. Diese Tatsache 

steht der Konsistenz des Lernalgorithmus im Wege.  
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Ein Maß dafür ist der so genannte Auswuchs einer Patternklasse Ρ : 

  

( )
Ρ∈

−
π

ππ ]),1[|()(sup mUriskrisk emp  

 

Aufgrund dieser Formel wird deutlich, dass die uniforme stochastische Konvergenz des 

empirischen Risikos gegen das Risiko für ∞→m  eine Voraussetzung für die Konsistenz eines 

Lernalgorithmus ist. Durch Anwendung der Schranke von McDiarmid (siehe [McD89]) auf den 

Auswuchs folgt: 

 

( ) ( ) ⎟⎟
⎠

⎞
⎜⎜
⎝

⎛ −
≤⎟⎟

⎠

⎞
⎜⎜
⎝

⎛
≥∈⎟⎟

⎠

⎞
⎜⎜
⎝

⎛
−−−

Ρ∈Ρ∈
2

22exp]),1[|()(sup]),1[|()(sup
c

mmUriskriskEmUriskriskP empemp
εππππ

ππ

 

 

3.7. Hauptsatz der Rademacher-Theorie 

Der Hauptsatz besagt, dass das empirische Risiko eines Patterns auf einer gegebenen 

Lernstichprobe für ausreichende Lernstichprobengröße gegen das tatsächliche Risiko konvergiert 

(siehe [Kol01]). 

Sei Ρ  eine Patternklasse zum Lernuniversum ℑ  und sei  eine natürliche Zahl. 0>k

Ist  ein Lernalgorithmus durch , der für jedes natürliche  angesetzt auf jede beliebige 

Instanz  der Lernstichprobe  ein Pattern 

kA Ρ

U

0>m

],1[ mu ],1[ m ( )],1 m[uAk  so ausgibt, dass 

 

( )( ) ( ) ( )],1[|11],1[|],1[ muriskkmumUArisk empkemp Ρ+≤  

 

ist, so gilt für jede Unsicherheit ( )1,0∈δ  und jede Lernstichprobenlänge : 0>m

 

1. Mit Wahrscheinlichkeit δ−1  sind die folgenden beiden Ungleichungen zusammen 

erfüllt: 

 

( )( ) ( ) ( ) ( )
k
c

mk
ccrcriskmUArisk mk +⎟
⎠
⎞

⎜
⎝
⎛ ++Ρ<Ρ−

2
2ln2],1[ δ  

( )( ) ( ) ( )
k
c

mk
ccriskmUmUArisk kemp +⎟
⎠
⎞

⎜
⎝
⎛ +<Ρ−

2
2ln],1[|],1[ δ  
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2. Mit Wahrscheinlichkeit δ−1  sind die folgenden beiden Ungleichungen zusammen 

erfüllt: 

 

( )( ) ( ) ( ) ( )
k
c

mk
ccmUrcriskmUArisk mk +⎟
⎠
⎞

⎜
⎝
⎛ ++Ρ<Ρ−

2
4ln4],1[|],1[ δ  

( )( ) ( ) ( )
k
c

mk
ccriskmUmUArisk kemp +⎟
⎠
⎞

⎜
⎝
⎛ +<Ρ−

2
2ln],1[|],1[ δ  

 

Der Hauptsatz verknüpft die Rademacher-Komplexität mit der Konsistenz eines 

Lernalgorithmus. 

Die Kernaussage des Hauptsatzes ist, dass für gegen null strebende Rademacher-Komplexität 

einer Patternklasse Ρ  das Prinzip der empirischen Risiko-Minimierung zu einem konsistenten 

Lernalgorithmus führt. 

 

3.8. PAC-Lernen mit Rauschen auf der Klassifikation 

3.8.1. Einführung 

Wie in den vorherigen Kapiteln beschrieben, zeichnet sich das PAC-Lernen durch die Existenz 

eines Zielkonzepts aus, was garantiert, dass stets eine Hypothese f gefunden werden kann, die 

jedes Beispiel der Lernstichprobe korrekt klassifiziert, sofern  gilt. Bei Grundlegung  

realer Daten ist jedoch leicht nachvollziehbar, dass eine fehlerfreie Klassifikation nicht erreicht 

werden kann, zumindest nicht im Rahmen einer Konzeptklasse, die nicht nur das 

Auswendiglernen von Stichproben gestattet. Dies ist in der Praxis vor allem darauf 

zurückzuführen, dass die Daten nicht anhand des vorliegenden Modells erzeugt werden. Aus 

diesem Grunde wird im Rahmen des PAC-Lernens dieser Sachverhalt mit einem zusätzlichen 

Zufallsexperiment auf der Ausgabevariablen modelliert. Dazu wird ein einfaches Bernoulli-

Experiment für jedes Beispiel der Lernstichprobe ausgeführt. Bei Erfolg wird das vorliegende 

Label invertiert. Die Erfolgswahrscheinlichkeit für dieses Bernoulli-Experiment wird Rauschrate 

genannt und ist im Folgenden durch 

CH ⊆

2
1

<η  bezeichnet. Bisher konnte vorausgesetzt werden, 

dass: 

 

⎩
⎨
⎧ =

==
sonst

xgyfalls
xXyY 0

)(1
)|(ϕ  
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Mit der Einführung der Rauschrate gilt nun: 

 

⎩
⎨
⎧ =−

==
sonst

xgyfalls
xXyY η

η
ϕ

)(1
)|(  

 

Das Zufallsexperiment sieht dann wie folgt aus: 

 

• Führe das zu dem Eingabeelement X zugehörige Zufallsexperiment aus 

• Transformiere das Ergebnis x unter Verwendung des Zielkonzepts g zu { }1,1)( +−∈xg  

• Führe ein unabhängiges Bernoulli-Experiment mit Erfolgswahrscheinlichkeit η  aus. Falls 

dieses erfolgreich ist, so invertiere das Label aus dem vorherigen Schritt 

 

Der Umgang mit verrauschten Daten beruht auf der Idee, dass überwiegend das korrekte Label 

gesehen wird. Diese Tatsache verschlechtert sich, je weiter sich die Rauschrate an den Wert 21  

annähert. Es wird weiterhin angenommen, dass die tatsächliche Rauschrate nicht bekannt ist. Sie 

ist aber durch eine reelle Konstante [21,0[0 ∈η  nach oben beschränkt, so dass gilt: 0ηη ≤ . Die 

Lernaufgabe ist nun erschwert, da der PAC-Lernalgorithmus lediglich verrauschte Daten zur 

Verfügung hat, um das Zielkonzept g zu approximieren. Da das Zielkonzept g jedoch unbekannt 

ist, kann kein „empirischer Fehler“ berechnet werden, und somit ist eine einfache Anwendung 

des Induktionsprinzips der empirischen Risiko-Minimierung nicht möglich. 

Das zu erreichende Ziel geht aus der folgenden Definition hervor. 
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3.8.2. PAC-Lernalgorithmus mit Rauschen auf der Klassifikation 

Ein Lernalgorithmus der Konzeptklasse C durch die Hypothesenklasse H heißt PAC-

Lernalgorithmus mit Rauschen auf der Klassifikation, wenn es für jede Fehlerschranke 0>ε , 

jede Unsicherheit 0>δ  und jeden Dimensionsparameter   eine minimale 

Lernstichprobenlänge 

+∈Nn

),,,( 00 ηδε nmA=

Cg

m  gibt, so dass für jede Verteilung  auf dem 

Eingaberaum ℵ , jedes Zielkonzept 

XP

∈  und jedes  gilt: Angesetzt auf eine 

Lernstichprobe U  zum Zielkonzept g der Länge m gibt der Algorithmus A eine Hypothese 

 aus, so dass gilt: 

0mm ≥

],1[ mg

]),1[( mUA g

 

δε ≤≥ )])),1[((( mUAerrP g  

 

3.8.3. Effizienz 

Ein PAC-Lernalgorithmus mit Rauschen auf der Klassifikation A von C durch H heißt effizient, 

wenn für die Lernstichprobenkomplexität 

 
)1(

0

)1(
)1()1(

0 21
111),,(

O
O

OO

A nm ⎥
⎥

⎤
⎢
⎢

⎡
−

⋅⋅⎥⎥
⎤

⎢⎢
⎡⋅⎥⎥

⎤
⎢⎢
⎡=

ηδε
ηδε  

 

gilt, und der Lernalgorithmus polynomiell in der Eingabe, also der Größe der Lernstichprobe, 

arbeitet. 

 

3.8.4. Konsistenz bei PAC-Lernen mit Rauschen auf der Klassifikation 

Es kann gezeigt werden, dass im allgemeinen Fall gilt: 

 

( ) )(21)()( ferrfriskferr ⋅−≥−≥ ηη  

 

Im Falle des PAC-Lernens mit Rauschen auf der Klassifikation gilt: 

 

η
η

21
)()(

−
−

=
friskferr  
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Aus diesen Gleichungen lässt sich ableiten: 

 

εηεη <⇒−⋅<− )()21()( 0 ferrfrisk  

 

Das bedeutet also, dass der Fehler , nämlich der Abweichung einer Hypothese f vom 

Zielkonzept, durch 

)( ferr

ε  beschränkt ist, sofern das Risiko durch ηηε +−⋅ )21( 0  beschränkt ist. 

Durch die uniforme stochastische Konvergenz des empirischen Risikos gegen das Risiko folgt, 

dass das Prinzip der empirischen Risiko-Minimierung auch im Falle des PAC-Lernens mit 

Rauschen auf der Klassifikation zu einem konsistenten Lernalgorithmus führt. 

 

3.9. Schwache empirische Risiko-Minimierung 

Die Minimierung des empirischen Risikos ist häufig NP-schwer, so dass das Induktionsprinzip 

nicht effizient angewendet werden kann. Eine Möglichkeit, diesem Problem zu begegnen, ist der 

Einsatz des Statistical Query Modells von Kearns (siehe [Kea98]). Dieser Ansatz löst jedoch 

keineswegs ein NP-schweres Problem, sondern schränkt das Modell von der Seite der zugrunde 

liegenden Verteilung ein. Das Problem wird somit stark vereinfacht und ist nicht länger NP-

schwer. Das empirische Risiko wird in diesem Fall lediglich für typische Eingaben minimiert 

und nicht für alle möglichen Eingaben. In der Praxis hat sich dieser Ansatz jedoch bewährt. Das 

Vorgehen wird im folgenden Kapitel beschrieben. 

 

3.9.1. Arbeitsweise des Lernalgorithmus 

Im Falle NP-schwerer Optimierungsprobleme der empirischen Risiko-Minimierung ist es 

möglich, diese mit einem Approximationsalgorithmus zu lösen. Häufig ist es jedoch der Fall, 

dass kein Polynomialzeit Approximationsschema existiert oder letzteres nicht bewiesen werden 

kann. Deshalb kann das folgende Vorgehen als Prinzip der schwachen empirischen Risiko-

Minimierung aufgefasst werden. Ein Lernalgorithmus A wird dazu in zwei Phasen eingeteilt: 

 

Selektionsphase 

Die Lernstichprobe wird unterteilt, so dass ],1[],1[],1[ 211 mmUmUmU +=  gilt.  
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Anschließend wird die Patternklasse Ρ  zu ]),1[( 1mUΡ  anhand der ersten Hälfte der 

Lernstichprobe verkleinert, so dass gilt: 

 

2
21

),,(]),...,1[|],...,1[((
2 m

nmumurc A
m

δεσ
≤Ρ  

 

Dabei ist  eine Instanz der Lernstichprobe und ],1[],1[],1[ 211 mmumumu += ),,,( snA δεσ  

polynomiell beschränkt durch δ1 , ε1 , n und s. 

Weiterhin muss gesichert sein, dass eine minimale Stichprobengröße ),,,(1, snmA δε  existiert, so 

dass für ),,,(1,1 snmm A δε≥ , jedes Zielkonzept der Größe von höchstens s und jede Verteilung 

 von X die Menge XP Ρ⊂Ρ ])1m,1[(U  eine Hypothese h mit Wahrscheinlichkeit größer 
2

1 δ−  

enthält, so dass 
2

)( ε
≤ferr . 

Die praktische Umsetzung der Selektionsphase erfolgt durch Statistical Queries (siehe Kapitel 

4.7) die anhand der vorliegenden Daten simuliert werden. 

 

Minimierungsphase 

Die verbleibenden Beispiele der Lernstichprobe werden genutzt, um aus der verkleinerten 

Patternklasse  eine Hypothese ]),1[( 1mUΡ ]),1[( 1mUH Ρ∈  zu berechnen, so dass: 

 

]),1[|(inf]),1[|( 21]),1[(21
1

mmUfriskmmUHrisk empmUfemp +=+
Ρ∈

 

 

3.9.2. Abtasten der Rauschrate 

Die im vorherigen Kapitel vorgestellten Simulationen für Statistical Queries setzen die Kenntnis 

der Rauschrate voraus. Um diese zu bestimmen, werden verschiedene Rauschraten η  geraten 

und anhand einer zu dieser Rauschrate berechneten Hypothese f verifiziert. Ist ε≤(err )f , so ist 

die geratene Rauschrate hinreichend genau. In der Praxis kann das Raten der Rauschrate nach 

Kearns und Aslam (siehe [Kea98]) durch eine Einteilung des Intervalls ],0[ 0η  erfolgen: 

 

( )( )⎥⎦
⎥

⎢
⎣

⎢

−−
=

1221
3)(

0*

0
* ηγ

ηεβ  
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Dabei ist )(* εγγ =  eine untere Schranke für den Genauigkeitsparameter einer Statistical Query. 

Die Mittelpunkte dieser Teilintervalle werden schließlich nacheinander abgetastet. 

 

3.10. Statistical Queries 

3.10.1. Einführung 

Das Statistical Query Model ist von Kearns (siehe [Kea98]) und Aslam (siehe [Asl95]) 

eingeführt worden. Die nachfolgenden Kapitel sind vollständig aus diesen Quellen entnommen. 

Lernalgorithmen durch Statistical Queries lernen nicht anhand einzelner Beispiele einer 

Lernstichprobe, sondern an globalen, statistischen Eigenschaften der zugrunde liegenden 

Verteilung. Aus diesem Grund erhält der Lernalgorithmus keinen Zugriff auf die Lernstichprobe 

selbst, sondern stattdessen die Möglichkeit, Anfragen an ein Orakel zu stellen. Dazu ist eine 

Query-Funktion der folgenden Form erforderlich: 

 

[ ]ba,: →Λ×ℵχ  

 

Der Lernalgorithmus kann dann eine Statistical Query (SQ) [ ]αχ ,  für eine Schätzung  des 

Erwartungswerts: 

χê

 

))(,(, XgXEe g χχ =   

 

stellen, so dass αχχ ≤− gg ee ,, ˆ  gilt. Es kann also davon ausgegangen werden, dass die Schätzung 

auf α  genau ist.  

Eine Conditional Statistical Query (CSQ) ist gegeben durch: 

 

))(|)(,( 0,, 0
yXgXgXEe yg == χχ  

 

Da in der Praxis keine Datenquelle vorliegt, sondern lediglich Daten, die außerdem verrauscht 

sind, müssen die obigen Erwartungswerte anhand der vorliegenden Lernstichprobe geschätzt 

werden. Dazu wird zunächst vorausgesetzt, dass die Rauschrate η  bekannt ist.  
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3.10.2. Simulation einer Statistical Query 

Behauptung:  

η
χηχηχχ 21

),(),()1())(,(, −
−−−

==
YXEYXEXgXEe g  

Beweis: 

Sei: 

I. ))(,())(,()1(),( XgXEXgXEYXE −+−= χηχηχ  

II.  ))(,())(,()1(),( XgXEXgXEYXE χηχηχ +−−=−  

 

Nach Multiplikation der Gleichung I. mit η−1  bzw. Gleichung II. mit η  folgt: 

 

I.   ))(,()1())(,()1(),()1( 2 XgXEXgXEYXE −−+−=− χηηχηχη

II.   ))(,())(,()1(),( 2 XgXEXgXEYXE χηχηηχη +−−=−

 

Nach Subtraktion der Gleichung II. von Gleichung I. folgt: 

 

))(,())(,()1(),(),()1( 22 XgXEXgXEYXEYXE χηχηχηχη −−=−−−  

 ( )22)1())(,(),(),()1( ηηχχηχη −−⋅=−−− XgXEYXEYXE  

 ( ) ))(,(
)1(

),(),()1(
22 XgXEYXEYXE χ

ηη
χηχη

=
−−

−−−  

 ( ) ))(,(
21

),(),()1(
22 XgXEYXEYXE χ

ηηη
χηχη

=
−+−

−−−  

 
η

χηχηχ
21

),(),()1())(,(
−

−−−
=

YXEYXEXgXE  

q.e.d.  

 

Die folgenden Werte können nach Aslam (siehe [Asl95]) direkt aus der vorliegenden 

Lernstichprobe geschätzt werden: 

 

),( YXEe χχ =   ),( YXEe −= χχ  

 

mit ),(),( yxyx −= χχ . 
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3.10.3. Berechnung der Labelwahrscheinlichkeiten 

Behauptung: 

η
η

21
)())(( 0

0 −
−=

==
yYPyXgP  

Beweis: 

Die Labelwahrscheinlichkeiten sind wie folgt gegeben: 

 

I. ηη )1)(()1)(1)(()1( +=+−−==−= XgPXgPYP  

II.  )1)(1)(()1)(()1( ηη −+=+−==+= XgPXgPYP  

 

Der Beweis wird vollständig analog zu Kapitel 3.10.2 geführt. 

q.e.d. 

 

3.10.4. Simulation einer Conditional Statistical Query 

Behauptung: 

( ) ( )
η

χδηχδη
χχ −=

−−−−
===

)(
),(),(),(),()1(

))(|)(,(
0

00
0,, 0 yYP

YXyYEYXyYE
yXgXgXEe yg  

Beweis: 

Die Kronecker-Funktion ist wie folgt definiert: 

 

⎩
⎨
⎧ =

=
sonst

jifalls
ji

0
1

),(δ  

 

Aufgrund der Formel für die bedingte Wahrscheinlichkeit folgt: 

 

( )
))((

))(,()),((
))(|)(,(

0

0
0 yXgP

XgXyXgE
yXgXgXE

=
==

χδ
χ  

 

Unter Anwendung der in Kapitel 3.10.2 hergeleiteten Gleichung gilt: 

 

( ) ( ) ( )
η

χδηχδηχδ
21

),(),(),(),()1())(,()),(( 00
0 −

−−−−
=

YXyYEYXyYEXgXyXgE  
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______________________________________________________________________________ 

Mit 
η

η
21

)())(( 0
0 −

−=
==

yYPyXgP  folgt schließlich: 

 

( ) ( )
( )η

η
η

χδηχδη
χ

21
21

)(
),(),(),(),()1(

))(|)(,(
0

00
0

−⋅
−

−=
−−−−

==
yYP

YXyYEYXyYE
yXgXgXE  

 
( ) ( )

η
χδηχδη

χ
−=

−−−−
==

)(
),(),(),(),()1(

))(|)(,(
0

00
0 yYP

YXyYEYXyYE
yXgXgXE  

 

q.e.d. 

 

Die folgenden Werte können direkt aus der vorliegenden Lernstichprobe geschätzt werden: 

 

( )),(),( 0, 0
YXyYEe y χδχ =   ( )),(),( 0, 0

YXyYEe y −−= χδχ  )( 00
yYPey ==  
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4. Entwicklung einer Konzeptklasse zur Insolvenzerkennung 

4.1. Klassifikation durch Schwellwerte 

In diesem Kapitel soll die Grundidee der Klassifikation mit Hilfe von Schwellwerten vorgestellt 

werden. Außerdem werden dazu notwendige Grundlagen und Eigenschaften aus der booleschen 

Algebra diskutiert, die für die Entwicklung der Algorithmen relevant sind. 

 

4.1.1. Einführung und grundlegende Idee 

Die Grundlage des Klassifikators bilden Schwellwerte nach einem einfachen Prinzip: Liegt der 

Wert eines Merkmals oberhalb bzw. unterhalb des zugehörigen Schwellwertes, so wird dies als 

positives bzw. negatives Indiz gewertet. Dieses Vorgehen bildet in etwa das Prinzip ab, nach dem 

ein Unternehmen durch eine Kennzahl beurteilt werden soll. Der Ansatz ist nicht neu und wird 

bereits im Kendall-Verfahren (siehe Kapitel 2.5) in ähnlicher Weise angewendet. Bei einem 

einzigen Merkmal ist der Fall klar, bei mehreren hingegen muss eine Kombination zugehöriger 

Schwellwerte gefunden werden und eine Kombination zu einem Gesamturteil erfolgen. Es bietet 

sich an, den Ansatz weiter zu verallgemeinern und boolesche Funktionen zu verwenden, wie 

etwa disjunktive und konjunktive Normalformen. Um mögliche Kombinationen von Kennzahlen 

sinnvoll abzubilden, ist eine disjunktive Normalform vorzuziehen. Auf diese Weise kann die Idee 

abgebildet werden, dass unterschiedliche Kombinationen von Kennzahlen für die Insolvenz eines 

Unternehmens eine Rolle spielen können. Um diese Idee umzusetzen, wird das PAC-Lernen mit 

Rauschen auf der Klassifikation angewendet.  

 

4.1.2. Formalisierung 

Die Jahresabschlüsse von m Unternehmen werden als Elemente einer Lernstichprobe aufgefasst. 

Dabei entspricht der Dimensionsparameter n der Anzahl der zur Verfügung stehenden 

Kennzahlen. Analog zu Kapitel 3 ergibt sich: 

 

( )( ) ( )( )( ))(,,...,,...,)(,,...,:],1[ 111111 mmnmmn
g XgXXXXgXXXmU ===  

 

Dabei wird im Falle des PAC-Lernens mit Rauschen auf der Klassifikation angenommen, dass 

nur verrauschte Daten beobachtet werden. Das tatsächliche Zielkonzept hat also zunächst 

„wahre“ Labels erzeugt, die dann mit Wahrscheinlichkeit η   invertiert werden. In Algorithmen 
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wird, zur deutlicheren Unterscheidung zwischen Vektoren und einzelnen Merkmalen 

(Komponenten) die folgende Schreibeweise bevorzugt: 

 

( )),(),...,,(:],1[ 11 mm yxyxmu vv=  

mit 

( )( ) niyxxyx iiniii ,...,1,,...,),( 1 =∀=v  

sowie 

( )( )yxxyx n ,,...,),( 1=v    

 

Die Schwellwertfunktionen zu einer Schwelle R∈τ  sind dann definiert als: 

 

⎩
⎨
⎧
−

>+
=Τ

sonst
xfalls

x iabove
i 1

1
)(,

τ
τ

v    
⎩
⎨
⎧
−

≤+
=Τ

sonst
xfalls

x ibelow
i 1

1
)(,

τ
τ

v

 

Im Folgenden werden die Typen above und below der Schwellwertfunktionen als 

Schwellwertfunktionstypen bezeichnet. Alternativ können die Schwellwerte zu Intervallen  

mit  erweitert werden. Es ergeben sich die Intervallfunktionen: 

],[ ba

Rba ∈,

 

⎩
⎨
⎧
−

∈+
=Ι

sonst
baxfalls

x iabove
bai 1

],[1
)(],[,
v    

⎩
⎨
⎧
−

∉+
=Ι

sonst
baxfalls

x ibelow
bai 1

],[1
)(],[,
v

 

Diese lassen sich mit Hilfe einer Heuristik (siehe Kapitel 4.5) analog zu Schwellwerten lernen, 

indem Paare  anstelle von Schwellen ( ba, ) τ  abgetastet werden. Zur Vereinfachung, und da 

Intervallfunktionen eine untergeordnete Rolle spielen sollen, werden im Folgenden nur 

Schwellwertfunktionen behandelt. 

Die Ergebnisse der Funktionen entsprechen den booleschen Wahrheitswerten nach der 

Vorschrift: 

 

true=+1    false=−1  
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In der Praxis ist es erforderlich, die zur Auswahl stehenden Schwellwerte auf eine endlich 

abzählbare Menge für jedes Merkmal zu beschränken: 

 

{ }RSi ∈= ττ |  für ni ,...,1=  mit NSi ∈#  

 

Wie genau diese Mengen zu wählen sind, wird später diskutiert. Letztlich stehen folgende 

Schwellwertfunktionen zur Auswahl: 

 

{ }{ }niSi
below
i

above
i ,...,1|, ,, ∈∧∈ΤΤ=Γ τττ  

 

Es ist klar, dass: 

 

∑
=

⋅=Γ
n

i
iS

1
#2#  

 

Die mit Hilfe der Schwellwertfunktion diskretisierten Merkmale werden schließlich zu einem 

Monom bzw. einer Klausel vereinigt: 

 

pαααμ ∧∧∧= ...21   

pc ααα ∨∨∨= ...21  

mit 

Γ∈iα  für pi ,...,1=  und Np∈  

 

Die iα  werden in Anlehnung an die boolesche Algebra auch als Literale bezeichnet. 

Da zu Beginn unklar ist, ob der Wert eines Merkmals oberhalb oder unterhalb einer Schwelle ein 

Indikator für die eine oder andere Klasse ist, muss einer der beiden Schwellwertfunktionstypen 

gewählt werden. Es dürfen also nicht beide Typen im selben Monom bzw. Klausel erscheinen. 

Anders ausgedrückt: Jedes Merkmal darf höchstens einmal in einem Monom bzw. einer Klausel 

vorkommen.  
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Weiterhin gilt: 

 

Falls  für below
kj

above
ki ij

21 ,, : ττ αα Τ≠≠∀⇒Τ= { } { } kSnkpi ∈∈∈ 21,,,...,1,,...,1 ττ  

und 

Falls  für above
kj

below
ki ij

21 ,, : ττ αα Τ≠≠∀⇒Τ= { } { } kSnkpi ∈∈∈ 21,,,...,1,,...,1 ττ  

 

Es gilt weiterhin  für , da das wiederholte Vorkommen desselben Literals in 

einem Monom bzw. einer Klausel ausgeschlossen wird: 

npp ≤≤ ˆ +∈ Np̂

 

Falls  für above
kj

above
ki ij

21 ,, : ττ αα Τ≠≠∀⇒Τ= { } { } kSnkpi ∈∈∈ 21,,,...,1,,...,1 ττ  

und 

Falls  für below
kj

below
ki ij

21 ,, : ττ αα Τ≠≠∀⇒Τ= { } { } kSnkpi ∈∈∈ 21,,,...,1,,...,1 ττ  

 

Es ist , wenn die Anzahl der Literale lediglich durch die im Datensatz vorkommenden 

Merkmale beschränkt ist. 

np =ˆ

Ein Monom bzw. eine Klausel wird im Folgenden auch über die Menge der Literale identifiziert: 

 

{ }pαααμ ,...,, 21=  

{ }pc ααα ,...,, 21=  

 

Demgemäß liegt die Konzeptklasse aller zuvor beschriebenen booleschen Monome bzw. 

Klauseln mit Schwellwertfunktionen vor: 

 

{ }Literalenˆ höchstensmit  Monomist|ˆ pC Monom
p μμ=  

{ }Literalenˆ höchstensmitKlauselist|ˆ pccC Klausel
p =  

 

Da die Mengen  für  maximal m Werte enthalten können (siehe Kapitel 4.1.4), gilt 

stets . Es folgt: 

iS ni ,...,1=

mSi ≤#

 

( )∑∑
==

⋅⎟⎟
⎠

⎞
⎜⎜
⎝

⎛
=⋅⎟⎟

⎠

⎞
⎜⎜
⎝

⎛
⋅==

p

i

i
p

i

iiKlausel
p

Monom
p m

i
n

m
i
n

CC
ˆ

1

ˆ

1
ˆˆ 22##  
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Schließlich lassen sich die Konzeptklassen erweitern: 

 

kkpkkk αααμ ∧∧∧= ...21  für rk ,...,1=  mit  und  +∈Nr Npk ∈

kkpkkkc ααα ∨∨∨= ...21  für rk ,...,1=  mit  und  +∈Nr Npk ∈

sowie 

 Γ∈kiα  für kpi ,...,1=  

 

Für einzelne Monome bzw. Klauseln gelten stets alle Zusatzbedingungen die zuvor vorgestellt 

worden sind. In der Praxis kann es außerdem sinnvoll sein, die Anzahl der in Monomen bzw. 

Klauseln vorkommenden Literale global zu beschränken. Es gilt dann analog  für 

. Die Anzahl der Monome bzw. Klauseln sei ebenfalls durch 

nppi ≤≤ ˆ

ri ,...,1= rr ˆ1 ≤≤  mit  

beschränkt. 

+∈ Nr̂

Schließlich ist die disjunktive Normalform bzw. konjunktive Normalform gegeben durch: 

 

( ) ( ) ( )
rrprrppr αααααααααμμμλ ∧∧∧∨∨∧∧∧∨∧∧∧=∨∨∨= ............... 21222211121121 21

 

( ) ( ) ( )
rrprrpprccc αααααααααϑ ∨∨∨∧∧∨∨∨∧∨∨∨=∧∧∧= ............... 21222211121121 21

 

 

Die disjunktive bzw. konjunktive Normalform wird im Folgenden auch durch die Menge der 

enthaltenen Literale identifiziert: 

 

{ } { }
rrkkkr αααααμμμλ ,...,,...,,,...,,...,,

21 22111121 ==  

{ } { }
rrkkkrccc αααααϑ ,...,,...,,,...,,...,,

21 22111121 ==  

 

Schließlich ergeben sich die Konzeptklassen: 

 

{ }MonomproLiteralenˆhöchstens undMonomen ˆ höchstensmit ist|ˆ,ˆ prDNFC DNF
rp λλ=  

{ }KlauselproLiteralenˆhöchstens undKlauseln ˆhöchstensmit ist|ˆ,ˆ prKNFC KNF
rp ϑϑ=  
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Mit  gilt natürlich auch: ( )∑
=

⋅⎟⎟
⎠

⎞
⎜⎜
⎝

⎛
===

p

i

iKlausel
p

Monom
pp m

i
n

CCz
ˆ

1
ˆˆˆ 2##

 

∑
=

⎟⎟
⎠

⎞
⎜⎜
⎝

⎛
==

r

i

pKNF
rp

DNF
rp i

z
CC

ˆ

1

ˆ
ˆ,ˆˆ,ˆ ##  

 

4.1.3. Auswahl und Zusammenhänge der Konzeptklassen 

Im vorherigen Kapitel sind verschiedene Konzeptklassen vorgestellt worden, die sich jedoch in 

der Handhabung kaum voneinander unterscheiden.  

Da die Interpretation von disjunktiven Normalformen (DNF) intuitiver ist, soll die Konzeptklasse 

 das Lernziel sein. DNF
rpC ˆ,ˆ

Ein Monom kann als Spezialfall einer konjunktiven Normalform (KNF), bei der alle Klauseln 

eine Länge von eins haben bzw. als Spezialfall einer DNF, die nur aus einem Monom besteht, 

betrachtet werden. 

Diese Zusammenhänge können Beweise stark vereinfachen. In den jeweiligen Kapiteln wird auf 

die Vorgehensweise genauer eingegangen. 

 

4.1.4. Einschränkung der Abtastbereiche für Schwellwerte 

Da es im Folgenden um die Minimierung des empirischen Risikos geht, ist es möglich, die zur 

Auswahl stehenden Schwellwerte auf die vorkommenden Werte der gegebenen Lernstichprobe 

zu beschränken. Demnach ist der Abtastbereich für das Merkmal j gegeben durch: 

 

{ }mjjjj xxxS ,...,, 21←  für nj ,...,1=  

mit 

( )( ) ( )( )( )mmnmmmn yxxyxyxxyxmu ,,...,),(,...,,,...,),(],1[ 1111111 === vv  
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4.1.5. Eigenschaften von Schwellwertfunktionen 

Bei Betrachtung von Schwellwerten gilt stets: 

 

Falls τ≥a  mit Ra ∈τ,  so ist τ≥b  ab ≥∀  

 

Ist also beispielsweise 5 größer als 2, so ist auch 7 größer als 2. 

 

Da über Schwellwerte ein reeller Wert in einen booleschen Wert transformiert wird, ergibt sich 

analog die folgende Eigenschaft für die Klassifikation durch Schwellwertfunktionen: 

 

{ } { } 21,, ,...,11)(|,...,11)(|
21

ττττ ≤∀=∧−=⊆=∧−= mixTxmixTx i
above
jii

above
ji

vvvv  und R∈21,ττ  

bzw. 

{ } { } 21,, ,...,11)(|,...,11)(|
21

ττττ ≤∀=∧+=⊆=∧+= mixTxmixTx i
below
jii

below
ji

vvvv  und R∈21,ττ  

 

Wird also ein Schwellwert R∈1τ  auf den Wert R∈2τ  erhöht, so ändert sich die Klassifikation 

der einzelnen Beispiele, deren Merkmalswert ursprünglich kleiner als der Schwellwert 1τ  war, 

nicht, da sie auch kleiner als 2τ  sind. Diese Tatsache lässt sich bei der Entwicklung von 

Lernalgorithmen ausnutzen. 

 

Es gilt weiterhin: 

 

{ } { } RmixTxmmixTx i
d
jii

d
ji ∈=∧+=−==∧−= τττ ,...,11)(|#,...,11)(|# ,,

vvvv ,  { }belowaboved ,∈

 

Ist also die Anzahl der durch eine Schwellwertfunktion negativ klassifizierten Beispiele bekannt, 

so werden die verbleibenden Beispiele unweigerlich als positiv klassifiziert und umgekehrt. 

 

Zur Vereinfachung der Beweise und Analysen kann außerdem angenommen werden, dass jeder 

mögliche Schwellwert als eine einzelne, boolesche Variable kodiert ist. Dadurch kann die 

Betrachtung von Schwellwertfunktionen vernachlässigt werden, denn es liegen lediglich 

boolesche Vektoren vor.  
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Entsprechend werden aus n Merkmalen  Merkmale nach der folgenden Vorschrift: ∑
=

n

i
iS

1
#

 

⎩
⎨
⎧

−

≥+
=

sonst

xfalls
x kji

kji 1

1 ,
,,

τ
 

mit , mi ,...,1= nj ,...,1=  und alle ik S∈τ  für iSk #,...,1=  

 

Bei derartiger Kodierung sind die booleschen Variablen für festes i und j stark voneinander 

abhängig. Dies ist theoretisch betrachtet jedoch lediglich eine Verteilungseigenschaft. In der 

Praxis ist dieser Ansatz jedoch nicht geeignet, da eine große Anzahl boolescher Variablen zu 

hohem Speicherverbrauch und auch schlechter Laufzeit führen kann. 

 

4.2. Beweis: NP-Schwierigkeit im Falle des PAC-Lernens mit 

Rauschen 

Das Design der Konzeptklasse lässt bereits vermuten, dass die Lösung des Problems der 

empirischen Risiko-Minimierung der Konzeptklasse  nicht trivial ist. DNF
rpC ˆ,ˆ

Im Folgenden soll gezeigt werden, dass im Falle des PAC-Lernens mit Rauschen auf der 

Klassifikation die empirische Risiko-Minimierung der Konzeptklasse  ein NP-schweres 

Optimierungsproblem ist. Daraus folgt unweigerlich auch, dass die empirische Risiko-

Minimierung der Konzeptklasse  ebenfalls NP-schwer ist, denn es gilt . In 

diesem Fall liegt eine disjunktive Normalform mit lediglich einem Monom vor. 

Monom
nC

CDNF
rpC ˆ,ˆ

DNF
n

Monom
n C 1,=

Der Beweis wird durch Reduktion des Problems Set-Cover geführt und ist in einer E-Mail-

Korrespondenz mit Berthold Vöcking entwickelt worden. Weiterhin wird zur Vereinfachung und 

ohne Beschränkung der Allgemeinheit angenommen, dass alle zur Auswahl stehenden 

Schwellwerte als einzelne, boolesche Variablen vorliegen (siehe Kapitel 4.1.5).  

 

4.2.1. Das Problem Set-Cover 

Es liegt eine Menge mit w Elementen vor: 

 

{ }weeM ,...,1=  
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Weiterhin liegen n Teilmengen (diese Variable entspricht im folgenden Reduktionsbeweis der 

Anzahl der Merkmale einer Lernstichprobe und ist daher identisch benannt) von M vor: 

 

MCi ⊂  für ni ,...,1=  

 

Außerdem gilt, dass die Vereinigung dieser Teilmengen die Menge M ergibt: 

 

U
n

i
iCM

1=

=  

 

Gesucht ist nun die minimale Indexmenge { }nI ,...,2,1⊆  so dass: 

 

MC
Ii

i =
∈
U  

 

Dieses Optimierungsproblem ist NP-äquivalent und wird im folgenden Kapitel zur Reduktion 

verwendet. 

 

4.2.2. Reduktionsbeweis 

Behauptung: Das Problem L der Minimierung des empirischen Risikos der Konzeptklasse 

 ist NP-schwer. Monom
nC

 

Beweis: 

Die Behauptung wird durch Reduktion von Set-Cover auf L bewiesen. 

Es muss ein Polynomialzeit-Algorithmus angegeben werden, der das Set-Cover Problem in eine 

Eingabe transformiert, die von L akzeptiert wird, so dass mit dieser Lösung wiederum Set-Cover 

gelöst werden kann. Es sind dazu eine Lernstichprobe U mit entsprechenden Beispielen zu 

generieren. 
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Jede Komponente eines Vektors soll einer zur Überdeckung verfügbaren Menge entsprechen, 

deshalb wird für jedes  mit  zunächst ein Vektor mit n Komponenten auf die 

folgende Weise erzeugt, der außerdem ver-n-facht wird: 

ie mi ,...,1=

 

⎟⎟
⎟
⎟
⎟

⎠

⎞

⎜⎜
⎜
⎜
⎜

⎝

⎛

=

n

kj

t

t
t

x
M

v 2

1

,  mit  für 
⎩
⎨
⎧

+

∈−
=

sonst

Cefalls
t ij

i 1

1
ni ,...,1= , wj ,...,1=  und  nk ,...,1=

1, −=kjy  

 

Ein solcher Vektor weist also für das zugehörige Element Me∈  an der Stelle i eine -1 auf, falls 

e in  vorkommt. Diese Vektoren erhalten in der Lernstichprobe das Label -1, da sie für die 

Merkmalsauswahl entscheidend sind. Zudem muss, um die minimale Anzahl von Mengen, die 

zur Überdeckung von M notwendig sind, zu erhalten (Diese Bedingung macht letztlich die NP-

Schwierigkeit von Set-Cover aus), für jedes Merkmal ein unerfüllbares Beispiel eingefügt 

werden. Dadurch wird der Lernalgorithmus gezwungen, insgesamt möglichst wenige Merkmale 

zu wählen, da die Auswahl mehrerer Merkmale einen größeren Fehler liefert. Dementsprechend 

müssen die folgenden Vektoren mit dem Label +1 hinzugefügt werden: 

iC

 

⎟⎟
⎟
⎟
⎟

⎠

⎞

⎜⎜
⎜
⎜
⎜

⎝

⎛

=+

n

jw

t

t
t

x
M

v 2

1

 mit  für 
⎩
⎨
⎧
+

=−
=

sonst
ijfalls

ti 1
1

ni ,...,1=  und  nj ,...,1=

1+=+ jwy    

 

Der Algorithmus zur empirischen Risiko-Minimierung muss gezwungen werden, alle positiven 

Beispiele korrekt zu klassifizieren, damit, bezogen auf das Set-Cover Problem, letztlich jedes 

Element überdeckt wird. Dies wird durch Ver-n-fachung eines jeden negativen Beispiels erreicht. 

Auf diese Weise liefert die Fehlklassifikation eines festen Negativbeispiels und damit auch der n 

Duplikate, einen Fehler, der genauso hoch ist wie die Fehlklassifikation aller Positivbeispiele. 

Entsprechend kann die Fehlklassifikation eines festen Negativbeispiels nicht zu einem 

minimalen, empirischen Risiko führen. Abschließend wird die Lernstichprobe mit der Länge 

 generiert. nnwm +⋅=
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Es folgt dass L NP-schwer ist. 

q. e. d. 

 

Beispiel: 

{ }321 ,, eeeM =  

{ }311 ,eeC =  

{ }12 eC =  

{ }23 eC =  

{ }34 eC =  

 

Dieses Beispiel wird zu folgenden Vektoren verarbeitet: 

 

⎟⎟
⎟
⎟
⎟

⎠

⎞

⎜⎜
⎜
⎜
⎜

⎝

⎛

+
+
−
−

=

1
1
1
1

,1 kxv      für  

⎟⎟
⎟
⎟
⎟

⎠

⎞

⎜⎜
⎜
⎜
⎜

⎝

⎛

+
−
+
+

=

1
1
1
1

,2 kxv

⎟⎟
⎟
⎟
⎟

⎠

⎞

⎜⎜
⎜
⎜
⎜

⎝

⎛

−
+
+
−

=

1
1
1
1

,3 kxv nk ,...,1=

 

sowie den zugehörigen Labels: 

 

1,1 −=ky   1,2 −=ky   1,3 −=ky  für  nk ,...,1=

 

Schließlich werden die folgenden Vektoren zur Bestrafung der Auswahl eines jeden Merkmals 

gebildet: 

 

⎟⎟
⎟
⎟
⎟

⎠

⎞

⎜⎜
⎜
⎜
⎜

⎝

⎛

+
+
+
−

=

1
1
1
1

4xv        

⎟⎟
⎟
⎟
⎟

⎠

⎞

⎜⎜
⎜
⎜
⎜

⎝

⎛

+
+
−
+

=

1
1
1
1

5xv

⎟⎟
⎟
⎟
⎟

⎠

⎞

⎜⎜
⎜
⎜
⎜

⎝

⎛

+
−
+
+

=

1
1
1
1

6xv

⎟⎟
⎟
⎟
⎟

⎠

⎞

⎜⎜
⎜
⎜
⎜

⎝

⎛

−
+
+
+

=

1
1
1
1

7xv

 

sowie die zugehörigen Labels: 

 

14 +=y   15 +=y   16 +=y    17 +=y
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4.3. Lernalgorithmus durch Brute-Force 

Eine mögliche Lösung das empirische Risiko der Konzeptklasse  zu minimieren, ist die 

Anwendung der Brute-Force-Methode, die jedoch bereits ab zwei Merkmalen sehr 

rechenintensiv ist. Dabei wird jedes Element der Konzeptklasse  auf der Stichprobe 

evaluiert. Der folgende Algorithmus leistet das Gewünschte: 

DNF
rpC ˆ,ˆ

DNF
rpC ˆ,ˆ

 

Algorithmus 4 Thresholder Brute Force (TBF) 

 

Eingabe: ( )( ) ( )( )( )mmnmmmn yxxyxyxxyxmu ,,...,),(,...,,,...,),(:],1[ 1111111 === vv  

Ausgabe: Ein Monom aus Schwellwertfunktionen (Literalen) als Hypothese 

 

{ }mjyxx jjj
C DNF

rp

,...,1)(|maxarg
ˆ,ˆ

max =∧==
∈

vv λλ
λ

 

 

Return  maxλ

 

Der Algorithmus hat eine Laufzeit von ( )rnmrO ˆˆ ⋅ , da die Klasse  exponentielle Größe 

besitzt. Trotz der exponentiellen Laufzeit, kann es unter gewissen Umständen sinnvoll sein, 

diesen Algorithmus zu verwenden. Im Falle der Insolvenzvorhersage ist es häufig erforderlich, 

die Anzahl der Merkmale stark einzuschränken. Insbesondere ist bei spärlicher Datenlage eine 

Merkmalseinschränkung sogar zwingend erforderlich, um eine Generalisierung zu gewährleisten 

und ein Overfitting zu verhindern. 

DNF
rpC ˆ,ˆ

 

4.4. Lernalgorithmus durch dynamische Programmierung 

Ein weiterer, interessanter Ansatz ist es, das empirische Risiko für die Klasse  mit Hilfe 

des Prinzips der dynamischen Programmierung zu minimieren. Dieser Algorithmus besitzt 

jedoch exponentielle Laufzeit und steht nicht im Widerspruch zur NP-Schwierigkeit, auch wenn 

es auf den ersten Blick anders erscheint. Die exponentiellen Faktoren können eliminiert werden, 

wodurch der Algorithmus zu einer Heuristik wird. 

Monom
pC ˆ

Da die Konzeptklasse  hauptsächlich als Lernziel fungiert soll, kann der folgende 

Algorithmus nur im Fall 

DNF
rpC ˆ,ˆ

ˆ = 1r  angewendet werden. 
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Es besteht weiterhin eine entfernte Verwandtschaft zu einem Algorithmus zur Lösung des 

Rucksackproblems. Zur Veranschaulichung des Algorithmus und um die Verbindung zum 

Rucksackproblem herzustellen, wird letzteres kurz vorgestellt. 

 

4.4.1. Lösung des Rucksackproblems mit dynamischer Programmierung 

Es liegen n Gegenstände vor, die einen Nutzen  und ein Gewicht  für  haben. ic iw ni ,...,1=

Gesucht sind nun (  so dass ) { n
n 1,0,...,1 ∈ββ }

 

∑
=

n

i
iic

1

β  

 

maximal wird, und dabei die folgende Bedingung erfüllt ist:  

 

Ww
n

i
ii ≤∑

=1
β  mit  +∈ NW

 

Anschaulich wird also eine Auswahl von Gegenständen gesucht, die einen maximalen Nutzen 

liefert, jedoch das Maximalgewicht W des Rucksacks, in dem die beteiligten Gegenstände 

transportiert werden sollen, nicht überschreitet. Mit Hilfe der dynamischen Programmierung 

kann nun eine optimale Lösung nach der folgenden Vorschrift berechnet werden: 

 

{ }kk cwVkOptVkOptVkOpt +−−−= ],1[],,1[max],[  

 

Die Zeilen der Matrix entsprechen dabei den verfügbaren Gegenständen, die Spalten dem 

jeweiligen Maximalgewicht (Gewichtsschranke). Im ersten Fall der obigen Gleichung ist die 

Konfiguration ohne den aktuell in Rede stehenden Gegenstand k bei aktueller Gewichtsschranke 

V optimal und wird verwendet. Im zweiten Fall bringt der aktuell in Rede stehende Gegenstand k 

einen größeren Nutzen. Dementsprechend muss eine Konfiguration gewählt werden, die 

hinreichend Platz für diesen Gegenstand liefert. Der Nutzen des Gegenstandes k wird dann zu 

dem Nutzen dieser Konfiguration addiert.  
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Eine typische Matrix sieht beispielsweise wie folgt aus: 

 

K 

V = 1 2 3 4 5 6 7 8 9 
kc  kw  ],[ VkOpt  

 

1 38 3 0 0 38 38 38 38 38 38 38  

2 63 5  0 0 38 38 63 63 63 101 01 1

3 64 6  0 0 38 38 63 64 64 101 102 

4 21 2  0 21 38 38 63 64 84 101 102 

5 19 2  0 21 38 40 63 64 84 101 103 

Tab 1: Dynamische Programmierung bei Rucksackproblem 

 

Um die optimale Lösung anhand der Matrix zu rekonstruieren, ist ein Backtracking-Algorithmus 

erforderlich. Dieser beginnt in der rechten unteren Zelle  und arbeitet sich wie folgt vor: 

Ist ein Wert fett gedruckt, so ist dessen 

Optimalitätsgleichung zurückzuführen, und der Gegenstand  ist Teil der Lösung. Die korrekte 

Anknüpfzelle kann an der Position 

]9,5[Opt

Entstehung auf den zweiten Teil der obigen 

k

],1[ kwVkOpt −−  gefunden werden. Ist der We

O

rt nicht fett 

gedruckt, so ist der Gegenstand k nicht Teil der Lösung und die Anknüpfzelle ist ],[ Vkpt 1− . 

Die gesuchte Lösung in diesem Fall wäre folglich ( )1,1, . 0,1,0

Dieser Algorithm it, da das 

aximalgewicht W nicht beschränkt ist und so bei i vorliegenden Bits den Wert  annehmen 

 1 verbleibenden Gegenstände darstellt. 

4.4.2. Lernen von Monomen mit dynamischer Programmierung 

Der zu entwickelnde Algorithmus wird zeilenorientiert arbeiten. Letztlich soll jede Zeile einem 

tsprechen, die 

en. Der N tzen soll analog zum 

us besitzt jedoch im allgemeinen Fall auch exponentielle Laufze
i2M

kann. Der Korrektheitsbeweis basiert auf der Idee, dass durch das Entfernen des k-ten 

Gegenstandes die Matrix eine optimale Lösung für die k –

 

zu wählenden Merkmal (Gegenstand) mit einer passenden Schwellwertfunktion en

Spalten wiederum verschiedenen Gewichtsschrank u

Rucksackproblem der Anzahl, der durch eine zu einem Merkmal ausgewählten 

Schwellwertfunktion korrekt klassifizierten Negativbeispielen entsprechen. Das Gewicht 

hingegen sei die Anzahl der durch diese Schwellwertfunktion falsch klassifizierten 

Positivbeispiele. 
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Das Maximalgewicht im Falle des Rucksackproblems wäre gegeben durch: 

 

{ } mnniwnwW i

n

i
i ⋅==⋅≤=∑

=

,...,1|max
1

 

 

Im Falle des Algorithmus zum Lernen von Monomen ändern sich jedoch Gewicht und Nu

aller Gegenstände in Abhängigkeit von zuvor gewählten Merkmalen (Gegenständen

dafür ist, dass die

tzen 

). Der Grund 

 Wahl eines Merkmals mit einer passenden Schwellwertfunktion in einem 

Monom eine bestimmte Anzahl von Positivbeispielen irreversibel falsch klassifiziert, und die 

Wahl eines weiteren Merkmals an dieser Tatsache nichts ändern kann. Daher dürfen diese 

Beispiele bei der Wahl eines weiteren Merkmals nicht zur Auswahl stehen, was sich im 

minimierten Gewicht aller verbleibenden Gegenstände widerspiegelt. Dasselbe gilt für den 

Nutzen eines Merkmals, denn auch dieser verringert sich in aller Regel, da die durch die bisherig 

gewählten Merkmale korrekt klassifizierten Negativbeispiele auf lediglich dieses angewiesen 

sind, denn auch diese gewonnene Klassifikation ist irreversibel. Folglich ist das Gesamtgewicht 

durch m beschränkt und es gilt stets mW ≤ , denn es können maximal alle Positivbeispiele falsch 

klassifiziert werden. Der Extremfall W = m tritt nur dann ein, wenn keine Negativbeispiele 

vorliegen. Exakt gilt also Folgendes: 

 

{ }miyxW ii ,...,11|# =∧+== v  

 

Die Spaltenanzahl der Optimalmatrix ist dann durch W gegeben. Das Maximalgewicht W kann 

auch zu Beginn des Algorithmus beschränkt werden um eine höhere Effizienz zu erzielen. 

Inwiefern dies sinnvoll sein kann, wird im Kapitel 4.4.3. diskutiert. Zu Beginn des Algorithmus 

wird für jedes Merkmal ein Schwellwertfunktionstyp festgelegt: 

 

( ) { }n
n belowabovedd ,,...,1 ∈  

 

Es ist offensichtlich, dass: 

 

{ } nnbelowabove 2,# =  
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Jede Zelle muss als Datenstruktur definiert werden und besitzt folgende Attribute, die jeweils für 

 und  definiert sind. 

 

Cell 

•  Maximaler Nutzen im Bezug auf aktuelle Konfiguration. 

i n,...,1= Wk ,...,0=

kiC ,

• ki,μ  Monom, das maximalen Nutzen kiC ,  liefert. 

• { }mjxyxU jkijjki ,...,11)(|),( ,, =∧+== vv μ  Eine Lernstichprobe die alle noch nicht 

irreversibel klassifizierten Beispiele enthält. 

 

Zu Beginn des Algorithmus ist kein Merkmal mit einer Schwellwertfunktion gewählt, als

 

o gilt 

{ }=k,0μ  für Wk ,...,0=  

 

und demnach auch: 

 

{ }mjyxU jjk ,...,1|),(,0 == v  für Wk ,...,0=  

 

Es stehen also noch alle Beispiele der Lernstichprobe zur Verfügung 

Der Nutzen der Schwelle j zum Merkmal i bezogen auf das Maximalgewicht k ist dann gegeben 

urch: d

 

( ){ }1)(1,|#
,,,1,, −=Τ∧∈−= − xUxxc above

xiki
above

kji ij

vvv  

für jedes ni ,...,1=  und jedes mj ,...,1=  und jedes Wk ,...,0=  

 

( ){ }1(1,|#
,,,1,, −=Τ∧∈−= − xUxxc below

xiki
below

kji ij
)vvv  

für jedes  und jedes ni ,...,1= mj ,...,1=  und jedes Wk ,...,0=  

 

______________________________________________________________________________ 



4. Entwicklung einer Konzeptklasse zur Insolvenzerkennung                                                       63 

Die zugehörigen Gewichte sind gegeben durch: 

 

( ){ }1)(1,|#
,,,1,, −=Τ∧∈+= − xUxxw above

xiki
above

kji ij

vvv  

für jedes  und jedes ni ,...,1= mj ,...,1=  und jedes Wk ,...,0=  

 

( ){ }1)(
,, −=xU below

xi ij
1,|# ,1,, Τ∧∈+= −xxw ki

below
kji

vv v  

für jedes  und jedes ni ,...,1= mj ,...,1=  und jedes Wk ,...,0=  

 

Für festes i entsprechen die Variablen also den Nutzen bzw. Gewichten für unterschiedliche 

aximalgewicht k nicht überschreitet. Da ein Merkmal maximal einmal in einem Monom 

vorkommen soll, muss für festes i genau ein S llwert sow

gewählt werden, der den besten Nutzen liefert.  

rden die Zellen der Temporärmatrix für ein festes  und 

 wie folgt berechnet: 

 

Schwellwerte ijx ,  des Merkmals i bezogen auf die vorherige Konfiguration, die das 

M

chwe ie ein Schwellwertfunktionstyp 

Zu diesem Zweck we { }ni ,...,1∈

W,...,0=V

{ }0,...,|],1[],,1[max],,[ ,,,, VkkVwckViOptViOptVjiTmp ii d
kji

d
kji =∧−≤+−−−=  

 

Falls die Bildung des Maximum nicht durch die Wahl des ersten Wertes ],1[ ViOpt −  zustande 

gekommen ist, so wird der verantwortliche Index k in der Variablen 

Sobald die Temporärmatrix erstellt ist, wird sie sofort zu einer einzigen Zeile verdichtet: 

 

max
,, jik V  abgelegt. 

{ }
{ }mjVjiTmpj

mj
Vi ,...,1|],,[maxarg

,...,1

max
, ==

∈∀
 

 

Die optimale Lösung wird anschließend in die Optimalma agen: 

 für festes 

trix eingetr

 

],,[],[ max
, VjiOptViOpt Vi= { }ni ,...,1∈  und WV ,...,0=  

 

Es müssen also für jeden der 2m Schwellwerte sämtliche links liegenden Spalten, inklusive der 

V-ten Spalte der i – 1-ten Zeile der Optimalmatrix betrachtet werden. Der Vorteil liegt jedoch 
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darin, dass so maximal ( ) WVV
<

−⋅ 1  Werte für
2

 jeden Wert der Temporärmatrix betrachtet 

werden müssen. Gäbe es diesen Verdichtungsschritt nicht, so wären erneut 2m Werte der 1−i – 

ten Temporärmatrix und damit insgesam

Der Verdichtungsschritt verletzt nicht die Optimalitätsbedingung, was auf die Natur der 

Schwellwerte zurückzuführen ist. Bei Betrachtung von Nutzen und Gewicht und Prüfung der m 

in Rede stehenden Schwellwerte mit demselben Schwellwertfunktionstyp einer sortierten Folge, 

gibt es nur eine M etzung de iele bei g eichem Gewicht 

iehe Kapitel 4.1.5). 

t  Berechnungsschritte erforderlich.  24m

öglichkeit für die Zusammens r Positivbeisp l

(s

 

Beispiel zur Veranschaulichung: 

V 1 2 3 4 5 6 7 8 9 10 

1τ  -5 -2 5 13 15 19 19 552 757 801 

1x  -5 -2 5 13 15 19 19 552 757 801 

y +1 +1 -1 +1 -1 -1 -1 -1 +1 +1 

c 0 0 0 1 1 2 3 4 5 5 

W 0 1 2 2 3 3 3 3 3 4 
above
15,1Τ  above

757,1Τ  above
2,1 −Τ          

Abbildung 8: Konstanz der Positivbeispiele bei Schwellenauswahl 

lass r drei links 

chwellwertfunktion  würde die Anzahl der Missklassi kationen verringert. Zeitgleich 

würde auch der Nutzen verringert, der aber bei gegebener Gewichtsschranke maximiert werden 

oll. Ein geringerer Nutzen, der ebenso eine geringere Gewichtsschranke hätte, wäre also bereits 

ei Betrachtung der Schwellwertfunktion  ist ersichtlich, dass die Zusammensetzung der 

falsch klassifizierten Positivbeispiele im  gleich ge lieben ist. 

etztere liefert jedoch einen höheren Nutzen und ist damit zu bevorzugen. Anders ausgedrückt, 

 

Die Schwellwertfunktion above
15,1Τ  liefert im obigen Beispiel eine Missk ifikation de

stehenden Positivbeispiele (grau markiert) für das Merkmal 1x . Bei Betrachtung der 

 ,1 −Τabove
2 fiS

s

weiter links in der Matrix vorgefunden worden. 
above
757,1Τ

V

B

ergleich zur Funktion abov
15,1Τ be

L

gibt es für die Auswahl einer Schwelle zu einem festen Merkmal keine unterschiedlichen 

Mengen von falsch klassifizierten Positivbeispielen (siehe Kapitel 4.1.5).  
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In diesem Fall gilt daher: 

 

{ } { }mjyxTxmjyxTx jj
d

ijjj
d

ij ,...,111)(|,...,111)(|
21 ,, =∧+=∧−=⊆=∧+=∧−= vvvv
ττ  

für 

12 ττ ≥∀  mit R∈1τ  

 

Diese Eigenschaft rechtfertigt die Maximumsbildung bezüglich des Nutzens bei gleichem 

Gewicht, denn lediglich die Zusammensetzung der falsch klassifizierten Positivbeispiele steht der 

Optimalität der Gesamtlösung im Wege. Es wird also lokal maximiert, ohne weitere 

en. Der Aufbau der Temporärmatrix gibt bereits vor, dass 

lediglich Nutzen (korrekt klassifizierte Negativbeispiele) zur Auswahl stehen, die die aktuelle 

Gewichtsschranke nicht verletzen, so dass die Maximumsbildung unkritisch ist. 

 

Effektiv liegt also durch en Verdichtungsschritt e

Fehlklassifikationen in Kauf zu nehm

 d ine 1+×Wn  Op almatrix vor, die bis zum

Ende des Algorithmus im Speicher zu halten ist. Im etzten chritt werden die fehlenden 

Variablen der Zellen entsprechend aktualisiert:  

 

tim  

 l  S

( ) { }i

ViVi

d
ikiVi T max

,
max
, ,,1, τ

μμ ∪=
−  mit  und   

 

Und wie oben: 

 

max
⎛ ,max

,,

x

VViji
kk

⎟
⎠
⎞⎜

⎝

=
ma

,Vi ( ) ijVi
Vi

x ,
max
, max

,
=τ

{ }mjxyxU jkijjki ,...,11(,( ,, )|) =∧+== vv μ  

 

Aufgrund dieser Aktualisierungen der Datenstrukturen ergibt sich ein weiterer Laufzeit- und 

Speichervorteil, den ptimalmatrix 

ehalten und aktualisiert werden. 

ür

e 

n diese Informationen müssen lediglich für jede Zelle der O

g

Die Teilstichproben ViU ,  f W,...,0=  werden dann nach dem Merkmal i + 1 sortiert. Dies 

beschleunigt den Aufbau der Temporärmatrix erheblich, da so für jede vorkommend

Schwellwertfunktion Nutzen und Gewicht durch eine Iteration mit Hilfe der Beispiele aus ViU ,

bestimmt werden können, denn die abzutastenden Schwellwerte entsprechen per Definition den 

vorkommenden Werten in der Lernstichprobe (siehe Kapitel 4.1). Folglich muss für den Aufbau 

 V
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einer Temporärmatrix jede Teilstichprobe f le Schwellen insgesamt nur einmal durchlaufen 

werden. 

Der Algorithmus in der obigen Form liefert jedoch keine optimale Lösung. Bereits die Tatsache,

dass die Gewichtsschranke W durch m beschränkt ist, gibt zu dieser Annahme Anlass, da i

diesem Fall ein Polynomialzeit-Algorithmus für ein NP-schweres Problem

ür al

 

 

n 

 gefunden wäre.  

Das Problem liegt in der Reihenfolge der Zeilen der Optimalmatrix, denn diese ist keinesfalls fest 

wählbar, da durch die Wahl eines Merkmals später zu wählende Merkmale negativ beeinflusst 

werden, deren Beteiligung an der optimalen Lösung jedoch nicht auszuschließen ist. Im 

Gegensatz zum Rucksackproblem sind Nutzen und Gewichte - wie zuvor erwähnt - nicht 

konstant, so dass die Optimalitätsbedingung nicht greift. 

Eine optimale Lösung ist demnach nur dann gewährleistet, wenn jede mögliche Reihenfolge der 

vorliegenden Merkmale zur Bestimmung des finalen Optimums herangezogen wird. Damit 

besäße der vorgestellte Algorithmus jedoch exponentielle Laufzeit, da n! Optimalmatrizen 

bestimmt werden müssen. Betrachtet man lediglich eine feste Optimalmatrix, so ist der 

Algorithmus eine Heuristik. 

Darüber hinaus wäre noch eine Auswahl der Schwellwertfunktionstypen für jedes Merkmal zu 

treffen, für die es weitere  Kombinationsmöglichkeiten gibt. Diese gehen ebenfalls als Faktor 

in die Anzahl der zu berechnenden Matrizen ein. 

 

4.4.3. Lösung und Fehlerskalierung 

Ein großer Vorteil des Algorithmus liegt in der Skalierbarkeit der Fehler 1. Art und 2. Art. Die 

Spaltenposition legt dabei den gewünschten Fehler 2. Art fest, denn die Gewichtsschranke gibt 

die maximal zulässige Fehlklassifikation der positiven Beispiele an. Über die Beziehung 

 

n2

W
k

=α  

 

kann die gesuchte Spalte k durch festlegen des Fehlers 1. Art wie folgt gefunden werden: 

 

⎣ ⎦Wk ⋅= α  
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nn 2!⋅  Um die optimale Lösung zu erhalten, die den gewünschten Fehler 1. Art liefert, müssen alle 

ptimalmatrizen durchlaufen werden, um den maximalen Nutzen zu finden: 

 

O

{ }n
i

ni
niOptc

n
2!,...,1|]maxarg

2!,...,1
⋅==

⋅=
 kn,[

 

abei bezeichnet  die i-te Optimalmatrix. Der Fehler 2. Art wäre dann gegeben durch  iOptD

 

Wm
C kn

−
= ,β  

 

der c-ten Optimalmatrix. Das gesuchte Monom wäre in kn,μ  abgelegt. 

 

Da insbesondere bei der Insolvenzerkennung die Skalierung der Fehler 1. und 2. Art 

wünschenswert ist, denn ein Kreditgeber möchte ein bestimmtes Kreditrisiko eingehen, ist diese 

Eigenschaft von großem Vorteil, denn ein einziges Training genügt, um eine beliebige 

kalierung der Fehlerwerte ohne weiteren Rechenaufwand vornehmen zu können. Die optimale 

Lösung ist dabei ebenfalls garantiert und rechtfertigt den hohen Rechenaufwand.  

Weiterhin kann im Vorfeld der Parameter W ränkt werden, w ehr hohe Feh r 1. Art 

von beispielsweise 60% nicht in Frage kommen sollen; dies beschleunigt die Laufzeit des 

Algorithmus. 

 

S

 besch enn s le
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4.4.4. Laufzeitanalyse 

 diesem Kapitel soll die Laufzeit des vorgestellten Algorithmus bestimmt werden. Bei der In

Ausführung entstehen die folgenden Kosten: 

 

• )( nWO ⋅  Anzahl der Zellen der Optimalmatrix die berechnet werden müssen. 

)• 
2

)1(( ⎟
⎠
⎞

⎜
⎝
⎛ −⋅
⋅

WWmO  Berechnung aller Zellen einer festen Temporärmatrix. 

• ))log(( mmWO ⋅⋅  Sortierung der Teilstichproben einer Zeile nach dem 

Verdichtungsschritt. 

• )!(nO  Anzahl der zu berechnenden Optimalmatrizen, da n! Ordnungen der n Merkmale 

existieren. 

• )2( nO  Anzahl der Schwellwertfunktionstypen bei n Merkmalen. 

 

Dies ergibt mit mW ≤  eine Gesamtlaufzeit von: 

 

( )3

 

2! mnnO n ⋅⋅⋅  

4.5. Heuristischer Lernalgorithmus 

 entwickelt werden, die das NP-schwere Problem 

 

ie Grundidee ist einfach: Jeder Iterationsschritt führt zu der Auswahl eines Merkmals sowie 

einer zugehörigen Schwelle. Dabei werden alle zuvor gewählten Schwellen in angemessener 

Form berücksichtigt. Zu diesem Zweck wird erneut ausgenutzt, dass in einem Monom ein 

es Literal mit dem Wert  dessen Gesamtwert bestimmt: 

In diesem Kapitel soll eine effiziente Heuristik

der empirischen Risiko-Minimierung für die Konzeptklasse DNF
rpC ˆ,ˆ  approximativ löst. Dazu wird

zunächst eine Heuristik zur empirischen Risiko-Minimierung der Konzeptklasse Monom
pC ˆ  

entwickelt. 

D

einzig 1−

 

 für { }pi ,...,2,1∈   falls iα∃  mit 1−=iα1...21 −=∧∧∧ pααα

 

Es wird daher in jedem Iterationsschritt diejenige Schwelle gewählt, die eine möglichst große 

Anzahl  negativer Beispiele richtig klassifiziert, bei möglichst geringer Fehlklassifikation 
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positiver Beispiele. Dies wird rechnerisch durch einen Quotienten dieser Häufigkeiten realisi

Der folgende Algorithmus leistet das gewünschte: 

ert. 

Algorithmus 6 Thresholder Heuristic Single Monom (THSM) 

 

( )( ) ( )( )( )mmnmmmn yxxyxyxxyxmU ,,...,),(,...,,,...,),(],1[ 1111111 === vv , 0>ωEingabe: , 

+∈ Np̂  

Ausgabe: Ein Monom mit Schwellwertfunktionen als Hypothese 

 

Initialisierung 

{ }mjjjj xxx ,...,, 21← nj ,...,1=  S  für 

{ }←0H  

{ }miyx ii ,...,1|),(0 =← v  U

 

0←k  

0←adv  

maxAdv 0←  

 

Wiederhole: 

        maxAdv 0←  

        Für j = 1, 2, …, n führe aus: 

                Für jedes jS∈τ  führe aus:                          

{ }k
pos Uxxnorm ∈+← )1,(|# vv                          

{ }k
neg Uxxnorm ∈−← )1,(|# vv                          

{ }
neg

above
jkabove

norm
xUxx

gain
1)()1,(|# , −=Τ∧∈−

←
vvv

τ                          

{ }
neg

below
jkbelow

norm
xUxx

gain
1)()1,(|# , −=Τ∧∈−

←
vvv

τ                          

{ }
pos

above
jkabove

norm
xUxx

loss
1)()1,(|# , −=Τ∧∈+

←
vvv

τ                          

                        
{ }

pos

below
jkbelow

norm
xUxx

loss
1)()1,(|# , −=Τ∧∈+

←
vvv

τ  
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⎭
⎬
⎫

⎩
⎨
⎧
⎜⎜
⎛

←adv max ⎟⎟
⎠

⎞
⎜⎜
⎝

⎛
⋅⎟⎟

⎠

⎞

⎝ ⋅ below

below

above

above

loss
gain

loss
gain

ωω
,                          

                        Falls adv > maxAdv so führe aus: 

                                maxAdv adv←  

                             F   alls belowabove loss
gain

loss
gain belowabove

⋅
>

⋅ ωω
 so führe aus: 

                                        ( ) ( )abovejdj kkk ,,,, maxmaxmax ττ ←  

              Sonst führe aus:                   

                                        ( ) ( )belowjdj kk ,,,, maxmaxmax ττ ←                                                                  k

        Falls maxAdv > 1 so führe aus:                 

                { }max

maxmax ,
k

kk

d
jk TH

τ
∪  1kH ←+

                { }{ }1,11)(),(|),( 11 +−∈∧=∧∈← ++ yxHUyxyxU kkk
vvv  

                1+← kk  

Solange maxAdv nd pk ˆ<   > 1 u

 

 kH  Return

 

Der Parameter ω  erlaubt eine Gewichtung der Po

Advantage-Quotienten adv. Auf diese Weise lässt sich der F

sitivbeispiele bei der Bestimmung des 

ehler 1. Art und Fehler 2. Art bis zu 

einem gewissen Grad skalieren. 

In der Praxis zeigt sich weiterhin, dass eine vereinfachte Variante des Quotienten adv bessere 

und deutlich stabilere Ergebnisse lieferte: 

 

( ) ( )( )belowbelowaboveabove lossgainlossgainadv ⋅−⋅−← ωω ,max  

 

Die Hauptschleife terminiert in diesem Szenario nicht, solange maxAdv > 0 gilt. Es ist zu 

überlegen, ob in der Praxis ein Abbruchwert größer 0 zu besserer Generalisierung führt, da so 

inzelne Merkmale, die eventuell aufgrund von einzelnen Ausreißer-Beispielen ein noch 

positives Advantage liefern, nicht in das Monom aufgenomme den.  

eiterhin wird in der Praxis ein Ausgleichsverfahren (Equalizer) für die Schwellwerte 

e

n wer

W

verwendet.  
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Dabei wird eine gewählte Schwelle so verändert, dass die Klassifikationsrate unbeeinflusst 

bleibt: 

 

( ){ }
2
|min See jjjjequalized e

j

<∧∈−+
=

τττ
τ  

 

Auf diese Weise liegt der ausgeglichene Schwellwert stets zwischen zwei Trainingsbeispielen.  

, so dass die Konzeptklasse  gelernt werden kann. 

Die Grundidee dafür ist die mehrfache Anwendung des Lernalgorithmus THSM für die Klasse 

. Diesem werden die Beispiele, die durch das erste Monom als negativ klassifiziert 

werden, erneut vorgesetzt. Durch die neu hinzugekommene Alternative besteht die Möglichkeit, 

dass gegenwärtig falsch klassifizierte Positivbeispiele ein korrektes, positives Label erhalten. Die 

uswahl von Schwellen erfolgt also nach denselben Kriterien, lediglich auf eingeschränkter 

Datenbasis. Der folgende Algorithmus leistet das Gewünschte: 

 

s istic Multiple Monoms (THMM) 

 
DNF

rpC ˆ,ˆDie Heuristik wird nun erweitert

Monom
pC ˆ

A

Algorithmu  7 Thresholder Heur

 

( )( ) ( )( )( )mmnmmmin yxxyxyxxyxmU ,,...,),(,...,,,...,),(],1[ 111111 === vv , 0>ωEingabe: , 

+∈ Np̂ , +∈Nr̂  

Ausgabe: Eine disjunktive Normalform als Hypothese 

 

Initialisierung 

{ yxU |),(← }miii ,...,10 =v  

{ }←0H  

 

Für ri ˆ,...,2,1=  führe aus: 

)( 1−← ii UTHSMμ          

        HH iii μ∪1  ← −

{ }1)(),(|),( 1 −=∧∈← − xUyxyxU ii
vvv μ          i

 

Return iH  
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4.6. Effiziente Schwellwertabtastung für Klauseln 

Die Berechnung der Wahrscheinlichkeiten für Statistical Queries, Klassifikationsraten sowie der 

 vorgestellten Algorithmus lassen sich mit Hilfe 

rung f r feste Merkmale und Schwellwertfunktionstypen einer 

Klausel optimieren. Dazu werden die Größen TP (Wahr Positiv), FP (Falsch Positiv), TN (Wahr 

ernst t. Der folgende 

 das Vorgehen für die Größen  und FN bei einer Klausellänge von 

gationen der Literale einer Klausel zur Vereinfachung nicht 

z lässt sich analog auf Klauseln

Algorithmus 5 Efficient Threshold Scan (TP, FN) 

Überdeckungsanteile für den im nächsten Kapitel

der dynamischen Programmie ü

Negativ) und FN (Falsch Negativ) anhand der L ichprobe bestimm

Algorithmus demonstriert TP

zwei. Weiterhin werden mögliche Ne

berücksichtigt. Der Ansat  beliebiger Länge verallgemeinern: 

 

 

( )( ) ( )( )( )1,,...,)1,(,...,1,,...,)1,(],1[ 11111 +=++=+= mnmmn xxxxxxmU vvEingabe: , 

{ }belowabovedd ,, 21 ∈ , { }njj ,...,1, 21 ∈  

Ausgabe: Für jede 2-S ellwertkomchw bination die Anteile TP und FN bezogen auf ],1[ mU  

 

Initialisi neru g 

{ }mjjjj xxx nj ,...,1=  S ,...,, 21←  für 

( ) ( ){ }
11211

...|.,,..., 11 jajajamm m
xxxaaaa ,.. ≤≤≤∈   // Indizes der Sortierung nach Merkm l 1j  a

( ) ( ){ } l 2j  
22

... jbm221
|,...,,..., 11 jbjbmm xxxbbbb ≤≤≤∈   // Indizes der Sortierung nach Merkma

 

( )
( )

( )⎪
⎩

⎨ =++
←

belowdfalls

bove

yy

m

mpred
m

pred

1
1 1,...,1

,...,
43421

 
⎪
⎧ =−− adfalls 11,...,1 43421

{ }←R  

 

1←i  

Für jedes 
11 jSs ∈  in aufsteigender Reihenfolge führe aus: 

        Solange sx ≤  führe aus: 11jai

                Falls 1)(
1

1

11, −=Τ ja
d

sj i
x  so führe aus: 

                        111 +← FNFN  
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                        11 FNmTP −←   

                        1−←pred
ai

y  

                Sonst führe aus: 

111 +←TPTP                          

                        11 TPmFN −←  

                        1+←pred
ai

y  

                1+← ii  

 

        
⎩

⎧ =
←

sonstm
abovedfallsTP

TP 21
2  ⎨

        
⎩
⎨
⎧ =

←
sonst

abovedfallsFN
FN

0
21

2  

 

        1←k  

        Für jedes  in aufsteigender Ordnung führe aus:                         
22 jSs ∈

                Solange 2sx jb ≤  führe aus:                                 
2k

1)(
2

2

22 , −=Τ jb
d

sj k
x                        Falls  so führe aus: 

                                Falls  so führe aus: 1−=pred
bk

y

                                        122 +← FNFN  

                                                                                         22 FNmTP −←

                        Sonst führe aus: 

                                Falls  so führe aus: 1−=pred
bk

y

122 +← TPTP                                          

                                        22 FNmTP −←  

        1+← kk                  

                        ( ){ }2221 ,,, FNTPssRR ∪←  

 

n R Retur

 

Die Berechnung der Größen FP und TN erfolgt vollständig analog anhand der negativen 

Beispiele der Lernstichprobe. 
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4.7. Lernalgorithmus durch Statistical Queries 

Zum leichteren Verständnis und um die Verwandtschaft zum Algorithmus von Haussler (siehe 

[Hau88]) zu verdeutlichen, werden zunächst konjunktive Normalformen gelernt. Diese können 

anschließend in eine disjunktive Normalform überführt werden. Als Grundlage für die erste 

Phase dient die Konzeptklasse Klausel
pC ˆ . Für die Klasse KNF

rpC ˆ,ˆ  wird der Parameter +∈Nr̂  fixiert. 

Der folgende Algorithmus stellt im Modell mit Rauschen auf der Klassifikation die Ko

mit den positiven Beispielen her. Die genaue Analyse des Algorithmus und die Herleitung der 

Genauigkeitsparameter ist nicht Thema dieser Arbeit, sondern wird in der zugehörigen 

Publikation (siehe [WT08]) genau behandelt. 

nsistenz 
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Algorithmus 8 ss (Phase 1: Hau ler Kearns Prune Stage) 

 

( )( ) ( )( )( )1,,...,)1,(,...,1,,...,)1, 11111 +Eingabe: (],1[ =++=+= mnmmn xxxxxxmU vv , +∈ Nr̂ , 0>ε   

Ausgabe: M ,engen  von Klauseln, konsistent mit den Positivbeispielen   
*

,...1 βRR

 

Initialisierung 

⎡ ⎤
⎩
⎨
⎧

←
1

ˆ2r
z

=
>⋅

1ˆ
1ˆ)2ln(

rfalls
rfallsε

 

⎥⎦
⎥

⎢⎣
⎢←

z4
ε  1γ

( )⎥⎦
⎥

⎢
⎣

⎢
+

←
64

2

2 ε
εγ  

{ }21* ,min γγγ ←  

( )( )⎥⎦⎢⎣ −− 121*γ
⎥
⎥

⎢
⎢

2
3

0

0

η
η

 ←*β

Berechne 
m

TNXPe c =−==− )1)((ˆ ,1  für alle Klausel
pCc ˆ∈cY −= ,1  

Berechne 
m

FNYPe == )(ˆ  für all  Klausel
pCc ˆ∈  Xcc −=+=+ 1)(,1,1 e

)1(ˆBerechne 1 +== YPe  +

 

Für ,...,1 *β=i  führe aus: 

        
( )

*

ˆ
β

21 η
η b←  

i −

        { }←iR  

        Für alle Klausel
pCc ˆ∈  führe aus: 

                Berechne 
( )( )

η
ηη

ˆˆ
ˆˆˆˆ1

)1)(|1)((ˆ
1

,1,1
, −

− −
=+=−==

+

−+

e
ee

gXcPp cc
ic  X

                Falls 
z

p ic 2
ˆ ,

ε
≤  führe aus: 

                        { }cRR ii ∪←  

Return ( )
*

,...,1 βRR  
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Die zweite Phase des Algorithmus gewinnt die finalen Hypothesen durch Überdeckung der 

Negativbeispiele mit Hilfe der Klauseln aus den Mengen ( )
*

,...,1 βRR . Dem Algorithmus steht d

in Phase 1 berechnete Variable *

ie 

β  weiterhin zur Verfügung. 
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Algorithmus 9 (Phase 2: Haussler Kearns Covering Stage) 

 

( )( ) ( )( )( )1,,...,)1,(,...,1,,...,)1,(],1[ 11111 −=−−=−= mnmmn xxxxxxmU vvEingabe: , , +∈Nr̂ 0>ε  

Ausgabe: Konjunkt alformen ive Norm { }
*

,...,, 21 βHHH  als Hypothesen 

 

Initialisierung 

*,...,1 β=iFür  führe aus: 

{ }1,...,1|),( −=∧=← ijji ymjyxU v          

{ }←iH          

1ˆ ←iq          

 

0←j  

Solange  führe aus: rj ˆ<

1+← jj          

*,...,1 β=i        Für  führe aus: 

                
( )

*

021ˆ
β

η
η

−
←

i
 

                )( )( )1(1ˆ21
ˆ)1(ˆ
−=−−

−−=
←

Y
YP

η
η

P
θ  // Es gilt  für ηθ ˆˆ = 21)1( =−=YP  

                 

                Falls θ̂ˆ >iq  so führe aus: 

                        ( ){ }mjxcyxc jjj
Rc

i
i

,...,11)(|,maxarg =∧−=←
∈

v v v  

( ){ }mjxcyxUU jijjii ,...,11)(|, =∧−=−← vvv                          

                        i{ }ii cRR −←  

{ }iii cHH ∪←                          

m
U

q i
i

#ˆ ←                          

 

{ }
*

,..., βH  , 21 HHReturn 
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Da für die praktische Anwendung disjunktive Normalformen gelernt werden sollen, muss ein

entsprechende Anpassung erfolgen. Es gilt wie bisher (sie  4.1.2): 

 

e 

he Kapitel

( ) ( ) ( )
rrprrppr αααααααααμμμλ ∧∧∧∨∨∧∧∧∨∧∧∧=∨∨∨= ............... 21222211121121 21

 

 

Die disjunktive Normalform ist gegeben durch: 

 

       λ  ( )rμμμ ∨∨∨= ...21  

( )rμμμ ∨∨∨= ...21  

( ) ( ) ( )
rrprrpp ααααααααα ∧∧∧∨∨∧∧∧∨∧∧∧= ............ 212222111211 21

 

( ) ( ) ( )
rrprrpp ααααααααα ∧∧∧∧∧∧∧∧∧∧∧∧= ............ 212222111211 21

 

( ) ( ) ( )
rrprrpp ααααααααα ∨∨∨∧∧∨∨∨∧∨∨∨= ............ 212222111211 21

 

 

Auf diesem Wege kann die Logik des Algorithmus beibehalten werden. Es ist lediglich 

notwendig, die Teilstichproben der beiden Phasen zu vertauschen. In Phase 1 wird die 

Konsistenz mit den negativen Beispielen erzielt, indem lediglich Klauseln herangezogen werden, 

die das Label +1 liefern. Durch die äußere Negation wird dann das korrekte Label zugewiesen.  

In Phase 2 werden Klauseln zur Überdeckung gewählt, die der jeweils maximalen Anzahl von 

Positivbeispielen das Label -1 zuweisen. Die Berechnung der Wahrscheinlichkeit muss dann 

entsprechend angepasst werden zu: 

 

( )( )
η
ηη

ˆˆ
ˆˆˆˆ1

)1)(|1)((ˆ
1

,1,1
, −

−−
=−=+==

−

+−

e
ee

XgXcPp cc
ic  

 

Die einzelnen Merkmale der Klauseln sind entsprechend der obigen Umformung zu negieren. 

Also ist stets . Dabei is  die Menge aller Klauseln, deren Literale jeweils 

negiert sind. 

 

 Klausel
pCc ˆ¬∈ t Klausel

pC ˆ¬
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4.8. Rademacher-Komplexität der vorgestellten Konzeptklassen 

 diesem Kapitel soll die Rademacher-Komplexität anhand einer Abschätzung für die 

asse  bestimmt werden. Dazu wird zunächst die Größe der Konz tklasse

lgemeinen ist 

In

Konzeptkl ep  C  DNF
rnC ,

Monom
n

nach oben abgeschätzt. Es gilt: 
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( ) 121# −+= nMonom
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Diese Formel lässt sich direkt auf die Konzeptklasse DNF
rnC ˆ,  anwenden und nach oben abschätzen

durch: 

 

 

( ) ( )( )rn
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n
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rn mr
i
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1
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Die Anzahl der Funktionen in Patternklasse und Konzeptklasse ist gleich, da die Verlustfunktion 

stets fix s Die Bezeichnungen er Patternklassen sind völlig analog zu den Bezeichnungen 

der Konzeptklassen gewählt. Daher folgt für die Rademacher-Komplexität: 
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______________________________________________________________________________ 

Für die Insolvenzvorhersage mit m = 400, n = 18 und r = 3 (siehe Kapitel 5) ergibt sich: 

 

( )( ) 77,0140021ln2
400
1)( 18

3 ≈−⋅+⋅≤ΡMonom
mrc  

( )( )( ) 35,11400213ln2
400
1)(

318
3,18 ≈−⋅+⋅⋅≤ΡDNF

mrc  

 

Für die Hotspotidentifikation mit m = 3672, n = 20 und 7ˆ =r  (siehe Kapitel 6) ergibt sich: 

 

( )( ) 31,01367221ln2
3672
1Monom )( 20

20 ≈−⋅+⋅≤Ρmrc  

( )( )( ) 82,0367221ln720)7ln(2
3672
1)( 7,20 ≈⋅+⋅⋅+⋅≤ΡDNF

mrc  

 

dung auf das Problem der Hotspot-Identifikation 

usätzlich auf  eingeschränkt. Daraus ergibt sich eine Rademacher-Komplexität von: 

 

Die Konzeptklasse DNF
rpC ˆ,ˆ#  wird bei Anwen

 ˆ =p 2z
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Eine Beschränkung der Literale pro Monom senkt die Rademacher-Komplexität also stark ab. 
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5. Anwendung auf das Problem der Insolvenzerkennung 
Im Folgenden sollen die vorgestellten Verfahren auf das Problem der Insolvenzerkennung 

angewendet werden. Dieses Kapitel soll Aufschluss über die verwendeten Jahresabschlussdaten 

und die damit verbundenen Probleme bei deren Auswahl geben, um repräsentative Ergebnisse 

gewinnen zu können. Anschließend soll auf die in dieser Arbeit verwendeten Kennzahlen 

ingegangen werden. Zum Abschluss werden die vorgestellten Verfahren zur 

.1. Einführung 

Ein wichtiger Teil bei einer Insolvenzerkennung ist die Jahresabschlussanalyse (siehe [BS96], 

[D06] und [BE00]). Dabei wird versucht, die Bonität von Unternehmen anhand ihrer 

Jahresabschlüsse einzuschätzen. In diesem Rahmen werden Bilanzkennzahlen genutzt, um zum 

einen Vergleichbarkeit zu anderen Unternehmen herstellen zu können und zum anderen 

verschiedene Information kompakt darzustellen. Nur auf diese Weise kann eine Analyse auf 

aussagekräftigen Merkmalen vorgenommen werden. Es ist jedoch leicht einzusehen, dass eine 

Jahresabschlussanalyse keine eindeutigen Ergebnisse erzielen kann, da die Faktoren für die 

Insolvenz eines Unternehmens zu komplex sind, ls dass sie allein in Jahresabschlussdaten 

erfasst sein könnten. 

Da Jahresabschlussanalysen sehr aufwändig sind, und die Verarbeitung zahlreicher Merkmale 

(Kennzahlen) für den Menschen nur begrenzt bis gar nicht möglich ist, besteht eine Nachfrage 

nach automatisierten Verfahren.  

Ziel ist es außerdem, die Effizienz der Verarbeitung von Kreditanfragen zu steigern, da meist 

eine Vielzahl von Kreditnehmern existiert. 

Da Jahresabschlussdaten eine Form von quantitativen Daten sind, bietet es sich an statistische 

Verfahren anzuwenden, insbesondere die Verfahren des maschinellen Lernens. 

Um eine Analyse vornehmen zu können, ist also zunächst die Frage nach geeigneten Merkmalen 

(Kennzahlen) zu klären. In diesem Zusammenhang besteht die Anforderung der Objektivität 

iehe [D06]) der Merkmalsauswahl, die im Falle der subjektiven Auswahl von Experten häufig 

verletzt ist. Es ist jedoch nicht von der Hand zu weisen, dass eine subjektive Auswahl auch den 

Einfluss von Erfahrungswerten enthält und daher, wenn auch statistisch nicht begründbar, 

durchaus Sinn macht. Bei der Anwendung von statistischen Verfahren und insbesondere denen 

des maschinellen Lernens besteht permanent die Gefahr des Lernens von Artefakten, die in 

einem speziellen Testszenario viel versprechend erscheinen, jedoch nicht zu verallgemeinern 

e

Insolvenzvorhersage miteinander verglichen und bewertet. 

 

5

a

(s
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sind. Daher kann eine automatisierte Merkmalsauswahl häufig auf Eigenheiten innerhalb eines 

atensatzes zurückzuführen sein, wenn diese nicht nach bestimmten Kriterien erfolgt. 

Eine weitere Anforderung an ein Verfahren ist die Minimierung bzw. Skalierbarkeit des Fehlers 

1. Art. In der Testtheorie wird mit dem Fehler 1. Art die Wahrscheinlichkeit die Nullhypothese 

abzulehnen bezeichnet, obwohl sie wahr ist. Im Falle der Insolvenzerkennung ist die 

Nullhypothese „Das Unternehmen ist insolvent“ und damit der Fehler 1. Art die 

ahrscheinlichkeit ein Unternehmen fälschlicherweise als solvent einzustufen. In diesem Fall 

 dies n 

chaden. Dies steht im Gegensatz zum Fehler 2. Art, bei dem ein solventes Unternehmen 

fälschlicherweise als insolvent eingestuft wird und somit dem Kreditgeber ein 

Opportunitätsverlust entsteht (siehe [BS96]). 

Eine weitere Anforderung ist die Transparenz des Verfahrens (siehe [D06]). Im ormalfall wird 

die Bewilligung einer Kreditanfrage nicht alleine durch ein automatisiertes Verfahren 

entschieden. Daher wird erforderlich, dass die Ursachen für eine Einordnung nachvollziehbar 

den 

5.2. Datenlage 

Das erste Problem zur Validierung eines Modells zur Insolvenzvorhersage ist die Beschaffung 

rauchbarer Trainings- und Testdaten. Mehrere Anläufe, brauchbare Daten zu beschaffen, 

urch persönliche Korrespondenz konnten zum einen Daten des Kreditversicherers Coface 

beschafft werden, die sich jedoch als Grundlage der Analyse nicht eignen. Dieser Datensatz 

besteht aus 475 solventen und 473 insolventen Jahresabschlüssen von insgesamt 100 

Unternehmen. Die Datenlage an sich ist zu gering, um eine Gruppierung der Unternehmen nach 

Branchen vorzunehmen. Des Weiteren erweist sich die Bildung von Kennzahlen als unmöglich, 

da die meisten Positionen der Jahresabschlüsse keine Werte besitzen. Lediglich eine Position ist 

von 93% der Unternehmen befüllt. Die verbleibenden Positionen liegen schnell unter 50% und 

weniger.  

Da an diesem Datensatz lediglich eine Analyse auf Rohmerkmalen möglich ist, die wirtschaftlich 

aber weder anerkannt noch Sinn zu machen scheint, werden die Experimente auf einem 

Datensatz des Verbandes der Vereine Creditreform e.V. durchgeführt.  

D

W

erhält der Kreditgeber den Kreditbetrag nicht zurück und  bedeutet hohen wirtschaftliche

S

 N

bleiben, bzw. dass erlernte Zusammenhänge angemessen darstellbar sind, um gegebenenfalls 

Wirtschaftsexperten bei der nachfolgenden Analyse zu unterstützen. 

 

b

scheiterten in diesem Projekt. 

D
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Die vom Verband der Vereine Creditreform e.V. angebotene Datenbank DAFNE (siehe 

[DAFNE]) kann für einen Pauschalpreis abboniert werden und stellt Jahresabschlüsse von rund 

 und 

ind. Die Daten 

 anderen Arbeiten, insbesondere in 

er von Uthoff (siehe [U97]) verwendet werden. 

en, ist die Gewinnung der Labels (Solvent/Insolvent) 

ch deutschem Recht ist die Bekanntgabe des Beginns eines 

h 

etaillierten 

eit 

e Pflege der Solvent/Insolvent Informationen. Dementsprechend liegen 

lich insolvente Unternehmen zu finden sind, die eine 

is 

etwa 100:1 entspricht. Daher wäre bei einer 

 

on 

hren 

90.000 Unternehmen zur Verfügung. DAFNE ist im Rahmen des Projekts abonniert worden

bietet eine relativ vollständige Datenbasis, inklusive mehrerer Jahresabschlüsse pro 

Unternehmen. Ein Unternehmen wird dann durch den jeweils neuesten Jahresabschluss 

repräsentiert, da davon ausgegangen werden muss, dass Zeichen für eine bevorstehende 

Insolvenz in älteren Jahresabschlüssen unter Umständen schwerer erkennbar s

erlauben die Bildung verschiedener Kennzahlen, die auch in

d

Trotz der großen Anzahl von Unternehm

sehr problematisch. Na

Insolvenzverfahrens gegen ein Unternehmen nur 14 Tage öffentlich zugänglich zu machen. Nac

dieser Frist stehen Details über den Status des Insolvenzverfahrens nur mit Hilfe von d

Informationen über das Schuldnerunternehmen durch eine Suchfunktion beim 

Bundesministerium (siehe [BDI]) zur Verfügung.   

Eine skriptgesteuerte Auswertung dieser Datenbank im Rahmen einer wissenschaftlichen Arb

ist wie erwartet nicht zulässig. Das ist auch durch eine persönliche Korrespondenz mit dem 

Bundesministerium nochmals bestätigt worden. 

Dieses Problem kommt auch in der Datenbank DAFNE der Creditreform zum Tragen und 

erschwert demnach di

lediglich 220 insolvente Unternehmen verschiedener Branchen vor.  

Aufgrund dieses Szenarios ist zu erwarten, dass auch in der Auswahl solventer Unternehmen 

einige, wenn auch wenige, tatsäch

Verzerrung verursachen können. Eine Statistik der Creditreform e.V. besagt, dass das Verhältn

von solventen zu insolventen Unternehmen 

Datenlage von 90.000 Unternehmen mit etwa 900 insolventen Unternehmen zu rechnen, jedoch

lediglich 24% dieser Menge liegen tatsächlich vor. 

Aufgrund dieser Tatsachen ist eine Branchengruppierung nur mit einer Merkmalseinschränkung 

möglich: Wird eine Gruppierung nach Branche vorgenommen, so entstehen kleine Gruppen v

maximal 29 Unternehmen, die bei der Verwendung mehrerer Kennzahlen keine repräsentativen 

Ergebnisse liefern können, denn es besteht die Gefahr, dass durch reinen Zufall trennscharfe 

Merkmale existieren, die einzig und allein auf die Zusammensetzung der Daten zurückzufü

sind und dadurch die Generalisierung schlecht ist. 
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Alternativ können mehrere Branchen in einem Datensatz verarbeitet werden, wodurch allerding

mit einer größeren Inhomogenität zu rechnen ist.  

s 

Nach dieser 

 Analyse bilden 

. 

men 

en exakt 

e besitzt. Dies soll vor allem gegen dem Einwand 

r Trainingsstichprobe in 

ie Bewertung ein, so dass die Vorhersage eines häufig vorkommenden Labels wahrscheinlicher 

ist.  

üsse sind im Bezug auf die angegebenen Positionen und 

rieben, 

Um die Daten geringfügig zu homogenisieren, werden alle insolventen Unternehmen entfernt, 

die alleinige Vertreter einer Branche im Datensatz sind. Anders ausgedrückt, jede Branche wird 

nach der Bereinigung von mindestens zwei Unternehmen im Datensatz repräsentiert. 

Selektion liegen noch 177 insolvente Unternehmen vor, die die Grundlage für die

sollen. 

Die Auswahl vergleichbarer solventer Unternehmen geschieht auf zufälliger Basis nach Profilen

Das heißt für jedes insolvente Unternehmen wird genau ein zufälliges, solventes Unterneh

aus derselben Branche gezogen, so dass die Stichprobe der solventen Unternehm

dieselbe Anzahl an Repräsentanten pro Branch

vorbeugen, dass branchenspezifische Merkmale für eine Trennung verantwortlich sind. 

 

Die Erkennung insolventer Unternehmen besitzt eine höhere Priorität. Daher macht es Sinn, 

dieselbe Anzahl solventer sowie insolventer Unternehmen zu verwenden, denn bei Verfahren des 

maschinellen Lernens gehen die Häufigkeiten der einzelnen Labels de

d

 

5.3. Behandlung von fehlenden Werten in Jahresabschlüssen 

Die vorliegenden Jahresabschl

Kennzahlen lückenhaft. Dies ist ein häufiges Problem bei Jahresabschlussanalysen, dem auf 

verschiedene Weisen begegnet werden kann.  

Eine mögliche Lösung des Problems ist es, wie bereits von Uthoff (siehe [U97]) besch

einen unvollständigen Jahresabschluss von der Analyse auszuschließen. Dies kommt jedoch 

aufgrund der spärlichen Datenlage insolventer Unternehmen nicht in Frage.  
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Alternativ kann der volle Datensatz in Kombination mit einer der folgenden 

Vervollständigungsstrategien verwendet werden: 

 

• S1 Der Datensatz wird in seiner unvollständigen Struktur in die Analyse einb

• S2 Das fehlende Merkmal wird in der Analyse durch einen Schätzwert ersetzt 

o S2a Der Wert wird gleich 0 gesetzt 

o S2b Merkmalsspezifischer Mittelwert: Bildung des Mittelwertes über alle zur 

Verfügung stehenden Datensätze 

o S2c Gruppenspezifischer Mittelwe

ezogen 

rt: Bildung des Mittelwertes über die 

hätzungen 

s vermieden werden, da nur sehr wenige 

en zurückgreifen, sollten den 

 wahrhaftige Klassifikation 

 

ie haben weiterhin eine wichtige Funktion 

s 

 

Datensätze einer Gruppe (Solvent/Insolvent) 

• S3 Unvollständige Merkmale werden von der Analyse ausgeschlossen 

 

Die Auswahl der Strategie ist nicht zwingend für alle Verfahren gleich zu treffen. Im Falle der 

MDA ist die Strategie S2a nicht geeignet, da Null-Werte die Erwartungswertsc

erheblich stören können. Strategie S3 sollte ebenfall

Jahresabschlüsse (maximal drei pro Merkmal) einen fehlenden Wert aufweisen. Aus diesen 

Gründen ist Strategie S2 die angemessene Variante. 

Alle Verfahren die auf Distanzen und Schätzung

gruppenspezifischen Mittelwert S2c als Schätzer verwenden, um die Verzerrung möglichst 

gering zu halten. Für die Validierungsstichprobe hingegen muss der merkmalsspezifische 

Mittelwert S2b verwendet werden, da ansonsten Information über die

in die Validierungsstichprobe einfließt, was zu nicht repräsentativen Ergebnissen führen kann.

 

5.4. Kennzahlen und Jahresabschlüsse 

Betriebswirtschaftliche Kennzahlen werden vorwiegend für die Beurteilung von Unternehmen 

oder deren Teilbereiche eingesetzt (siehe [SH01]). S

bei der Festlegung und anschließenden Überprüfung von Unternehmenszielen. Dabei sollen sie 

bestimmte Sachverhalte möglichst gut darstellen, um Probleme innerhalb eines Unternehmens 

erkennen zu können oder generell Informationen liefern. Weiterhin dienen sie der Kontrolle eine

Unternehmens und schaffen Möglichkeiten für die Dokumentation und Koordination. Das 

vordergründige Ziel besteht darin, Informationen zu verdichten, so dass sie für einen bestimmten

Sachverhalt eine deutliche Aussagekraft besitzen. 
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In Deutschland schreibt das Handelsgesetzbuch (HGB) vor, welche Unternehmen Daten ihrer 

Geschäftstätigkeit offen legen müssen. Unternehmen mit internationalem Tätigkeitsbereich 

tsberichte. Aus den Positionen der Bilanz oder der Gewinn- und Verlustrechnung lassen 

n daher 

 Rahmen der Öffentlichkeitsarbeit einen Teil ihrer Kennzahlen auf freiwilliger Basis. 

mengefasst werden, die wiederum auf logischen, empirischen oder hierarchischen 

usammenhängen beruhen. Sie werden je nach System eingesetzt, um Informationen stark zu 

verdichten oder um Aufgaben im Bereich der Planung, Steuerung und Kontrolle zu unterstützen. 

rsuchen 

für die Geschäftstätigkeit wichtigen Kennzahlen, 

n. 

 

Kennzahlen bilden die Basis für das Treffen von Managemententscheidungen. Dies ist zugleich 

einer der wichtigsten Verwendungszwecke und steht in einem direkten Zusammenhang zu dem 

Gedanken der Informationsverdichtung. Die Unternehmensdaten werden für die 

Entscheidungsträger aufbereitet, um Entscheidungsprozesse zu vereinfachen und zu 

beschleunigen. Auswirkungen lassen sich in der Folge relativ einfach überprüfen. 

Weiterhin werden Kennzahlen häufig in zwei Kategorien gegliedert, die absoluten und die 

relativen Kennzahlen. Bei den absoluten Kennzahlen ist der Informationsgehalt durch die 

unterliegen mitunter weiteren Vorschriften zur Offenlegung von Daten (z.B. nach US-GAAP 

oder IFRS/IAS). Welche Daten zu veröffentlichen sind, hängt in der Regel von der Größe und 

der Rechtsform des Unternehmens ab. 

Zu den Daten, die veröffentlicht werden müssen, zählen vor allem Jahresabschlüsse und 

Geschäf

sich dann Kennzahlen berechnen. Mitunter werden aber auch Kennzahlen direkt angegeben. Dies 

gilt insbesondere für solche Kennzahlen, die für das jeweilige Unternehmen einen besonderen 

Stellenwert besitzen. 

Über ihre Offenlegungspflicht hinaus ist es den Unternehmen, bis auf wenige Ausnahmen, 

freigestellt, weitere Informationen zu veröffentlichen. Viele Unternehmen veröffentliche

im

Die Berechnung von Kennzahlen ist jedoch weitestgehend nicht standardisiert und variiert 

international. Aufgrund dessen ist ein länderübergreifender Unternehmensvergleich im 

Allgemeinen nicht möglich. 

Kennzahlen, die in Beziehung zueinander stehen, können zu einem Kennzahlensystem 

zusam

Z

 

Ein weiteres Einsatzgebiet von Kennzahlen ist das so genannte Benchmarking. Dabei ve

Unternehmen möglichst ähnliche Fremdunternehmen zu finden, um eine Vergleichbarkeit 

herzustellen. Auf der Basis von ausgewählten, 

wird versucht, die eigene Stellung im Vergleich zu den Fremdunternehmen bewerten zu könne

Einem Unternehmen wird damit aufgezeigt, in welchen Bereichen es sich lohnt Prozesse und

Strategien zu optimieren. 
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Aussagekraft der Zahl selbst definiert. Dies ist z.B. bei Cash-Flow und EBIT

repräsentieren in der Regel feste Werte in der ents

 der Fall. Diese 

prechenden Währung, aber auch die 

itarbeiterzahl ist streng genommen eine absolute Kennzahl. Relative Kennzahlen hingegen 

ufig 

Di

Unternehm ind 

dann n ennzahl zu steigern und arbeiten 

ge

 

hreibung 

en 

 

 mit 18 

fragungen 

M

werden normalerweise aus zwei in Beziehung zueinander stehenden Kennzahlen gebildet (hä

durch Quotientenbildung). Dadurch soll die Aussagekraft erhöht werden. 

e Verwendung von Kennzahlen geht mitunter so weit, dass sie, vorwiegend bei großen 

en, sogar zur Gehaltsbestimmung der Mitarbeiter herangezogen werden. Letztere s

atürlich daran interessiert, den Wert einer K

gebenenfalls effizienter.  

5.5. Kennzahlenauswahl und Besc

Für die Experimente ist eine Kennzahlenauswahl zu treffen. Das System orientiert sich an dem 

von Uthoff angewandten Kennzahlensystem (siehe [U97]). Es werden außerdem Kennzahl

gebildet, die von Uthoff als besonders trennscharfe Größen identifiziert worden sind. Es muss

des Weiteren berücksichtigt werden, welche Kennzahlen überhaupt auf der Grundlage der 

vorliegenden Daten gebildet werden können. Als Resultat ergibt sich das folgende System

Kennzahlen. Qualitative Kennzahlen, die beispielsweise durch Managementbe

ermittelt werden, sollen nicht Gegenstand der Analyse sein. 
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Nr. Kennzahl Block Herkunft 

1 Jahresüberschuss / Jahresfehlbetrag Tsd EUR Erfolgskennzahl Creditreform 

2 Cash-Flow Tsd EUR  Erfolgskennzahl Creditreform 

3 Current Ratio  Liquiditätskennzahl Creditreform 

4 Eigenkapitalrentabilität (%)  Rentabilitätskennzahl Creditreform 

5 Gesamtkapitalrentabilität (%)  Rentabilitätskennzahl Creditreform 

6 Return on Investment (%)  Rentabilitätskennzahl Creditreform 

7 Verschuldungsgrad  Kennzahl zur Kapitalstruktur Creditreform 

8 Eigenkapitalquote (%)  Kennzahl zur Kapitalstruktur Creditreform 

9 Dynamischer Verschuldungsgrad  Kennzahl zur Kapitalstruktur Creditreform 

10 Working Capital Tsd EUR  Kennzahl zur Kapitalstruktur Creditreform 

11 EBIT Tsd EUR  Erfolgskennzahl Creditreform 

12 EBITDA Tsd EUR  Erfolgskennzahl Creditreform 

13 Fremdkapitalquote (%)  Kennzahl zur Kapitalstruktur Uthoff 

14 Net Working Capital (%)  Liquiditätskennzahl Uthoff 

15 Cash-Flow/Fremdkapital Erfolgskennzahl Uthoff 

16 Working Capital/Gesamtkapital Kennzahl zur Kapitalstruktur Uthoff 

17 Reingewinn/Gesamtkapital Erfolgskennzahl Uthoff 

18 Cash-Flow/Kurzfristiges Fremdkapital Erfolgskennzahl Uthoff 

Tabelle 1: Kennzahlensystem 

 

Die verwendeten Kennzahlen sollen im Folgenden kurz beschrieben, und ihre Berechnungsweise

erläutert werden. Dazu sind verschiedene Quellen (siehe [SH01], [PS07] und [H06]) 

herangezogen worden. Die von Uthoff (siehe [U97]) verwendeten Kennzahlen werden 

zusammenfassend und allg

 

emein beschrieben. 
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5.5.1. Jahresüberschuss / Jahresfehlbetrag Tsd EUR 

Der Jahresüberschuss ist das positive Geschäftsergebnis eines Geschäftsjahres und spiegelt de

Erfolg eines Unternehmens wider. Nimmt dieser einen negativen Wert an, so liegt ein 

Jahresfehlbetrag vor. Der Jahresüberschuss wird in der Gewinn- und Verlu

n 

strechnung eines 

Unternehmens angegeben. 

 

Jahresüberschuss / Jahresfehlbetrag 

 

 Erträge - Aufwendungen =

 

on 

zmittel an, da die periodisch 

erwirtschafteten Finanzmittel zumeist sofort wieder im Leistungsprozess eingesetzt werden. 

Verliert ein Unternehmen in einer Periode Kapital, so liegt ein negativer Cash-Flow vor. Die 

Berechnung des Cash-Flows ist nach dem US-GAAP (Generally Accepted Accounting 

Principles) sowie auch nach dem deutschen HGB im Rahmen einer Quartals- oder 

Jahresabschlussrechnung für Aktiengesellschaften und Kommanditgesellschaften auf Aktien 

verbindlich vorgeschrieben.  

Es wird mit dem Cash-Flow versucht, die tatsächlichen Zahlungsströme zu ermitteln, die im 

bilanziellen Ergebnis eines Unternehmens so nicht erkennbar sind, da sie beispielsweise 

Abschreibungen und Rückstellungen enthalten.  

5.5.2. Cash-Flow 

Der Cash-Flow beschreibt das periodisch erwirtschaftete Finanzvolumen, das für die Zwecke v

Investitionen, Schuldentilgung und in Höhe des Gewinns zur Ausschüttung genutzt werden 

könnte – oder auch mit Ausnahme der Gewinnausschüttung schon genutzt wurde. 

Er ist ein Maßstab für die Selbstfinanzierungskraft eines Unternehmens und zeigt die finanzielle 

Flexibilität und finanzielle Unabhängigkeit von außenstehenden Geldgebern an.  

Der Cash-Flow zeigt also keine tatsächlich verfügbaren Finan
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Darüber hinaus wird versucht, die folgenden Sachverhalte näher zu analysieren: 

•  

• chuldentilgung, Zinsza schüttung an

r vorhanden? 

• en? (Ein negative ere Jahr

iner Insolvenz)

Der Cash-Flow soll also weniger reale Handlungsmöglichkeiten beschreiben, sondern vielmehr 

Beziehungen zwischen dem Erfolgs- und Finanzbereich abbilden, die auf dem in einer Periode 

erwirtschafteten Finan

läs iger Cash-F

s chuldungsgrad füh  

l spotential des Unternehmens wird folglich eingeschränkt. 

o erechnungsweisen des Cash-Flows näher erläutert. Der Cash-Flow in 

e  so genannte Brutto-C e

r ash-Flow dar. Aus d  lässt sich der Netto-

 über die Fäh ntilgung und

k  erlaubt, da F en 

gsw ie nach der e hen 

n n addi Größe wird d ch als 

bereinigter Cash-Flow bezeichnet. A iederum lässt sich der Free-

ash-Flow, also der frei verfügbare Cash-Flow, ermitteln. Dieser verdeutlicht, welche Mittel für 

fter 

 

Kann ein Unternehmen aus eigener Kraft Investitionen tätigen?

Wieviel Geld ist für S hlung und zur Aus  

Gesellschafte

Ist eine Insolvenz zu erwart r Cash-Flow über mehr e führt mit 

hoher Wahrscheinlichkeit zu e  

 

züberschuss aufbauen. 

Es st sich jedoch sagen, dass ein niedr low zu einer Schwächung des Eigenkapitals 

und omit zu einem erhöhten Vers rt. Daraus folgt in der Regel eine wachsende

Zins ast. Das Wachstum

Im F lgenden werden die B

sein r einfachsten Form ist der ash-Flow. Er stellt den gesamt n vom 

Unte nehmen erwirtschafteten C em Brutto-Cash-Flow

Cash-Flow berechnen, der eine Aussage igkeit zur Schulde  

Rüc lagenbildung eines Unternehmens aktoren wie Steuern und Privatentnahm

herausgerechnet, d.h. subtrahiert werden. Zahlun irksame Erträge, d igentlic

Bila zierung getätigt werden, müssen hingege ert werden. Diese aher au

us dem Netto-Cash-Flow w

C

die Dividenden der Aktionäre bzw. Gesellschafter verbleiben. Dabei werden Desinvestitionen 

(Gegenteil von Investitionen) addiert, denn es handelt sich dabei um den Erlös verkau

Vermögensgegenstände. 
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Brutto-Cash-Flow 

 

= Jahresüberschuss / Jahresfehlbetrag 

+ Abschreibungen 

- Zuschreibungen 

+ Zunahme der langfristigen Rückstellungen inklusive Pensionsrückstellungen und Sonderposten 

mit Rücklagenanteil 

- Abnahme der langfristigen Rückstellungen inklusive Pensionsrückstellungen und Sonderposten 

mit Rücklagenanteil 

 

Netto-Cash-Flow 

 

= Brutto-Cash-Flow 

- Steuern 

- Privatentnahmen bei Personengesellschaften 

- Rücklagenauflösung 

+ Rücklagenzuführung 

 

Free-Cash-Flow 

 

= Netto-Cash-Flow 

- Investitionen (aus Geschäftstätigkeit: Ersatz- und Erweiterungsinvestionen) 

+ Desinvestitionen 

 

5.5.3. Current Ratio (Liquidität 3. Grades) 

Die Liquidität 3. Grades ist eine Liquiditätskennzahl, die das Verhältnis des kurzfristigen 

Umlaufvermögens zu den kurzfristigen Verbindlichkeiten eines Unternehmens angibt. Unter 

kurzfristigem Umlaufvermögen wird die Liquidierbarkeit innerhalb eines Jahres bzw. Vorräte, 

die durch Kundenzahlungen gedeckt werden, verstanden. Kurzfristige Verbindlichkeiten 

bezeichnen die Fälligkeit innerhalb eines Jahres. 

Die Liquidität 3. Grades ist also eine Verhältniszahl mit Einbeziehung der 

Wiedergeldwerdungsdauer. Gerade das ist für ein Unternehmen besonders wichtig, denn sowohl 
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kurzfristiges Umlaufvermögen als auch kurzfristige Verbindlichkeiten sind in der Regel gut 

eeinflussbar. 

n nicht in der Lage die 

gen 

n. Folglich muss es gegebenenfalls Anlagevermögen 

s steht auf die folgende Art und Weise mit 

em Working Capital in Verbindung: 

apital > 0 

er’s Rule“). 

b

Ist der Wert der Liquidität 3. Grades kleiner als 1, so ist ein Unternehme

kurzfristigen Verbindlichkeiten (Forderungen von Lieferanten und anderen kurzfristi

Gläubigern) selbstständig zu decke

verkaufen oder, sofern überhaupt möglich, langfristige Verbindlichkeiten aufbauen, um diese 

Deckungsbeträge zu erlangen. Die Liquidität 3. Grade

d

 

• Liquidität 3. Grades = 1  Working Capital = 0 

• Liquidität 3. Grades > 1  Working C

• Liquidität 3. Grades < 1  Working Capital < 0 

 

Für die Liquidität 3. Grades wird i.A. ein Prozentsatz um die 20% gefordert („Bank

Jedoch wird eine unnötig hohe Liquidität im Regelfall zu Lasten der Rentabilität gehen. 

 

Current Ratio (Liquidität 3. Grades) 

 

= Kurzfristiges Umlaufvermögen / Kurzfristige Verbindlichkeiten 

 

5.5.4. Eigenkapitalrentabilität 

Die Eigenkapitalrentabilität gehört zu den Rentabilitätskennzahlen und zeigt den Grad der 

Verzinsung des von Kapitalgebern investierten Kapitals innerhalb einer Rechnungsperiode an. 

Der so genannte Leverage-Effekt kann die Finanzneutralität der Kennzahl aufheben, da du

Aufnahme von Fremdkap

rch die 

ital die Eigenkapitalrentabilität gesteigert werden kann, so lange die 

Fremdkapitalzinsen, abzüglich des in der Regel vorhandenen Tax Shield (Wert, den 

Fremdkapitalzinsen, Schulden oder Verlustvorträge zum Unternehmenswert beitragen), unterhalb 

der Gesamtkapitalrentabilität liegt. 

Der Maßstab für die Eigenkapitalrentabilität kann der marktübliche Zins für ein längerfristig 

angelegtes Kapital sein. Der angestrebte Zielwert ist stark branchenabhängig, in den meisten 

Bereichen wird aber ein Wert um 20 % angestrebt. 
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Eigenkapitalrentabilität 

 

= (Gewinn / Eigenkapital) x 100 

 

5.5.5. Gesamtkapitalrentabilität 

Die Gesamtkapitalrentabilität ist eine weitere Rentabilitätskennzahl. Sie ist ein Maßstab für die 

assen sich die Nachteile der Eigenkapitalrentabilität umgehen und somit 

uch der zuvor beschriebene Leverage-Effekt. 

s bei der  Berechnung die Fremdkapitalzinsen dem Gewinn hinzuzurechnen 

ind, da sie in der gleichen Periode erwirtschaftet worden sind, aber als Aufwand den Gewinn 

tkapitalrendite ist also die gemeinsame Rendite sowohl der Eigen- als auch 

kapitalgeber. 

lität 

Effizienz des Kapitaleinsatzes eines Investorunternehmens innerhalb einer Betrachtungsperiode. 

Mit dieser Kennzahl l

a

Zu beachten ist, das

s

schmälern. Die Gesam

der Fremd

 

Gesamtkapitalrentabi

 

 (Gesamtperiodenerfolg + Fremdkapital-Zinsen) / Gesamtkapital =

 

5.5.6. Return on Investment 

I ist eine 

n finanziellen Erfolg des ganzen innerhalb eines Unternehmens 

gebundenen Kapitals beurteilt. 

er RoI ist die Spitzenkennzahl des DuPont-Kennzahlensystems. Dabei werden verschiedene 

Kennzahlen zueinander in Beziehung gesetzt, um eine höhere Aussagekraft gegenüber einzeln 

ird durch das Kennzahlensystem so 

d, 

lich auch für die Umsatzrentabilität. Steigt ein 

ide Einflussfaktoren 

Bei Return on Investment (RoI) handelt es sich um eine Rentabilitätskennzahl. Der Ro

periodische Bezugsgröße, die de

D

stehenden Kennzahlen erreichen zu können. Indirekt w

festgelegt, wie das Unternehmen zu steuern ist. 

Die Grundidee des RoI ist, dass die Umsatzrendite in Bezug zum Kapitalumschlag gesetzt wir

so dass erkannt werden kann, ob ein veränderter RoI durch eine Veränderung der 

Gesamtkapitalrentabilität und/oder des Kapitalumschlags verursacht wurde. Je höher der 

Kapitalumschlag, desto besser, und dies gilt natür

Wert und sinkt der andere, ergibt sich eventuell ein identischer RoI, aber be
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können durch den RoI gesondert erfasst und beurteilt werden. Anzustreben ist in 

mittelständischen Unternehmen ein RoI von ca. 10 % und mehr. 

ung 

Zu beachten ist, dass der RoI keine Beurteilung des Erfolgs von Einzelinvestitionen erlaubt, da 

die Informationen sehr stark aggregiert sind, und das Kennzahlensystem durch die Abbild

buchhalterischer Daten vergangenheitsorientiert ist und damit keine Berücksichtigung 

zukünftiger Entwicklungen zulässt. 

 

Kapitalumschlag 

 

= (Umsatz / Gesamtkapital) 

 

Umsatzrendite 

 

= (Gewinn / Umsatz) 

 

Return on Investment 

 

= Umsatzrendite x Kapitalumschlag x 100 

= (Gewinn / Umsatz) x (Umsatz / Gesamtkapital) x 100 

 

onen für 

rnehmens. Als Konsequenz ergibt sich, dass ein solches 

5.5.7. Verschuldungsgrad 

Der Verschuldungsgrad ist eine Kennzahl zur Kapitalstruktur. Dieser setzt das Eigenkapital in 

Verhältnis zu dem Fremdkapital. Demnach ist ein hoher Verschuldungsgrad ein Zeichen dafür,  

dass das in Rede stehende Unternehmen stark von Fremdkapitalgebern abhängig ist. 

Je höher der Verschuldungsgrad ist, desto schlechter werden in der Regel die Konditi

Kredite, die das Unternehmen aufnehmen möchte, und umso fragwürdiger wird ein 

längerfristiger Fortbestand des Unte

Unternehmen auf lange Sicht hohe Zuflüsse erzielen muss, um eine weitere Finanzierung 

sicherzustellen. 
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Verschuldungsgrad 

 

= (Fremdkapital / Eigenkapital) x 100 

 

5.5.8. Eigenkapitalquote 

Die Eigenkapitalquote ist eine weitere Kennzahl zur Kapitalstruktur, die das Eigenkapital in 

Verhältnis zu dem Gesamtkapital setzt. Bei der Berechnung muss unter Umständen noch der  

Abzug von Aktivpositionen bzw. die Zurechnung von Passivpositionen beachtet werden. 

Generell ist eine hohe Eigenkapitalquote ein Indiz dafür, dass das in Rede stehende Unternehmen 

 

hen 25% und 30 % je nach Branche zufriedenstellend. Liegt diese über 

0%, so ist dies ein außerordentlich positives Zeichen. 

igenkapitalquote 

über ein finanzielles Sicherheitspolster verfügt. Je höher demnach die Eigenkapitalquote eines 

Unternehmens ist, desto sicherer ist die Unternehmenslage, denn die Kapitalbasis ist gut genug

um auch kurz- und mittelfristig Verluste verkraften zu können. Gegenwärtig ist eine 

Eigenkapitalquote zwisc

4

 

E

 

 (Eigenkapital / Gesamtkapital) x 100 =

 

 

 Gesamtkapital an. Das Verhalten der Fremdkapitalquote ist 

5.5.9. Fremdkapitalquote 

Die Fremdkapitalquote ist eine Kennzahl zur Kapitalstruktur eines Unternehmens. Diese gibt den

Anteil des Fremdkapitals an dem

analog zu der Eigenkapitalquote. 

 

Fremdkapitalquote 

 

= (Fremdkapital / Gesamtkapital) x 100 

 

5.5.10. Dynamischer Verschuldungsgrad 

Der dynamische Verschuldungsgrad ist eine Kennzahl zur Kapitalstruktur und eignet sich als 

ergänzende Kennzahl zur Beurteilung der Schuldentilgungsfähigkeit eines Unternehmens. Dieser 
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berechnet sich durch Division des Fremdkapitals durch den Cash-Flow des letzten

Geschäftsjahres. Der dynamische Charakter der Kennzahl ergibt s

 

ich daraus, dass der Cash-Flow 

. 

gsgrad 

m Unternehmen unter sonst gleichen Bedingungen möglich 

äre, seine Effektivschulden aus dem Cash-Flow vollständig zu tilgen. Das bedeutet, je kleiner 

nzahl ist, desto schneller kann ein Unternehmen Schulden aus Mitteln tilgen, 

ie im eigenen Umsatzprozess erwirtschaftet worden sind. Ein Unternehmen mit kleinem 

grad ist unabhängiger von seinen Gläubigern und gilt als finanziell 

tabiler. 

ynamischer Verschuldungsgrad 

als zeitraumbezogene Größe einfließt. Da der Cash-Flow aufzeigt, welche Mittel ein 

Unternehmen in der abgelaufenen Periode durch den Umsatzprozess erwirtschaften konnte, d.h

in welcher Höhe diese Mittel zur Verfügung standen, gibt der dynamische Verschuldun

somit an, in wie vielen Jahren es eine

w

der Wert dieser Ken

d

dynamischen Verschuldungs

s

 

D

 

= (Fremdkapital / Cashflow) x 100 

 

5.5.11. Working Capital 

Das Working Capital bezeichnet den Überschuss der kurzfristig liquidierbaren Aktiva eines 

ens über die kurzfristigen Passiva. Unter kurzfristig wird in der Regel der Zeitraum 

Working Capital ist also der Teil des Umlaufvermögens, der nicht 

en verdeckt ist, und somit im Beschaffungs-, Produktions- und 

en 

ig 

fristige Finanzierungsvolumen auf und ist ein generelles Maß für die 

Expansionskraft eines Unternehmens. 

Unternehm

eines Jahres verstanden. Das 

durch kurzfristige Verbindlichkeit

Absatzprozess arbeiten kann. 

Obwohl das Working Capital im weiteren Sinne eine Kennzahl zur Kapitalstruktur ist, kann es 

aber ebenso als Maß für die Liquidität eines Unternehmens gesehen werden. Es gibt d

Überhang der langfristigen Mittel über die Teile des Anlagevermögens an, die innerhalb eines 

Jahres liquidierbar sind. 

Ferner lässt sich mit dem Working Capital erkennen, in welchem Umfang Teile des kurzfrist

freisetzbaren Umlaufvermögens mittel- bis langfristig finanziert sind. Das zeigt das nicht 

ausgenutzte, lang
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Working Capital 

 

= Kurzfristiges Umlaufvermögen - Kurzfristige Verbindlichkeiten 

 

5.5.12. EBIT 

Der EBIT (Earnings Before Interest and Taxes) ist eine Erfolgskennzahl, die eine Aussage üb

den betrieblichen Gewinn eines Unternehmens innerhalb einer Periode erlaubt. Die wörtliche 

Übersetzung von EBIT wäre Gewinn vor Zinsen und Steuern, in der Praxis jedoch hat es d

Bedeutung von Gewinn vor Finanzergebnis, außerordentlichem Ergebnis und Steuern. 

Durch die Eliminierung dieser drei genannten Faktoren kann eine vergleichbarere Aussage über

die eigentliche operative Ertragskraft einer Unternehmung getroffen werden und zwar 

unabhängig von der individuellen Kapitalstruktur. 

Wird der Jahresüberschuss oder die Netto-Umsatzrendite zum Vergleich verwendet, so schneiden

Unternehmen mit einer höheren Eigenkapitalquote aufg

er 

ie 

 

 

rund geringerer Fremdkapitalkosten 

ndenziell besser ab. 

BIT 

te

 

E

 

= Gewinn 

+ Steueraufwand 

- Steuererträge 

+ außerordentlicher Aufwand 

- außerordentliche Erträge 

+ Finanzaufwand 

- Finanzerträge 

 

5.5.13. EBITDA 

Der EBITDA (Earnings Before Interest, Taxes, Depreciation and Amortization) ist eine weitere 

Erfolgskennzahl, die einen Zusammenhang zwischen dem Ertrag und dem Cash-Flow eines 

n EBITDA lautet: Ertrag vor Zinsen, Unternehmens herstellt. Die wörtliche Übersetzung vo

Steuern, Abschreibungen auf Sachanlagen und Abschreibungen auf immaterielle 
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Vermögensgegenstände. Der EBITDA misst also den Jahresüberschuss vor Steuern

Zinsergebnis, außerordentlichem Ergebnis und vor Abschreibungen des Unternehmens. 

Da international betrachtet die Gesellschaften unter unterschiedlichen Gesetzgebunge

bilanzieren, ermöglicht die Kennzahl EBITDA, aufbauend auf dem EBIT, aussagekräftigere 

Vergleiche der operativen Ertragskraft, als sie durch den ausgewiesenen Jahresüberschuss zu 

erhalten wären. Der EBITDA besitzt also eine Art Bereinigungscharakter. 

Beispielsweise weisen investitionsfreudige Unternehmen ergebnismindernde Abschreibungen 

und damit einen geringeren Jahresüberschuss im Vergleich zu weniger investitionsfreudigen 

Unternehmen auf. 

 

EBITDA

, 

n 

 

 

= EBIT 

+ Abschreibungen auf das Anlagevermögen 

- Zuschreibungen zum Anlagevermögen 

 

5.5.14. Net Working Capital 

das Kapital, das für ein Unternehmen Umsatz 

ative 

fvermögen gedeckt ist. 

Das Net Working Capital im engeren Sinne ist 

generiert, ohne dass im Gegenzug Kapitalkosten verursacht werden. Hier wird jedoch die rel

Kennzahl verwendet, die denselben Namen trägt und sich aus diesem Zusammenhang direkt 

ableitet. 

Das Net Working Capital gibt demnach den prozentualen Anteil an, zu dem das kurzfristige 

Fremdkapital durch das Umlau

 

Net Working Capital 

 

= (Umlaufvermögen / Kurzfristiges Fremdkapital) x 100 

 

5.5.15 Verbleibende Uthoff Kennzahlen 

Die restlichen von Uthoff verwendeten Kennzahlen sind empirisch ermittelte Werte, mit dem 

Ziel, die Zusammensetzung so zu optimieren, dass eine gute Trennbarkeit zwischen solventen 
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und später insolventen Unternehmen erzielt werden kann. Auf dieser Grundlage basiert auch die 

ntscheidung, zumindest einige dieser Kennzahlen in die Betrachtung einzubeziehen. 

em Fremdkapital. Bei 

enauer Betrachtung stellt sich heraus, dass es sich um den reziproken Wert des dynamischen 

Verschuldungsgrades handelt. Die Kennzahl gibt folglich an, wie groß der Anteil der 

 ist, der durch den Umsatzprozess getilgt werden kann. 

r 

eser 

er Begriff 

 den Jahresüberschuss. Es wird hier also 

ahlen betrifft den Zusammenhang von Cash-Flow und kurzfristigem 

remdkapital. Es handelt sich also um eine Verfeinerung der ersten, in diesem Abschnitt 

ebenen Kennzahl. Der entscheidende Unterschied ist, dass die Zeitrahmen der beiden 

ueinander in Beziehung gesetzten Kennzahlen anglichen werden. Die Kennzahl beschreibt, 

il der zeitnah fällig werdenden Verbindlichkeiten durch den laufenden Umsatzprozess 

nn. 

e Kennzahlen und deren Interpretationen eingängig erscheinen, so beruhen diese 

chen Überlegungen, sondern auf empirischen Versuchen. Dies 

g mitunter zu Problemen führen. 

.6. Analyse der Daten 

 

 

en 

oll 

eit (siehe 

[B05]) verwiesen, bei dem das Verfahren ausführlich beschrieben und auf die DNA von 

Mikroorganismen angewendet wird. 

E

Die erste dieser Kennzahlen setzt den Cash-Flow in Beziehung zu d

g

Effektivschulden

Die zweite Kennzahl wird aus dem Quotienten Working Capital und dem Gesamtkapital 

gebildet. Das Working Capital ist der Teil des Umlaufvermögens, der nicht zur Abdeckung de

kurzfristigen Verbindlichkeiten gebunden ist. Deshalb kann in Bezug auf die Interpretation di

Kennzahl gesagt werden, dass sie den Anteil des im Beschaffungs-, Produktions- und 

Absatzprozess arbeitenden Vermögens am Gesamtvermögen aufzeigt. 

Die dritte Kennzahl stellt das Verhältnis von Reingewinn zu dem Gesamtkapital dar. D

Reingewinn ist eine gebräuchliche Bezeichnung für

abgebildet, wie hoch der Anteil des unternehmerischen Erfolges gemessen an dem Gesamtkapital 

ist. 

Die letzte dieser Kennz

F

beschri

z

welcher Te

gedeckt werden ka

Auch wenn dies

größtenteils nicht auf theoretis

kann bei näherer Betrachtun

 

5

5.6.1. Kern-PCA

Zur Analyse vorab wird eine lineare KPCA für die Jahresabschlüsse der 177 insolventen und den

zugehörigen 177 solventen Unternehmen wie in Kapitel 5.2 beschrieben durchgeführt, um ein

ersten Eindruck des Informationsgehalts der Daten zu gewinnen. Das Verfahren der KPCA s

an dieser Stelle nicht beschrieben werden. Interessierte seien auf meine Masterarb
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Der lineare Kern ist wie folgt definiert: 

 

∑
=

==
n

i
iilinear xyyxyxk

1
,),( vvvv  

 

Die Kernmatrix demnach: 

 

),( jilinearij xxkK vv=  

 

ie KPCA liefert dann folgendes Resultat: D

 

 
Abbildung 9: KPCA der 356 Unternehmen mit linearem Kern 
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Abbildung 10: Eigenwertspektrum zur KPCA mit linearem Kern 

 

Die KPCA deutet auf eine sehr schlechte Trennbarkeit der Daten hin, zumindest wenn die 

Das 

 der 

 

Annahme zugrunde gelegt wird, dass hohe Varianz auch hoher Informationsgehalt bedeutet. 

Eigenwertspektrum zeigt, dass bereits in der ersten Hauptkomponente ein sehr großer Teil

Gesamtvarianz abgebildet ist. Es wird in einem zweiten Schritt der Polynomkern getestet, der

wie folgt definiert ist: 

 
dn

i
ii

dd
poly xyyxyxk ⎟

⎠

⎞
⎜
⎝

⎛
== ∑

=1
,),( vvvv  

 

Die Kernmatrix mit Standardgrad d = 3 demnach: 

 

),(3
jipolyij xxkK vv=  
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Die KPCA liefert damit folgendes Resultat 

 

 
Abbildung 11: KPCA der 356 Unternehmen mit Polynomkern 

 

 
Abbildung 12: Eigenwertspektrum zur KPCA mit Polynomkern 

 

Es zeigt sich ein vergleichbares Ergebnis wie mit dem linearen Kern. Die insolventen 

Unternehmen scheinen sich in den Randbereichen etwas stärker zu gruppieren, jedoch liegt eine 

starke Überlagerung in der Mitte des Plots vor, was dieselbe Schlussfolgerung wie bei dem 

linearen Kern zulässt. Das Eigenwertspektrum fällt weniger schnell ab als im Falle des linearen 
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Kerns, was auf eine geringere Abbildung der Gesamtvarianz in den ersten beiden 

Hauptkomponenten hindeutet. Schließlich wird der Radialbasiskern angewendet. Dieser ist 

definiert als 

 

( )2exp),( yxyxkRBF
rrvv −−= γγ  

 

und die Kernmatrix mit Standardwert 1=γ demnach: 

 

),(3
jipolyij xxkK vv=  

 

Die KPCA liefert damit folgendes Resultat 

 

 
Abbildung 13: KPCA der 356 Unternehm  mit Radialbasiskern 

 
en
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Abbildung 14: Eigenwertspektrum zur KPCA mit Radialbasiskern 

 

Es scheint als sei die twas geringer, 

doch ist keine zufrieden stellende Trennung der Klassen erkennbar, denn auch bei diesem Kern 

fällt das Eigenwertspektrum stark ab, was wieder ein Zeichen für eine sehr gute Abbildung der 

Gesamtvarianz im zugehörigen Plot ist. Trotz Wahl unterschiedlicher Kerne hat sich das 

Ergebnis nicht stark verändert. Dies bestätigt einmal mehr, dass Strukturen, die in den Daten 

nicht vorhanden sind, durch kein noch so gutes Verfahren gefunden werden können. Die Vorab-

Analyse gibt Anlass, die Ergebnisse und die Jahresabschlussanalyse in diesem Zusammenhang 

kritisch zu bewerten, insbesondere da reale Daten vorliegen und keine Labels, die anhand der 

Daten berechnet worden sind, nachgelernt werden. Dies ist aber im Falle des VC-Index in der 

Arbeit von Uthoff (siehe [U97]) der Fall.  

Allerdings muss auch beachtet werden, dass ein kernbasiertes Verfahren lediglich durch die 

Wahl der Kernfunktion eingegriffen werden kann, was bei dieser Analyse nicht erfolgt ist. Es 

sind lediglich universelle Kerne angewendet worden, die sich unter Umständen weniger gut für 

die Darstellung eignen. 

 

5.7. Parameter der Verfahren 

 starke Überlagerung der Wolken in der Mitte des Plots e

je

In diesem Kapitel sollen die angewandten Varianten der Verfahren und die verwendeten 

Parameter kurz beschrieben werden. 
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5.7.1. Thresholder 

Die Ansätze des PAC-Lernen mit Rauschen auf der Klassifikation werden hier unter dem Be

„Thresholder-Verfahren

griff 

“ zusammengefasst. 

ür das Thresholder-Verfahren wird die in Kapitel 4.5 vorgestellte Heuristik in der Differenz-

Advantage-Variante zur Konzeptklasse  verwendet. Die Gesamtzahl der Merkmale einer 

Hypothese wird auf drei beschränkt, indem  m ximale Anzahl von Literalen pro Monom auf 

 disjunktiven Normalform auf 

änkt wird. Auf diese We der Fehler 1. Art kleiner, was im

rhersage ist. Um weitere Hype eter zu eliminieren, wird der 

htungsfaktor

F
DNF

rpC ,ˆ

 die

ise wird außerdem 

rparam

a

1ˆ =p , und die maximale Anzahl der Monome in einer 3ˆ =r  

 Sinne der beschr

Insolvenzvo

ewicG  1=ω  gewählt. 

5.7.2. Multivariate Diskriminanzanalyse 

Für die multivariate Diskriminanzanalyse werden verschiedene Distanzmaße getestet. Die 

Verwendung der Mahalanobis-Distanz führte auf diesem Datensatz zu einer Verschlechterung, 

weshalb hier die euklidische Distanz verwendet wird. Diese hat sich als deutlich robuster 

gegenüber inhomogenen Stichproben erwiesen. 

 

5.7.3. Nearest-Neighbor 

Für das Nearest-Neighbor-Verfahren werden die Werte für k = 1, 3, 5 getestet. Die besten 

Ergebnisse konnten mit dem Wert k = 5 erzielt werden. 

 

5.7.4. Neuronales Netz 

Ein neuronales Netz ist anhand der Vorgaben von Uthoff (siehe [U97]) erstellt worden, ohne die 

Einbeziehung quali Merkmale 

betrachtet werden. Als Lernregel ist der Gradientenabstieg verwendet worden, sowie ein 

Standardnetz mit einer verdeckten Schicht und zwei inneren Neuronen, ähnlich wie das BP-14 

(siehe [BKU96]). Als Lernparameter werden ein Momentum von 0.5 und eine Lernschrittweite 

von 0.0001 verwendet. Diese Parameter sind vorab durch praktische Tests bestimmt worden. 

  

 

tativer Merkmale, da in dieser Arbeit lediglich quantitative 
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5.7.5. Support Vector Machine (SVM) 

Für die SVM wird eine 5-fach-Kreuzvalidierung zur Schätzung der Parameter C und γ 

durchgeführt. Es werden der Linearkern, Polynomkern sowie der Radialbasiskern angewendet. 

Für den Polynomkern wird der Grad auf 3=d  festgelegt. 

 

5.8. Ergebnisse und Vergleich 

5.8.1. Das Experiment und Vergleich der Verfahren 

Um die verschiedenen Verfahren zu validieren, wird die Jacknive-Methode, auch bekannt als 

„Leave-one-out“ – Methode, verwendet. Dieses Verfahren ist zwar rechenintensiv, da für jedes 

Beispiel der Trainingsstichprobe ein Klassifikator trainiert wird, stellt aber eine maximale 

Trainingsmenge zur Verfügung, was aufgrund der spärlichen Datenlage eine angemessene 

tive darstellt. W rt, um Alterna eiterhin werden die Merkmale auf das Intervall [-1, +1] skalie

insbesondere bei euklidischen Distanzen der MDA eine Gleichgewichtung der Merkmale zu 

gewährleisten.  

Aufgrund der eingeschränkten Datenlage ist es nicht möglich, auf verschiedenen Stichproben zu 

validieren. Dies bringt das statistische Problem mit sich, dass zwar einzelne Experimente eine 

zuverlässige Aussagekraft besitzen, jedoch nicht alle zugleich. Dieses Problem lässt sich jedoch 

aufgrund der Datenlage nicht umgehen. 

Die erzielten Klassifikationsraten der verschiedenen Verfahren, die Trennrate (Vorhersage der 

Trainingsstichprobe) sowie die verwendeten Vervollständigungsstrategien können der folgenden 

Tabelle entnommen werden: 

 

Verfahren Klassifikationsrate 
Fehler 1. 

Art 

Fehler 2. 

Art 

Missing 

Values 
Trennrate 

Thresh 74,9% 20,9% 29,4% Zero 77,6% 
MDA 64,1% 18,6% 53,1% Zero 65,6% 

SVM (Linear) 64,7% 44,6% 26,0% Zero 65,3% 
SVM (RBF) 67,2% 36,2% 29,4% Zero 71,3% 
SVM (Poly) 59,6% 24,9% 55,9% Zero 64,9% 

Neuronales Netz 62,7% 46,9% 27,7% Zero 64,7% 
5–Nearest Neighbor 67,8% 36,2% 28,2% Zero - 

Tabelle 2: Verfahrensvergleich mit Missing Value Strategie ‚Zero’ 

erfahren eine deutlich höhere Klassifikationsrate erreicht, 

owie einen akzeptablen Fehler 1. Art unter der Verwendung von drei Merkmalen. Dies wird 

insbesondere im Vergleich zur SVM deutlich, bei der keine Möglichkeit zur Skalierung des 

 

Es zeigt sich, dass das Thresholder-V

s
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Fehlers 1. Art besteht. Das Nearest-Neighbor-Verfahren schneidet auch mit einer guten 

ich ab, sind aber nicht anfällig für Overfitting-

 

Klassifikationsrate ab, jedoch ebenso mit einem hohen Fehler 1. Art. Neuronale Netze schneiden 

in dieser Konstellation lediglich durchschnittl

Probleme. Dies ist jedoch auf die Beschränkung der Neuronen der inneren Schicht 

zurückzuführen. 

Verfahren Klassifikationsrate 
Fehler 1. 

Art 

Fehler 2. 

Art 

Missing 

Values 
Trennrate 

Thresh 78,0% 10,7% 33,3% Mean 80,4% 
MDA 64,4% 18,6% 53,1% Mean 65,8% 

SVM (Linear) 65,0% 44,6% 25,4% Mean 65,4% 
SVM (RBF) 67,2% 35,6% 29,9% Mean 71,2% 
SVM (Poly) 57,6% 27,7% 57,1% Mean 60,7% 

Neuronales Netz 63,0% 45,8% 28,2% Mean 64,4% 
5–Nearest Neighbor 67,2% 36,2% 29,4% Mean - 

Tabelle 3: Verfahrensvergleich mit Missing Value Strategie ‚Mean’ 

r zu sein. Im Vergleich ist diese überaus hohe Klassifikationsrate jedoch ein 

Ausnahmefall und muss in Relation zu den sonstigen Klassifikationsraten des Thresholder-

 

Unter Verwendung der Vervollständigungsstrategie ‚Mean’ wird der Vorsprung des Thresholder-

Verfahrens noch deutlicher. Der Fehler 1. Art liegt bei knapp 11% mit einem Fehler 2. Art von 

33,3%. Für die verwendeten Merkmale scheint der Erwartungswert daher ein akzeptabler 

Schätze

Verfahrens gesetzt werden. 

 

Verfahren Klassifikationsrate 
Fehler 1. 

Art 

Fehler 2. Missing 
Trennrate 

Art Values 

Thresh 72,0% 18,1% 37,9% Median 75,8% 
MDA 64,1% 18,6% 53,1% Median 65,6% 

SVM (Linear) 64,7% 44,6% 26,0% Median 65,4% 
SVM (RBF) 67,8% 34,5% 29,9% Median 71,3% 
SVM (Poly) 57,6% 28,2% 56,5% Median 59,8% 

Neuronales Netz 61,9% 47,5% 28,8% Median 64,7% 
5–Nearest Neighbor 66,7% 35,6% 31,1% Median - 

Tabelle 4: Verfahrensvergleich mit Missing Value Strategie ‚Median’ 

 

In diesem Fall liegt die Rate des Thresholder-Verfahrens etwas niedriger, ebenso die der anderen

Verfahren, was den Verdacht erhärtet, dass der Median für eine angemessene Schätzung 

 

fgrund der Größe der Stichprobe weniger geeignet ist. Die anderen Verfahren erweisen sich 

robust gegenüber der gewählten Vervollständigungsstrategie. 

 

au
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Das Thresholder-Verfahren liefert in allen Varianten deutlich höhere Klassifikationsraten. Dies 

ildet 

harfe Merkmale in einer Hypothese, 

a auf diese Weise störende Merkmale nicht zur Vorhersage herangezogen werden. 

Die folgenden Tabellen zeigen, dass bereits bei 3 verwendeten Merkmalen mit Instabilitäten 

 Daten zu rechnen ist. 

Außerdem werden die Auswirkungen verschiedener Parameter des Thresholder-Verfahrens bei 

ist zum einen darauf zurückzuführen, dass Wissen über die Natur der Kennzahlen abgeb

worden ist, was einen Vorteil gegenüber universellen Verfahren bietet. Darüber hinaus liegt 

enormes Potential in der Beschränkung auf wenige, trennsc

d

bezüglich der Vorhersage auf ungesehenen

unterschiedlichen Vervollständigungsstrategien dokumentiert. 

Dies ändert sich bei einer besseren Datenlage (siehe Kapitel 6). 

 

p̂  r̂  ω Klassifikation Alpha Beta Missing Values Trennrate 

1 1 1,0 71,8% 33,9% 22,6 Zero 71,9% 
1 1 1,0 70,3% 26,0% 33,3 Median 70,7% 
1 1 1,0 69,2% 41,8% 19,8 Mean 69,4% 
1 1 1,2 68,1% 32,2% 31,6 Zero 71,4% 
1 1 1,2 68,1% 26,0% 37,9 Median 70,3% 
1 1 1,2 66,7% 27,7% 39,0 Mean 69,3% 

Tabelle 5: Thresholder Klassifikationsraten bei einem Merkmal 

 

p̂  r̂  ω Klassifikation Alpha Beta Missing Values Trennrate 

2 1 1,0 73,7% 35,6% 16,9 Zero 73,5% 
2 1 1,0 72,9% 28,2% 26,0 Median 72,8% 
2 1 1,0 68,9% 42,9% 19,2 Mean 70,2% 
2 1 1,2 69,5% 36,2% 24,9 Zero 73,0% 
2 1 1,2 67,5% 28,2% 36,7 Median 71,6% 
2 1 1,2 64,7% 31,6% 39,0 Mean 69,9% 
1 2 1,0 75,7% 20,9% 27,7% Zero 76,9% 
1 2 1,0 72,3% 18,1% 37,3% Median 75,3% 
1 2 1,0 75,4% 26,0% 23,2% Mean 77,1% 
1 2 1,2 73,4% 19,2% 33,9% Zero 77,1% 
1 2 1,2 70,3% 15,8% 43,5% Median 75,0% 
1 2 1,2 72,0% 15,8% 40,1% Mean 74,8% 

Tabelle 6: lder Klass sraten b ei Merkmalen 

 
 
 
 
 

 Thresho ifikation ei zw

 
 
 
 

______________________________________________________________________________ 



5. Anwendung auf das Problem der Insolvenzerkennung                                                            110 

______________________________________________________________________________ 

p̂  r̂  ω Klassifikation Alpha Beta Missing Values Trennrate 

1 3 1,0 74,9% 20,9% 29,4% Zero 77,6% 
1 3 1,0 72,0% 18,1% 37,9% Median 75,8% 
1 3 1,0 78,0% 10,7% 33,3% Mean 80,4% 
1 3 1,2 72,9% 19,2% 35,0% Zero 77,8% 
1 3 1,2 69,8% 15,8% 44,6% Median 75,4% 
1 3 1,2 73,4% 7,3% 45,8% Mean 76,8% 
3 1 1,0 74,3% 36,2% 15,3 Zero 74,0% 
3 1 1,0 71,8% 30,5% 26,0 Median 74,0% 
3 1 1,0 68,6% 44,1% 18,6 Mean 70,4% 
3 1 1,2 70,6% 36,2% 22,6 Zero 74,0% 
3 1 1,2 66,7% 30,5% 36,2 Median 72,3% 
3 1 1,2 64,7% 31,6% 39,0 Mean 70,2% 

Tabelle 7: lder Klass sraten bei drei Merkmalen 

 
 Thresho ifikation

p̂  r̂  ω Klassifikation Alpha Beta Missing Values Trennrate 

2 2 1,0 71,2% 30,5% 27,1% Zero 79,4% 
2 2 1,0 74,6% 20,3% 30,5% Median 77,6% 
2 2 1,0 75,7% 27,7% 20,9% Mean 78,2% 
2 2 1,2 71,8% 24,9% 31,6% Zero 78,9% 
2 2 1,2 71,2% 15,8% 41,8% Median 76,7% 
2 2 1,2 69,8% 20,3% 40,1% Mean 75,3% 

Tabelle 8: Thresholder Klassifikationsraten bei vier Merkmalen 

 

p̂  r̂  ω Klassifikation Alpha Beta Missing Values Trennrate 

3 2 1,0 74,6% 28,2% 22,6% Zero 79,7% 
3 2 1,0 73,4% 22,6% 30,5% Median 78,9% 
3 2 1,0 75,4% 28,8% 20,3% Mean 78,6% 
3 2 1,2 75,1% 23,7% 26,0% Zero 79,4% 
3 2 1,2 71,2% 18,1% 39,5% Median 77,3% 
3 2 1,2 69,5% 20,9% 40,1% Mean 75,5% 
2 3 1,0 72,9% 27,1% 27,1% Zero 80,3% 
2 3 1,0 75,7% 18,1% 30,5% Median 78,6% 
2 3 1,0 75,1% 26,0% 23,7% Mean 80,6% 
2 3 1,2 72,0% 24,3% 31,6% Zero 79,7% 
2 3 1,2 71,2% 14,1% 43,5% Median 77,1% 
2 3 1,2 71,8% 12,4% 44,1% Mean 78,9% 

Tabelle 9: lder Klassi raten b hs Merk len 
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p̂  r̂  ω Klassifikation Alpha Beta Missing Values Trennrate 

3 3 1,0 74,6% 27,7% 23,2% Zero 81,0% 
3 3 1,0 74,9% 19,8% 30,5% Median 80,0% 
3 3 1,0 74,9% 27,1% 23,2% Mean 81,1% 
3 3 1,2 75,4% 23,2% 26,0% Zero 80,7% 
3 3 1,2 71,5% 15,8% 41,2% Median 77,8% 
3 3 1,2 70,6% 16,9% 41,8% Mean 79,4% 

Tabelle 10: Thresholder Klassifikationsraten bei neun Merkmalen 

 

Die grau markierten Einträge dokumentieren die Verringerung des Fehlers 1. Art bei steigender 

Alternativenzahl. Dies ist leicht nachvollziehbar, da jedes zusätzlich gewählte Merkmal zu einer 

s alleinig in einer Alternative 

uftaucht. Dadurch bieten drei Merkmale anschaulich drei „Chancen“, das Label „Insolvent“ 

auszugeben. Umgekehrt lässt sich bei steigender Zahl von Litera n pro A  erken

dass der Fehler 2. Art sinkt, da der gegenteilige Fall eintritt: Die „Chance“, bel „Ins “ 

auszu ben, erfor t drei erfü nde Me . 

 

Im Falle von drei Alternativen, erreicht der Fehler 1. A einen W rt von weniger als 11%. Durch 

die Gewichtung mit

größeren Menge von positiv klassifizierten Beispielen führt, da e

a

le lternative

 das La

nen, 

lveno t

ge der lle rkmale

rt e

 dem Faktor 2,1=ω  lässt sich dieser Fehler sogar auf 7,3% verringern, bei 

eringfügig höherem Fehler 2. Art. 

 

Bei Betrachtung der Abweichungen von Trainingsfehler und Vorhersagefe r all di

Konfigurationen, kann eine durchschnitt bweich g von 4  ermitte n. Dies

Abweichung deutet bereits auf ein leichtes Overfitting elle die  

größt onzeptkla e bei dies sbesondere sind bei der Wahl von 

neun Merkmalen vereinzelte Abweichungen von fast 10% zu erkennen. Im all sollte

Trainingsfehler und Vorhersagefehler nicht unterscheiden. Auch die bestimmte Rademach

Komp xität für d es Szenario (siehe K .8) de t auf d es Probl

 

g

h eler üb ese 

liche A u

 

n

h n, weshalb die letz

% l et werd e 

i te Tab absolut

e K ss er Datenlage darstellen sollte. In

Idealf n sich 

er-

le ies apitel 4 ute ies em hin. 

ω  führt zu einem höheren Gewinn bei der Klassifikation positiver Der Gewichtungsfaktor 

Beispiele, wodurch der hler 1. Art weiter verringert werden kann. Dies ist jedoch nur bis zu 

inem gewissen Grad m glich. In der Praxis hat sich ein Wert von 

Fe

ö 2,1=ω  als maximal erwiesen. 

m diesen Hyperparameter zu eliminieren, kann er jedoch auf 1 gesetzt werden, so wie es in den 

abellen 1 bis 3 erfolgt ist. 

e

U

T

 

______________________________________________________________________________ 



5. Anwendung auf das Problem der Insolvenzerkennung                                                            112 

5.8.2. Interpretation der erlernt othes

In diesem Kapitel sollen die er rnten Hy en darg tellt un nterpretiert werden. Da für die 

Vervollständigungsstrategie „Mean“ gute Ergebnisse e elt wer n konnte en ledi

Hypothesen dieser Form betra tet. Aus sprüng h vorg ellten K ensyste  

die fo nden sech ennzahl Teil der hesen: 

 

en Hyp en 

le pothes es d i 

r i

l

z

 

d

e

e

t

n, werd glich 

ch  dem ur ic s e lnnzah m sind

lge s K en  Hypot

Nr. Kennzahl Abkürzung Herkunft 

1 Current Ratio C RA CreditUR reform 

2 IT Tsd EU CreditrefoEB R EBIT rm 

3 Working Capital Tsd EUR WC Creditreform 

4 W rking Capital/Gesam pital W SK Uthoff o tka CG

5 Reingewinn/Gesamtkapital R SK Uthoff GG

6 Fremdkapitalquote (%) FRKQ Uthoff 

 

Die Schwellwertfunktionen sind, wie zuvor definiert, gegeben durch: 

 

Zur besseren Über ht wird i olgenden anstelle des Merkma ndex  die 

Abkürzung der jeweiligen Kennzahl aus der obigen Tabelle eingetragen. 

 

⎩
⎨
⎧
−

>+
Τ

sonst
xfalls

x iabove
i 1

1
)(,

τ
τ

v

⎩
⎨
⎧
−

≤+
so

xfalls
x

1
1

)(,

τ
τ

v  =   =Τbelow
i nst

i

sic m F lsi { }n,...,1 i∈

______________________________________________________________________________ 



5. Anwendung auf das Problem der Insolvenzerkennung                                                            113 

=ωDie folgenden Hypothesen sind für 0,1  unter Verw dung d  Schwel ktionenen er lwertfun  aboveΤ  

und  erlernt worden: 

 

 owΤbel

p̂  r̂ Erlernte pothes euristik Hy e (H )  

( )belowΤ  1 1 61RGGSK,0.00

1 2 ( ) ( )abovebelow
150CURRA,17.461RGGSK,0.00 Τ∨Τ  

1 3 ( ) ( ) ( )belowabovebelow
36WCGSK,0.1615CURRA,17.461RGGSK,0.00 Τ∨Τ∨Τ  

2 1 ( )abovebelow
00CURRA,0.4061RGGSK,0.00 Τ∧Τ  

( ) ( )belowaboveabovebelow2 2 0000EBIT,1021.150CURRA,17.400CURRA,0.4061RGGSK,0.00 Τ∧Τ∨Τ∧Τ  

2 3 ( ) ( ) ( )belowabovebelowabovebelow
CURRA,0.4061RGGSK,0.00 Τ∧Τ∨Τ∧Τ∨∧Τ  above

10RGGSK,0.1882FRKQ,99.920000EBIT,1021.150CURRA,17.400Τ

( )belowabovebelow3 1 50WC,181200.00CURRA,0.4061RGGSK,0.00 Τ∧Τ∧Τ  

3 2 ( ) ( )belowabovebelowabovebelow
0000EBIT,1021.150CURRA,17.450WC,181200.00CURRA,0.4061RGGSK,0.00 Τ∧Τ∨Τ∧Τ∧Τ  

3 3 ( ) ( ) ( )belowabovebelowabovebelowabovebelow
10RGGSK,0.1882FRKQ,99.920000EBIT,1021.150CURRA,17.450WC,181200.00CURRA,0.4061RGGSK,0.00 Τ∧Τ∨Τ∧Τ∨Τ∧Τ∧Τ  

Tabelle 11: Erlernte Hypothesen für verschiedene Parameter (Heuristik) 

 

Es ist erkennbar, dass selbst bei der Beschränkung auf neun Kennzahlen pro Hypothese durch die 

ahlen 

bere Grenze für den EBIT von etwa 1 Million Euro. Liegt ein 

nternehmen unterhalb dieses Wertes, so ist dies ein Zeichen für bevorstehende Insolvenz. 

Widersprüchlich erscheint, dass die Kennzahl CURRA als Mindestwert, also mit dem 

Schwellwertfunktionstyp above vorkommt. So ist ein Mindestwert von etwa 17 ein Indikator für 

Parameter 3ˆ =p  und ˆ =r  lediglich fünf Kennzahlen aufgenommen werden.  

Auffällig ist auch, dass die Kennzahlen RGGSK bzw. CURRA in jeder Alternative auftauchen. 

Zudem sind stets die von Uthoff als trennscharf identifizierte Kennz (RGGSK bzw. FRKQ), 

Teil der Hypothese.  

Es existiert außerdem eine o

3

U
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bevorstehende Insolvenz, obwohl hohe Werte dieser Kennzahl gesunden Unternehmen 

 

en Teil der Hypothese sind. Obwohl diese 

ls trennscharf gelten, scheinen die gewählten Kennzahlen erstere vollständig abzudecken. 

ße  festhalten, dass nur wenige Kennzahlen ausreichend sind, um eine gute 

Klassifikationsleistung zu erzielen. Demnach erscheint es sinnvoll, kleine Kennzahlensysteme zu 

verwenden. 

 

.3 ritische Bewer

ha ntwickelte Klassifikat ute Ergebnisse erzielt, ondere 

uf dem vorliegenden, inhomogenen Datensatz. Der Ansatz einer Schwellwertbildung scheint 

he Kapitel 5.4 und 5.5) 

untermauert. Die Vorgehensweise bei dem Kendall-Verfahren ist ähnlich, jedoch werden 

keinerlei Korrelationen zwischen Merkmalen erfasst, was dem Thresholder-Verfahren einen 

klaren Vorteil im Bereich der Trennschärfe ne Resistenz gegenüber 

usreißern. Die praktische Erfahrung hat gezeigt, dass die Quotienten-Advantage-Variante im 

 die Sti bengröße 

. 

 

Im Rahmen der Arbeit sind auch Resampling-Methoden zur Verbesserung der Datenlage 

angewendet worden, jedoch mit einem schlechten Ergebnis. Es ist der Eindruck entstanden, dass 

die Schätzungen von Kovarianzmatrizen sehr ungenau sind und sie deshalb bei dieser Datenlage 

mit Vorsicht zu gebrauchen sind. 

 

Es ist wahrscheinlich, dass im Falle homogenerer Daten (beispielsweise durch 

Branchengruppierung) die Verfahren bessere Klassifikationsraten liefern. Nach den Erfahrungen 

im Rahmen dieser Arbeit ist jedoch über offizielle Kanäle kein besseres Datenmaterial zu 

beschaffen. Außerdem konnte nach Korrespondenz mit mehreren Kreditinstituten der Eindruck 

gewonnen werden, dass zusätzliche Daten von Anbietern wie beispielsweise dem Verband der 

Vereine Creditreform e.V. erworben werden müssen, da das eigene Datenmaterial häufig nicht 

ausreichend ist. 

zuzuordnen sind. Jedoch ist diese Kennzahl in Korrelation mit anderen Kennzahlen derselben 

Alternative zu bewerten und kommt außerdem mit einem sehr kleinen Schwellwert im Falle der

ersten Alternative vor.  

Weiterhin ist auffällig, dass keine Cash-Flow-Kennzahl

a

 

Au rdem lässt sich

5.8 . Fazit, Ausblick und k tung 

Es t sich gezeigt, dass der e or sehr g  insbes

a

vernünftig und wird auch durch die Kennzahlenhintergründe (sie

 verschafft, sowie ei

A

Schnitt deutlich schlechter abschneidet, was aber vor allem auf chpro

zurückzuführen ist, durch die Schätzungen das Ergebnis verzerren können
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______________________________________________________________________________ 

 

orteil gegenüber der Konkurrenz zu sichern. Daher ist eine 

issenschaftliche Analyse nicht möglich. 

Diese Arbeit bleibt somit im Vergleich zu anderen Arbeiten zur Insolvenzvorhersage 

überprüfbar, da Algorithmen und verwendete Dat ditreform e.V.) 

öffentlich zugänglich sind. 

 

Ein weiterer Kritikpunkt an anderen Arbeiten zur Insolvenzvorhersage liegt darin, dass 

Bewertungsverfahren nachgelernt werden, insbes ndere in der Arbeit von Uthoff in [U97], 

werden Labels anhand der vorliegenden Daten erzeugt. Zum einen durch den VC-Index, der 

einer Summe von gewichteten Kennzahlen entspricht, zum a  BP-14, das ebenfalls 

anhand der Daten eine Klassifikation liefert. Es ist leicht nachvollziehbar, dass auf diese Weise 

höhere Klassifikationsraten erzielt werden, da der Zusammenhang von Label und Daten definitiv 

gegeben ist. Die tatsächliche Praxisrelevanz, und die Frage, ob der Zusammenhang zwischen 

Merkmalen und Label bei realen Daten tatsächlich gegeben ist, bleiben hier jedoch offen. 

 

Es ist geplant, das Thresholder-Verfahren auf einen Multiklassenfall zu erweitern, so dass eine 

Einordnung von Unternehmen in Rating-Klassen möglich wird. Es existieren bereits Ideen zu 

diesem Ansatz, jedoch sollen sie nicht Thema dieser Arbeit sein.

Banken und Kreditinstitute mit qualitativ hochwertigen Daten wiederum werden diese unter

Verschluss halten, um den V

w

en (gegen Gebühr bei der Cre

o

nderen dem
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6. Anwendung auf das Problem der Hotspot-Identifikation 

6.1. Einführung 

Proteine bestehen aus Ketten von Aminosäuren, die über Peptidbindungen miteinander verknüpft 

sind (Primärstruktur). Diese Ketten falten sich im Raum aufgrund verschiedener 

Wechselwirkungen zwischen Aminosäuren zu einer 3D-Struktur, die erst dann in der Lage ist, 

 

 Forschungsgebiet im Bereich der Biologie ist daher die Untersuchung von Protein-

rotein-Wechselwirkungen, in dem untersucht wird, welche Proteine mit anderen interagieren 

und wie diese Interaktion zustande kommt. Die Kontaktflächen, an denen zwei Proteine eine 

bereitung 

r eine gleiche Anzahl negativer Beispiele generiert werden 

oll, gilt . 

e Nähe einzelner 

e ist. 

eine bestimmte Funktionalität zu entwickeln (siehe [S03]). In zahlreichen Fällen gliedern sich

Proteine in einzelne Untereinheiten, die zu einem größeren Proteinkomplex aggregieren.  

Ein aktuelles

P

Bindung ausbilden, werden Interface genannt.  

Eine der gegenwärtigen Theorien ist die Hotspot-Theorie (siehe [W08] und [ABKT98]), die 

besagt, dass innerhalb eines Interfaces nur sehr wenige Aminosäuren an der Ausbildung einer 

festen Bindung beteiligt sind. Diese Aminosäuren werden demnach Hotspots genannt. Es 

erscheint einleuchtend, dass für eine solche Interaktion eine räumliche Nähe erforderlich ist und 

folglich Wissen über die 3D-Struktur dieser Proteine einfließen muss. Die Identifikation dieser 

Hotspots soll im Folgenden mit einem sehr ähnlichen Ansatz wie dem zur Insolvenzerkennung 

behandelt werden. 

 

6.2. Datenlage und Auf

Die Grundlage der Analyse bilden die Daten der PDB Datenbank (siehe [PDB]) 

Es werden 1836 Homo- und Heterodimere, basierend auf einer Liste von Ruth Nussinov 

verwendet (siehe [W08]). Da späte

 367218362 =⋅=ms

Über die vorliegende 3D-Struktur der PDB-Dateien ist es möglich, die räumlich

Aminosäuren mit Hilfe der BALL-Bibliothek (siehe [BALL]) zu bestimmen. 

Es wird angenommen, dass räumliche Nähe eine Voraussetzung für Interaktion im Interfac

Daher ist ein möglicher Ansatz, dicht beieinander liegende Aminosäurenpaare von 

interagierenden Ketten als zum Interface gehörig anzusehen (siehe [ZGK06]).  
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Das Alphabet der Aminosäuren ist wie folgt definiert: 

 

⎧
=Σ

LASNASPGLYAS ,,,

⎭
⎬

⎩
⎨ LYSGLUGLNTHRMETHISPHESERCYSARG ,,,,,,,,,

 

Es werden weiterhin die folg

⎫PROVALALAILETRPTYREU ,,,,,,,
 

enden Datenstrukturen mit den jeweiligen Attributen benötigt: 

 

Atom 

• X (X-Koordinate im Raum) 

• Y (Y-Koordinate im Raum) 

• Z (Z-Koordinate im Raum) 

 

Residue 

• Acid (Name dieser Aminosäure aus dem Alphabet ASΣ ) 

• Atoms (Menge der zugehörigen Elemente vom Typ Atom) 

 

Chain 

• Residues (Menge der zugehörigen Elemente vom Typ Residuum) 
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Mit dem folgenden Algorithmus können interagierende Aminosäuren-Paare bestimmt werden 

ise Atom Distance (PAD) 

(siehe [W08]): 

 

Algorithmus 10 Pairw

 

Eingabe: Zwei interagierende Ketten vom Typ Chain 1c , 2c  und ein Schwellwert threshd  

Ausgabe: Die Mengen gleI sin , pairI , der zum Interface gehörenden Aminosäuren bzw. Paare 

 

{ }←I  glesin

{ }←pairI  

 

Für jedes Residue residuescr .11 ∈  führe aus: 

    Für jedes Atom atomsra .11 ∈  führe aus: 

        Für jedes Residue residuescr .22 ∈  führe aus: 

            Für jedes Atom atomsra .22 ∈  führe aus: 

                ( ) ( ) ( )2
21

2
21

2
21 ...... zazayayaxaxadeuc −+−+−=  

                Falls ( ) thresh
euc dasRadiusVanDerWaalasRadiusVanDerWaald ≤+− )()( 21  so führe aus:                   

                    I pair ← { }21 , rrI pair ∪  

                    { } { }21
sinsin rrII glegle ∪∪←  

 

Return ( )pairgle II ,sin  

 

Das Interface eines Proteins wird dann durch eine Distanz von 5.0=threshd Å charakterisiert. Zu 

jedem Protein i für 1836,...,1=i  sind weiterhin die interagierenden Ketten  und  aus der 1ic 2ic

Nussinov-Liste bekannt. Es ergeben sich die folgenden Interface-Mengen:  

 

( ) ( )5.0,,, 21
sin

ii
pair

i
gle

i ccPADII ←  für 2,...,1 mi =  

 

Weiterhin können mit Hilfe der BALL-Bibliothek Aminosäuren bestimmt werden, die an der 

Oberfläche eines Proteins lokalisiert sind. Dies erfolgt über ein iteratives Verfahren, das 

vollständig in der BALL-Bibliothek implementiert ist. Dies bietet die Möglichkeit, zufällige 
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Oberflächenpaare zu generieren und diese als negative Beispiele zu verwenden. Dies geschieht 

urch die Schätzung einer Häufigkeitsverteilung anhand der positiven Beispiele und 

anschließendem Ziehen zufälliger Aminosäuren bzw. Aminosäurenpaare aus der 

Oberflächenverteilung. Die analog zum Algorithmus PAD entstehenden Oberflächen-Mengen 

eien definiert als: 

d

s

 

( )pair
i

gle
i OO ,sin  für mmi ,...,12 +=  

 

Ziel ist es, trennscharfe Merkmale zu bestimmen und diese zu bewerten. Für diese Zwecke kann 

itere Anpassung verwendet werden. 

t gegeben: 

das Thresholder-Verfahren ohne we

Die Merkmalsmengen sind wie folg

 

{ }{ }ASgle aaA Σ∈= |sin  

{ }{ }ASpair aaaaA Σ∈= 2121 ,|,  

 

Seien weiterhin 

 

{ } glegle Aacid sinsin 20,...,1: →  

{ } pairpair Aacid →210,...,1:  

 

bijektive Funktionen, die einer natürlichen Zahl eine Aminosäure bzw. ein Aminosäurenpaar 

zuordnen. Anschließend können die folgenden Typen von Merkmalen für 2,...,1 mi =  gebildet 

werden: 

 

SingleByPairRelative 

 

{ } { } { }{ }

{ }{ }
pair

i

glepair
i

pair
i

gleglepair
i

ij

I
jacidacidracidrIrr

I
jacidacidrjacidacidrIrr

x

#2
)(..|,#

#2
)(.)(.|,#

sin
2121

sin
2

sin
121

⋅
==∈

+

⋅
=∨=∈

=

 für 

 

20,...,1=j  
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SingleRelative 

 

{ } { }{ }
gle

i
ij I sin#

glegle
i jacidacidrIr

x
sinsin )(.|# =∈

=  für 20,...,1=j  

 

PairRelative 

 

{ } { }{ }
pair

i

pairpair
i

ij I
jacidacidracidrIrr

x
#

)(.,.|,# 2121 =∈
=  für 

 

Die Merkmale aus den Oberflächenmengen werden analog gebildet. Dazu wird lediglich 

 durch r 

210,...,1=j  

pair
iI  

durch pair
iO  und iI gle  ersetzt füglesin

iO sin mmi ,...,12 += .  

erkmale können dann durch zufällige Ziehung auf eine Lernstichprobe der 

rkmale aus den Interfacemengen als 

ale aus den engen als Negativbeispiele. 

 

sse und Evaluierung 

f der Hotspot-Datenb k ASEdb [ASEDB], liegt die folgende Verteilung für 

Hotspots vor: 

Die so gebildeten M

Länge m abgebildet werden. Dazu fungieren die Me

Positivbeispiele und die Merkm Oberflächenm

6.3. Ergebni

Basierend au an

 

 
Abbildung 15: Hotspot-Verteilung nach ASEdb Hotspot-Datenbank 
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Entsprechend ist es zu erwarten, dass TRP (W), TYR (Y), ARG (R) und gegebenenfalls noch ILE 

(I) bevorzugt in Interfaces vorkommen und sich dementsprechend auch für das 

Diskriminationsexperiment eignen. Das Thresholder-Verfahren wird mit Standard

initialisiert, das heißt es ist 1=

parametern 

ω . Für die Konzeptklasse DNF
rpC ˆ,ˆ  wird die Anzahl von Monomen

auf 7ˆ =r  gesetzt, d

 

a prakt ests gezeigt habe onsleistung an diesem 

u ht me und gemä stellung wenige Merkmale 

(H ) für den Klassifi erangezoge den so  Die Anzahl der Merkmale pro 

o  wird deme

ische T

rklich verbessert werden kann 

kator h

ntsprechend auf 

n, dass die Klassifikati

ß der Problem

llen.

P nkt nic

otspots

nom

n wer

2ˆ =p  gesetzt. Für das Training durch Statistical Queries M

(siehe Kapitel 4.7) gilt weiterhin 01,0=ε , 4,0=η  und 1,0=τ . Diese Parameter haben sich in 

der Praxis bewährt. Die Schwellwertfunktionstypen bzw. Intervallfunktionstypen sind, wie zuvor 

  

 

  

 

Zur besseren Übersicht entspricht die Variable i nicht dem Index des jeweiligen Merkmals, 

ondern der Abkürzung für eine Aminosäure bzw. ein Aminosäurenpaar. Im Falle der 

 

  

definiert, gegeben durch: 

 

⎩
⎨
⎧
−

>+
=Τ

sonst
xfalls

x iabove
i 1

1
)(,

τ
τ

v

⎩
⎨
⎧
−

≤+
=Τ

sonst
xfalls

x ibelow
i 1

1
)(,

τ
τ

v  

⎩
⎨
⎧
−

∈+
=

sonst
baxfalls i

bai 1
],[1

)],[,
⎩
⎨
⎧
−

∉+
=Ι

sonst
baxfalls

x ibelow
bai 1

],[1
)(],[,
v  Ι xabove (v

s

Aminosäure Asparagin ergibt sich beispielsweise: 

ΤASN (,τ
{ }

⎪⎩

⎪
⎨
⎧

−

>+
=

−

sonst

xfalls
x ASNacidabove gle

1

1
) )(

1sin
τv { }

⎪⎩

⎪
⎨
⎧

−

≤+
=Τ

−

sonst

xfalls
x ASNacidbelow

ASN
gle

1

1
)( )(

,

1sin
τ

τ
v  
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Es ergeben sich die folgenden Ergebnisse für den Merkmalstyp SingleRel: 

 

Zulässige Trenn- 
Erlernte Hypothes ristik) e (Heu

Funktionen rate 

aboveΙ  84,2
( ) ( ) ( )
( ) ( ) ( ) ( aboveaboveaboveaboveaboveaboveabove

aboveaboveaboveaboveaboveabove

86][0.025,0.2ARG,28][0.145,0.5LEU,][0.0,0.097PRO,57][0.108,0.3VAL,35][0.064,0.4MET,][0.0,0.206LYS,35][0.085,0.2TYR,

][0.0,0.147GLY,7][0.074,0.3PHE,][0.0,0.206SER,[0.0,0.01]ALA,][0.0,0.241ASP,][0.0,0.067GLU,

Ι∧Ι∨Ι∧Ι∨Ι∨Ι∧Ι

∨Ι∧Ι∨Ι∧Ι∨Ι∧Ι
% )

belowabove ΤΤ ,  
( ) ( ) ( )
( ) ( ) ( ) ( aboveaboveabovebelowabovebelowabove

belowabovebelowbelowbelowbelow

ARG,0.0250L )0MET,0.0635PRO,0.0975VAL,0.1075LYS,0.2070TYR,0.0845

GLY,0.1475PHE,0.0725SER,0.2070ALA,0.0104ASP,0.2455GLU,0.0675

Τ∧Τ∨Τ∨Τ∧Τ∨Τ∧Τ

∨Τ∧Τ∨Τ∧Τ∨Τ∧Τ  84,2% 
EU,0.144

( ) ( ) ( )
( ) ( ) ( ) ( belowbelowaboveaboveaboveabovebelowbelow

belowbelowbelowbelowbelowbelow

PHE,0.0215THR,0.0040TRP,0.0255ARG,0.0115ILE,0.0305PRO,0.0040GLY,0.0635GLN,0.0030

LYS,0.17ASN,0.0030SER,0.207ALA,0.0104ASP,0.2455GLU,0.0675

Τ∧Τ∨Τ∧Τ∨Τ∧Τ∨Τ∧Τ

∨Τ∧Τ∨Τ∧Τ∨Τ∧Τ  below 81,9% Τ  )

above ( ) ( ) ( ) ( ) ( ) ( ) ( )aboveaboveaboveaboveaboveaboveabove
LEU,0.1465THR,0.1365MET,0.0635TRP,0.0455TYR,0.0725PHE,0.0525 Τ∨Τ∨Τ∨Τ∨Τ∨Τ∨Τ  84,6% Τ  VAL,0.0885

Tabelle 12: Hypothesen für Merkmalstyp SingleRel (Heuristik) 

 der 

 auffällig 

infach im Falle der Schwellwertfunktion

 

Es zeigt sich, dass eine Trennrate von über 84% erreicht wird, sowohl unter Verwendung

Intervallfunktion als auch der Schwellwertfunktion. Die erlernten Kombinationen sind

 aboveΤe . Diese charakterisiert ein Interface durch eine 

einer Aminosäure repräsentiert. Es zeigt sich, dass 

knapp 7% Tyrosin und 5% Tryptophan erforderlich sind, was sich mit den Häufigkeiten der 

ist daher fraglich, ob ein großes Vorkommen von 

 Interface auf dessen Neutralität zurückzuführen ist, oder andere Faktoren dafür 

relevant sind. 

Bei Betrachtung der Schwellwertfunktion 

Schwelle, die die minimal notwendige Menge 

ASEdb deckt. Ferner sind knapp 14% Threonin, sowie 15% Leucin erforderlich, die jedoch nach 

ASEdb eine untergeordnete Rolle spielen. Es 

Leucin im

aboveΙ  ist auffällig, dass die Mengen für Tyrosin 

zwischen 8% und 24% liegen sollten. Ebenfalls ist Arginin mit bis zu 28% beteiligt, Tryptophan 

wiederum fehlt in der Auswahl. Leucin hingegen belegt mit bis zu 50% den ersten Platz. 

Aufgrund der höheren Komplexität dieser und der verbleibenden Hypothesen scheint die 

Charakterisierung der Interfaces durch die Schwellwertfunktion aboveΤ  am sinnvollsten. Dies 

entspricht auch der intuitiven Überlegung, dass Mindestmengen von bestimmten Aminosäuren 

im Interface erforderlich sind. 
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Zulässige 

Funktionen 

Trenn- 

rate 
Erlernte Hypothese (Statistical Queries) 

belowabove ΤΤ ,  85,8% 
( ) ( ) ( ) ( )
( ) ( )abovebelowbelowaboveabovebelo

abovebelowabovebelowabovebelowabove

LEU,0.1480RO,0.1620GLU,0.106MET,0.0410ILE,0.0280GLN Τ∧Τ∧Τ∨ΤΤ

∨Τ∧Τ∨ΤΤ∧∨Τ∨Τ∧Τ

) (w
P0,0.0000

THR,0.0120LYS,0.0320VAL,0.1000ASP,0.1230TYR,0.0790GLY,0.1420PHE,0.0640

Τ∨∧
 

belowΤ  82,6% 
( ) ( ) ( ) ( )
( )aboveabove

belowbelowbelowbelowbelowbelowbelow

ASN,0.0000ARG,0.1410

VAL,0.1980GLN,0.0090LYS,0.0440ALA,0.0140Gly,0.3750GLU,0.0600ASP,0.3130

Τ∧Τ

∨Τ∧Τ∨Τ∨Τ∧Τ∨Τ∧Τ  

aboveΤ  86,2% 
( ) ( ) ( ) ( ) ( ) ( )
( )ababove

aboveaboveaboveaboveaboveaboveabove

ILPRO,0.0090

TRP,0.0550LEU,0.1290THR,0.014MET,0.0550VAL,0.1030TYR,0.0770PHE,0.0670

Τ∧Τ

∨Τ∨Τ∧Τ∨Τ∨Τ∨Τ∨Τ  
ove

E,0.0880

Tabelle 13: Hypoth typ SingleRel (Statistical Queries) 

 

Die erlernten Hypothesen unter Verwendung des Lern

esen für Merkmals

algorithmus mit Statistical Queries (siehe 

e Ergebnisse zeigen, dass das Modell des PAC-

Lernens mit Rauschen auf der Klassifikation und Statistical Queries in der Praxis gut geeignet ist. 

Die Zusammensetzung der erlernten Hyp hen lediglich leicht von denen der 

Heuristik ab. 

Für den Merkmalstyp SingleByPairRel werden folgende Ergebnisse erzielt: 

 

Kapitel 4.7) liefern noch höhere Trennraten. Dies

othesen weic

Trenn-
Funktion Erlernte Hypothese (Heuristik) 

rate 

aboveΙ  83,8% 
( ) ( ) ( )
( ) ( ) ( ) ( aboveaboveaboveaboveaboveabove

aboveaboveaboveaboveaboveabove

][0.0,0.018ASP,94][0.025,0.2LEU,57[0.095,0.3TYR,7][0.09,0.35PHE,[0.0,0.13]THR,[0.0,0.0]PRO,

][0.0,0.161VAL,[0.0,0.0]ALA,][0.0,0.214GLY,][0.0,0.054GLU,][0.0,0.417ARG,][0.0,0.063LYS,

∧Ι∨Ι∧Ι∨Ι∨Ι∧Ι

∨Ι∧Ι∨Ι∧Ι∨Ι∧Ι

)above
][0.0,0.102SER,Ι

 

( ) ( ) ( )
( ) ( ) ( ) ( below

SER
below
ASP

above
LEU

above
TYR

above
PHE

below
THR

below
PRO

below
VAL

below
ALA

below
GLY

below
GLU

below
ARG

below
LYS

0.1025,0.0185,0.0255,0.0945,0.0905,0.1305,0.0030,

0.1615,0.0025,0.2165,0.0545,0.4585,0.0635,

Τ∧Τ∨Τ∧Τ∨Τ∨Τ∧Τ

∨Τ∧Τ∨Τ∧Τ∨Τ∧Τ  belowabove ΤΤ ,  83,8% )

( ) ( ) ( ) ( )
( ) ( ) ( )below

ILE
below
ASN

below
TRP

below
GLN

below
SER

below
ASP

below
THR

below
PRO

below
VAL

below
ALA

below
GLY

below
GLU

below
ARG

below
LYS

0.0615,0.0020,0.0355,0.0025,0.1025,0.0185,

0.1305,0.0030,0.1615,0.0025,0.2165,0.0545  ,0.4585,0.0635,

Τ∧Τ∨Τ∧Τ∨Τ∧Τ

∨Τ∧Τ∨Τ∧Τ∨Τ∧Τ∨Τ∧Τ
belowΤ  83,2% 

( ) ( ) ( ) ( ) ( ) ( ) ( )aboveaboveaboveaboveaboveaboveabove Τ∨Τ∨Τ∨Τ∨Τ∨Τ∨Τ  above 83,4% Τ  PROILEMETARGTYR 0.1310,0.0905,0.0545,0.1340,LEU,0.11950.0705,PHE,0.0475

Tabelle 14: Hypothesen für Merkmalstyp SingleByPairRel (Heuristik) 

 

Dieses Experiment zeigt ein sehr ähnliches Ergebnis. Bei Betrachtung der Schwellwertfunktion 

 fällt auf, dass anstelle von Tryptophan mindestens 13% Arginin im Interface vorkommen 

sollte. Dies deckt sich erneut mit der ASEdb. Phenylalanin und Leucin erweisen sich ebenfalls 

als konstant, wohingegen andere Aminosäuren variieren. Die hier verwendeten Merkmale 

aboveΤ
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unterscheiden sich lediglich durch Mehrfachzählungen im Bezug auf multiple 

teraktionspartner. 

 

In

Zulässige 

Funktionen 

Trenn- 

rate 
Erlernte Hypothese (Statistical Queries) 

( ) ( ) ( )
( ) ( ) ( ) ( abovebelowbelowaboveaboveabovebelow

abovebelowbelowabovebelowbelow

VAL,0.0930SER,0.070ASN,0.0550ARG,0.1350MET,0.0490LEU,0.1140CYS,0.1540

TYR,0.0770GLY,0.227ASP,0.2350PHE,0.0620GLU,0.0770LYS,0.0680

Τ∧Τ∨Τ∧Τ∨Τ∨Τ∧Τ

∨Τ∧Τ∨Τ∧Τ∨Τ∧Τ  belowabove ΤΤ ,  85,1% )

below ( ) ( ) ( ) ( )abovebelowbelowbelowbelowbelowbelow Τ∧Τ∨Τ∧Τ∨Τ∨Τ∧Τ  82,4% Τ  ALA,0.1230SER,0.0170ASP,0.0330THR,0.2350GLU,0.0550GLY,0.3330LYS,0.0560

above
( ) ( ) ( ) ( ) ( ) ( )
( )aboveabove

aboveaboveaboveaboveaboveaboveabove

VAL,0.0490CYS,0.0300

TRP,0.0610MET,0.0510ILE,0.0130ARG,0.1330TYR,0.0840LEU,0.1160PHE,0.0640

Τ∧Τ

∨Τ∨Τ∨Τ∧Τ∨Τ∨Τ∨Τ  85,0% Τ  

Tabelle 15: Hypothesen für Merkmalstyp SingleByPairRel (Statistical Queries) 

 

uch in diesem Fall ist eine höhere Trennrate im Falle der Schwellwertfunktion zu aboveΤ  A

verzeichnen. Die Zusammensetzung der erlernten Hypothese ist im Wesentlichen gleich.  

Für den Merkmalstyp PairRel werden für 10=r  folgende Ergebnisse erzielt: 

 

Funktion Trennrate Erlernte Hypothese (Heuristik) 

belowabove Τ,  Τ 72,1% 
( ) ( ) ( ) ( ) ( ) ( )
( ) ( ) ( ) ( )aboveaboveaboveabove

aboveaboveaboveaboveaboveabove

VAL,0.0425-VALTYR,0.0425-LEUMET,0.0040-METVAL,0.0335-ILE

TYR,0.0285-PHEILE,0.0295-ILEPHE,0.0265-PHEPHE,0.0365-LEUASP,0.0425-ARGLEU,0.0035-LEU

Τ∨Τ∨Τ∨Τ

∨Τ∨Τ∨Τ∨Τ∨Τ∨Τ  

belowΤ  6 ( )belowbelow Τ∧Τ  8,1% LYS,0.0115-ARGGLU,0.0125-ASP

aboveΤ  72,1% 
( ) ( ) ( ) ( ) ( ) ( )
( ) ( ) ( ) ( )aboveaboveaboveabove

aboveaboveaboveaboveaboveabove

VAL,0.0425-VALTYR,0.0425-LEUMET,0.0040-METVAL,0.0335-ILE

TYR,0.0285-PHEILE,0.0295-ILEPHE,0.0265-PHEPHE,0.0365-LEUASP,0.0425-ARGLEU,0.0035-LEU

Τ∨Τ∨Τ∨Τ

Τ∨Τ∨Τ∨Τ∨Τ∨Τ  ∨

Tabelle 16: Hypothesen für Merkmalstyp PairRel (Heuristik) 

 

Für diesen Merkmalstyp werden deutlich schlechtere Klassifikationsraten erreicht. Diese 

Beobachtung ist jedoch nicht überraschend, da die Information in den Daten über 210 Merkmale

verteilt ist, jedoch nur die erste

 

n 10 Merkmale und somit lediglich 4% der Gesamtinformation 

ur Klassifikation herangezogen werden. Wird der Parameter r erhöht, so werden geringfügig 

essere Klassifikationsraten erreicht. Bei dieser Betrachtungsweise sind die Klassifikationsraten 

als verhältnismäßig hoch einzustufen. Außerdem zeigt sich, dass der Schwellwertfunktionstyp 

above deutlich bessere Raten und kürzere Alternativen liefert. 

z

b
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Bei Betrachtung der erlernten Hypothesen lassen sich dennoch Ähnlichkeiten zu den 

Merkma pen SingleRel und SingleByPairRel

Der L rithmu urch Statistical Queries kann auf diese Datenlage nicht angewendet 

werden, da aufgrund der hohen Merkmalszahl eine effiziente Berechnung nicht mehr möglich ist. 

Da die Heuristik aber in den vorherigen Experimenten vergleichbare Ergebnisse geliefert hat, 

sind auch in diesem ll keine größeren Abweichungen zu erwarten. 

 

Für alle erlernten Hypothesen ist ebenfalls eine Validierung gemäß der Jacknive-Methode 

durchgeführt wo weichung von 

rennrate und Klassifikationsrate ungesehener Beispiele im Mittel unter 0,2% liegt. Dieses 

 

t 

diglich drei Prozentpunkte höher, also bei etwa 89%, liegt. Dieses Ergebnis 

.  

 Falle des Merkmalstyps PairRel liegt die SVM bei einer Trennrate von 94,0% und einer 

Vorhersagerate auf ungesehenen Beispielen von 84,3%. Dies bestätigt zudem die Erwartung, 

dass bei hoher Merkmalszahl die Generalisierun d bereits 72,1% 

Trennrate und Vorhersagerate mit nur zehn Merkmalen erreicht werden können. 

 

6.4. Abschließende Betrachtung 

Die Ergebnisse zeigen eine klare Tendenz, jedoch ist der Ansatz für die Identifikation von 

Hotspots noch nicht ausreichend. Dabei ist zu berücksichtigen, dass bei diesem Ansatz nicht auf 

verifizierten Hotspot-Daten gelernt worden ist, sondern in umgekehrter Weise vorgegangen wird. 

Es wird versucht anhand von potentiellen Hotspot-Kandidaten über die Trennbarkeit einen 

Rückschluss auf diese vorzunehmen, um so eine Tendenz zu erkennen. Der Ansatz zeigt jedoch 

lar den hohen Informationsgehalt und einen deutlichen Unterschied zwischen 

Abschließend zeigt sich auch die gute Eignung der gewählten Konzeptklasse zur Trennung der 

lsty

ernalgo

 erkennen. 

s d

 Fa

rden. Die Generalisierung ist wie erwartet sehr gut, so dass die Ab

T

Ergebnis ist für die Betrachtung der erlernten Hypothesen zur Hotspot-Identifikation nicht 

relevant, aber sichert den Ansatz insofern ab, als eine gute Generalisierungsfähigkeit vorliegt und

somit keine Artefakte gelernt worden sind. 

Für alle Merkmalstypen ist ebenfalls die Trennrate der SVM mit Radialbasiskern bestimm

worden, die le

dokumentiert die Konkurrenzfähigkeit des PAC-Lernens gegenüber der SVM

Im

gsfähigkeit stark nachlässt un

k

Oberflächenverteilung und Interfaceverteilung. 

Daten, die nur geringfügig schlechter als die der SVM ist.  
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7. Das Tool InSolve 
Im Rahmen dieser Arbeit ist das wissenschaftliche Tool InSolve entwickelt worden, das eine 

Analy Jahresa lussdaten erlaubt. Dieses Tool ist nicht für das Massengeschäft gedacht, 

da aufgrund der sehr problematischen Daten tsächliche 

Klassifikationsleistung möglich ist. 

InSolve stellt unter anderem die vorgestellten Verfahren als Plugin bereit und erlaubt die 

Implementierung eigener Plugins in Java. Auf diese Weise ist es möglich, die in dieser Arbeit 

gewonnen Ergebnisse und Erkenntnisse zu überprüfen, aber vor allem auch Tests auf  anderen 

Daten zu ermöglichen. Außerdem werden verschiedene Funktionen zur Visualisierung und 

Evaluierung angeboten, sowie Möglichkeiten zur einfachen Erstellung von Kennzahlen aus 

Bilanzdaten. t, so ist es 

uch für die Analyse beliebiger anderer Daten geeignet, sofern diese im CSV-Format vorliegen. 

echen

se von bsch

lage keine exakte Aussage über die ta

Auch wenn der Schwerpunkt des Tools auf der Insolvenzerkennung lieg

a

Derzeit hat sich dieses Format als ausreichend erwiesen; es existieren aber entspr de 

Schnittstellen, um auch die Verarbeitung anderer Eingabedateien zu ermöglichen. Die 

Dokumentation zu dem Tool InSolve befindet sich im Anhang. 
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8. Zusammenfassende Betrachtung und Fazit 
Diese Arbeit hat demonstriert, dass die Verfahren des PAC-Lernens gut für die Anwendung

der Praxis geeignet sind. Außerdem ist erkennbar, dass in der Beschränkung des Lernzieles und 

damit im Einfluss von externem Wissen ein großes Potential liegt, denn diese Informationen 

können in angemessener Weise in eine Konzeptklasse eingearbeitet w

 in 

erden, um bessere 

esultate zu erzielen. Außerdem bleiben die Parameter eines erlernten Klassifikators 

en 

ere 

) bleiben die Verfahren des PAC-Lernens in den 

nnrate 

 

ahresabschlussdaten kritisch zu bewerten. Auch die Kern-PCA deutet auf einen geringen 

Informationsgehalt in den Daten hin. 

iben die Ergebnisse nachvollziehbar und die 

s 

R

nachvollziehbar und damit interpretierbar. Dies steht im Gegensatz zu universellen Verfahr

wie SVMs oder neuronalen Netzen. 

Weiterhin zeigt sich, dass auch das Modell des PAC-Lernens mit Rauschen auf der 

Klassifikation in der Praxis brauchbar ist, da Lernalgorithmen durch Statistical Queries bess

Hypothesen finden konnten als einfache Heuristiken.  

Bei guter Datenlage (Hotspot-Identifikation

erzielten Trennraten konkurrenzfähig zu SVMs, wenngleich sie geringfügig schlechter 

abschneiden. Die Generalisierungsfähigkeit ist jedoch bei beiden Verfahren gemäß der Tre

gut. 

Die Anwendung der Verfahren des PAC-Lernens auf Jahresabschlussdaten hat sich als 

verhältnismäßig instabil erwiesen, was jedoch auf die schlechte Datenlage zurückzuführen ist.

Insbesondere, da hoch qualitatives Datenmaterial beschafft werden konnte, geben diese 

Ergebnisse Anlass, die automatisierte Insolvenzerkennung auf der Basis von 

J

Durch die Entwicklung des Tools InSolve ble

Methoden auch in anderen Bereichen anwendbar. Außerdem kann das Tool InSolve auch al

Entwicklungsplattform für größere Kreditinstitute dienen, wenngleich viele bereits eigene 

Ratingsysteme entwickeln. 
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Anhang A 

A.1. Funktionen und Dokumentation von InSolve 

A.1.1. Start von InSolve und Menus 

Nach dem Start von InSolve durch die mitgelieferte Batch-Datei „InSolve.bat“, erscheint der 

Hauptdialog: 

 

 
Abbildung 16: InSolve Hauptdialog 
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Alle wichtigen Funktionen können über das Hauptmenü gesteuert werden.  

 

 
Abbildung 17: InSolve File Menu 

 

Das Menü „File“ stellt die Funktionen zum öffnen einer Eingabe-Datei zur Vorhersa

Input), Start des Trainings (Train) und Start der Vorhersage (Predict) sowie Visualisierung 

(Visualization) zur Verfügung. 

ge (Open 

 

 
Abbildung 18: InSolve Method Menu 

 

Das Menü „Method“ ist von dem gewählten Plugin abhängig (siehe Kapitel A.1.7) und wir

dynamisch erzeugt. Es erlaubt die Kon

d 

figuration der aktuell gewählten Methode. 

 

 
Abbildung 19: InSolve Settings Menu 

 

Das Menü „Settings“ erlaubt den Zugriff auf wichtige Dialoge von InSolve. Dazu zählen der 

Plugin-Manager (Plugins), Keyfile-Dialog (Keyfile), Ratiofile-Dialog (Ratiofile), Import-Dialog 

(Imports) und Method-Combination-Dialog (Method Combinations). Weiterhin kann der Pfad-
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Dialog (Paths) aufgerufen werden, der aber obe

Ratiofile-Dialog 

rflächlich bereits durch den Keyfile-Dialog und 

konfiguriert werden kann. 

alog 

ile einer CSV-Datei entspricht dabei einem 

schluss, jede Spalte einer Kennzahl oder einer beliebigen anderen Information. Die erste 

Zeile der CSV-Datei fungiert dabei als Header und bezeichnet damit die verschiedenen 

Kennzahlen oder anderer Informationen. Es ist zwingend erforderlich, dass der Header 

eindeutige Bezeichnungen aufweist, da andernfalls nicht alle Spalten korrekt verarbeitet werden 

können: 

 

Name  Datum   Branche Bilanzsumme  Cash-Flow 

 

A.1.2. Eingabedateien und Import-Di

Der erste Schritt für das Training eines Klassifikators mit InSolve ist die Erstellung von 

Eingabedateien. InSolve akzeptiert CSV-Dateien, die z.B. mit Microsoft Excel oder 

OpenOffice.org erzeugt werden können. Jede Ze

Jahresab

“U1 GmbH“ “31.12.2003“  “Bau“  2051   1.51 

“U1 GmbH“ “31.12.2004“  “Bau“  2501   1.71 

“U1 GmbH“ “31.12.2005“  “Bau“     1.91 

“U2 AG“ “31.12.2005“  “Dienst“ 22115   -1.5 

“U3 AG“ “31.12.2004“  “Dienst“ 551   3.56 

“U3 AG“ “31.12.2005“  “Dienst“ 422   3.4 

Abbildung 20: Aufbau einer CSV-Datei für InSolve 

 

Entscheidend ist bei Gleitkommawerten, dass sie mit einem Punkt anstelle eines Kommas 

angegeben werden. Dies ist Standard in vielen Programmiersprachen und wird auch bei InSolve 

nicht anders akzeptiert. InSolve erkennt automatisch Spalten mit numerischen Werten und 

konvertiert diese entsprechend. Die aktuellen Plugins unterstützen ausschließlich die 

Verarbeitung numerischer Werte. 

Weiterhin bietet InSolve für das  eigenen Dialog, der die 

eingelesenen Dateien in einer Preview-Tabelle anzeigt, um Konvertierungsfehler auszuschließen.  

Einlesen von CSV-Dateien einen
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Der Import-Dialog wird über den Menüpunkt Settings Imports aufgerufen: 

 

 
Abbildung 21: Import-Dialog: CSV Import 

 

Im Reiter „CSV Import“ lassen sich Option für den CSV-Parser festlegen. Diese sind zum einen 

tei über eine 

palte mit eindeutigen Werten für jedes Unternehmen verfügen, das so genannte „Unique 

Company Field“. Über den hier angegebenen Spaltennamen erfolgt die Zuordnung verschiedener 

Jahresabschlüsse zu einem Unternehmen. Wird „Unique Company Field“ für das obere Beispiel 

auf „Name“ gesetzt, so werden die ersten drei Jahresabschlüsse dem Unternehmen „U1 GmbH“ 

zugeordnet. „U2 AG“ besitzt einen Jahresabschluss und „U3 GmbH“ die letzten zwei. 

Ein weiteres, optionales Feld ist das „Date Field“, in das für gewöhnlich der Spaltenname des 

jeweiligen Jahresabschlussdatums angegeben werden sollte. Sinnigerweise wird in obigem 

Beispiel „Datum“ eingetragen. D ung auf den 

isualisierungsdialog und zeigt die Information für den jeweiligen Datenpunkt in einem 

der „Field Separator“ für die CSV-Datei (Tabulator im oberen Beispiel) sowie der „Text 

Separator“ (Anführungszeichen im oberen Beispiel). Weiterhin muss die CSV-Da

S

iese Option hat lediglich Auswirk

V

Popupmenu an. Aus diesem Grund können auch beliebige andere Informationen eingeblendet 

werden. 
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Der Reiter „Missing Data“ des Import-Dialogs erlaubt die Auswahl verschiedener 

Vervollständigungsstrategien für fehlende Werte: 

 

 
Abbildung 22: Import-Dialog: Missing Values 

 

In diesem Dialog muss zunächst der „Missing Value Indicator“ eingegeben werden, der die als 

fehlend zu interpretierend l werden fehlende Werte 

 einer CSV-Datei leer gelassen, daher muss im Normalfall nichts eingetragen werden. Im 

 stehen zur 

• Mean (Fehlender Wert wird durch gruppenspezifischen Erwartungswert ersetzt) 

• Median (Fehlender Wert wird durch gruppenspezifischen Median ersetzt) 

• Gaussian (Fehlender Wert wird durch gruppenspezifischen, zufälligen Wert ersetzt, der 

aus einer empirisch geschätzten Standardnormalverteilung gezogen wird) 

en Werte in der CSV-Datei angibt. Im Regelfal

in

obigen Beispiel besitzt das Unternehmen „U1 GmbH“ einen Jahresabschluss mit fehlender 

Bilanzsumme. Dieser Wert würde von der gewählten Vervollständigungsstrategie ersetzt. 

In der Kategorie „Missing Value Replacement Strategy“ kann die Strategie zur 

Vervollständigung der fehlenden Werte ausgewählt werden. Die folgenden Strategien

Auswahl: 

 

• Zero (Fehlender Wert wird durch 0 ersetzt) 
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In der Kategorie „Missing Value Deletion“ kann angegeben werden, wie viel Prozent der 

orliegenden Jahresabschlüsse einen Wert in einer Spalte aufweisen müssen, damit dieses 

Merkmal nicht von der Verarbeitung ausgeschlossen wird. Ein Merkmal, das in weniger als 50% 

aller Jahresabschlüsse auftaucht, eignet sich schlecht für eine Schätzung und sollte nicht 

verwendet werden. Es wird daher empfohlen, den Regler auf 50% oder höher einzustellen. 

Die Kategorie „Preview File Paths“ enthält automatisch die eingegebenen Pfade des InSolve 

Hauptdialogs. Alternativ können aber auch andere Dateinamen eingetragen werden. Die hier 

ausgewählte Eingabedatei wird durch einen Klick auf den Button „Preview“ eingelesen und unter 

dem Reiter „Preview“ angezeigt: 

  

v

 
Abbildung 23: Import-Dialog: Preview 

 

Dieser Dialog zeigt außerdem die prozentuale Vollständigkeit eines Merkmals in der zweiten 

Zeile an. Hier sollten die eingelesenen Daten einem manuellen Plausibilitätscheck unterwor

werden, um Einlesefehler zu erkennen. 

 

A.1.3. T

fen 

raining und Vorhersage mit InSolve 

Zunächst müssen zwei CSV-Dateien (solvente und insolvente Unternehmen) für das Training des 

Klassifikators bereitgestellt werden. Der Pfad der Dateien muss in die entsprechenden Textboxen 
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unter „Training“ eingetragen oder über den Dateibrowser ausgewählt werden. Ansc

der Trainingsvorgang über den Button „Train“ der 

hließend kann 

unteren Buttonleiste oder den entsprechenden 

enüpunkt gestartet werden. Ist das Training erfolgreich, so ändert sich das Symbol für einen 

trainierten Klassifikator entsprechend: 

 

 

M

    
       nicht trainiert        trainiert 

Abbildung 24: Icons: Trainiert / Nicht trainiert 

 

Standardmäßig ist das Thresholder-Verfahren gewählt und wird daher für Training und 

Vorhersage verwendet. Andere Verfahren können über den Plugin-Dialog ausgewählt werden 

(siehe Kapitel A.1.7). 

Um eine Beurteilung von neuen Unternehmen vorzunehmen, muss der Pfad zu der gewünschten 

CSV-Datei unter der Kategorie „Prediction“ eingetragen werden. Anschließend kann die 

Vorhersage mit einem Klick auf den Button „Predict“ gestartet werden.  
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Sobald die Vorhersage abgeschlossen ist, wird der Ergebnisdialog angezeigt: 

 

 
Abbildung 25: Results-Dialog 

 

Der Results-Dialog zeigt dabei das vorhergesagte Label für jedes Unternehmen in der Spalte 

„Predicted“ sowie die prozentualen Anteile aller vorhergesagten Labels. Da für die 

Insolvenzvorhersage Transpare wendeten Plugins eine 

Dokumentationsmöglichkeit, die über den Butto ann.  

nz entscheidend ist, besitzen die ver

n „Show Details“ angezeigt werden k
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Für das ausgewählte Unternehmen wird dann der Result-Details-Dialog angezeigt: 

 

 
Abbildung 26: Result-Details-Dialog 

 

Das Thresholder-Plugin dokumentiert für jedes Merkmal und jede Schwelle, welche Werte des 

zu beurteilenden Unternehmens auf eine Insolvenz hindeuten (rot) und welche Werte dagegen 

sprechen (grün). 

InSolve fragt den Nutzer bei Beendigung des Programms, ob der trainierte Klassifikator 

gespeichert werden soll. Für jede Methode kann ein Klassifikator gespeichert werden. 

 

A.1.4. Ratiofile-Dialog: Erstellung eigener Kennzahlen 

InSolve bietet die Möglichkeit, einfache Rechenoperationen auf den eingelesenen CSV-Dateien 

auszuführen. Auf diese Weise ist es möglich, anhand von Rohdaten bestimmte Kennzahlen 

automatisch berechnen zu lassen, ohne dass diese in den CSV-Dateien selbst vorberechnet sein 

müssen. Die Informationen für diese Rechenvorschrift kann in einem Ratiofile mit Endung .rat 
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gespeichert und wieder verwendet werden. Die Erstellung der Ratiofiles kann mit dem Ratiofile-

ialog erfolgen, der über den Menüpunkt Settings Ratiofile aufgerufen wird: 

 

D

 
Abbildung 27: Ratiofile-Dialog 

 

Dieser Dialog ist größtenteils selbsterklärend. Jede zu berechnende Kennzahl ist durch eine 

Checkbox repräsentiert (die Abbildung zeigt die zu berechnenden Größen „Fremdkapital“ und 

„Cashflow/Fremdkapital“). Darunte randen über die 

eaderbezeichnungen der Trainings-CSV-Dateien (Bilanzsumme und Eigenkapital bzw. Cash-

nsistenz und 

ne 

Klammernsetzung ist nicht direkt möglich, sondern muss durch die Berechnung von Teilgrößen 

vorgenommen werden, wie im obigen Beispiel bei der Berechnung des Fremdkapitals gezeigt.  

r werden die einzelnen Ope

H

Flow) in jeweils einzelnen Comboboxen angezeigt.  

InSolve prüft bereits beim Aufruf des Ratiofile-Dialogs die Trainingsdateien auf Ko

liefert gegebenenfalls eine entsprechende Meldung. 

Links des Operanden kann der Operator (+, -, *, /) auf gleiche Weise ausgewählt werden. Ei
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Um einen bestimmten Operanden zu finden, bietet InSolve eine Autovervollständigungsfunktion 

n:  

 

a

 
Abbildung 28: Ratiofile-Dialog Autovervollständigung 

 

Parallel zur Nutzereingabe werden die verfügbaren Headerwerte aus den Trainingsdateien 

durchsucht. Sobald der korrekte Eintrag in der Liste markiert ist, genügt ein Druck auf „Enter“, 

um die Eingabe zu übernehmen. Achtung, de

te ausgewählt werden, jedoch muss die Eingabe abschließend mit einem 

r gewünschte Wert kann auch durch einen 

Mausklick aus der Lis

Druck auf „Enter“ bestätigt werden, da andernfalls die Änderungen nicht übernommen werden. 

Es ist möglich die Reihenfolge der Operanden zu vertauschen, indem auf den entsprechenden 

Button  bzw.  rechts neben dem gewünschten Eintrag geklickt wird. Ein neuer Operand 

lässt sich über den Button  einfügen, der außerdem den aktuell gewählten Operanden 

ollständig kopiert. Das Löschen eines Operanden erfolgt über den Button v . 

 

hlichen 

 

Die Reihenfolge der zu berechnenden Kennzahlen entspricht der tatsäc

Berechnungsreihenfolge. Aus diesem Grunde steht eine berechnete Kennzahl darunter stehenden

Kennzahlen als Operand zur Verfügung. 
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Um eine neue Kennzahl zu erstellen, muss der Button  auf der linken Toolleiste „Ratio 

Operations“ angeklickt werden. InSolve fordert den Nutzer dann auf, einen Namen für die 

ennzahl einzugeben: 

 

K

 
Abbildung 29: Ratiofile-Dialog: Eingabe eines Namens für eine neue Kennzahl 

 

Auch hier ist es erneut wichtig, eine eindeutige Bezeichnung zu wählen. InSolve prüft die 

Eingabe und weist gegebenenfalls auf ein Problem hin.  

Es ist auch möglich, mehre Kennzahlen gleichzeitig bezüglich ihrer Position und damit ihrer 

Berechnungsreihenfolge zu verschieben. Dazu müssen die entsprechenden Checkboxen der 

Kennzahlen markiert und der der Button  bzw.  angeklickt werden. Analog wird für das 

Löschen mehrerer Kennzahlen vorgegangen und der Button  angeklickt. 

 

Ein so konfiguriertes Ratiofile kann schließlich über die untere Pfadleiste gespeichert werden. 

Durch einen Klick auf den Button  wird das Ratiofile unter dem angegebenen Pfad 

gespeichert. Wird der Dialog mit einem Klick auf den Button „OK“ geschlossen, so fragt 

InSolve, ob das aktuelle Ratiofile für die nächste Vorhersage übernommen werd

dieser Dialog mit „Ja“ bestätigt, so wird das Ratiofile automatisch in den Paths-Dialog (siehe 

Kapitel A.1.6) übernommen.  

en soll. Wird 

Dateien erzeugen zu müssen.  

 

A.1.5. Keyfile-Dialog: Merkmalsbeschränkung und Eingabekontrolle 

Keyfiles erlauben eine bessere Kontrolle der vorliegenden CSV-Dateien und bieten außerdem 

eine einfache Möglichkeit, die aktuelle Merkmalsauswahl zu verändern, ohne dazu neue CSV-
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Der Keyfile-Dialog unterstützt den Nutzer bei der Erstellung von Keyfiles und wird über den 

Menüpunkt Settings Keyfile aufgerufen: 

 

 
Abbildung 30: Keyfile-Dialog 

 

Die linke Tabelle „Key“ listet alle zur Auswahl stehenden Headerbezeichnungen der 

Trainingsdateien auf, inklusive selbst berechneter Kennzahlen durch ein Ratiofile (siehe Kapitel 

A.1.4). Die rechte Tabelle „Selected Key“ listet die ausgewählten Schlüssel auf. Mit Hil

Buttons „>>“ und „<<“ können einzelne oder mehrere Schlüssel der rechten Tabelle hinzugefüg

bzw. aus ihr entfernt werden.  

fe der 

t 

Ein so konfiguriertes Keyfile kann schließlich über die untere Pfadleiste gespeichert werden. 

Durch einen Klick auf den Button  wird das Keyfile unter dem angegebenen Pfad gespeiche

Wird der Dialog mit einem lick auf den Button „OK“ geschlossen, so fragt InSolve, ob

aktuelle Keyfile für die nächste Vorhersage übernommen werden soll. Die Einbindung und 

rt. 

 K  das 

Paths-Dialog (siehe Kapitel A.1.6). Verwaltung von Keyfiles erfolgt über den 
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A.1.6. Paths-Dialog 

Der Paths-Dialog wird über den Menüpunkt Settings Paths aufgerufen: 

 

 
Abbildung 31: P ths-Dialog 

 
a

er Paths-Dialog ermöglicht die Angabe von Pfaden für Keyfile und Ratiofile, die zuvor mit den D

Dialogen Ratiofile bzw. Keyfile erstellt worden sind. Die Pfade können von Hand oder über 

einen Dateibrowser angegeben werden. Der Hauptdialog von InSolve bietet außerdem die 

Möglichkeit, die Verwendung eines hier angegebenen Ratiofiles oder Keyfiles komplett 

auszusetzen:  

 

 
Abbildung 32: InSolve Hauptdialog: Quick Options 

 

Dazu muss lediglich die entsprechende Checkbox aktiviert bzw. deaktiviert werden. Es ist jedoch 

nicht empfehlenswert, ohne ein Keyfile zu arbeiten, da auf diese Weise Fehler in den 

Eingabedateien schwerer zu erkennen sind. 
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A.1.7. Plugin-Dialog 

Der Plugin-Dialog wird über den Menüpunkt Settings Plugins aufgerufen: 

 

 
Abbildung 33: Plugin-Dialog 

 

Der Plugin-Dialog ermöglicht die Auswahl und Aktivierung neuer Plugins für InSolve. Plugins 

sind Methoden-Pakete, die speziell für InSolve entwickelt wurden und lassen sich separat 

erwerben.  

______________________________________________________________________________ 



Anhang A                                                                                                                                     143 

Bei Auslieferung existieren die folgenden Plugins: 

• Thresholder (Das in dieser Arbeit vorgestellte Schwellwert-Verfahren) 

• Nearest Neighbor (Methode des nächsten Nachbarn) 

• SVM (Support Vector Machine basierend auf libsvm (siehe [LSVM]) 

• NeauralNet (Neuronales Netz basierend auf Joone (siehe [JOONE]) 

 

Um ein weiteres Plugin zu installieren, muss das Plugin-Paket in das Unterverzeichnis „plugins“ 

des InSolve Hauptverzeichnisses kopiert werden. Bei einem erneuten Aufruf des Plugin-Dialogs 

werden diese Pakete automatisch erkannt und verifiziert. Um ein Plugin zu aktivieren, muss 

dieses in der Liste ausgewählt und der Button „Make active“ angeklickt werden. Das grüne 

Kreuz markiert dann das gegenwärtig aktive Plugin. Durch einen Klick auf den Button „OK“ 

wird der Dialog geschlossen und das Menü „Methods“ des InSolve Hauptdialogs entsprechend 

aktualisiert. Das Plugin kann dann wie gewohnt über diesen Menüpunkt konfiguriert werden. 

 

 

• MDA (Multivariate Diskriminanzanalyse) 
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A.1.8. Method-Combination-Dialog 

er Method-Combination-Dialog wird über den Menü-Punkt Settings  Method Combinations 

aufgerufen: 

 

D

 
Abbildung 34: MethodsCombination-Dialog 

 

Der Method-Combination-Dialog ermöglicht es, mehrere Methoden über eine boolesche 

Funktion miteinander zu kombinieren. Der Grundgedanke hinter diesem Dialog ist die Tatsache, 

dass meistens mehrere Verfahren für die Insolvenzerkennung eingesetzt werden. Daher ist es 

möglich, mit InSolve die Ergebnisse mehrerer Verfahren nach einer bestimmten Logik zu einem 

Gesamtergebnis zu vereinigen. Es is etails über den Result-Details-

ialog jedes einzelnen Verfahrens abzurufen.  

 

üssen 

n Einträge lediglich ausgewählt und mit einem Klick auf den Button „Add“ 

hinzugefügt werden.  

Soll beispielsweise eine hohe Insolvenzerkennung mit den Methoden „Thresholder“ und „SVM“ 

erzielt werden, so wäre es möglich, die Ergebnisse beider Verfahren dem Operator „OR“ zu 

verknüpfen. Dazu wird das „Method Combination“ Textfeld zunächst gelöscht durch einen Klick 

t weiterhin möglich, die D

D

Die Kombination der Verfahren erfolgt über eine boolesche Funktion. Diese Funktion kann über

die Kategorie „Bool Operators“ und „Available Methods“ einfach erzeugt werden. Dazu m

die korrekte
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auf den Button „Clear“. Schließlich wird das Verfahren „methods.Thresholder.Thresholder“ aus 

er Kategorie „Available Methods“ gewählt und mit einem Klick auf den Button „Add“ 

 (|)“ sowie die Methode „methods.SVM.SVM“ 

t“ liefern, sobald eine der beiden 

würde lediglich 

ann das Ergebnis „Insolvent“ ausgegeben, wenn beide Methoden ein Unternehmen als 

en 

nalog zu einem einfachen Training, wird das entsprechende Symbol für kombinierte Methoden 

bei Erfolg aktualisiert: 

 

 

d

hinzugefügt. Anschließend wird der Operator „OR

ausgewählt, und erneut der Button „Add“ angeklickt. 

Diese boolesche Funktion würde also das Ergebnis „Insolven

Methoden ein Unternehmen als „Insolvent“ einstuft. 

Wird anstelle des Operators „OR (|)“ der Operator „And (&)“ verwendet, so 

d

„Insolvent“ einstufen. 

Es ist auch möglich, die boolesche Funktion von Hand einzugeben. In diesem Fall sollte jedoch 

mit einem Klick auf den Button „Check“ die Syntax überprüft werden. Mit einem Klick auf d

Button „OK“ werden die Änderungen übernommen und der Klassifikator kann über die 

gesonderten Buttons „Train Combined“ des InSolve Hauptdialogs trainiert werden. Die 

Vorhersage unter Verwendung des kombinierten Klassifikators erfolgt entsprechend über den 

Button „Predict Combined“.  

A

    
       nicht trainiert        trainiert 

Abbildung 35: Icons: Trainiert / Nicht trainiert für kombinierte Methoden 

 

Ein kombinierter Klassifikator kann analog zu einfachen Klassifikatoren (siehe Kapitel A.1.3) 

bei Beendigung von InSolve gespeichert werden. 
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A.1.9. Visualization-Dialog 

Der Visualization-Dialog wird über den Menüpunkt File Visualization aufgerufen:  

 

 
Abbildung 36: Visualization-Dialog 

 

Der Visualization-Dialog erlaubt die Visualisierung von Kennzahlenpaaren. Jeder Datenpunkt 

enfalls 

ber 

entspricht dabei einem Jahresabschluss, also einer Zeile der Trainingsdateien und gegeben

auch der Vorhersagedatei. Dabei werden Ratiofile und Keyfile ganz regulär berücksichtigt. Die 

rechte Tabelle stellt die zur Verfügung stehenden Kennzahlen dar, die mit Hilfe von STRG + 

Mausklick markiert werden können. Sobald genau zwei Einträge markiert sind, werden diese als 

Scatterplot auf der mittleren Zeichenfläche dargestellt. Mit Hilfe der linken Toolleiste, kann ü

die Buttons  bzw.  der gesamte Plot vergrößert bzw. verkleinert werden. Der Button  

ändert den Mauszeiger in ein Fadenkreuz und erlaubt dann die Vergrößerung und Zentrierung 

einer bestimmten Stelle des Plots.  
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Dies erfolgt durch einen Linksklick an die gewünschte Stelle des Plots, bzw. Rechtsklick um den 

Plot zu verkleinern. 

 

 
Abbildung 37: Visualization-Dialog: Unternehmensinformation für Datenpunkte 

Der Visualization-Dialog kann außerdem ein Popupmenü mit den Jahresabschlussbezeichnungen 

anzeigen, das die Zuordnung der Datenpunkte zu den jeweiligen Jahresabschlüssen ermöglicht. 

ssen die gewünschten Datenpunkt

 

Dazu mü e lediglich angeklickt werden.  
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Die Information hinter dem Unternehmensnamen entspricht dem Eintrag der im Import-Dialog 

n Spalte. unter „Account Date“ eingetragene

 

 
Abbildung 38: Visualization-Dialog: Show All Pairs Modus 

 

urch einen Klick auf den ToggleButton “Show All Pairs” werden alle möglichen Paare der 

 

D

aktuellen Kennzahlen-Auswahl angezeigt. Diese Funktion macht erst dann Sinn, wenn mehr als

zwei Kennzahlen selektiert sind. Es werden entsprechende Reiter erzeugt, um alle möglichen 

Plots darstellen zu können.  
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Das Popupmenü eines jedes Plots gibt Aufschluss über die aufgetragenen Merkmale. 

 

 

 
Abbildung 39: Visualization-Dialog: Manuelle Diskriminanzanalysen 

 

Mit Hilfe von Drag-and-Drop auf der Plotfläche ist es möglich, einen Kreis in den Plot 

einzupassen, um einen Eindruck der Datenpunkte im Raum zu erhalten. Der Kreis dient dabei als

Diskriminanzfunktion: Die roten Punkte innerhalb des Kreises sowie die gr

 

ünen Punkte 

außerhalb des Kreises werden als korrekt klassifiziert angesehen. Diese Regel läst sich durch 

einen Klick auf den ToggleButton „Invert Classes“ umkehren. Die entstehenden 

Klassifikationsraten in der oberen Statusleiste werden dazu dynamisch berechnet. Dieser 

Vorgang ist mit der Zoomfunktionen kombinierbar und funktioniert ebenfalls im „Show All 

Pairs“ Modus. 
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______________________________________________________________________________ 

Solve ist vollständig in JavaDoc kommentiert und bietet detaillierte Informationen zur 

Entwicklung von Plugins innerhalb der erforderlichen Interface-Klassen. Die Klassen von 

InSolve stehen zum Download unter http://www.tcs.informatik.uni-goettingen.de/insolve

A.2. Release und JavaDoc 

In

 bereit. 

Der Quellcode selbst ist auf Anfrage via E-Mail erhältlich (Thomas.Brodag@T-Online.de). Über 

diese Arbeit hinaus werden Supportleistungen angeboten im Hinblick auf 

Verbesserungsvorschläge oder auch zusätzliche Funktionswünsche. 

 

A.2. Technische Hilfsmittel 

• Für die Entwicklung des Java-Tools InSolve wurde Netbeans IDE 5.0 eingesetzt. 

• Scatterplots und Diagramme wurden unter Matlab 7 erstellt. 

• Formeln, Text und sonstige Grafiken wurden mit Hilfe von Microsoft Word 2003 

erzeugt.
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